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Resumen

En la actualidad, el tratamiento para el cancer de pulmoén de células no pequeias (CPCNP) lo-
calmente avanzado e irresecable estd basado en la combinacion de quimioterapia y radioterapia
con intencidn radical. A pesar de que la inmunoterapia y otros tratamientos novedosos han con-
seguido mejorar los resultados, aumentando el porcentaje de supervivencia, menos de un tercio
de los pacientes estdn libres de sufrir una recaida pasados cinco afios. Del mismo modo, todavia
no se dispone de herramientas lo suficientemente precisas y rigurosas para definir los posibles
pacientes que consigan responder al tratamiento, por lo que ninguno estd exento de recibir un
tratamiento con un alto nivel de toxicidad, efectos adversos graves y un seguimiento uniforme
independientemente de la probabilidad de respuesta.

Durante los ltimos afos, el ambito de la radiémica se ha explotado notablemente y ha evolu-
cionado concediendo la capacidad de extraer mayor cantidad de informacién sobre la base de
las técnicas existentes de imagen a partir de datos cuantitativos. Este hecho convierte este nuevo
campo en una herramienta enormemente provechosa y ttil para la prediccion de respuesta, asi
como el hallazgo de supervivientes a largo plazo permitiendo evolucionar hacia una medicina
personalizada.

El propésito de este proyecto ha sido desarrollar una herramienta que combine la radiémica
y las técnicas basadas en machine learning (ML) aplicdndolas a la prediccion de la respuesta
tumoral de los pacientes incluidos en el estudio. Tras el proceso de seleccién de imagenes y su
posterior segmentacion manual, se han extraido un total de 1562 caracteristicas radiémicas de
distintas clases y naturaleza en base a la imagen original, que después han sido utilizadas en un
completo proceso de clasificacidn binaria. Los resultados mas relevantes obtenidos son de un

0.75 de sensibilidad, un 0.60 de especificidad, un 0.71 para el f1-score y, finalmente, un valor
del 0.70 de AUC.

Para concluir el trabajo, con técnicas de explicabilidad se ha construido una manera més clara
de entender el tipo de caracteristicas radidmicas que mds han influido en el aprendizaje de los
modelos adoptados. Esta linea de investigacidon supone una vision prometedora en la prediccion
de supervivencia de los pacientes oncoldgicos, atin con un gran recorrido de crecimiento por
delante.

Palabras Clave: Cancer de pulmon, inteligencia artificial, radiémica, python, TAC.
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Capitulo 1

Introduccion

1.1 Anatomia del Pulmon

Los pulmones son los 6rganos que se encargan de llevar a cabo la funcién respiratoria.
Se ubican en el térax a ambos lados del corazén y estdn protegidos por las costillas. En la
parte mas craneal del aparato respiratorio se encuentra la trdquea, a partir de la cual nacen
los bronquios. Ambos se dividen en dos ramas que entran en los pulmones. Finalmente, de
estos dltimos salen diversas bifurcaciones denominadas bronquiolos. Como se ve en la Figura
1.1, el pulmén derecho tiene un tamafio mayor ya que cuenta con tres l6bulos mientras que
el izquierdo tiene Unicamente dos. A su vez, cada l6bulo se divide en pequefios segmentos a
los que llegan los bronquiolos, que se subdividen terminando en alvéolos donde, finalmente, se

realiza el intercambio gaseoso [1].

Traquea

Bronquio

Pulmon
derecho
(3 lobulos)

Pulmon
izquierdo
(2 l6bulos)

Bronquiolos

) Healtvwise, Incorporated

Figura 1.1: Anatomia de los pulmones [2].



1.2. EL CANCER DE PULMON Y SUS TIPOS

Recubriendo los pulmones se encuentra la pleura, una membrana serosa que evita el roce con
la pared interna de la cavidad tordcica. Esta se compone de dos capas, la parietal en la parte
externa y la visceral en la parte interna. Entre ambas capas hay un espacio denominado cavidad
pleural que, normalmente, esta lleno de un liquido lubricante. Ademads, debajo de los pulmones
se halla un musculo plano en forma de ctupula llamado diafragma, que disminuye el espacio en

la cavidad tordcica durante la inhalacion y lo incrementa durante la exhalacion [1].

1.2 El Cancer de Pulmoén y sus Tipos

El céncer de pulmén (CP) es una patologia formada en los tejidos pulmonares, en general
en aquellas células que cubren los conductos de aire: bronquios, bronquiolos o alveolos pulmo-
nares. Concretamente, se trata de una multiplicacion y division descontrolada de dichas células
formando una masa denominada tumor, nédulo o lesion. El problema radica en la alta capacidad
que posee para ocupar otros tejidos y organos. Estas células patoldgicas pueden transportarse
por medio de la sangre o a través del liquido linfatico que se encuentra rodeando el tejido pul-
monar. La linfa se mueve por los vasos linfaticos vacidndose en los ganglios linfaticos, unos
organos pequefios que protegen contra las infecciones. El flujo de salida habitual de este liquido
en los pulmones es hacia dentro del térax. Cuando una célula cancerosa es movida hacia uno
de estos ganglios linfaticos o hacia otra parte del cuerpo por medio de los vasos sanguineos, el

céncer comienza a extenderse poco a poco, dando lugar a la metéstasis [3].

Existen dos tipos principales de CP, el cancer de pulmén de células pequenas (CPCP), cuya
caracteristica principal es el tamafio reducido de las células a las que afecta; y el cdncer de
pulmoén de células no pequeiias (CPCNP), que se trata de células de un tamafio mayor a las
anteriores. Cada uno de ellos tiene un desarrollo y tratamiento diferentes. El CPCNP es el més
comun y en el que se centra este proyecto. Para determinar el tratamiento, es primordial conocer

la clase de CPCNP que tiene un paciente. Existen tres tipos principales [4]:

= Carcinomas de células escamosas: Se localiza en las células escamocelulares, que recu-

bren el interior pulmonar. El 30 % de los CPCNP son de células escamosas.

= Adenocarcinomas: En este caso, se inicia en las células epiteliales que revisten el pulmén
por la parte exterior. Es el tipo mas frecuente abarcando un 40 % de todos los casos de
CPCNP.
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= Carcinomas de células grandes: Estdn ubicadas en cualquier parte del pulmon. Es por eso

que no se clasifican como carcinoma ni como adenocarcinoma de células escamosas.

1.3 Epidemiologia del Cancer de Pulmon

De acuerdo con los datos de la International Agency for Research on Cancer (IARC), el
CP es el tipo de patologia oncolégica con mayor mortalidad (1.589.925 muertes) e incidencia
(1.824.701 casos nuevos) en todo el mundo y el segundo cidncer mds diagnosticado después del
cancer de prostata. Concretamente, el CPCNP constituye entre el 80% y el 85% de todos los
diagndsticos de cancer de pulmon, siendo més frecuente en hombres (1.241.601 casos) que en
mujeres (583.100 casos) [5].

En Espaiia, se estima que en 2022 se han diagnosticado 30.948 casos nuevos de CP, entre ellos,
aproximadamente 22.300 son hombres y el resto mujeres, una incidencia elevada en compa-
racion con el resto de paises europeos. Por grupos de edad, las personas con més de 75 afios
suponen un 32 % de los nuevos casos, al igual que el grupo de 65 a 74 afios. Por otro lado, las
personas con edades comprendidas entre los 55 y los 64 afios constituyen el 25 % seguidos de

los menores de 54 hasta los 15 afios con un 11 % de la incidencia [6].

Incidencia Anual | Numero de Casos | Hombres | Mujeres
En el Mundo 1.824.701 1.241.601 | 583.100
En Espafia 30.984 22.300 8.648

Cuadro 1.1: Incidencia del cdncer de pulmoén en el mundo y en Espafia [6].

La mortalidad del CP ha ido disminuyendo poco a poco en los tltimos afios debido a los avances
tecnolégicos como el desarrollo de nuevas herramientas y tratamientos y mejora de equipos de
diagndstico. Un convenio entre la Sociedad Espafiola de Oncologia Médica (SOEM) y la Red
Espafiola de Registros de Cancer (REDECAN), revela que la supervivencia del CP en 5 afios
ha aumentado como consecuencia de este progreso desde los afios 2002-2007 hasta el periodo
del 2008-2013, pasando del 11,2 % al 12,7 % en hombres [7]. En la Figura 1.2 se puede ver esta
evolucion. Sin embargo, como consecuencia del aumento del consumo de tabaco en mujeres
a partir de la década de los 70, el desarrollo de la mortalidad ha sido muy desfavorable. En la

Figura 1.3 vemos este cambio en la poblacion femenina desde 1975 hasta 2017.

3
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1.4 Pronostico del Cancer de Pulmon

El pronéstico del CP va a depender del estadio en el que se encuentra la enfermedad en el
momento del diagnéstico. Con frecuencia, los pacientes son valorados y diagnosticados cuando
la enfermedad estd en una fase avanzada ya que habitualmente es complicado observar los
sintomas en fases tempranas. De la misma manera, en muchas ocasiones la enfermedad es
diagnosticada en pacientes de altas edades con otros tipos de enfermedades cuyos sintomas

hacen dificultoso el tratamiento oncolégico.

Otro factor importante a tener en cuenta para evaluar el prondstico es la herencia genética.
Especificamente, en el cancer pulmonar, los tumores hereditarios son inusuales, pero existe un
pequeio porcentaje de los pacientes diagnosticados que se encuentran en esta situaciéon. Entre
el 5% y el 10% de los casos de CP son relacionados con mutaciones de los genes adquiridas
durante la vida, como fumar o vivir en lugares con una alta contaminacion. Es primordial tener
en cuenta que el CP no se hereda, sino que se desarrolla un mayor riesgo a padecerlo. Algunas
investigaciones recientes y ensayos clinicos buscan mejorar la supervivencia de los sujetos que
padecen este tipo de cancer de manera que en los préximos afios se produzca un incremento

notable tanto en la calidad de vida de los pacientes con CP como en la supervivencia de este

[9].

1.5 Causas y Factores de Riesgo del Cancer de Pul-
mon

La principal causa del CP es el tabaquismo. Es por ello que una bajada del consumo de
tabaco implica un descenso de la incidencia del CP, aunque es necesario un tiempo de unos afios
de latencia para disminuir el riesgo de padecer la enfermedad al de una persona no fumadora.
Segtin la estadistica, alrededor de un 80 % y un 90 % de los casos de CP ocurren en fumadores o
en ex fumadores, aunque también se diagnostica en no fumadores pero con unas caracteristicas

especiales [10].

Existen otros factores que incrementan el riesgo de desarrollar cdncer pulmonar, como la edad

avanzada o el sexo masculino. Es probable que esta tltima caracteristica esté altamente relacio-
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nada con el mayor habito tabaquico en hombres que en mujeres. Sin embargo, este hecho esta
cambiando en los dltimos afios observando un aumento de la incidencia entre el sexo femenino.

Asimismo, existen otras causas que pueden contribuir al avance de un tumor pulmonar [11]:

= Polucién en zonas urbanas.
= Exposicidn a sustancias como el radon o el asbesto en el drea de trabajo.

= Antecedentes familiares de CP.

1.6 Diagnostico del Cancer de Pulmoén

El diagnoéstico del CP proporciona una forma saber el tipo de céncer (si es CPCP o CPCNP),
pero también permite conocer el estadio en el que se encuentra (del O al IV). Con el fin de

conseguir el tratamiento éptimo, es necesario llevar a cabo un diagnéstico adecuado.

En primer lugar, es imprescindible una anamnesis y exploracion fisica apropiadas para conocer
factores importantes de la vida cotidiana como el tabaquismo o el trabajo y otros datos como la
posible presencia de adenopatias, fatiga, tos persistente o dolores. De manera complementaria,
existen otras técnicas como el diagndstico por imagen. Hay cuatro principales y las més usadas

para este tipo de patologia [12]:

= Radiografia de térax: Es la primera prueba que se realiza cuando existe una sospecha de
CP. Sirve para asegurar el diagnodstico y resulta de vital importancia para una deteccion
precoz del CP en los pacientes con factores de riesgo. La ventaja es que tiene una duracién

y un coste muy bajos.

= Tomografia Axial Computarizada (TAC): Consiste en un estudio radioldgico con el que
se obtienen imagenes del cuerpo en tres dimensiones. Es muy util para diferenciar entre
los tipos histol6gicos de CP aunque no permite discriminar con fiabilidad entre ellos. La
duracién de esta prueba es de 10-15 minutos y es necesario un tamafio del tumor mayor

de 8 mm para poder llevar a cabo esta técnica.

= Tomografia por Emision de Positrones (PET): Se trata de una prueba de imagen tridimen-

sional que permite detectar las zonas del organismo del paciente con actividad gracias a

6



CAPITULO 1. INTRODUCCION

sustancias marcadas radioactivamente distribuidas por el cuerpo como la glucosa. Nor-
malmente, los cdnceres consumen glucosa a una velocidad mayor que el resto de tejidos
no patolégicos por lo que es posible detectar aquellas zonas del organismo en las que
existen células tumorales. El mayor inconveniente es que esto dificulta la discriminacion
entre tumor e inflamacién o infeccidén debido a que en ambos escenarios existe un au-
mento de la actividad metabdlica. Ademas, como en la TAC, el tamafio de las lesiones

también deben ser por encima de 8 mm.

= Resonancia Magnética (RM): Es la prueba elegida para un estudio del Sistema Nervioso
Central (SNC), ya que permite conocer si el cancer se ha extendido o no hacia otros
organos. Esta técnica se utiliza escasas veces en el caso del CP, tnicamente si existe

clinica neuroldgica y no se identifica afectacién metastédsica con la TAC.

= Gammagrafia 6sea: Es una herramienta para determinar si el tumor se ha propagado a los
huesos por medio de la inyeccidn de un isétopo radiactivo que se fija al hueso dafiado. En
general, esta prueba no es necesaria cuando antes se ha realizado un TAC, PET o ambas

combinadas.

1.7 Tratamiento del Cancer de Pulmoén

El CP puede ser tratado de diferentes maneras. La eleccion del tipo de tratamiento depende

de distintos factores:

= Tipo de CP, es decir, si es de células pequeiias o de células no pequeias, escamoso 0 no

€scamoso, etc.
= Estadio en el que estd la enfermedad.
= [ocalizacion y tamafio del tumor.

= Peculiaridades de cada individuo (edad, comorbilidades asociadas, estado nutricional,

etc.).

Para tratar el CP existen cuatro diferentes métodos terapéuticos: cirugia, radioterapia, quimio-

terapia, inmunoterapia y terapia dirigida. La quimioterapia junto con la terapia dirigida y la

7
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inmunoterapia, son terapias sistémicas, es decir, los medicamentos se reparten por todo el orga-
nismo por medio de la sangre. Sin embargo, la radioterapia y la cirugia son tratamientos locales
ya que se centran solo en la zona del tumor. Frecuentemente, es necesaria la combinacién de

varias para llevar a cabo el tratamiento [13].

1.7.1 Cirugia

Es el tratamiento habitual para personas con un estado de salud bueno y con CP localizado,
esto es, cuando el tumor afecta exclusivamente al pulmoén sin invadir a otros 6rganos u otros
grandes vasos. La cirugia puede ser utilizada tanto para el tratamiento como con fines diagnds-

ticos.

Dependiendo de la cantidad de pulmén que se extraiga, podemos diferenciar tres procedimien-

tos quirudrgicos distintos [14]:

= Reseccion sublobar: Cuando el tamaiio del tumor es muy reducido o las funciones pulmo-
nares no admitan la extraccién de un 16bulo completo, se extirpa solo una porcidn pequefia
del tejido donde se ubica el tumor. Dentro de esta existen dos tipos que se llevardn a cabo

dependiendo el paciente y donde se encuentre el tumor:

* Reseccion en cuifia: Se realiza en los tumores localizados periféricamente en pacien-

tes excesivamente enfermas para una lobectomia.

» Segmentectomia: Se elimina el segmento completo en el que se encuentra el tumor.

= [obectomia: Cuando el tumor se encuentra en uno de los I6bulos del pulmén derecho
o del izquierdo, se extrae la totalidad de uno de ellos y los ganglios linfaticos que haya

asociados a este.

= Pneumonectomia: Consiste en extraer el pulmén completo afectado por el tumor. Este tipo
de cirugia no estd indicada para pacientes de edades avanzadas o con una disminucién de

las funciones pulmonares.

En la Figura 1.4 se puede observar las porciones del pulmén extirpadas en cada uno de los casos

anteriormente explicados.
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Reseccion en cufia Segmentectomia

Lobectomia Pneumonectomia

© MAYO FOUNDATION FOR MEDICAL EDUCATION AND RESEARCH. ALL RIGHTS RESERVED,

Figura 1.4: Tipos de cirugia de pulmoén [15].

1.7.2 Radioterapia

La radioterapia o terapia de radiacién emplea altas dosis de radiacién para reducir el tumor y
destruir las células cancerosas o frenar su crecimiento dafiando su ADN. Cuando esto ocurre, las
células paran de dividirse o mueren, descomponiéndose y finalmente desechdndolas del cuerpo.
La eleccion de este tratamiento puede ser con la intencion de eliminar el tumor de forma drastica
y que no vuelva a crecer, o paliativa, buscando reducir su tamafio para mejorar la calidad de vida

del paciente [16].

Dependiendo de donde proceda la radiacion, existen dos tipos de radioterapia: de haz externo y

braquiterapia.
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1. Radioterapia de haz externo: La radiacién procede de un equipo externo al cuerpo que
enfoca el haz en el tumor. Este tipo de radioterapia reduce el dafo del tejido que rodea el

ndédulo debido a la disminucion de la radiacion.

2. Braquiterapia: La fuente de radiacion tiene origen en el interior del cuerpo del paciente y
esta puede ser liquida (terapia sistémica) o s6lida. En este tipo de tratamiento se colocan

céapsulas con radiacién dentro del paciente en las zonas del tumor o cerca de este.

Si bien esta terapia consiste en aplicar una dosis de radiacion determinada en el tumor y los
tejidos que lo envuelven, es posible desarrollar efectos adversos mas alld de la zona tumoral.
En el caso del CP, la region del cuerpo radiada es el térax, por lo que los pacientes pueden de-
sarrollar problemas respiratorios, dolor de garganta o dificultad para tragar. Con la radioterapia
esterotactica (SRBT), cada vez estos efectos secundarios son menos lesivos ya que el deposito

de radiacién es mds preciso en la lesion a tratar y menos en los tejidos circundantes [17].

1.7.3 Quimioterapia

La quimioterapia se basa en la administracion de drogas citotoxicas muy potentes que de-
tienen el crecimiento anomalo de las células tumorales, bien eliminandolas o bien evitando su
division. En el CP, la quimioterapia es utilizada en todas las fases excepto en el estadio I del
CPCNP. El suministro de estos farmacos puede llevarse a cabo por via oral, es decir, en forma
de pastillas, capsulas, comprimidos o liquidos, o por via intravenosa. Estos tltimos son los més
comunes ya que esta forma de administraciéon permite que las sustancias vayan directamente
al torrente sanguineo. En ocasiones, algunos medicamentos intravenosos pueden encontrarse

también en su versidn para administracién oral [18].

Debido a que la quimioterapia es un tratamiento sistémico que afecta a todas las células del
cuerpo, los efectos secundarios més habituales se hallan en otros 6érganos y zonas del cuerpo:
caida del pelo, nduseas y vomitos, pérdida de apetito o estrefiimiento [19]. Para minimizarlos,
la quimioterapia se aplica con pausas temporales llamadas ciclos. Generalmente, las sesiones

se aplican cada tres semanas para dar tiempo a que las células sanas se regeneren.
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1.7.4 Inmunoterapia

El sistema inmunitario protege al organismo de microorganismos malignos y agentes ex-
ternos invasores combatiéndolos. Cuando los linfocitos detectan una célula maligna, acuden a
destruirla o alertan a otro tipo de células para eliminarlas. A diferencia de las otras terapias, la
inmunoterapia esté dirigida a estimular este sistema inmunitario para que las células tumorales
sean reconocidas como malignas. Ademds, se reduce la toxicidad de los farmacos ya que solo

las células cancerigenas son atacadas, dejando intactas a aquellas que estan sanas [20].

1.7.5 'Terapia dirigida

Los tumores pueden estructurarse dependiendo de su mutacién. Estas mutaciones se pue-
den utilizar como dianas bioldgicas para que los profesionales onc6logos puedan pronosticar
que tipo de tratamiento va a resultar mds efectivo en cada paciente. La terapia dirigida consiste
en medicamentos mds especificos y menos téxicos que la quimioterapia que impiden los pro-
cedimientos que favorecen el crecimiento de las células. La mayoria de estos firmacos inhiben
la formacién de vasos sanguineos o angiogénesis con el fin de parar la vascularizacién de los

nédulos. Indirectamente, esto afecta al desarrollo de estos [21].

1.8 Principios de la Tomografia Axial Computari-

zada

La tomografia axial computarizada (TAC) se basa en tomar imédgenes radiograficas desde
distintas proyecciones del paciente para posteriormente construir una imagen tridimensional.

Todos los equipos de TAC se constituyen de cinco partes principales [22]:

= El gantry: Es el cuerpo vertical del equipo que gira y que contiene un orificio central en
el que se introduce la camilla del paciente. En su interior se encuentra el tubo de rayos X,

el generador de alto voltaje, los detectores y los colimadores.

= [a mesa del paciente: Es una cama donde se tumba al paciente durante la exploracién. Se

11
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fabrica de un material de baja absorcién para que no actiie como filtro.

m E] ordenador de reconstruccion: Es el cuello de botella de todos los TACs donde se obtiene

la imagen tridimensional final del paciente.

= Consola de control: Es un ordenador con dos pantallas, una con la historia clinica y otros

datos del paciente, y otra con la imagen en reconstruccion.

= Sistema de Alimentacién Ininterrumpida (SAI): Es una fuente de alimentacién que sirve

para no perder las imdgenes ya tomadas en el caso de que la luz del se vaya.

Desde el interior del gantry, el tubo de rayos X dispara un haz de radiacion bien colimado que
se dirige hacia paciente, que permanece recostado en la camilla. Cuando lo traspasa, llega al de-
tector un coeficiente de la cantidad de atenuacién que se ha producido. Finalmente, obtenemos
la suma de todas las atenuaciones de los distintos tejidos por los que los fotones han pasado.
Como el gantry gira alrededor del paciente, a un mismo detector le llega la informacion de la
atenuacion de distintas proyecciones. Cuantos mds fotones llegan, menos atenuacién habrd y
por tanto mds negra se ve la imagen. Por el contrario, cuando la imagen se ve blanca, signifi-
ca que se han atenuado muchos fotones del haz de radiacion y han llegado menos al detector.
Cada vez que la fuente de rayos X hace un giro completo, el ordenador lleva a cabo una serie
de operaciones matematicas para finalmente obtener la reconstruccién bidimensional de uno de
los cortes del paciente. Tras obtener toda la informacién de un corte completo, la imagen es
almacenada y la mesa del paciente se mueve progresivamente hacia el interior del gantry. Este
proceso se repite hasta conseguir el nimero de cortes deseado [23]. En la Figura 1.5 podemos

ver un esquema del desarrollo de la técnica.

Para poder comparar los distintos tejidos mediante una escala cuantitativa, se utilizan las Uni-
dades Hounsfield (HU), que lleva a cabo una reasignacion en funcion de la atenuacion del agua

destilada en Condiciones Normales de Presion y Temperatura (CNPT).

U — .uagua
Wagua — Uaire

HU = 1000 x (1.1)
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Figura 1.5: Esquema de funcionamiento de un TAC [24].
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Capitulo 2

Marco Teorico y Estado del Arte

2.1 El Aprendizaje Automatico

La inteligencia artificial (IA) ha ido experimentando un crecimiento exponencial a lo largo
de los ultimos afios. La IA y otras diferentes tecnologias conforman una potente herramienta en
muchos entornos cotidianos haciendo situaciones de la vida diaria mas sencillas. El aprendizaje
automaético o machine learning (ML) es una disciplina derivada del 4mbito de la IA que tiene
como propdsito crear sistemas capaces de imitar el comportamiento humano aprendiendo a re-
conocer patrones entre millones de datos. Aprender autométicamente denota la no intervencién
humana, es decir, que estos sistemas mejoran de manera independiente en el tiempo [25]. En
el entorno médico, la TA ha supuesto una nueva manera de visualizar la medicina ya que es
utilizada como apoyo a la toma de decisiones y para el andlisis de imdgenes médicas. Las herra-
mientas de apoyo asisten a los profesionales sanitarios a la hora de decidir sobre diagnodsticos,
tratamientos, medicamentos u otras necesidades dando un répido acceso a las investigaciones o
informacion destacable para atender a los pacientes. En en dmbito de las imdgenes médicas, la
IA resulta un instrumento util para el anélisis de TAC, RM o incluso placas de rayos X y evitar

pasar por alto hallazgos que el ojo humano podria omitir.

Los fundamentos bésicos de las diversas técnicas de IA son aspectos matemédticos como ele-
mentos de dlgebra lineal (vectores y matrices), geometria, probabilidad y estadistica basica o
andlisis de funciones variables reales como derivadas e integrales. En resumen, la IA es cons-
truida mediante algoritmos y datos para entrenarlos. Debido a la alta variedad de tareas que el
ML puede llevar a cabo, se han creado tres ramas principales: el aprendizaje supervisado, no

supervisado y aprendizaje profundo.

El aprendizaje supervisado resuelve problemas conocidos y necesita datos de entrada y de salida

que estén etiquetados durante el entrenamiento [26]. Existen dos tipos principales de aprendi-
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zaje supervisado: la clasificacion y la regresion. La clasificacion consiste en la asignacion de las
muestras eligiendo entre dos o mas clases. Para ello, se utiliza la informacién aprendida de los

datos de entrenamiento y se elige la etiqueta correcta. Los algoritmos mas comunes son:

» (Clasificador bayesiano: Se basa en métodos probabilisticos que asumen que la existencia

o falta de una propiedad especifica no estd relacionada con cualquier otra caracteristica.

= Support Vector Machine (SVM): Es un conjunto de algoritmos cuyo objetivo es encontrar

un hiperplano que divida dos clases diferentes de la mejor manera posible.

= Arbol de decisién: Es un modelo predictivo que emplea una bisqueda exhaustiva para

asociar todas las observaciones que tienen valores parecidos de la variable de respuesta.

= K vecinos mds cercanos o k-NN: Utiliza una medida de cercania para predecir la agrupa-

cién de un punto de datos individual.

A diferencia de la clasificacion, la regresion se utiliza para establecer una relacién entre varia-
bles dependientes e independientes a partir de un rango continuo de valores. Por tanto, la salida
no es discreta, sino que se trata de una funcién dependiente de los pardmetros de entrada. En

este caso, los algoritmos mas utilizados son:

= Regresion logistica: Es una técnica de andlisis de datos que predice una variable categd-

rica en funcién de la variable independiente.

= Regresion por minimos cuadrados: Es un método que estima los coeficientes de la regre-
sién lineal para ajustar los datos en una recta que minimiza la suma de los cuadrados de

las distancias verticales entre dichos puntos y la recta.

Por otro lado, en el aprendizaje no supervisado, a diferencia del anterior, el modelo aprende a
partir de datos en los que no se conoce la etiqueta. Debido a esta ausencia de datos de salida, no
puede aplicarse directamente a problemas de clasificacion o regresion. Sin embargo, el objetivo
principal de estos modelos es hallar la estructura que siguen los datos de entrada agrupandolos

conforme a caracteristicas semejantes compartidas [27].

En altimo lugar, se encuentra el aprendizaje profundo o deep learning (DL). El DL es comple-

tamente diferente del ML. Se trata de una disciplina que tiene en cuenta dos 0 mds variables
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creando modelos computacionales formados por varias capas de procesamiento, de forma que

la red pueda construir diversos niveles de abstraccidn representativos del conjunto de datos [28].

2.2 Radiomica

La radiomica es una metodologia en auge que estudia de forma no invasiva las caracteris-
ticas que existen en las imdgenes médicas y que son invisibles al ojo humano, por medio de
algoritmos automdticos [29]. La finalidad de estos procesos es asociar cada caracteristica a es-
tados fisiologicos especificos. Sustancialmente, la radiomica extrae datos de las imagenes por
medio de métodos matemdticos. Estas caracteristicas se extraen a lo largo de una region de

interés con nédulos que podrian haber pasado desapercibidos.

La radiémica puede aplicarse en una gran variedad de modalidades de imagenes médicas como
RM, TAC o PET. Esto permite una combinacién de los resultados para obtener un planteamiento
cruzado con un valor complementario. Sin embargo, si bien es cierto que el estudio de la radi6-
mica aun estd en las primeras fases de desarrollo, se prevé que en el futuro va a contribuir en
gran medida a mejorar los tratamientos y profundizar en el conocimiento de la heterogeneidad

de las distintas patologias que subyacen a las enfermedades.

Una de las aplicaciones maés utiles de la radiomica es predecir el subtipo tumoral més probable
basdndose en la imagen. Frente a las muestras anatomopatoldgicas mediante biopsias, esta he-
rramienta presenta la ventaja de llevar a cabo un andlisis de todo el volumen tumoral sin cefirse
al cilindro de material obtenido. De esta manera, se consigue mucha mds informacién. También
es de mucha utilidad en aquellos pacientes en los que la biopsia no es una opcion factible por
causas como la proximidad entre el tumor y las vias respiratorias o los vasos sanguineos grandes
[30].

La radiémica no solo se centra en analizar las caracteristicas del tumor sino que también estudia
el area peritumoral que lo rodea. Asi, se puede obtener informacion valiosa sobre la infiltracion
por células del sistema inmunolégico o sobre la densidad de los vasos pequefios, dos caracteris-
ticas muy importantes para determinar la evolucién del tumor [31]. Algunos estudios recientes
se han centrado en la investigacion sobre la posible prediccion del grado de respuesta patologica
del CP tras un tratamiento de quimio-radioterapia aplicando radidmica [32]. Actualmente, en la

préctica clinica, dicha evaluacion estd basada inicamente en el tamafio del tumor eludiendo otra
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informacion significativa como variaciones en la histologia subyacente que puede ser estudiado

con radiomica.

2.3 [Estado del Arte

El campo de la imagen médica ha sido explotado creando algoritmos y probando nuevos
métodos diferentes de clasificacion de imagenes para conseguir reemplazar las técnicas inva-
sivas que evaldan el estadio de los nddulos pulmonares. Generalmente, se lleva a cabo una
comparacion de diferentes métodos para ver cudl tiene un mejor comportamiento. La mayoria
de las tareas que implican estadiaje y evaluacion de la respuesta tumoral del CP son mediante
TAC para conseguir una segmentacion de los tumores y caracterizar su histologia y estadio. Sin

embargo, existen procedimientos con un componente invasivo.

Algunos estudios se centran en evaluar la eficacia en el diagnéstico de métodos funcionales,
como la PET con Fluorodesoxiglucosa (FDQ), frente a métodos de imagenes estructurales, co-
mo el TAC. En primer lugar, el PET utilizando FDG permite seguir la actividad de la glucosa
para diferenciar las lesiones malignas de las benignas y, aunque resulta complementario, este
método funcional es caracteristicamente mejor que el método estructural para la estadificacién
tordcica no invasiva del CPCNP [33]. Por otro lado, son muchos los estudios publicados acerca
de la posible redundancia al utilizar métodos de PET/TC integrados. La precisién de este pro-
cedimiento es demasiado baja para sustituir la estadificacion invasiva de los ganglios linfaticos
toracicos en pacientes con CPCNP. Aunque siempre se consigue un mayor beneficio y precision

cuando se hace un uso de las dos en conjunto que por separado [34].

Las neoplasias pulmonares malignas se han caracterizado considerablemente mediante el em-
pleo de técnicas basadas en radiémica y DL. Algunos se han utilizado para segmentacion auto-
matica de los 6rganos en riesgo para la planificacion de la radioterapia en CP, o con el objetivo
de identificar a los mejores candidatos para someterse a un tratamiento de inmunoterapia o de
terapia dirigida. En el futuro, se espera que la radiomica influya en mayor medida en el trata-
miento de los tumores pulmonares para mejorar y optimizar el proceso desde el principio del

diagnéstico hasta el final del seguimiento y pasando por el tratamiento completo [35].

Como consecuencia de la capacidad de las caracteristicas radiomicas de describir la huella gené-

tica del tumor altamente relacionada con la agresividad de éste y su posible curacion, es posible
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utilizarlas con el propdsito de disefiar modelos para predecir el resultado del tratamiento del
céancer realizado (quimioterapia, radioterapia, inmunoterapia, terapia dirigida) o una combina-
cion de ellas [36]. Ademas, en este contexto, se han desarrollado otros modelos en el ambito
de la radiémica para vaticinar la posible metéstasis a distancia en pacientes con CPCNP usando

caracteristicas del TC o de este combinado con imagenes PET [37].

La histologia de los tumores constituye un predictor relevante para los resultados terapéuticos
del CP. El método méds confiable de clasificacion histoldgica es tomar una pequefia muestra
del tejido para revision patoldgica. No obstante, el DL se ha desarrollado en el andlisis de las
imagenes médicas de forma que se puedan utilizar los datos radiologicos para describir detalla-
damente las caracteristicas de los tejidos cancerigenos. El estudio llevado a cabo por Tafadzwa L.
Chaunzwa [38] hace uso de una Red Neuronal Convolucional (CNN) para predecir la histologia
de lesiones en CP. Se utiliz6 una red neuronal VGG-16 en la que se entren6 un amplio conjun-
to de imdgenes de TAC de pacientes con adenocarcinoma y carcinoma de células escamosas,
optimizando los hiperpardmetros de forma iterativa. Los resultados muestran una alta efectivi-
dad de las CNN en tareas de distincion entre los tipos histolégicos mds habituales de CPCNP,
siendo capaz de detectar adenocarcinoma con una especificidad mayor que la sensibilidad. Esto

representa un punto de partida prometedor de los estudios de CP con DL.
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Capitulo 3

Motivacion y Objetivos

3.1 Motivacion

Este proyecto consiste en la extraccion de caracteristicas radiomicas y entrenamiento de
algoritmos de aprendizaje automatico para desarrollar herramientas de apoyo a la decision mé-
dica en el CP motivado por varias razones. Se ha llevado a cabo en colaboracién con el Hospital
Universitario Ramon y Cajal (HURYC) [39], desde donde se ha propuesto la necesidad a cubrir,

se han obtenido las imdgenes del conjunto de datos y se ha supervisado la evolucion del TFG.

El aumento ocurrido durante los dltimos afnos de la prevalencia de los pacientes con CP hace
que el CP ocupe la primera causa de muertes oncoldgicas en el mundo y el segundo lugar en
incidencia mundial. Por ello, es necesario estimular la busqueda y desarrollar nuevas técnicas
para cambiar la forma de enfocar los tratamientos disponibles y conseguir un progreso en la ob-
tencion de resultados en estos pacientes. Esto convierte al diagnéstico precoz de la enfermedad
en uno de los puntos mds importantes en la practica clinica diaria. Las imdgenes radioldgicas,
y en concreto sus caracteristicas extraibles, son un instrumento potente no invasivo para la de-
teccién del CP y su diagnostico y futuro tratamiento. Estas, en combinacién con técnicas de
radiémica, suponen un nuevo enfoque de sistemas de apoyo a la detecciéon (CADe) y sistemas
de apoyo al diagnéstico (CADx), sirviendo de ayuda a los médicos en lugar de sustituirlos. De
esta manera, se contribuye a mejorar en gran medida la supervivencia de estos pacientes ya
que los sistemas informadticos de los que se disponen en la actualidad poseen la capacidad de
percibir informacién que el ojo humano seria incapaz. Por consiguiente, con el andlisis de estas
imdgenes médicas se pueden extraer nuevos datos ocultos con un valor clinico muy elevado,

evaluando facil y rdpidamente la presencia o el crecimiento de un tumor durante el tratamiento.

Otra de las motivaciones mds importantes es la extrapolacion de los resultados a otras patologias

como el cidncer de mama, pudiendo usar los algoritmos para el mismo fin que este estudio
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o incluso para deteccion de ganglios centinela. En ultimo lugar, con este proyecto se pretende
lograr una implementacion real en la clinica para ayudar a los médicos especialistas y conseguir

mejorar la calidad de vida de los pacientes oncoldégicos.

3.2 Hipotesis

La hipétesis del proyecto es: Las caracteristicas radiomicas obtenidas del andlisis tumoral
basado en la imagen de TAC pueden aplicarse para predecir el grado de respuesta del tumor a

un tratamiento de quimio-radioterapia y su posibilidad de progresion en el futuro.

3.3 Objetivos

El objetivo primario del proyecto es desarrollar y evaluar un modelo predictivo de respuesta
al tratamiento de los CPCNP en estadio III a partir de las caracteristicas radiémicas del tumor

extraidas de la imagen de TAC.

Para ello, es necesaria una lista de objetivos secundarios:

= Recoger y anonimizar imagenes de TAC de térax de pacientes diagnésticados con CP.
= Segmentar manualmente los tumores a partir de las imdgenes seleccionadas.

» Extraer caracteristicas radiomicas de los nédulos segmentados y analizar su correlacion

con el subtipo histolégico.

= Estudiar los cambios en las caracteristicas radiomicas de la masa tumoral post-tratamiento

para predecir la persistencia de la enfermedad.
= Seleccionar las caracteristicas mds relevantes para dotar de sentido al algoritmo de ML.

= Valorar y discutir los resultados obtenidos.

En la Figura 3.1 se recoge una estimacion del tiempo invertido en cada uno de los objetivos

mencionados:
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Tareas Aayc Junio

Recogida y anonimizacion
de imagenes de TAC

Segmentacion manual de

los tumores

Extraccion de
caracteristicas radiomicas
Clasificacion basada en
Machine Learning

Seleccion de caracteristicas
mas relevantes

Valoracion y discusion de
los resultados

Elaboracion de la memoria

Figura 3.1: Diagrama de Gantt sobre la planificacion temporal del proyecto.
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Capitulo 4

Materiales

En esta seccion presentaremos las herramientas utilizadas para el desarrollo del proyecto y como
se ha llegado hasta ellas. En concreto, se explica el proceso llevado a cabo desde la eleccion de
los sujetos que conformardn la base de datos, asi como sus imdgenes, hasta los softwares que se

han manejado para conseguirlas y llevar a cabo la extraccién de sus caracteristicas radidmicas.

4.1 Descripcion de la Base de Datos

4.1.1 Sujetos de Estudio

Las imagenes utilizadas en el proyecto han sido proporcionadas por el Servicio de Radiolo-
gia Cardiotordcica del HURYC [40].

El proyecto se ha desarrollado siguiendo la normativa de Proteccién de Datos de Carécter Perso-
nal. En primer lugar, todos los datos recogidos se identifican tinicamente con cédigos, de forma
que solo las personas autorizadas puedan relacionarlos con la historia clinica del paciente. Asi,
la identidad de estos no podra ser revelada excepto si se tratase de los profesionales sanitarios e
investigadores, y solo bajo situaciones de urgencia médica. Por otro lado, los Comités de Etica
de la Investigacion unicamente podrdn acceder para llevar a cabo una investigacion con el fin de
comprobar el procedimiento del estudio clinico y los datos personales de los pacientes. También
si el propdsito es asegurar el cumplimiento de las normas de buena préctica clinica. Ademds,
no se revelard la identidad de los sujetos si se publican los resultados del estudio. Asi pues, se

conservard en todo momento la privacidad de la informacién extraida.

La realizacién del estudio se lleva a cabo sin la obtencion del consentimiento informado de los

pacientes ya que esto supondria un esfuerzo desproporcionado pudiendo obstaculizar en gran
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medida el éxito del proyecto. Las razones principales son:

= El estudio es de caricter retrospectivo y realizado con imédgenes ya existentes almace-
nadas en el Sistema de Archivado y Comunicacion de Iméagenes (PACS) del Servicio de

Radiodiagndstico.

= [os datos utilizados estdn completamente anonimizados y no contienen identificadores

que pudieran dar lugar a relaciones con las personas de las que provienen.

= El proyecto realizado no constituye un riesgo para la vida de los pacientes que participan

en el mismo.
= Se respetard la solicitud expresa de un paciente de no ser incluido en este proyecto.

= Segtin lo indicado en el Articulo 14, apartado 5b, del Reglamento (UE) 2016/679 del Par-
lamento Europeo y del Consejo de 27 de abril de 2016, referente a la proteccion de las
personas fisicas en lo que respecta al tratamiento de datos personales y a la libre circula-
cidén de estos datos, el proyecto puede llevarse a cabo sin la obtencién del consentimiento

informado puesto que los datos se utilizaran con fines de investigacion cientifica [41].

4.1.2 Tipo de Iméagenes

El conjunto datos consiste en imdgenes de pacientes diagnosticados de CPCNP localmente

avanzado irresecable y tratados con quimioterapia y radioterapia con intencién radical.

La poblacién consta inicialmente de un total de 67 pacientes, 50 hombres y 17 mujeres, con
diagnéstico de CP confirmado, todos mayores de edad con edades comprendidas entre los 45 y
85 afios. Las imégenes utilizadas para la extraccion de caracteristicas radidmicas son imagenes
de TAC de térax con un grosor de corte de mas de 3 mm y con contraste intravenoso tomadas
en el plano axial. Se han descartado pacientes cuyos TACs no cumplan con estos requisitos o
con imdgenes realizadas mas de 8 semanas después de haber terminado el tratamiento. También

aquellos que no lo hayan completado en su totalidad por cualquier motivo.

En la Figura 4.1 vemos un ejemplo de imagen utilizada en una zona sin tumor. Por otro lado, la
Figura 4.2 muestra un corte de la imagen donde se observa como se ve un fragmento del térax

con nodulo.
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B: 2: TORAX 3.0 B20f

Figura 4.1: Ejemplo de una imagen de TAC.

B: 4: TORAX 40 3.0 B20f

Figura 4.2: Ejemplo de una imagen de TAC con el tumor marcado en rojo.
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4.2 Herramientas Utilizadas

4.2.1 3D Slicer

Tras descargar todas las imdgenes anonimizadas del software Synapse 3D utilizado en el
Servicio de Radiologia del HURYC, se cargaron en formato DICOM en 3D Slicer, un software
gratuito de cddigo abierto utilizado para visualizar, procesar, segmentar, registrar y analizar
imégenes en tres dimensiones [42]. En el caso de este proyecto, se ha utilizado el programa
para segmentar todos los tumores de cada una de las imagenes en el plano axial, utilizando el
modulo Segmentations. Se van cargando las imdgenes una a una, buscando la zona tumoral y
segmentdndola manualmente. Finalmente, se ha guardado en una carpeta individual para cada

paciente la segmentacion correspondiente con la imagen DICOM.

4.2.2 Python

Python es un lenguaje de programacion extensamente manejado en ML en el que se pueden
llevar a cabo tareas de orientacion a objetos, programacion imperativa y funcional. Es facil
de aprender, eficiente y ejecutable en una gran variedad de plataformas distintas [43]. En este
proyecto se ha utilizado la versiéon 3.6.13. Su uso es gratuito ya que los derechos de autor

pertenecen a una fundacion sin 4&nimo de lucro.

Py-Radiomics

Dado que el objetivo de este proyecto es extraer caracteristicas radiomicas que caractericen
el tumor, se ha utilizado el paquete Py-Radiomics, una herramienta sencilla de Python de cédigo
abierto que se utiliza para extraer caracteristicas de radiémica de imagenes médicas que escla-
rezcan de forma cuantitativa las segmentaciones llevadas a cabo [44]. Para hacer uso de esta
herramienta se ha utilizado Jupyter [45], que permite la identificacion fécil y rapida de posibles

errores y la visualizacion de los resultados obtenidos.
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Capitulo 5

Metodologia

En este capitulo vamos a describir detalladamente y de forma ordenada los pasos que se
han seguido para llevar a cabo la investigacion. En primer lugar, cémo se han seleccionado las
imégenes tumorales y la posterior segmentacion y creacion de sus mdascaras correspondientes.
También se explicara el proceso de extraccion de las caracteristicas radiémicas y la mejor se-
leccion de un subconjunto de estas. Finalmente, especificaremos el modelo elegido para llevar
a cabo la tarea de clasificacion, su evaluacion con las métricas mds ttiles y la explicabilidad del

mismo.

5.1 Seleccion de Imagenes

Se hizo un estudio observacional retrospectivo unicéntrico de los pacientes que se afiadie-
ron a la base de datos del HURYC, que contiene las imdgenes de TAC de todos los pacientes
diagnosticados de CP. En primer lugar se escogieron los pacientes que padecian CPCNP y se
excluyeron los que tenian CPCP. Después, se reviso cudles de estos no habian completado el
tratamiento en su totalidad y se descartaron. Finalmente, se analizaron los TACs de térax de
cada uno de ellos y se eligieron a los que tenian el grosor de corte y contraste requeridos. Cuan-
do se consiguié un estudio en el que todos los sujetos cumplieran los criterios de inclusién, se

procedié a anonimizar sus imdgenes para comenzar con las descargas.

5.2 Segmentacion de los Tumores

Se ha llevado a cabo una segmentacion manual imagen por imagen de todos los tumores

gracias al moédulo Segmentations de 3D Slicer. El primer paso es cargar la imagen DICOM del
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primer paciente y hacer una busqueda de todos los cortes del TAC en los que existe tumor. Una
vez localizada la zona tumoral se comienza a segmentar. Para ello, se delimita el contorno del
ndédulo en cada uno de los cortes con la herramienta Draw. Como resultado, se obtiene una

representacion en tres dimensiones del tumor. En la Figura 5.1 vemos cuatro ejemplos de ello.

Figura 5.1: Ejemplos de los tumores segmentados con 3D Slicer

El proceso se repite con todas las imagenes de todos los pacientes de la base de datos obteniendo
un total de 67 tumores segmentados. Todas las segmentaciones se guardaron inicialmente en
formato Nearly Raw Raster Data (NRRD) para obtener una versién editable. El siguiente paso
fue la revision por el Doctor Jesus Javier Martin Pinacho, radiélogo cardiotordcico del HURYC
y co-tutor de este TFG, de todas las segmentaciones realizadas y, tras obtener su validacion, se
convirtieron al formato de estereolitografia (STL) ya definitivo para la posterior creacién de sus

correspondientes mdscaras binarias.
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5.2.1 Creacion de las Mascaras

En este paso se elabora la méscara de cada una de las segmentaciones, que no es mas que
una representacion también en tres dimensiones del tumor en relacion con la imagen del TAC
correspondiente. Ambos archivos, tanto la mdscara como la imagen radiolégica, se guardardn

en el formato Neuroimaging Informatics Technology Initiative (NIfTT).

Con toda esta informacidn, se elabora una carpeta por cada uno de los sujetos que llamamos
sub_XXX siendo XXX el nimero de paciente comprendido entre 001 y 067. En cada una de
éstas se almacena la mascara de la segmentacion del nédulo (XXX_mask.nii.gz) junto con la

imagen original de TAC asociada a dicho tumor (XXX_img.nii.gz).

5.3 Extraccion de Caracteristicas Radiomicas

El médulo de extraccion de caracteristicas utiliza lenguaje Python. Py-Radiomics puede
usarse de distintos modos. En el caso de este proyecto, se ha utilizado el médulo en Modo
de Pardmetros. Esto significa que se hard un uso de un fichero llamado Param.yaml con unos
determinados filtros y caracteristicas relevantes seleccionados previamente. En este modo sera
necesario dicho archivo para extraer caracteristicas, pero también la imagen, la segmentacion y

la méscara. El fichero esta dividido en tres partes:

= setting: Fija los parametros que pueden ser utilizados para el pre-procesamiento de las
imagenes y la extraccion de sus caracteristicas. Debido a que las imdgenes que se utilizan
en este proyecto son extraidas directamente de la base de datos del HURyC, es innecesario

indicar los pardmetros relacionados con el pre-procesamiento de estas.
= jmageType: Define los filtros que se quieren aplicar a la imagen.

» featureClass: Determina las caracteristicas que deben ser extraidas.

Py-Radiomics tiene abundantes caracteristicas que se basan en el histograma de las imédgenes,
la intensidad, caracteristicas morfoldgicas o sobre la textura. A continuacion, se hace una breve

descripcion de las ocho clases en las que se engloban [46]:
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First Order Features: Describen la distribucion de las intensidades de los voxeles dentro
de la region de la imagen definida por la mascara. Algunas de estas caracteristicas son:
energia, entropia o los percentiles.

Shape Features (3D): Incluyen descriptores de forma y tamafio tridimensional de la ROI.

Algunos ejemplos son el volumen de véxeles o la esfericidad.

Shape Features (2D): En este caso, se engloban descriptores de forma y tamafio bidimen-

sional de la ROI, Entre ellas se encuentra la superficie de los voxeles o el perimetro.

Gray Level Co-occurrence Matrix (GLCM) Features: Describe una funcién de probabili-
dad conjunta de segundo orden de una region restringida por la mascara. En esta clase se

comprenden caracteristicas como la autocorrelacion o el promedio conjunto.

Gray Level Size Zone Matrix (GLSZM) Features: Cuantifica las zonas de nivel de gris de
una imagen. Por ejemplo: la falta de uniformidad del nivel de gris o la variacién de nivel

de gris.

Gray Level Run Length Matrix (GLRLM) Features: Esta matriz cuantifica las ejecuciones
de nivel de gris, es decir, la cantidad de pixeles consecutivos que tienen el mismo valor de
gris en unidades de longitud. Se incluyen caracteristicas como el énfasis a corto y a largo

plazo o el porcentaje de ejecucion.

Neighbouring Gray Tone Difference Matrix (NGTDM) Features: Cuantifica la diferencia
entre el valor de gris de un pixel con el promedio de los valores de gris de los pixeles de

alrededor. Algunos ejemplos son el contraste, la fuerza o la complejidad.

Gray Level Dependence Matrix (GLDM) Features: Cuantifica la dependencia que existe
entre niveles de gris en la imagen. Entre estas caracteristicas se incluye el énfasis en

dependencia pequeia o el gran énfasis en la dependencia.

Todas estas caracteristicas se pueden calcular sobre la imagen original o a partir de una imagen

derivada a la cual se le fijan los filtros definidos en el fichero, exceptuando las caracteristicas

de forma (Shape 3D o Shape 2D) ya que estas no son calculadas a partir de la intensidad de los

pixeles de la imagen, sino que se extraen a partir de la ROI de la mascara. En este proyecto se

han considerado todas las clases de caracteristicas en todos los tipos de imdgenes disponibles

en Py-Radiomics, entre ellas:
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= Original: La imagen sin filtros.

= Wavelet: Se llevan a cabo todas las combinaciones posibles de filtro paso alto y paso bajo
en las tres dimensiones disponibles, de forma que se obtienen 8 descomposiciones por

cada nivel de la imagen.
= LoG: Es el filtro laplaciano de Gauss que sirve para realzar los bordes.

= Square: Calcula el cuadrado del conjunto de intensidades de la imagen y las escala lineal-

mente con respecto del rango original.

= SquareRoot: Calcula la raiz cuadrada del conjunto de intensidades de la imagen y las

reduce con respecto del rango original.
= [ogarithm: Calcula el logaritmo de la intensidad absoluta +1.
= Exponential: Calcula la exponencial filtrando el valor de intensidad absoluta.
= Gradient: Devuelve el valor del gradiente local.
= [ocalBinaryPattern2D: Toma el patrén binario local en una operacion bidimensional.

= LocalBinaryPattern3D: Toma el patrén binario local en tres dimensiones mediante armo-

nicos esféricos.

El siguiente paso es la implantacion del extractor de caracteristicas. En la Figura 5.2 se puede
ver un esquema del procedimiento seguido desde la adquisicion de las imagenes de los pacien-
tes hasta la extraccion todas las caracteristicas de cada uno de los pacientes. Adicionalmente, se
cred una nueva columna correspondiente a la etiqueta de cada sujeto: 1 si responde al tratamien-
to y, por el contrario, 0 si no lo hace. Finalmente se ha obtenido una base de datos con 1563
columnas, una por cada caracteristica (originales y derivadas de la imagen) mads la columna de

etiquetas, y 67 filas, una por cada paciente.
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)
INPUT P P
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Figura 5.2: Esquema de la metodologia aplicada desde la recoleccion de datos hasta la
extraccion de caracteristicas radidmicas.

5.3.1 Seleccion de Caracteristicas

Es posible que muchas de las caracteristicas extraidas sean de poco valor, redundantes o
incluso constantes, que solo aporten ruido al modelo. El primer tipo de caracteristicas que pode-
mos desestimar son las constantes. Esta clase de variables no aportan informacién para resolver
el problema que abordamos puesto que el valor que contienen es el mismo para los pacientes
que responden al tratamiento y para los que no. Tras examinar el conjunto de datos obtenido, se

han detectado varias variables constantes que han sido eliminadas de la base de datos.

Una vez hecho esto, se ha pasado a analizar la correlacion entre las caracteristicas dentro de
cada grupo de estas. La correlacion es una medida que indica como de relacionadas estdn dos
variables y, de ser asi, cudl es el valor de la fuerza de esa relacién. Para conseguir una aproxi-
maciodn visual de este concepto se ha utilizado la matriz de correlacion. Se trata de una matriz
que enfrenta todas las variables con todas en una tabla de doble entrada donde a cada una de
ellas se le asigna un valor que fluctda de -1 a 1, llamado coeficiente de correlaciéon de Pearson
[47], pxy- Este coeficiente mide la dependencia o independencia lineal entre dos variables cuan-
titativas donde 1 o -1 significa una dependencia completa directa e inversa, respectivamente,
y O representa la ausencia de una relacion lineal de las dos variables analizadas [48]. De esta
forma, cuando se enfrenta una caracteristica consigo misma, obtenemos un valor de 1 o -1. Este

coeficiente viene dado por la siguiente expresion:
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ny

= 1
Pxy Gy Oy (5.1)

donde oy, es la covarianza entre las dos variables y el denominador representa el producto entre

sus desviaciones tipicas.
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Figura 5.3: Ejemplo de una matriz de correlacion obtenida sobre las caracteristicas originales
de primer grado.

Observando la Figura 5.3, podemos ver gran cantidad de valores del indice de correlacion por
encima de 0.8. Esto indica que aquellas caracteristicas con este perfil se encuentran muy co-
rrelacionadas entre ellas, por lo que la informacién que aportan es practicamente la misma y

podemos prescindir de una de ellas. Un ejemplo claro es la caracteristica Energy, cuyo indice
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de correlacion con respecto de la caracteristica Total Energy es de 0.95. Sin duda alguna, pode-
mos descartar una de las dos. Tras analizar todas las variables del grupo de la misma manera,
obtenemos una nueva matriz cuyas caracteristicas ya no estan relacionadas unas con otras, como

se muestra en la Figura 5.4.

Coeficiente de Correlacion de Pearson entre 'First Order Features'

-10

original_firstorder_Kurtosis

original_firstorder_Mean

original_firstorder_Range -

original_firstorder_Skewness -

original_firstorder_TotalEnergy -

original_firstorder_Uniformity -

original_firstorder_Variance

ariginal_firstorder_Mean -

original_firstorder_Kurtosis -
original_firstorder_Range |
original_firstorder_Skewness -}
ariginal_firstorder_TotalEnergy -|
original_firstorder_Uniformity -
original_firstorder_Variance -|

Figura 5.4: Ejemplo de una matriz de correlacion tras eliminar las caracteristicas originales de
primer orden cuyo indice de Pearson es mayor que 0.8.

Este proceso se repite con todos los grupos de caracteristicas originales (Shape, GLCM, etc.) y
derivadas (Wavelet, Square, Exponential, etc.), reduciendo la dimensionalidad a 532 caracteris-

ticas.

Sin embargo, este numero sigue siendo demasiado elevado en comparacion con la pequefa
cantidad de pacientes que existen. Para mejorar ain mds el entrenamiento y la precisién del
modelo de clasificacion futuro, implantaremos un algoritmo de seleccidn de caracteristicas lla-
mado SelectKBest [49]. Este método proporciona una seleccion de las K mejores variables

independientes que consiguen una puntuacion mds alta. Para nuestro problema hemos utilizado
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la funcioén f_classif, una métrica basada en la técnica de andlisis de varianza (ANOVA). Este
célculo trata de encontrar un valor para cada caracteristica que indica la capacidad de discrimi-
nacion entre las dos clases de cada una de ellas. En este caso, hemos fijado el valor de K a 30,
por lo que, como resultado, el algoritmo nos devolvera el nombre de las 30 caracteristicas que
tengan un mayor valor de la puntuacion elegida. Estas son las caracteristicas finales con las que

se entrenara el clasificador.

5.3.2 [Estandarizacion de las Caracteristicas

Gran cantidad de algoritmos de aprendizaje automadtico tienen un rendimiento mejor cuando
las variables se encuentran en una escala parecida y cercana a una distribucion normal. Concre-
tamente, la estandarizacion consiste en variar los valores de modo que la desviacion estandar
de la distribucién sea 1. Implicitamente se lleva a cabo un escalado, que equivale a convertir el
rango de los valores de las caracteristicas. Existen varios métodos para ejecutarlo, en nuestro
caso se ha utilizado la funcion StandardScaler de Scikit-Learn. Este algoritmo resta la media
de todos los valores de una caracteristica y después se divide entre la desviacion estandar. El

resultado es una distribucion con media aproximada de 0 y una desviacion estandar de 1.

5.4 Arquitectura de Clasificacion

Para el proceso de clasificacion del proyecto, se ha introducido un método de aprendizaje
supervisado basado en arboles de decision, llamado Random Forest [50]. Consiste en la unién
de diferentes arboles de decision en vez de utilizar solamente uno, formando un bosque que
actian como un conjunto. Cada uno de esos arboles tiene un aspecto de drbol invertido con
nodos raiz, nodos internos y nodos hoja y clasificard de una manera diferente. Al terminar el
proceso, la decision que mds veces se haya obtenido serd la que finalmente va a predecir el

algoritmo (Ver Figura 5.5).

La idea principal de cualquier Random Forest (RF) es sencilla pero muy vigorosa: el conoci-
miento de la multitud. Un alto nimero de arboles individuales no correlacionados entre ellos
es la clave de este modelo. De esta forma el clasificador serd capaz de predecir en conjunto de

manera mas precisa que cada arbol individualmente. La explicacién de este suceso es que cada
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arbol ampara a los demas de los errores individuales que cada uno de ellos pueda producir. Si

bien unos arboles hardn predicciones incorrectas, otros habrin acertado.

DATOS DE
ENTRENAMIENTO

v

DECISION FINAL
Clase A

Figura 5.5: Esquema del funcionamiento interno de un algoritmo Random Forest [51].

Para conseguir esta diversificacion de los modelos entre si y la no correlacion entre los arboles,

el algoritmo RF aplica los siguientes métodos [52]:

= Bagging: Cualquier pequefio cambio en los datos de entrenamiento puede dar lugar a un
resultado significativamente distinto. Es modelo se aprovecha de esto con la asignacion de
datos de forma aleatoria y con reemplazo a cada drbol, dando lugar a resultados diferentes

y, por tanto, arboles no correlacionados.

= Aleatoriedad de las caracteristicas: En el proceso de divisién de los nodos de un arbol
de decisi6on normal se toman todas las caracteristicas y se selecciona la que consiga una
separacion mds grande entre los nodos izquierdo y derecho. Sin embargo, en cada arbol
individual del bosque aleatorio solo es posible seleccionar caracteristicas de un subcon-
junto aleatorio. De esta forma, la mutacion entre los distintos arboles estd ain mas forzada

consiguiendo una mayor diferenciacion entre ellos.
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La implementacion del algoritmo se ha llevado a cabo a través de Scikit-Learn, una libreria
perteneciente a Python de ML. Es una herramienta de uso muy sencillo y de cddigo abierto lo

cual permite que la puesta en préctica del algoritmo sea facil y simple.

Otro aspecto a considerar es el sobreajuste de la red, también conocido como overfitting. La
creacion de un modelo de ML no solo consiste en suministrar multitudes de datos. Este hecho
puede converger en defectos que posteriormente perjudiquen la precision o el rendimiento del
algoritmo. Un modelo estd sobreajustado cuando al entrenarlo introducimos muchos datos, de
forma que, en vez de categorizarlos correctamente, comienza a aprenderlos de memoria debido
al alto grado de detalle. Como consecuencia, cuando al modelo le introduzcamos un conjunto

de datos distinto al que se ha aprendido, la prediccién pasard de ser perfecta a fallar.

El algoritmo RF colabora positivamente impidiendo el sobreajuste gracias a la aleatoriedad
mencionada anteriormente. A pesar de ello, se ha utilizado la validacién cruzada o Cross Va-
lidation para alcanzar una alta generalizacion y asegurar la independencia de los resultados
obtenidos. Generalmente, métodos como éste son empleados en modelos que no cuentan con

altas cantidades de datos en los subconjuntos de Train y Test, como el caso de este proyecto.

El nuimero de métodos existente para llevar a cabo la validacion cruzada es abundante, si bien en
este proyecto se ha utilizado Repeated Stratified K-Fold, otra herramienta disponible en Scikit-
Learn[53]. El procedimiento que lleva a cabo este método consiste en hacer K divisiones del
conjunto de datos en partes iguales. El modelo utiliza el primer subconjunto en la primera
iteracion para aplicar la validacion cruzada y los K-1 restantes para entrenar. En la segunda
iteracion se cambia el subconjunto que se emplea para validar y el resto de nuevo se utilizan
en el entrenamiento del modelo. Este proceso se repite hasta que todas las subdivisiones son
utilizadas durante la validacion. Finalmente, los resultados obtenidos en cada una de las K

repeticiones se promedian obteniendo una Unica evaluacion del modelo ya generalizada.

En la Figura 5.6 se visualiza un esquema del funcionamiento del algoritmo. El conjunto de
datos esta dividido en 10 partes iguales. En azul estd representado el subconjunto utilizado para
validar y los otros nueve para entrenar. La estimacion de la precisién del modelo se calcula como

un promedio de los valores E de cada una de las iteraciones aplicando la siguiente férmula:

1 K
E=—-VYE 52
K; (5.2)
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Conjunto de datos

Subconjunto de Subconjunto de

entrenamiento validacion
[
F ) N 1
1*iteracion | | | | | | | | E;
2% iteracion | | L . E;
3% iteracion | | N B E;
10* iteracion [l | ] 1] E

Figura 5.6: Diagrama de validacion cruzada para K = 10 [54].

5.4.1 Optimizacion de los Hiperparametros

Para corregir y maximizar la precision y el buen rendimiento del modelo utilizado, podemos
llevar a cabo una optimizacién de los hiperparametros de éste. Estos hiperparametros consisten
en configuraciones del modelo RF que seran diferentes para cada conjunto de datos, es por eso
que buscaremos en este paso los mejores para ajustar nuestro modelo [55]. Existe una larga lista

de parametros que se podrian ajustar. En nuestro caso, serdn los siguientes:

n_estimators: El nimero de arboles que va a haber en el RF.
= max_features: El niimero de caracteristicas de cada particion.
= max_depth: El nimero maximo de particiones que el arbol puede tener.

= min_samples_split: El nimero minimo de muestras requeridas para que un nodo pueda

dividirse.

= min_samples_leaf: El nimero minimo de muestras requeridas en cada nodo hoja al final

de cada uno de los arboles.

= bootstrap: Si queremos o no que las muestras se repartan aleatoriamente y con reempla-

zamiento a la hora de clasificar.
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En primer lugar, se ha utilizado el médulo RandomSearchCV perteneciente a Scikit-Learn [56],
que tiene en cuenta rangos amplios de valores para cada uno de los hiperpardmetros. En la Tabla
5.1 podemos ver la relacion entre los hiperparametros explicados anteriormente y el rango de

valores sobre el que se realiza la busqueda aleatoria.

‘ Hiperpardmetro ‘ Rango de valores ‘
n_estimators {200 - 1000}
max_features {log2, sqrt}
max_depth {1-15}

min_samples_split | {2 - 50}
min_samples_leaf | {2-50}
bootstrap {True, False}

Cuadro 5.1: Rango de valores por hiperparametro.

Existen innumerables combinaciones posibles de estos hiperpardmetros. Para cada iteracion, se
llevard a cabo el mismo método de validacién cruzada explicado anteriormente, con 5 subcon-

juntos y 10 repeticiones. Esto hace un total de 50 realizaciones.

La seleccion de los hiperparametros se lleva a cabo atendiendo al mejor comportamiento de
todas las realizaciones llevadas a cabo. En la Tabla 5.2 podemos ver cuéles han sido las 10
mejores combinaciones de hiperpardmetros ejecutadas en el algoritmo de bisqueda aleatoria y

su desempeifio en el entrenamiento por medio de la validacion cruzada.

Realizacién | n_estimators | min_samples_split | min_samples_leaf | max_features | max_depth ‘ bootstrap ‘ Score medio

1 314 50 23 log2 7 False 0.790519
2 257 23 2 log2 6 True 0.789688
3 542 34 7 sqrt 13 False 0.783329
4 428 39 18 sqrt 12 True 0.781170
5 942 50 50 sqrt 12 False 0.597802
6 828 44 28 log2 13 True 0.597802
7 771 12 28 log2 2 False 0.597802
8 314 28 34 sqrt 3 True 0.597802
9 485 50 39 log2 9 True 0.597802
10 828 28 50 sqrt 3 True 0.597802

Cuadro 5.2: 10 mejores realizaciones llevadas a cabo en la bisqueda aleatoria.
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Sin embargo, este tipo de optimizacion puede no ofrecernos los mejores resultados ya que los
valores se comprueban de forma aleatoria. Con el fin de conseguir los valores més apropiados,
se han creado graficos de barras representando en el eje de abscisas los valores explorados de
cada hiperpardmetro y en el eje de ordenadas la puntuacién media de los modelos realizados en
cada uno de los valores (Ver Figura 5.7). En la Tabla 5.3 podemos ver la seleccion elegida de

los valores que mejor score medio ofrecen.

’ Hiperparametro \ Valores elegidos ‘
n_estimators {257, 428, 542}
max_features {log2, sqrt}
max_depth {6,7}

min_samples_split | {23, 34, 39}
min_samples_leaf | {2,7, 18, 23}
bootstrap {False, True}

Cuadro 5.3: Valores elegidos de cada hiperparametro.

Tras utilizar RandomSearchCV, podemos implementar otro médulo de Scikit-Learn 1lamado
GridSearchCV [57]. La diferencia con respecto al anterior es que este lleva a cabo una combi-
nacion individual de todos ellos siendo el coste computacional mucho mayor. Los valores que
se introducen en esta nueva cuadricula son aquellos que mejores prestaciones han tenido en el
algoritmo RandomSearchCV, es decir, los valores indicados en la Tabla 5.3. De esta forma, se
buscaran los mejores hiperparametros de los que ya se consideraron los mejores, optimizando
aun mas el resultado final. En la Tabla 5.4 vemos cudles han sido los valores elegidos finalmente

para cada uno de los hiperparametros explorados.

Hiperpardmetro Valor 6ptimo
n_estimators 542
max_features sqrt
max_depth 6

min_samples_split | 23
min_samples_leaf | 23
bootstrap False

Cuadro 5.4: Valores 6ptimos introducidos en el Random Forest de cada hiperpardmetro.
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Figura 5.7: Ejemplo de los mejores valores de los hiperpardmetros.
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5.5 Evaluacion del Modelo

Para evaluar el desempefio del clasificador se utiliza la matriz de confusién, una herramien-
ta que permite calcular figuras de mérito que muestran los aciertos o errores que el modelo
estd adquiriendo durante el aprendizaje [58]. En cada fila de la matriz se disponen los valores
de prediccion y en cada columna los valores reales, de forma que obtenemos cuatro posibles

resultados:

Verdadero positivo (VP): El modelo predice como positivo un valor que realmente es

positivo.

Falso positivo (FP): El modelo predice como positivo un valor que realmente es negativo.

Verdadero negativo (VN): El modelo predice como negativo un valor que realmente es

negativo.

Falso negativo (FN): El modelo predice como negativo un valor que realmente es positivo.

El modelo estard acertando cuando detecte VP y VN y estard fallando en los otros casos. Por
tanto, cuanto menor sea la proporcion de estos ultimos con respecto de los primeros, mejores

seran los resultados.

A partir de estos cuatro valores surgen la mayoria de las figuras de mérito utilizadas en este

proyecto [59]:

= Accuracy o Exactitud: Es el porcentaje casos que el modelo ha clasificado correctamente.

VP+VN
VP+VN+FP+FN

(5.3)

= Precision o Precision: Es el ratio de verdaderos positivos sobre el total de positivos que el

clasificador predice. Con ella podemos medir la calidad del modelo.

VP

S g— (5.4)
VP+FP
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Recall o Sensibilidad: Es la capacidad del algoritmo de clasificacion de detectar respues-
ta al tratamiento en los pacientes que realmente la han tenido. Esta métrica también es

conocida como Tasa de Verdaderos Positivos.

VP

—_— S
VP+FN (5-5)

Specificity o Especificidad: Es la capacidad del clasificador de detectar la proporcion de
casos negativos que realmente son negativos. En este caso, a esta métrica también se le

conoce como tasa de Verdaderos Negativos.

VN
—_— (5.6)
VN +FP
F1_score: Combina la precision y la sensibilidad en un unico valor.
2% Precision - Recall 5.7)

Precision + Recall

ROC/AUC: Ambas son métricas que evaldan el rendimiento del clasificador [60].

1. ROC: Se trata de una curva de probabilidad definida por la sensibilidad. Indica la
capacidad del modelo de distinguir entre un paciente con respuesta al tratamiento y

un paciente que no ha respondido.

FP
ROC=1—-E  ficidad = ——— 5.8
specificida VNTFP (5.8)
2. AUC: Es el area que existe bajo la curva ROC. Cuanto mayor sea su valor, mayor

potencial tendrd el clasificador de diferenciar las dos clases de pacientes.

En la Figura 5.8 se puede ver una clasificacion ideal donde la linea verde representa a todos los

pacientes sin respuesta al tratamiento (VN) y la roja representa a aquellos que si han respondido

parcial o totalmente al tratamiento (VP). Ambas curvas no se superponen por lo que el modelo

posee una medida ideal de separacidn, es decir, acertard en el 100 % de los casos siendo perfec-

tamente capaz de distinguir entre las dos clases sin equivocarse. Como consecuencia, el valor

de la sensibilidad siempre serd 1 resultando en una AUC = 1.

Sin embargo, en la Figura 5.9 se visualiza un ejemplo cuyas curvas se superponen introduciendo

de esta forma errores de prediccidn, es decir, los falsos positivos y negativos. Todos aquellos
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valores correspondientes a la curva verde que estén por encima del umbral establecido serdn
falsos positivos ya que realmente son negativos pero el modelo los clasifica como positivos. De
la misma manera, aquellos pertenecientes a la curva roja que caigan por debajo del umbral serdn
los falsos negativos, puesto que el modelo los predice como negativos siendo en la realidad
positivos. Dependiendo del posicionamiento del umbral, vamos a conseguir optimizar estos
errores de prediccion. En el caso de esta imagen, el valor del AUC es 0.7, lo que significa que
existe un 70 % de probabilidades de que el modelo sea capaz de distinguir entre pacientes con

respuesta al tratamiento y pacientes sin respuesta, es decir, positivos y negativos.

ROC

N\

/ VN \ VP
\

o
e
[}
[y
o
[y

Umbral

Figura 5.8: Curva ROC-AUC en una situacion ideal de clasificacion [60].

/ ﬁ\\ ROC__—

\ AUC=0,7
\
VN VP
\

Umbral

Figura 5.9: Curva ROC-AUC en una situacion real de clasificacién [60].
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5.6 Explicabilidad del Modelo

Generalmente, un modelo de ML elaborado puede generar predicciones precisas, pero €s-
tos ciertamente tienen una esencia natural de caja negra. La interpretabilidad de un algoritmo
de aprendizaje automdtico es necesaria para contribuir a su adopcion. La herramienta SHAP
(SHapley Additive exPlanations) resulta de gran utilidad para incrementar la transparencia de

cualquier algoritmo [61].

Para llevar esto a cabo, se utilizard TreeExplainer, una clase incluida dentro del médulo SHAP
indicada para explicar algoritmos ensemble como es el caso del RF empleado en este proyecto.
En la Figura 5.10 se muestra el funcionamiento del algoritmo SHAP, donde este toma como en-
tradas el conjunto de datos y los valores obtenidos en la prediccion y establece una explicacién

basada en los valores de Shapley.

Modelo
Prediccion

(Caja negra)

Explicacion

Figura 5.10: Esquema del flujo de trabajo de SHAP [61].
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Resultados

A continuacion, se presentan los hallazgos obtenidos en esta investigacion, tanto del clasificador

empleado como de las caracteristicas mds relevantes.

6.1 Rendimiento del Clasificador

Los resultados de las métricas calculadas para evaluar el modelo se muestran en la Tabla 6.1.

Para todos ellos se ha computado la media de los valores obtenidos en la validacién cruzada.

Métrica Valor
Recall 0.75 £0.12
Specificity | 0.60 + 0.20
Accuracy | 0.64 + 0.07
Precision | 0.71 £ 0.08
F1-Score | 0.71 £+ 0.09
AUC 0.70 = 0.12

Cuadro 6.1: Resultados de la clasificaciéon empleada.

Ademas, en la Figura 6.1 se observa la curva ROC obtenida con el rendimiento del modelo que
indica la capacidad de este clasificar pacientes con respuesta al tratamiento y sin respuesta al
tratamiento. En la misma vemos una recta discontinua roja que representa un modelo hipotético
sin capacidad de discriminacién entre ambas clases, cuyo valor de AUC es de 0.5 ya que divide
el area total en dos partes. La linea azul muestra el valor de AUC del modelo entrenado con el
clasificador Random Forest. A medida que la curva aumente su drea, mayor sera la capacidad

discriminativa de clasificador.
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Figura 6.1: Curva ROC obtenida tras el entrenamiento del Random Forest.

6.2 Estudio de las Caracteristicas

Puesto que contamos con un ndmero muy alto de caracteristicas radiémicas, es importante
llevar a cabo un estudio de éstas. Asi, se va a valorar la importancia de cada una de ellas en el
proceso de discriminacién entre pacientes con respuesta y sin respuesta al tratamiento emplea-
do. Tal y como se explicé en la seccidn 5.6, se ha utilizado la herramienta SHAP para visualizar

cudles son las que mds informacién aportan al estudio.

Como observamos en la Figura 6.2, hay 5 variables que superan el valor de 0.015, consideradas
las mds importantes por el algoritmo SHAP. Tan solo una de éstas es de la imagen original y, si
nos fijamos en el resto de variables del gréfico, todas ellas son derivadas, lo que nos sugiere un

mejor funcionamiento del algoritmo gracias a los filtro aplicados.
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I Importancia de las caracteristicas
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Figura 6.2: Gréfico con la descripcion global de las caracteristicas calculada como la suma de

todos los valores absolutos de SHAP para cada una de las variables.

En la Figura 6.3 podemos visualizar la separabilidad entre las dos clases de pacientes para cada

una de las caracteristicas por medio de histogramas, de tal manera que obtengamos una visién

de la distribucién de los valores de las caracteristicas en funcién de la clase a la que pertenezca
51
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Figura 6.3: Histogramas de las cuatro caracteristicas mds importantes segtn el algoritmo

SHAP.
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El cancer de pulmén de células no pequefias es una de las enfermedades oncolégicas con
mayor mortalidad e incidencia, pese a los avances tecnolégicos para su diagndstico y posterior
tratamiento. Por ello, resulta de vital importancia la deteccidén temprana de todos los nodulos.
Existen multiples modalidades de imagenes médicas que pueden aplicarse durante el proceso
de deteccion. No obstante, la tomografia computarizada se ha convertido en la herramienta
principal para la localizacién de nédulos pulmonares. Posteriormente, la labor del radiélogo
consiste en determinar todos los tumores malignos que existan analizando sus dimensiones,
forma o localizacion. Este procedimiento es enormemente complejo y requiere el méximo nivel

de atencidn y tiempo. Buscando una solucién a dicha problematica surge la radiémica.

Bajo este punto de vista, este campo novedoso trata de extraer datos y llevar a cabo un andlisis
profundo y avanzado de las imdgenes médicas por medio de algoritmos matematicos. Dicho
concepto subyace de la idea de que el ojo humano es incapaz de percibir cierto tipo de da-
tos cuantitativos que pueden esconder informacién sobre la fisiopatologia del tejido. Uno de
los cometidos mds importantes de la radiomica es la elaboracién de modelos de aprendizaje
automadtico capaces de predecir la respuesta al tratamiento de un paciente, basdndose en las
caracteristicas radiomicas extraidas de imagenes de TAC. Este nuevo planteamiento es clave
para conseguir una medicina adaptada, donde se personalice el tratamiento de acuerdo con las

caracteristicas individuales de cada paciente y de sus tumores.

La respuesta radioldgica es la columna vertebral de la respuesta al tratamiento en pacientes
con CPCNP. En la préctica, su evaluacion consiste fundamentalmente en el anélisis del tama-
fo tumoral, aunque adicionalmente se apoya en otro tipo de caracteristicas del tumor como su
homogeneidad. Cuantitativamente, este punto de vista pasa por alto gran cantidad de informa-
cion de la imagen. La radidémica cuenta con el poder de detectar indicadores cuantitativos de la
respuesta al tratamiento en las imdgenes médicas con el fin de ajustar al paciente el tratamiento

con anterioridad en el transcurso de la enfermedad para perfeccionar los resultados. En este
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proyecto se ha explorado la capacidad de la radiémica combinada con modelos de inteligencia
artificial para predecir la respuesta de la quimio-radioterapia en pacientes con CPCNP. Ademas,
se han estudiado dichas caracteristicas y su importancia para conseguir explicar los resultados

obtenidos.

7.1 Impacto de la Segmentacion

Todas las caracteristicas son extraidas de los volimenes segmentados, por lo que la seg-
mentaciéon manual de los tumores es determinante en el proceso radiémico. En algunos tipos
tumorales, este paso resulta una problemaética debido a que muchos nddulos poseen bordes di-
fuminados y, por tanto, dificiles de delimitar. Este método supone un alto nivel de conocimiento

médico e implica mixima precision y, en ocasiones, gran cantidad de tiempo de trabajo.

Por otro lado, en un proceso de segmentaciéon manual, como es el caso de este proyecto, el
operador es quien acota las regiones de interés bajo su propio criterio. Esto consume gran can-
tidad de tiempo y, a causa de la dependencia de la persona encargada de la segmentacion, se
introduce un alto nivel de variabilidad inter-sujeto en los resultados obtenidos. Es decir, distin-
tos operadores podrén llevar a cabo una segmentacion de la misma imagen de distintas formas,
consiguiendo unos resultados diferentes entre una y otra. Ademas, resulta bastante complicado
que un mismo operador segmente de la misma manera una imagen dos veces, incluyendo asi

autn mds variabilidad, en este caso intra-sujeto.

Se han impulsado nuevas metodologias de segmentacién automética y semiautomatica por me-
dio de distintas regiones anatomicas. Las condiciones previas integran los conceptos menciona-
dos anteriormente: rentabilidad del tiempo, precision y reproducibilidad de los bordes. Algunos
de estos métodos utilizan algoritmos de crecimiento de regiones, donde el usuario debe definir
un punto dentro de la regién tumoral de interés que se quiere segmentar [62]. Como se puede
intuir, se trata de un método basado en la similitud de pixeles. El problema reside en aquellas

lesiones no homogéneas en las que el operador debe hacer una correccién vigorosa.

Se han desarrollado otros métodos de segmentaciéon mds robustos basados en la estadistica.
STAPLE (Simultaneous Truth and Per-formance Level Estimation) es un ejemplo de estos [63].
Este algoritmo tiene en cuenta un repertorio de muchas segmentaciones de una sola imagen vy,

con esta informacion, estima estadisticamente la segmentacion real acompafiada de un célculo
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del rendimiento que se obtiene en cada una de las segmentaciones. La fuente de cada una de
las segmentaciones iniciales que se introducen en el algoritmo pueden ser provenientes de seg-
mentaciones automaticas o bien manuales llevadas a cabo por varios operadores. En un estudio
llevado a cabo por Warfield SK [64] se ha demostrado la capacidad real que tiene este método

y sus buenos resultados en la clinica.

Una gran variedad de algoritmos diferentes llevan a cabo esta tarea pero ain no se ha determina-
do el método universal para aplicaciones de este tipo que implican el uso de imagenes médicas,
y se continda investigando otros nuevos que resuelvan las limitaciones. De hecho, unas carac-
teristicas pueden mostrar gran reproducibilidad e invariabilidad con el uso de un método, pero

no con otro.

7.2 Rendimiento del Clasificador

El sistema elegido para clasificar entre respuesta, o no, al tratamiento se basa en el algoritmo
RF. Se han obtenido los valores de las métricas calculadas que se indican a continuacion: recall
(0.75), specificity (0.60), accuracy (0.64), precision (0.71), fl1-score (0.71) y AUC (0.70). A
la vista de estos resultados es razonable pensar que el enfoque radiémico expone una modesta
capacidad para la prediccion del resultado de los tratamientos y la respuesta a estos en pacientes
con CPCNP. Cuando se trata de aquellos sujetos que no lo hardn, se comete un porcentaje de
error en la prediccién ain mayor. Es por ello que todavia no conforma una herramienta lo

suficientemente valiosa para su implementacion clinica.

La asociacion de respuesta, o no, a cada paciente podria conformar una posible explicacion a
estos resultados. Por un lado, los pacientes han sido etiquetados tras la visualizacion por parte
del médico de las imdgenes del TAC post-tratamiento, incluyendo en gran medida un compo-
nente de subjetividad: el sesgo humano. No se han llevado a cabo pruebas complementarias
del tumor, ni nuevas intervenciones para comprobar la veracidad del etiquetado. Por otro lado,
inicialmente en este estudio se hizo una divisién de los pacientes en cuatro grupos dependiendo

de su respuesta al tratamiento:

= Respuesta total: Desaparicion completa del tumor.

= Respuesta parcial: Reduccion de parte del tumor.
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= Estabilidad: No se visualiza ni mejora ni empeoramiento del tumor.

= Progreso: Aumento del tumor.

Los dos primeros se agruparon en una misma clase: respuesta al tratamiento, etiquetdndolos con
un 1. Los dos ultimos, por el contrario, se agruparon en otra clase: No respuesta al tratamiento,
etiquetandolos con un 0. Esta unificacion de pacientes conlleva una mayor variabilidad dentro
de cada clase, donde un tumor con respuesta parcial puede asemejarse en mayor medida a un
paciente con estabilidad que a un paciente cuyo tumor ha respondido totalmente. Ademads, si
hacemos un recuento de la cantidad de pacientes existentes en cada clase, tan solo 1 de los
40 respondedores ha obtenido una respuesta total, por lo que se hace la clasificacion ain mas

imprecisa.

En cuanto al RF, un estudio llevado a cabo por Parmar et al. [65] muestra que el modelo escogido
para la clasificacién contribuye en gran medida a la variacién en el rendimiento de éste. En
su investigacion se pusieron a prueba 12 modelos diferentes de aprendizaje automatico (redes
neuronales, RF, mdquinas de vectores soporte, etc.), experimentando con datos radiémicos. Los
investigadores concluyeron que los algoritmos basados en RF suponen la mejor eleccién para

gestionar la inestabilidad de las caracteristicas extraidas.

A pesar del éxito y la relevancia de los métodos ensemble en el campo de la radidémica, la
evolucién paralela de algoritmos basados en DL constituyen un nicleo de investigacion solido.
Avanzo et al. [35] sefiala que el DL es capaz de ofrecer una gran mejora en la segmentacién y
deteccion de tumores pulmonares y en la clasificacion de los mismos. No hay duda de que en un
futuro préximo se alcanzard una combinacidn exitosa de la radidmica con el ML en el ambito

del CP, que dotara de una herramienta de ayuda al diagndstico potente y precisa.

Los métodos basados en IA, como el DL nombrado anteriormente, son superiores al plantea-
miento radiémico habitual [66]. Esto se debe a que con la aplicacion de la IA se descarta la se-
leccién manual de caracteristicas imposibilitando los sesgos humanos. En cambio, la IA implica
la necesidad de obtener conjuntos de datos considerablemente grandes, donde la racionalidad

escondida tras las decisiones tomadas resultan una caja negra.

Atendiendo al tipo de imégenes, la TAC es una de las tecnologias para diagndstico con imdgenes
mas ampliamente utilizadas en la deteccion del CP actualmente. Su combinacion con el PET

ha demostrado ser la mejor opcién en la estadificacion de la enfermedad debido a su alto rendi-

56



CAPITULO 7. DISCUSION

miento [67]. La literatura existente sobre la aplicacion de la radiomica para estimar la respuesta
terapéutica del paciente y predecir los resultados se fundamenta en imdgenes anteriores al tra-
tamiento. A este respecto, la TAC proporciona caracteristicas anatémicas que si las integramos
con la informacién de los exdmenes PET, obtenemos una completa cantidad de datos también
metabolicos lo suficientemente ttiles para identificar signos de recurrencia o detectar la enfer-
medad precozmente. Un estudio sugiere que las caracteristicas de los examenes PET cuentan
con una precision mayor y una capacidad de prediccion mds alta que las caracteristicas radio-
micas basadas en TAC [68]. Ademads, aunque estas tltimas tienen una modesta capacidad para
distinguir la respuesta tumoral, si que mejoran frente al ojo humano. Por lo tanto, las imagenes

multimodales constituirian una herramienta idénea para predecir la recurrencia tumoral.

7.3 Estudio de las Caracteristicas

Con el paso del tiempo, las caracteristicas radidmicas se han vuelto sustancialmente un
instrumento muy apreciado en cuanto a la detecciéon de tumores y su evolucién. Su notoria
popularidad se pone de manifiesto por el nimero exponencialmente creciente de nuevas publi-
caciones que incorporan este término. Sin embargo, a pesar de su potencial, todavia presenta
ciertos desafios que resolver antes de su traduccion a la préctica clinica. Si bien, es de esperar
que la radiémica influya paulatinamente en la terapia de los tumores pulmonares, optimizando

la cadena de diagnéstico-tratamiento-seguimiento.

En una revision publicada en 2021 se resume la situacién del &mbito de la radiémica en la actua-
lidad analizando el resultado de 14 estudios en los que se indaga en los predictores radidmicos
de la respuesta al tratamiento de CPCNP [69]. En esta publicacidn, se concluye que existe una
gran variedad de indicadores, desde caracteristicas basadas en el histograma como la simetria,
hasta caracteristicas derivadas relacionadas con la textura como la media del filtro Wavelet. Ra-
ra vez se ha identificado una caracteristica como predictor comun de respuesta al tratamiento
en todos los estudios evaluados. Esto explica la inestabilidad que existe con las caracteristicas
radiémicas. En el futuro, serd decisivo establecer la reproducibilidad y el beneficio clinico de
los modelos radiémicos de forma que se demuestre su calidad como mecanismo de toma de

decisiones para facilitar el tratamiento personalizado de pacientes con CPCNP.

En este proyecto se ha dado gran relevancia al anélisis y explicabilidad de los resultados en base
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a las caracteristicas mds importantes en el proceso de clasificacion. De las 1562 caracteristicas
que obtuvimos con el extractor de Py-Radiomics, se eliminaron las constantes y todas aquellas
con una correlaciéon muy alta conservando 30 de ellas que fueron las que finalmente participaron
en el proceso de clasificacién. Son tan solo las primeras de estas las que retinen un gran valor

explicativo para el clasificador y, por tanto, las mas relevantes en el problema que se aborda.

En concreto, cuatro de ellas estan relacionadas con el filtro Wavelet. La caracteristica restante
es extraida de la imagen original y pertenece al grupo GLSZM. Por tanto, vamos a comentar el

significado de cada una de las cinco por separado:

= wavelet-LHH_glem_MaximumProbability: Consiste en un tipo de imagen Wavelet en la
que se ha aplicado un filtro paso bajo al eje X y un filtro paso alto a los ejes Y, Z. Esta
caracteristica evalda la aparicion del par de valores de intensidad més predominante en

pixeles vecinos.

= wavelet-HHH_firstorder_Variance: En este caso se aplica un filtro Wavelet con filtro paso
alto en los tres ejes. La varianza calcula la distancia del nivel de intensidad de cada voxel

con el valor medio de intensidad de toda la imagen.

= wavelet-HLL_glszm_SmallAreaEmphasis: De nuevo, consiste en un subtipo de las imé-
genes con filtro Wavelet. Sin embargo, el filtro paso alto se ha aplicado en el eje X y dos
filtros pasos bajos en los ejes restantes. Esta caracteristica mide la distribucion de zonas

pequeias y texturas mds finas.

= original_glszm_SizeZoneNonUniformityNormalized: Esta es la unica caracteristica ori-
ginal que se ha considerado como importante desde el inicio. Evalta la diferencia de
volimenes que existe en la imagen completa en su versiéon normalizada. Cuanto menor

sea este valor, mas homogénea es la imagen.

» wavelet-LHH_firstorder_MeanAbsoluteDeviation: Esta caracteristica es del mismo sub-
tipo que la primera mencionada. En este caso, se mide la distancia media que existe, en
valor absoluto, desde el valor de intensidad de cada uno de los pixeles hasta el valor medio

de la imagen completa.

De acuerdo con estos resultados, resulta de gran valor analizar el tipo de caracteristicas que me-
jor explican el estudio. Como hemos visto anteriormente, dos de ellas son de primer orden [70],

basadas en el histograma de niveles de gris global, es decir, se estudia un dnico véxel, en vez de
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todos en conjunto. Otras dos caracteristicas importantes pertenecen a la clase GLSZM [71], que
aporta informacion sobre la distribucidn espacial de pixeles consecutivos con el mismo nivel de
gris, formando la base de una matriz con estos. En consecuencia, las imdgenes con texturas mas

homogéneas, conformaran matrices mas anchas y planas que las texturas heterogéneas.

Por dltimo, nos encontramos con que la caracteristica mds importante, con gran diferencia, per-
tenece a la clase de caracteristicas GLCM [72]. Esta matriz describe la funcién de probabilidad
conjunta en la regién de la imagen delimitada por la mdscara, es decir, el tumor. En este caso,
no se basa tanto en propiedades fisicas de la imagen sino en valores estadisticos, concretamente

para esta caracteristica, la probabilidad mdxima en intensidades vecinas.

Esta exploracion de las caracteristicas aporta resultados destacables. En primer lugar, y aten-
diendo al tipo de caracteristicas que se han presentado como mds importantes, cabe destacar
que son las imégenes filtradas las que mads valor radiomico han aportado en el proceso de cla-
sificacion. En consecuencia, se puede deducir que el radidlogo al disponer solo de la imagen
original, puede estar perdiendo informacién indispensable. En segundo lugar, se pone en valor
la utilidad de la radiémica ya que si esto no fuera asi, no se podria diferenciar a simple vista
aquellas caracteristicas que han aportado mayor beneficio. Por otro lado, se debe poner de ma-
nifiesto el tipo de tarea que se estd llevando a cabo. El conjunto de datos contiene imédgenes
tumorales todos ellos malignos, esto implica que muchas de las caracteristicas radiémicas serdn
compartidas entre el grupo de pacientes que responden al tratamiento y los que no lo hacen, tan
solo por ser ambos tumores patoldgicos y, con seguridad, es posible que los resultados bajos en

algunas de las métricas sean consecuencia de esto.

59






Capitulo 8

Conclusion y Trabajos Futuros

La utilizacién de la radiémica como herramienta de ayuda al diagnéstico ha causado poco a
poco una revolucién de métodos innovadores de evaluacién de enfermedades dificiles de llevar
a cabo si no fuera por la ayuda de la computacion. Cada vez se estdn abarcando mds dmbitos
dentro de la medicina en los que aplicar todos estos conocimientos, sobre todo en la esfera de
la radiologia. Lo mads valioso de todo esto es que el objetivo es prestar ayuda a los profesionales
sanitarios expertos en la materia, nunca reemplazarlos. Cada dia los resultados estdn mejorando
gracias a los avances tecnoldgicos que culminardn con una precision proxima al 99 % en un

futuro no muy lejano.

8.1 Conclusion

Como ya se se anunci6 en los Objetivos, con el presente proyecto se ha pretendido disefiar
una herramienta de clasificacion para predecir la respuesta al tratamiento de los pacientes con
cancer de pulmoén de células no pequefias. Y no solo eso, sino que se ha aportado explicabili-
dad al algoritmo que a simple vista resulta una caja negra de gran rendimiento, consiguiendo

entender las caracteristicas de mayor valor para el modelo de clasificacion.

La primera parte del trabajo pretende unificar en pocas paginas el fundamento médico y tedrico
del CP, que puede mejorar la interpretabilidad y la pertinencia de este proyecto agrupando

ambas visiones: la medicina y el aprendizaje automatico.

Por otro lado, el presente trabajo proporciona no solo las herramientas y técnicas necesarias para
implementar los conocimientos adquiridos, sino que se aporta valor afiadido permitiendo que el
lector interesado en continuar un proceso deductivo en su aprendizaje, sea capaz de conseguir

una base de andlisis y abstracciéon de la radidmica y el aprendizaje automatico, dotdndole de
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autonomia en la lectura de textos mas avanzados.

Los métodos utilizados han proporcionado unos resultados humildes pero que han servido para
extraer cudles han sido las limitaciones de este proyecto. Bajo este punto de vista, es imprescin-
dible destacar el tamafio del conjunto de datos. Por un lado, seria de gran utilidad incrementar
el tamafio muestral, debido al nimero tan elevado de caracteristicas radiomicas que existen,
muchas de ellas superfluas. En cuanto a esto tltimo, encontrar un método 6ptimo de seleccion
de las caracteristicas menos correlacionadas entre si aumentaria en gran medida la capacidad
predictiva del modelo utilizado. Afiadido a esto, existe un problema de capacidad de cémputo
que hace imposible la extraccion de todas las caracteristicas originales y derivadas de cier-
tos pacientes cuya imagen ocupa un volumen muy grande de datos, disminuyendo atin més la
muestra de pacientes disponible. Por esta razén, la bisqueda de las mejores caracteristicas ha
sido exhaustiva durante todo el desarrollo del proyecto, de modo que se evite al maximo el

sobreentrenamiento.

8.2 Trabajos Futuros

La radidémica tiene un futuro largo y alentador como instrumento de apoyo clinico. La ma-
nera en la que se ha desarrollado este trabajo permite llevar a cabo un seguimiento detallado de
la metodologia para que cualquier persona ajena interesada en profundizar en esta investigacion

sea capaz de seguir todos los pasos llevados a cabo y mejorarla.

Futuras lineas de trabajo que se puedan construir sobre esta investigacion podrian dirigirse a la
implementacion de algoritmos predictivos no supervisados, es decir, modelos capaces de apren-
der sin el control humano. Asi, se conseguird una nueva forma de tomar decisiones gracias a la
cantidad masiva de datos de entrada, dejando el trabajo del especialista para otras labores que
requieran mayor especializacion. Por otro lado, guarda una estrecha relacion con los resultados
el método de segmentacion elegido, una via por la que profundizar para conseguir un proceso

mas sencillo, rdpido y automético.

Realmente son muchas las posibilidades que se abren como fruto de la experiencia adquirida
durante la evolucién de este trabajo. El cddigo se encuentra documentado para un mejor enten-
dimiento y un enfoque metodolégico ampliamente detallado a lo largo de todo este. El enlace

€S:
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https://github.com/saraltuna/sara_altuna_tfg_ing_biomedica

Que mi humilde aportacién ayude a incentivar el interés en este campo de la misma manera que

los meses dedicados han provocado en mi.

Breve nota sobre la dedicacion de la autora

Durante el inicio de mi etapa estudiando el grado en Ingenieria Biomédica estuve siempre
muy perdida. Yo queria ser médico. Poco a poco fue creciendo mi interés en el dmbito de
la Inteligencia Artificial y el andlisis de las imdgenes médicas, y como una mdaquina podia
ser capaz de llevar a cabo tareas tan sumamente trascendentales en la vida de las personas.
Precisamente ese era el inico objetivo que siempre tuve claro que queria perseguir: dar ayuda a

los demas.

A mitad del camino empecé a ser consciente de que queria seguir aprendiendo sobre este
campo y, pese a que en ese momento de la carrera no hubiese explotado aun todos esos concep-
tos, yo tenia claro que queria empaparme de experiencia y nuevos conocimientos. Porque este
grado te permite justamente eso, una base que poder utilizar mds tarde para elegir el camino

que mads te apasione.

Fue entonces cuando tuve la suerte de conocer a Angel. No tardé mucho en darme cuenta
de la inspiracién tan grande que sus clases estaban suponiendo para mi. Sin que €l ni yo lo
supiéramos, me guid hasta que entendi hacia donde queria dirigirme. Entonces decidi escoger

este tema para mi ultimo trabajo.

Ya todo parecia relativamente facil. Ahora solo tenia que sacar el mdximo provecho a todo
lo que aprendi durante la carrera y tratar de preparar algo que aportase valor a un campo en el

que siempre estuve interesada: la medicina.

Han sido unos meses de gran aprendizaje donde he crecido tanto personal como profe-
sionalmente. Este trabajo no ha hecho mas que aumentar mi entusiasmo por la ingenieria en

combinacién con la medicina. Ahora me siento preparada para comenzar la siguiente etapa.

Aprovecho estas dltimas lineas para agradecer a todo compaiero y profesor que he tenido
la suerte de conocer en el camino y de los que pude aprender algo nuevo. Y gracias por haber

dedicado tu tiempo a estas paginas.
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