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Resumen

Millones de personas utilizan los vehículos para desplazarse. Como consecuencia,

entre otros, se originan problemas de congestión y seguridad en los sistemas de trans-

porte. En algunas ocasiones, la solución no es la creación de nuevas infraestructuras,

sino su optimización para proporcionar el mejor servicio posible, de ahí la importancia

de una adecuada política de gestión del trá�co.

Un modo de analizar el comportamiento del trá�co es a través de su monitoriza-

ción. Actualmente, ésta se realiza mediante el uso de espiras instaladas en la vía, que

proporcionan datos agregados sobre la velocidad media y el número de vehículos. Otra

alternativa es utilizar una red inalámbrica de vehículos sensores que permita obtener

los datos de posición y velocidad de forma individual. Utilizando esta información se

desea reconstruir un campo de velocidad (STV) en una zona de la vía durante un

determinado intervalo de tiempo.

Para la reconstrucción del campo STV es necesario aplicar técnicas de interpo-

lación. En este proyecto se han considerado distintas técnicas de interpolación: clási-

cas, basadas en geo-estadística, y basadas en redes neuronales arti�ciales. También se

ha aplicado el método de suavizado adaptativo (ASM), especí�camente diseñado para

la reconstrucción del campo STV. Del análisis realizado se concluye que ASM es el

interpolador que mejores prestaciones ofrece, ya que incorpora información a priori so-

bre la evolución del trá�co, tanto en un escenario de trá�co libre como de congestión.

Puesto que los datos utilizados en la reconstrucción del campo STV están correlaciona-

dos espacialmente, es posible determinar la anisotropía y corregirla. En el proyecto se

demuestra experimentalmente que la corrección de anisotropía y la posterior aplicación

de interpoladores no especí�camente diseñados para reconstruir el campo STV mejora

signi�catívamente la calidad de la reconstrucción. De esta forma, se puede concluir

que los interpoladores de mejor calidad son aquéllos que utilizan, de una u otra forma,

información sobre la anisotropía del campo STV.

En la última parte del proyecto se propone aplicar técnicas de procesado de imagen a

la reconstrucción del campo STV para detectar la presencia de congestión. En concreto,

se aplican operadores morfológicos conexos que permiten caracterizar la dinámica de

los mínimos regionales, por ser los que marcan las zonas de congestión en el campo

STV.
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Capítulo 1

Introducción y objetivos

En este primer capítulo se muestra una visión general del contexto en el que se

enmarca el presente Proyecto Fin de Carrera. En primer lugar se muestra la motivación

que ha dado lugar a su realización de este proyecto. Seguidamente se enuncian los

objetivos que se persiguen para, por último, indicar cómo está estructurada la memoria,

junto con una breve descripción de su contenido.

1.1. Motivación

Puesto que hoy en día millones de personas utilizan los vehículos para desplazarse,

esta movilidad provoca problemas de congestión y seguridad en los sistemas de trans-

porte, que resultan en pérdidas económicas, incremento del tiempo de viaje, así como

mayor gasto de combustible y energía (con el consiguiente aumento de dióxido de car-

bono en la atmósfera [4]). En muchas ocasiones, estas congestiones causan accidentes

y/o aumentan el estrés en los conductores provocando situaciones de violencia vial. Por

estos motivos, la información sobre el estado de congestión de la vía y el volumen de

trá�co es muy útil, tanto para el conductor como para la Dirección General de Trá�co

(DGT) [1].

Los datos sobre defunciones según causa de mortalidad publicados por el Instituto

Nacional Estadística (INE) el 30 de Abril del 2010 (datos referentes al año 2008) [2]

indican que los accidentes de trá�co fueron la segunda causa de muerte externa en

España. Si se tiene en cuenta la edad, en la franja comprendida entre los 15 y 29

años, los accidentes de trá�co son la primera causa de muerte externa. El INE también

proporciona datos de las víctimas de accidentes de trá�co en el 2008 en algunos países

de Europa: el número de fallecidos ronda los 28.000 y el número de heridos asciende a

más de 1.105.000 personas. Obsérvese en la Figura 1.1 como España es el tercer país

que más víctimas de accidentes de trá�co registra, tanto en el número de muertos,

como en el número de heridos.

No todos los accidentes de trá�co registran víctimas mortales. Según datos de la

1
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(a)

(b)

Figura 1.1: Víctimas por accidentes de trá�co en Europa durante el año 2008: (a)
muertos; (b) heridos.

DGT [1], en el año 2008 se produjeron en España 93.161 accidentes de circulación

con víctimas, siendo el índice de gravedad de 3,3 muertos por cada 100 accidentes con

víctimas y el índice de letalidad de 2,3 muertos por cada 100 víctimas. En ese mismo

año, aproximadamente en el 8% de los accidentes mortales hubo más de un muerto y

en el 0,5% hubo más de tres.

El incremento de vehículos en circulación hace cada vez más frecuente la creación de

congestiones vehiculares. Una adecuada gestión del trá�co es importante para reducir,

entre otros, el consumo de combustible y la contaminación ambiental producida por la

emisión de monóxidos de los automóviles, así como el nivel de accidentalidad. Según se

a�rma en el Tercer Congreso Internacional de Prevención de Riesgos en los Compor-

tamientos Viales celebrado en Noviembre del 2010 [3], la Organización Mundial de la

Salud estima que, para el año 2030, los accidentes de trá�co serán la tercera causa de

muerte mundial combinada con discapacidad. Por este motivo es necesario aumentar la

seguridad y �abilidad de los vehículos y las vías de circulación. La solución, en algunos

casos, no es la creación de nuevas infraestructuras, sino la optimización de las mismas

para proporcionar el mejor servicio posible.

Desde principios de los años 90 se viene estudiando el �ujo de trá�co en diferentes

entornos. Una forma de analizar el comportamiento del trá�co y sus posibles estados y
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transiciones es a través de su monitorización. Actualmente la recogida de información

se realiza mediante espiras o bobinas de inducción, también llamadas detectores de lazo

inducido, que se encuentran colocadas bajo el asfalto [29]. Para que el sistema permita

recoger información, es necesario instalar dos bucles de inducción que se basan en el

principio de inducción electromagnética. Al pasar un vehículo sobre la bobina, su masa

metálica induce una corriente. El tiempo de duración de la corriente sirve para medir

el porcentaje de ocupación de la vía. Mediante la diferencia de los instantes de inicio

de la corriente en ambas espiras se realiza el cálculo de la velocidad. Con estas bobinas

se puede contar el número de coches por unidad de tiempo, además de la longitud del

vehículo. Los datos ofrecidos por las espiras son datos agregados, es decir, las espiras

registran las velocidades de todos los vehículos que pasan cada Dt segundos y realizan

un promedio que envían a un centro de monitorización. En este sentido, las medidas del

�ujo de vehículos en autopistas de EEUU, Holanda, Korea y en la A5 de Alemania, han

permitido demostrar que los aspectos dinámicos del �ujo de trá�co son universales y por

tanto abordables mediante descripción física [48]. La separación entre espiras debe ser

tal que no queden enmascarados los verdaderos fenómenos que se producen y no pasen

desapercibidas perturbaciones en el �ujo de trá�co: si la perturbación se genera lejos

de la posición donde está la espira y además no es lo su�cientemente fuerte como para

generar una congestión, es posible que la perturbación no se detecte. Por este motivo

es conveniente que las espiras estén próximas entre sí (se suelen instalar separadas

unos cientos de metros). Sin embargo, puesto que el coste asociado a la instalación,

mantenimiento y cambio de estas espiras es elevado y puede in�uir en el tránsito normal

de vehículos, una solución de compromiso es instalarlas en posiciones estratégicas: bien

cerca de las zonas donde se forman las perturbaciones de trá�co, bien en puntos tal

que el �ujo de trá�co donde no hay espiras se pueda obtener a partir de la información

disponible en las zonas donde sí hay instaladas espiras. Adicionalmente, al trabajar

con espiras es conveniente tener en cuenta que, cuanto menor es la velocidad de los

vehículos, mayor es el error en los datos medidos. En cuanto al tiempo de promediado

(Dt), se debe de cumplir un compromiso en el valor de este parámetro puesto que

debe ser lo su�cientemente pequeño como para registrar las perturbaciones de corta

duración y a la vez lo su�cientemente grande como para que se registre el paso de

algún vehículo [52]. Como valor de compromiso se suele utilizar Dt = 1 minuto. Por

los motivos anteriores parece conveniente recoger la información asociada al �ujo de

trá�co de manera no agregada.

Un ejemplo de ello es el experimento de Sugiyama [54] en una pista circular llana de

230 metros de perímetro y sin obstáculos. Utilizando una cámara de vídeo de 360 grados

situada en el centro del escenario, Sugiyama monitorizó el movimiento de los vehículos

y demostró que, ante la ausencia de obstáculos o inhomogeneidades en el circuito, es

posible interrumpir la circulación �uida y alcanzar un estado de congestión tal que el
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movimiento de los vehículos deja de ser homogéneo a lo largo del circuito. Para que esto

suceda es necesario que la densidad de vehículos supere un determinado valor crítico

cercano a los 25 veh/km, de modo que la interacción entre vehículos (originada porque

los conductores ven a otros vehículos) produce un efecto de movimiento colectivo que

hace inestable el trá�co �uido y genera una congestión similar a las transiciones de

fase que se producen en el campo de la física con sistemas de muchas partículas que no

están en equilibrio. De hecho, desde los años noventa el �ujo de trá�co se estudia como

un fenómeno dinámico de un sistema con muchas partículas interactuando, asimilando

las partículas a vehículos individuales. En general, el efecto del movimiento colectivo de

las partículas que interaccionan cambia drásticamente el comportamiento macroscópi-

co del sistema. Así, es factible considerar los vehículos como partículas que se mueven

colectivamente, con una interacción tal que cada partícula cambia su velocidad en fun-

ción de la velocidad del vehículo precedente (con el objetivo de evitar una colisión).

Los modelos matemáticos de �ujo de trá�co se centran en esta sencilla propiedad del

movimiento de los vehículos, y básicamente tienen dos tipos de soluciones: solución de

circulación �uida (todos los vehículos se mueven casi a la misma velocidad, con su�-

ciente distancia de seguridad entre vehículos consecutivos), y solución de circulación

con congestión (aparecen grupos de vehículos que se desplazan a distinta velocidad).

La congestión de trá�co es una aglomeración excesiva de vehículos en una determinada

zona, lo cual provoca que la velocidad media de los vehículos sea inferior a la velocidad

de circulación deseada o a la del límite de la vía. El estudio sobre congestión de trá�co

se puede realizar desarrollando modelos de simulación de �ujo de trá�co a partir de los

cuales se puede obtener la información necesaria para determinar las posibles actua-

ciones en un nudo circulatorio. Se puede distinguir dos tipos de modelos [27, 30, 41],

modelos macroscópicos y microscópicos.

Los modelos macroscópicos describen la dinámica del trá�co a partir de datos

agregados como �ujo vehicular y densidad de trá�co.

Los primeros modelos de simulación de �ujo de trá�co eran de este tipo, en los

cuales el �ujo de vehículos se asemeja con procesos termodinámicos que hacen

uso de ecuaciones de la teoría cinética de los gases (ecuaciones dinámicas de �ui-

dos). El inconveniente de estos métodos es que no ofrecen una solución aplicable

para el control y la optimización del trá�co. Además, la representación del �u-

jo de trá�co es independiente del tipo de vehículo y de conductor, asumiendo

que todos los vehículos siguen una misma regla de comportamiento. Los mod-

elos de trá�co macroscópico se asemejan a la utilización de espiras en entornos

reales. La diferencia entre los distintos modelos macroscópicos se encuentra en

la ecuación utilizada para obtener la velocidad media de los vehículos [27]. Este

tipo de modelos de trá�co ha recibido fuertes críticas debido a inconsistencias
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teóricas [17].

Los modelos microscópicos describen el �ujo del trá�co a partir del movimiento

individual de vehículos, evitando así los problemas asociados a la agregación de

datos. Además, se pueden simular circunstancias con diferentes clases de vehícu-

los, es decir, se puede parametrizar tanto el tipo de vehículo como de conductor

para simular así diferentes escenarios, siendo por tanto modelos adecuados para el

estudio de �ujos de trá�co heterogéneos. La actualización de la posición de cada

vehículo se lleva a cabo mediante modelos de seguimiento y reglas de cambio de

carril, entre otros. Puesto que cada vehículo tiene datos de posición, velocidad y

aceleración de forma individual, el volumen de datos a procesar es elevado. Estos

modelos se pueden clasi�car en:

� Modelos del tipo �car following�, que son modelos de tiempo continuo que

utilizan ecuaciones diferenciales. La ecuación de movimiento de cada ve-

hículo está caracterizada por una función de la aceleración dependiente de

parámetros de entrada como tipo de conductor o tipo de vehículo. Algunos

ejemplos de este tipo de modelo microscópico son [27, 48]: Optimal Velocity

Model por Bando (OVM), Modelo de la diferencia de la velocidad, Modelo

de Wiedemann (1974), o Intelligent Driver Model (IDM, 2000).

� Los modelos de autómatas celulares [41, 46], que son modelos de tiempo

discreto cuyas variables se actualizan cada Dt (Dt = 1 seg, tiempo típico

de reacción de un conductor) para describir las características dinámicas

del sistema. La vía se divide en secciones de longitud Dx. Por cada Dt,

cada sección es revisada para saber si existe un vehículo ocupándola. Si se

encuentra un vehículo, éste avanza a otra sección según la regla de actuali-

zación. Algunos ejemplos de este tipo de modelo son Regla 184, o Modelo

de Nagel-Schreckenberg.

Los modelos microscópicos permiten simular el comportamiento de cada vehículo de

forma independiente, lo que permite analizar las prestaciones de la vía de manera más

precisa (sin utilizar datos agregados). Para reconstruir el estado de trá�co sin considerar

datos agregados, en [9] se propone utilizar una red inalámbrica de sensores como la que

se ilustra en la Figura 1.2, donde los propios vehículos miden su velocidad y posición

individual en diferentes instantes de tiempo. En esta red se distinguen los siguientes

elementos:

Vehículos pasivos: vehículos que circulan por la vía sin capacidad de comuni-

cación.
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Figura 1.2: Red de sensores inalámbrica. Los vehículos de color rojo son los encargados
de enviar la información (ilustración tomada de [9]).

Vehículos sensores: vehículos capaces de medir su posición y velocidad en un

determinado instante de tiempo (por ejemplo utilizando el sistema GPS). Estas

medidas se transmiten a través de la red vehicular ad-hoc. La densidad de sensores

se relaciona con el número total de vehículos/hora/carril.

Puentes inalámbricos en la carretera: recogen los datos enviados por los vehículos

sensores.

Centro de fusión de datos: centro para el procesamiento de los datos enviados

desde los puentes inalámbricos.

El funcionamiento de la red de sensores es el siguiente: inicialmente, cada vehículo sen-

sor mide y almacena su posición y velocidad de forma periódica. Esta información se

trasmite mediante la red ad-hoc hasta un puente inalámbrico situado en la carretera,

el cual envía los datos al centro de fusión de datos. Con los datos recibidos es posible

reconstruir el estado del trá�co a través de la representación espacio-temporal de la ve-

locidad, obteniendo lo que se conoce como campo STV (Space-Time-Velocity). A partir

de la representación del campo STV es posible identi�car patrones espacio temporales

asociados a estados de congestión de trá�co y determinar zonas donde puede haber

problemas de circulación para actuar en consecuencia.
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Puesto que no se tiene información de velocidad en cada punto de la vía y en cada

instante de tiempo (par espacio-tiempo), para realizar la reconstrucción del campo

STV es necesario aplicar técnicas de interpolación.

1.2. Objetivos

El principal objetivo de este trabajo es analizar las prestaciones que ofrecen dife-

rentes técnicas de interpolación cuando se desea reconstruir el campo STV a partir de

un conjunto �nito de datos recogidos por sensores vehiculares. Para ello se proponen

los siguientes objetivos parciales:

Revisión de literatura sobre técnicas de interpolación.

Revisión de literatura sobre modelos de simulación de �ujo de trá�co.

Elección de un modelo de simulación adecuado para una red de sensores vehicu-

lares.

Familiarización con la correspondiente herramienta de simulación.

Diseño de experimentos y extracción de datos.

Implementación de técnicas de interpolación y de la metodología para determinar

los correspondientes parámetros de diseño y evaluación de prestaciones.

Análisis de resultados.

Estudio de la aplicación de técnicas de procesado de imagen para identi�car zonas

de congestión.

1.3. Metodología

Este proyecto se ha desarrollado en cuatro fases: estudio, implementación, simula-

ciones y redacción de la memoria. En la fase de estudio, se ha realizado una revisión

de la literatura de modelos de simulación de trá�co y técnicas de interpolación. Tras

este estudio detallado se eligió un modelo de simulación adecuado para implementar

una red inalámbrica de sensores vehiculares. En la siguiente fase se realizó un estu-

dio de la herramienta de simulación elegida, así como la implementación (mediante el

software MATLAB®) de los métodos de interpolación elegidos para analizar los datos

de la simulación. En la fase de simulación se realizaron experimentos con los métodos

implementados en la fase anterior y se analizaron los resultados. En la última fase se

extrajeron conclusiones de los experimentos realizados y se redactó la memoria.
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Las dos últimas fases ejecutaron de forma paralela en el tiempo, ya que los tres

primeros capítulos de esta memoria son meramente teóricos.

1.4. Estructura de la memoria

Con el �n de mostrar una breve panorámica de la estructura y contenido de esta

memoria, a continuación se describe cada uno de los capítulos en los que ésta se divide:

Capítulo 1: Introducción y objetivos

Este capítulo presenta el marco en el que se inscribe el proyecto, especi�cando la

motivación y los objetivos a cumplir y mostrando la metodología seguida para su

realización.

Capítulo 2: Modelo de �ujo de trá�co

Este capítulo presenta el modelo micróscopico de trá�co IDM junto con diferentes

estados de trá�co. Para todos los estados se muestra la correspondiente representación

del campo STV y sus características más relevantes. También se introduce el simulador

de trá�co utilizado para realizar los experimentos.

Capítulo 3: Técnicas de reconstrucción

El objetivo de este capítulo es presentar los métodos de interpolación utilizados para

la reconstrucción del campo STV a partir de los datos recogidos en el centro de fusión

de datos.

Capítulo 4: Reconstrucción del estado de trá�co

Se explican las etapas necesarias para procesar los datos y aplicar adecuadamente los

interpoladores presentados en el capítulo anterior. Para determinar la bondad de cada

interpolador se presentan distintas medidas de prestaciones y se éstas se analizan para

cada interpolador en función de la fracción de vehículos sensores.

Capítulo 5: Detección de congestión

En este capítulo se realiza un estudio preliminar de las estructuras que de�nen los

mínimos del campo STV. Los mínimos se caracterizan a través de la dinámica, directa-

mente relacionada con la persistencia de las zonas de congestión. Para ello se utilizan

herramientas del ámbito de procesado de imagen.

Capítulo 6: Conclusión y líneas de trabajo futuro

En el último capítulo se presentan las conclusiones más relevantes del proyecto y las

posibles líneas de trabajo futuro.



Capítulo 2

Modelo de �ujo de trá�co

Existen muchos modelos de descripción de �ujo de trá�co. Este trabajo se centra en

los modelos �microscópicos�, que tienen en cuenta el comportamiento individual de cada

vehículo. Concretamente, el modelo de �ujo de trá�co considerado es el modelo IDM,

modelo longitudinal de tiempo continuo que sigue un enfoque �car following� para la

simulación de trá�co urbano y de autopistas. En el Apartado 2.1 se justi�ca la elección

de este modelo y sus características más importantes. En el Apartado 2.2 se analizan

diferentes estados de trá�co, presentando las estructuras del campo STV que permiten

caracterizar situaciones de trá�co libre y congestión. También se presentan diferentes

patrones del campo STV asociados a características de trá�co congestionado, así como

las posibles causas de la formación de congestión. El capítulo �naliza presentando el

software utilizado para simular el modelo.

2.1. Introducción

Para simular el �ujo de trá�co utilizando una red de sensores vehiculares se utiliza

un modelo microscópico, ya que éste proporciona información sobre velocidad y posición

de cada vehículo en diferentes instantes de tiempo. En este sentido, los parámetros

característicos de un modelo microscópico son:

Tiempo de seguridad: mínimo tiempo de separación entre dos vehículos con-

secutivos.

Distancia de seguridad: mínima distancia entre dos vehículos consecutivos.

Flujo: número de vehículos por unidad de tiempo.

Densidad: número de vehículos por unidad de distancia y de tiempo.

Obsérvese que no todos los parámetros anteriores son independientes: existe una relación

entre tiempo y distancia de seguridad, así como entre �ujo y densidad. A partir de los

9
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parámetros anteriores se pueden deducir otros parámetros de interés como la ocupación,

esto es, el porcentaje de tiempo que está ocupado el segmento de vía bajo estudio.

El parámetro de salida del modelo de �ujo de trá�co microscópico es la velocidad

y/o la aceleración a la que circula cada vehículo. Con esta información y el intervalo de

tiempo correspondiente se obtiene la posición instantánea de cada vehículo. Teniendo

en cuenta esta información se puede determinar la distancia recorrida por cada vehículo,

permitiendo caracterizar el estado del trá�co en el espacio y el tiempo. Es de esperar

que, a medida que varíe el número de vehículos que están circulando, también cambie

la velocidad de cada vehículo. Esto, junto con otras situaciones externas, conduce a la

formación de estados de congestión como los que se presentan en el Apartado 2.2.

En este proyecto se ha utilizado el modelo de �ujo de trá�co IDM por las siguientes

razones [48]:

todos los parámetros del modelo tienen un comportamiento que es posible mode-

lar, son relevantes y son empíricamente medibles, es decir, los parámetros están

directamente relacionados la vía, el tipo de vehículo y la conducción del mismo.

es un modelo �exible, de modo que actuando sobre sus parámetros se pueden

reproducir muchos escenarios diferentes.

es computacionalmente simple, lo que permite simular situaciones complejas sin

un coste computacional elevado.

El modelo IDM [27, 47, 48], desarrollado por Treiber, Hennecke y Helbing en el

año 2000, es un modelo microscópico que permite describir la evolución del sistema

modelado utilizando un espacio de tiempo continuo en el que se simula una dinámica

longitudinal, es decir, aceleraciones y desaceleraciones de cada conductor de forma in-

dividual. Forma parte de los modelos de tipo car following, que tienen como referencia

el vehículo delantero para el cálculo de los parámetros. Se trata de un modelo de trá�co

que no tiene en cuenta potenciales cambios de carril ni tampoco accidentes, debido a

la dependencia con la velocidad relativa. No obstante, es posible inferir un accidente

siempre y cuando la deceleración instantánea del vehículo supere la deceleración máxi-

ma. Además, es posible simular diferentes escenarios y estados de trá�co simplemente

variando algunos parámetros del modelo. Por ejemplo, un aumento del tiempo de se-

guridad entre vehículos se puede relacionar con un comportamiento de conducción más

cuidadoso en las curvas, en tramos estrechos, en tramos peligrosos de carretera, o en

zonas de reducida visibilidad.

Puesto que se trata de un modelo en el que cada vehículo sigue al anterior, IDM

describe la evolución de la posición y velocidad de cada vehículo. Esta característica

se ilustra en la Figura 2.1, donde se muestran dos vehículos, que se denotan como

a y a -1, siendo este último referencia del primero. Para el vehículo a de longitud
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Figura 2.1: Interpretación grá�ca de los parámetros del modelo IDM.

Parámetro De�nición

v0α
velocidad deseada

(a la que desearía circular en ausencia de congestión)
vα velocidad instantánea
aα aceleración máxima
bα deceleración máxima
δ exponente de aceleración (normalmente 4)
s0α mínima distancia con el vehículo delantero
Tα tiempo de seguridad con el vehículo delantero

Tabla 2.1: Parámetros del modelo IDM.

Lα, xα denota su posición en el instante t, y vα su velocidad. El comportamiento del

vehículo a está condicionado por el comportamiento del vehículo a-1, ya que los ele-

mentos que parametrizan este modelo están referidos al vehículo delantero (esquema

car following). En la Tabla 2.1 se muestran los parámetros del modelo referidos al

vehículo α, que potencialmente pueden ser diferentes entre vehículos. Esta caracte-

rística otorga gran �exibilidad al modelo, ya que permite simular diferentes tipos de

vehículos, tipos de conductor y, por tanto, diferentes escenarios. A modo de ejemplo,

si se desea parametrizar un camión, se le debe otorgar menor a (aceleración), b (de-

celeración), v0 (velocidad deseada) y mayor longitud y T (tiempo de seguridad); si se

desea parametrizar a un conductor agresivo hay que reducir el valor de T y aumentar

los valores de v0 (velocidad deseada), a (aceleración) y b (deceleración máxima).

Utilizando los parámetros de la Tabla 2.1 y de�niendo la distancia de separación

entre paragolpes como sα = xα−1 − xα − Lα−1, y la velocidad relativa del vehículo α

respecto al vehículo α− 1 como 4vα = vα− vα−1, las ecuaciones que de�nen el modelo

IDM para el vehículo α son [48]:

ẋα ≡
dxα
dt

= vα (2.1)
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v̇α ≡
dvα
dt

= aα

[
1−

(
vα
v0α

)δ
−
(
s∗ (vα,4vα)

sα

)2
]

(2.2)

donde la variable auxiliar s∗ se de�ne como:

s∗ (vα,4vα) = s0α + vαTα +
vα4vα
2
√
aαbα

(2.3)

Como se indica en la Ec. (2.2), IDM obtiene la aceleración v̇α como una función

continua dependiente de la velocidad vα, la distancia sα, y la velocidad relativa 4vα.
La aceleración del vehículo por tanto se calcula mediante la suma de un término en el

que no existe dependencia con el vehículo delantero (dos primeros sumandos), y otro

término dependiente del vehículo delantero. Cuando la distancia entre los vehículos α

y α − 1 es notable, el tercer término de la Ec. (2.2) es pequeño y la aceleración del

vehículo viene determinada por los dos primeros sumandos, cuya suma tiende a cero a

medida que la velocidad del vehículo se aproxima a la deseada. Como consecuencia, si no

hay muchos vehículos circulando, es razonable suponer que la velocidad de circulación

tienda a la velocidad deseada, que generalmente será la máxima permitida de la vía. A

continuación se interpreta el signi�cado de los dos primeros sumandos: si la velocidad

instantánea del vehículo es inferior a la deseada, el término
(
vα
v0α

)δ
de la Ec. (2.2)

es inferior a la unidad, lo que indica que el vehículo debe acelerar para alcanzar la

velocidad objetivo. Por el contrario, si la velocidad instantánea es superior a la deseada,

entonces la aceleración es negativa y el vehículo debe reducir su velocidad para ajustarse

a la velocidad deseada. Por último, si la velocidad instantánea coincide con la deseada,

la aceleración es nula y el vehículo continúa con la misma velocidad.

Respecto al tercer sumando de la Ec. (2.2), éste es el encargado de ajustar la

aceleración en función de la distancia con el vehículo delantero y de la diferencia de

velocidad entre ambos. Así, si el vehículo α−1 es más rápido que el vehículo α, entonces

4vα será negativa y contribuirá a aumentar la aceleración siempre y cuando se respete

la mínima distancia de separación. Por otro lado, si la velocidad del vehículo α− 1 es

menor que la del vehículo α, el tercer sumando de la Ec. (2.2) contribuirá a disminuir

la aceleración.

Obsérvese que, si la diferencia de velocidad entre vehículos consecutivos es muy

grande, entonces:

aα

(
s∗ (vα,4vα)

sα

)2

≈ aα

[(
vα4vα
2
√
aαbα

sα

)]2
=

(
(vα4vα)2

4s2αbα

)

Por el contrario, si la diferencia de velocidad entre los dos vehículos es pequeña,

entonces:
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Figura 2.2: Elementos del modelo IDM+MOBIL para modelar el cambio de carril del
vehículo c.

aα

(
s∗ (vα,4vα)

sα

)2

≈ aα

[
s0α + vαTα

sα

]2
El modelo IDM se puede extender para incorporar el cambio de carril: modelo

IDM+MOBIL (Minimizing Overall Braking decelerations Induced by Lane changes,

MOBIL). El modelo MOBIL sólo determina si se realiza el cambio de carril, de modo

que el modelo IDM se sigue utilizando para obtener la velocidad y aceleración del

vehículo en cada instante de tiempo .

En la Figura 2.2 se muestran todos los vehículos implicados en el potencial cambio

de carril del vehículo etiquetado como c. Obsérvese que están implicados, tanto los

vehículos del mismo carril que el vehículo c (etiquetas f -follow- y b -back-), como

los vehículos del carril al que se desea cambiar el vehículo c (representados con las

etiquetas f ' y b' ). El cambio de carril se realiza siempre y cuando el vehículo b' no

tenga que ejercer una deceleración superior a la máxima permitida (determinada por

el parámetro b). La idea básica del modelo MOBIL es medir cómo de atractivo es

el cambio de carril teniendo en cuenta cómo afecta el cambio a los conductores que

circulan por el nuevo carril, tanto en términos de la aceleración del vehículo a modelar

como de la de los adyacentes.

En la Figura 2.3 se caracteriza el tipo de conductor (y por tanto los riesgos que éste

está dispuesto a afrontar para realizar el cambio de carril) dependiendo de la relación

entre un parámetro de amabilidad o politeness (p) y la deceleración (b). El parámetro

p puede tomar distintos valores:

p > 1: Caracteriza a un conductor que antepone el bene�cio del resto al suyo

propio.

p ∈[0, 0.5]: Este rango de valores caracteriza a la mayoría de conductores.

p ≈0: Caracteriza a un conductor que no tiene en cuenta las condiciones de

seguridad para el cambio de carril.
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Figura 2.3: Clasi�cación del tipo de conductor en función del factor de politeness p y
del parámetro de deceleración (b) (ilustración tomada de [51]).

p < 0: Caracteriza a un conductor desaprensivo, al cual no le importan las con-

secuencias de sus actos con tal de cumplir sus intereses.

Para modelar una situación realista, el modelo MOBIL tiene en cuenta otros parámetros

que evitan cambios continuos de carril. Si las reglas de circulación son asimétricas, se

deben hacer las correspondientes modi�caciones en el modelo.

2.2. Estados de trá�co y patrones de congestión

Idealmente, el estado de trá�co durante un determinado intervalo de tiempo se

caracteriza por la velocidad, densidad y �ujo de vehículos en una determinada zona de

la vía. En una primera clasi�cación se pueden distinguir dos tipos de estados: estado

libre y estado congestionado. El estado de trá�co congestionado se de�ne como aquél

en el que la velocidad media de circulación es inferior a la mínima velocidad media en

un estado de trá�co libre.

Los estados de trá�co se caracterizan por diferentes estructuras del campo STV. La

reconstrucción del campo STV permite determinar en qué estado se encontraba la vía

en el momento de la representación, así como analizar las zonas donde ha existido un

descenso o aumento de la velocidad, la evolución de los estados de trá�co e incluso las

causas que han provocado la perturbación de un estado de trá�co libre.

La Figura 2.4 muestra el campo STV reconstruido a partir de los datos agregados

de espiras en una carretera de circunvalación española. Obsérvese que en torno a las

15:30h, y también en el intervalo 18h-20h, se produce un descenso de la velocidad,
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Figura 2.4: Representación del campo STV utilizando 12 espiras separadas una distan-
cia media de 0.56 km.

probablemente producido por un aumento de la densidad de vehículos, coincidiendo

con las horas de salida del trabajo.

Los estados de trá�co congestionado no sólo pueden producirse por un aumento

de �ujo de vehículos, sino también por situaciones externas (accidentes, reducción del

número de carriles, semáforos, condiciones climatológicas adversas, o malas condiciones

de la vía) o incluso sin causa externa aparente, como queda patente en el experimento

realizado sobre un escenario circular (habitualmente denominado Ring Road (RR)) con

22 vehículos [54].

Existen diferentes teorías para justi�car la formación de la congestión. No todas las

perturbaciones provocan congestión, sino que existe un fenómeno de metaestabilidad 1,

como se observa en la Figura 2.5, que representa el estado de trá�co en función de la

densidad y del �ujo de vehículos. Obsérvese que, al aumentar estos dos parámetros, se

produce una transición del estado de trá�co libre al estado de trá�co congestionado,

pasando por un estado de metaestabilidad. Respecto con la metaestabilidad, en [53] se

a�rma que un cambio de carril provoca una pequeña variación del �ujo de trá�co, lo

que puede desencadenar un cambio de estado. Los mismos autores sugieren también

que pequeñas oscilaciones de velocidad pueden crecer en amplitud provocando una

congestión.

A continuación se presentan los estados de trá�co descritos por Helbing [53], que

diferencia entre estado de trá�co libre y estado de congestión. Para el segundo caso

se analizan tanto los patrones típicos de congestión como las posibles causas de su

1Un sistema en un estado metaestable es aquél que está en un equilibrio precario, pero donde una
mínima perturbación puede llevarle, de manera brusca, a un nuevo estado de equilibrio. Dichos estados
están caracterizados por una vida media bastante más corta que sus contrapartes estables.
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Figura 2.5: Representación del estado de trá�co en función de la densidad y del �ujo
de vehículos (ilustración tomada de [41]).

formación.

Free Tra�c

Generalmente, el estado de trá�co libre (Free Tra�c, FT) aparece cuando la den-

sidad de vehículos es reducida, de modo que la separación entre vehículos es alta y

éstos podrán circular a la velocidad deseada. A medida que aumenta la densidad y

�ujo de vehículos, el comportamiento de cada vehículo depende cada vez más del com-

portamiento del resto de vehículos.

En la Figura 2.6 se observan dos estado de trá�co (trá�co libre y trá�co conges-

tionado). Ambos estados están delimitados por una relación entre densidad y �ujo de

vehículos denominado diagrama fundamental el cual se representa con una recta de

pendiente positiva.

Otra forma de determinar si los vehículos se encuentran en una zona de trá�co libre

o de congestión es analizando las trayectorias de los vehículos (Figura 2.7). Obsérvese

que, en las zonas donde existe congestión se produce un cambio en la pendiente de las

trayectorias, provocado por el descenso de velocidad. En la Figura 2.8 se muestra un

ejemplo del campo STV correspondiente a un estado de trá�co libre: alta velocidad

con mínima variación a lo largo del tiempo y del espacio.

Pinned Localized Cluster

El patrón de congestión denominado Pinned Localized Cluster (PLC) se caracteriza

porque la congestión se extiende a lo largo del tiempo en una determinada zona espacial,

de ahí su nombre (cluster localizado).
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Figura 2.6: Estados de Free Tra�c y de congestión: (a) datos de Free Tra�c (puntos
a la izquierda de la línea FC) y de congestión (puntos a la derecha de la línea FT);
(b) diagrama fundamental para �ujo libre (curva F) y para los datos de congestión de
(a); (c) velocidad en Free Tra�c; (d) velocidad en un estado de congestión (ilustración
tomada de [30]).
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Figura 2.7: Trayectorias de vehículos en diferentes estados: (a) libre; (b) congestión.

Figura 2.8: Campo STV correspondiente a un estado de trá�co libre.
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Figura 2.9: Representación del patrón de congestión PLC: (a) trayectorias de los ve-
hículos; (b) reconstrucción del campo STV.
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Figura 2.10: Representación del patrón de congestión HCT: (a) trayectorias de los
vehículos; (b) reconstrucción del campo STV.

Este patrón de congestión se puede crear espontáneamente o por una perturbación

en una zona concreta, por ejemplo cambios de carril, zonas de mayor pendiente o

incorporaciones.

En la Figura 2.9 se ilustra el patrón de congestión PLC generado al considerar un

escenario donde la vía tiene un incremento de pendiente en la posición correspondiente a

1200 m, lo que provoca un descenso en la velocidad de los vehículos. En la Figura 2.9 (a)

se muestran las trayectorias de los vehículos y en la Figura 2.9(b) la reconstrucción del

campo STV.

Cuando el volumen de trá�co es muy elevado, la congestión se expande en el espacio

y da lugar a otros patrones de congestión donde el descenso de velocidad se expande

tanto en tiempo como en espacio, originando el patrón de congestión que se presenta

a continuación.
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Figura 2.11: Representación del patrón de congestión OCT: (a) trayectorias de los
vehículos; (b) reconstrucción del campo STV.

Homogeneous Congested Tra�c

El patrón de congestiónHomogeneous Congested Tra�c (HCT) se caracteriza porque,

en un tramo de la vía, la velocidad de circulación es muy baja y más o menos con-

stante, provocando la propagación del atasco hacia atrás según transcurre el tiempo

(expansión espacial de la congestión). Este patrón de congestión puede originarse por

accidentes, cierre de carriles, o un incremento elevado del número de vehículos (como

sucede en las operaciones de salida y retorno vacacional).

La velocidad de propagación de la congestión parece ser coherente con la teoría de

Lighthill Whitham [53]:

c =
Qcong −Qfree

ρcong − ρfree
(2.4)

donde Qcong es el �ujo de vehículos en la zona de congestión, Qfree es el �ujo de vehícu-

los en la zona inmediatamente anterior a la congestión, donde los vehículos circulan en

trá�co libre, y ρcong y ρfree son las correspondientes densidades en las mismas condi-

ciones.

Una vez que la causa que desencadena la congestión es eliminada, por ejemplo si

se vuelven a abrir los carriles o el �ujo de vehículos decrece, la extensión espacial de la

congestión homogénea comienza a contraerse.

En la Figura 2.10 se muestra el campo STV asociado con el patrón de congestión

HCT, originado en este caso porque en el instante de tiempo 68 segundos se cierra el

carril en la posición 1241 m. Obsérvese cómo la congestión comienza a disolverse en

torno al instante 300 segundos, cuando el carril se vuelve a abrir al trá�co.
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Figura 2.12: Representación del patrón de congestión SGW: (a) trayectorias de los
vehículos; (b) reconstrucción del campo STV.

Oscillating Congested Tra�c

El patrón de congestión Oscillating Congested Tra�c (OCT) es otro tipo de con-

gestión extendida a lo largo del tiempo y el espacio. En cuanto al crecimiento y de-

saparición de la congestión, sus características son similares a las del patrón HCT, con

la diferencia que en OCT el campo STV presenta oscilaciones (de frecuencia y ampli-

tud prácticamente constante durante cierto periodo de tiempo) de velocidad en el área

congestionada (véase la Figura 2.11). Estas oscilaciones se propagan a una velocidad

aproximada de -15 km/h. Los patrones de tipo OCT suelen estar rodeados por un �ujo

de trá�co libre, y suelen ocurrir cuando el volumen de trá�co supera un determinado

valor.

Stop and Go Waves

El patrón de congestión denominado Stop and Go Waves (SGW) [53] se caracteriza

por la presencia de �ondas� en el campo STV, siendo éstas más o menos signi�cativas

según el �ujo de vehículos. El SGW oscila a lo largo del tiempo entre un estado de

trá�co libre (sin congestión) y otro en el que la velocidad se ve reducida. Finalmente,

la congestión acaba eliminándose o convirtiéndose en un movimiento del cluster. En

la Figura 2.12 se presenta la evolución temporal y espacial del patrón SGW. Como se

observa en la Figura 2.12(b), este patrón presenta una cierta periodicidad temporal.

Según las mediciones realizadas en[53], en el escenario considerado en ese documen-

to, la congestión se propaga en el sentido contrario al avance de los vehículos con una

velocidad de - 15±5 km/h, siendo este valor ligeramente dependiente de la separación
en tiempo de seguridad (T ), la fracción de camiones y las condiciones climáticas.
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Figura 2.13: Representación del patrón de congestión MC: (a) trayectorias de los ve-
hículos; (b) reconstrucción del campo STV.

Moving Clusters

El patrón de congestión Moving Clusters (MC) [53] se caracteriza porque la con-

gestión se propaga temporalmente hacia atrás a una velocidad de -15 km/h. Es parecido

al patrón SGW, pero con una única �onda�, pudiendo ser desencadenado por una pe-

queña perturbación que �nalmente causa un descenso en la velocidad de los vehículos

(efecto boomerang), o bien por una perturbación mayor que por sí sola causa este pa-

trón de congestión. En la Figura 2.13 se muestra la evolución del patrón de congestión

MC. Obsérvese cómo la congestión empieza a propagarse en sentido contrario al de

circulación de los vehículos en el instante correspondiente a 250 s.

El estado del trá�co puede evolucionar a lo largo del tiempo variando de un patrón

a otro. Esto se muestra en el diagrama de fase. Las autopistas no son espacialmente

homogéneas (zonas con distinta pendiente, curvas, incorporaciones, distinto número

de carriles, ...), por lo que la capacidad de la vía puede cambiar a lo largo de la

misma y formarse cuellos de botella en las zonas de menor capacidad. Si el �ujo de

vehículos previo a la zona en la que se ha generado el cuello de botella es su�cientemente

elevado, se puede formar una congestión que se propagará en sentido contrario al del

�ujo de vehículos. Sin otro elemento perturbador a continuación, en la parte siguiente

a ese cuello de botella se observa un estado de trá�co libre. Además, como se comentó

anteriormente, es posible que la congestión se forme sin causa externa aparente [54].

En la Figura 2.14 se muestra un diagrama con las transiciones entre diferentes

estados y patrones de congestión en función del número de vehículos por hora antes

del tramo a analizar y de la diferencia entre el �ujo de entrada y salida por hora

en ese tramo. Para pasar de un patrón a otro es necesario que se cumplan ciertas

condiciones. Los valores indicados en esta �gura corresponden a la autopista alemana

A5 en dirección sur, en el kilómetro 470.

La probabilidad de ocurrencia de los patrones de congestión no es uniforme; de
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Figura 2.14: Diagrama de fase con diferentes patrones de congestión en función de
veh/hora a la entrada de la congestión y diferencia entre éstos antes y después del
tramo a tratar. Tramo: kilómetro 470, autopista alemana A5, dirección sur (ilustración
tomada de [53]).

hecho, según el estudio realizado en la autopista alemana A5, el patrón de congestión

PLC es el que ocurre con más frecuencia [53].

2.3. Simulador de �ujo de trá�co

En el proyecto se ha utilizado el simulador de �ujo de trá�co microscópico Micro-

simulation of Road Tra�c Flow, realizado por Martín Treiber, y cuyo código de applet

java ha sido descargado de la página www.tra�c-simulation.de. Un applet es un progra-

ma que se puede ejecutar en un navegador web y que es independiente de la máquina

y del sistema operativo. En cuanto a seguridad se re�ere, los applets necesitan que el

usuario conceda explícitamente permisos de seguridad para que la ejecución de código

Java les permita acceder al sistema local de �cheros. Un error durante el procedimiento

de autorización, en el cual se modi�ca el �chero java.security, podría hacer inoperativa

la maquina virtual de Java o dar la posibilidad de acceso a programas potencialmente

peligrosos.

Para realizar los experimentos de este proyecto se ha modi�cado el código original

utilizando el entorno de trabajo Eclipse De esta forma ha sido necesario realizar cambios

en los permisos y en el software utilizado.

Ningún applet tiene permitido el acceso a recursos a no ser que éste se le conceda

mediante política de seguridad. En las plataformas Java se permite ese acceso a través

de cláusulas en el �chero java.policy: utilizando la herramienta Policy Tool (haciendo

doble clic en el �chero policytool.exe) se edita el �chero java.security para añadir una
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nueva entrada con el path del directorio al que se quiere dar los permisos, así como el

tipo de permisos a otorgar. Tras proporcionar los permisos para que la applet tenga

permisos de escritura, se crean una serie de clases que se encargan de generar un

archivo donde se almacenará la información de cada vehículo cada cierto tiempo (en

este proyecto, cada segundo). El simulador proporciona un �chero de texto con la

siguiente estructura:

tiposimulacion 1

tiempoFoto 0.0

qIn 0.9166666666666666

densidad 0.03

tamanoCarretera 753.9822368615503

coche 1 739.6166427391646 9.558266787039285 1

coche 2 725.204375293532 18.929840281091405 0

coche 3 708.0253697641834 17.234461440279688 1

....

���-

tiposimulacion 1

tiempoFoto 1.0

qIn 0.9166666666666666

densidad 0.03

tamanoCarretera 753.9822368615503

coche 1 749.4794516021215 10.046529309121818 1

coche 2 744.2499070449271 19.108216449498627 0

coche 3 722.9356408653985 13.906690750663829 1

...

El tipo de simulación caracteriza al escenario utilizado. La entrada tiempoFoto es el

instante en el que se captura la información que se muestra a continuación. El parámetro

qIn hace referencia al número de vehículos por intervalo de tiempo (s). La densidad

es el número de vehículos/m. TamanoCarretera es la longitud del tramo en el que se

realiza la simulación, que en un escenario de tipo RR corresponde al perímetro de la vía

(en metros). El resto de entradas (con el término coche) corresponden al identi�cador

de cada vehículo, su posición (m), velocidad (m/s) y carril en el instante indicado en

el tiempoFoto.

Para generar las trayectorias de cada vehículo ha sido necesario modi�car el código

Java para asociar un identi�cador a cada vehículo. También se ha modi�cado el código

para prohibir el cambio de carril y así ajustarse al modelo IDM: puesto que el objetivo

de este proyecto es estudiar la aplicación de distintos métodos de reconstrucción del

campo STV para posteriormente comenzar a abordar la identi�cación del estado de

trá�co, como se demostró en [54] el cambio de carril no es necesario para generar un
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Figura 2.15: Escenario de simulación Ring Road.

patrón de congestión SGW en un escenario Ring Road.

En la Figura 2.15 se muestra el escenario Ring Road elegido para simular el patrón

de congestión SGW: dos carriles en un sistema cerrado en el que la densidad media de

vehículos puede variar en tiempo de ejecución. En las simulaciones, este parámetro se

ha �jado a 30 vehículos/km/carril y sólo se han considerado los vehículos de un carril

(al eliminar el cambio de carril, los carriles son independientes). En la Figura 2.16 se

muestra la reconstrucción del campo STV, tanto con la información de cada carril de

forma independiente como con la información de ambos carriles. La Figura2.16(a) y la

Figura 2.16(b) muestran que el patrón de congestión SWG se ha formado en diferentes

instantes de tiempo (en torno al segundo 200 para el carril interior y al segundo 100

para el exterior), debido a que en el carril exterior hay un vehículo más que en el

interior. Puesto que en ambos carriles se genera el mismo patrón de congestión, para

los objetivos del proyecto se puede considerar cualquiera de ellos. En la Figura 2.16(c)

se muestra la reconstrucción con la información de los dos carriles, es decir, se utiliza

la posición y velocidad en los diferentes instantes de tiempo de todos los vehículos que

circulan por los dos carriles. En este caso, el patrón de congestión no aparece de forma

tan clara como cuando se utiliza la información de sólo un carril, ya que el instante de

inicio de la congestión es diferente en cada carril.

Una característica importante del modelo RR es que �ujo saliente y entrante coinci-

den. Así, en este escenario y con el anterior valor de vehículos por unidad de longitud, el

trá�co (inicialmente casi homogéneo) pasa a ser inestable y se forman zonas con menor

velocidad de circulación, las cuales se propagan en sentido contrario al de avance.

Pese a que el simulador permite diferentes tipos de vehículos (camiones o coches),

se ha optado por considerar sólo un tipo, en este caso coches, cuyos parámetros caracte-

rísticos se muestran en la Tabla 2.2.
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(a)

(b)

(c)

Figura 2.16: Reconstrucción del campo STV considerando carriles independientes: (a)
carril interior; (b) carril exterior; (c) ambos carriles.
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parámetro Valor

v0 33 m/s
T 1.5 s
a 0.5 m/s2

b 3 m/s2

s0 2 m
δ 4
L 5 m

Tabla 2.2: Valores de los parámetros utilizados en las simulaciones con el modelo IDM.
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Figura 2.17: Trayectorias de los vehículos con densidad de: (a) 8 vehículos/km; (b) 42
vehículos/km; (c) 50 vehículos/km.
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Figura 2.18: Evolución temporal de una simulación en un escenario Ring Road con 30
vehículos/km y 754 m de longitud de vía .

Con el escenario RR se han realizado experimentos modi�cando la densidad de

vehículos (vehículos/km/carril) y se ha observado que la dinámica del �ujo de trá�co

depende esencialmente de este parámetro. Cuando la densidad aumenta, los nuevos

vehículos nacen en puntos donde se cumplen los criterios de seguridad; en cambio,

cuando la densidad disminuye los vehículos mueren de forma aleatoria. Como se in-

dicó previamente, el parámetro densidad de vehículos se ha mantenido �jo durante la

simulación.

Para ilustrar cómo afecta la densidad de vehículos, en la Figura 2.17 se muestran

las trayectorias de los vehículos individuales para 8, 42 y 50 vehículos/km. Obsérvese

que, en la Figura 2.17(a), apenas existe cambio de pendiente en las trayectorias, lo que

indica que la velocidad media de los vehículos no varía en tiempo y espacio, es decir,

se trata de un estado de Free Tra�c. A medida que la densidad aumenta, la pendiente

también varía, pudiendo �nalmente observar la evolución de la congestión en sentido

contrario al de la trayectoria de los vehículos. Si se tiene en cuenta el tiempo en el que

la pendiente es inferior a la de la propagación en FT se puede determinar la �fuerza�

de la congestión ya que la representación anterior proporciona información sobre la la

velocidad a la que circulan los vehículos. El caso extremo es cuando la pendiente es

cero, es decir, cuando los vehículos se encuentran parados a lo largo del tiempo.

Tras el análisis anterior se puede concluir que, para el escenario elegido:

Cuando la densidad de vehículos es baja, los vehículos tienden a estar equiespa-

ciados para así no interferirse, y por tanto estaríamos en una situación de Free

Tra�c.

Al aumentar la densidad media de vehículos comienza a formarse la congestión,
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siempre con una velocidad de propagación aproximada de -15±5 km/h.

En la Figura 2.18 se presentan cuatro instantáneas del escenario de simulación (30 ve-

hículos/km/carril en una vía de longitud 754 m) en cuatro instantes de tiempo: segundo

12, segundo 72, segundo 361, segundo 431. Obsérvese que en la primera instantánea no

hay congestión, y que ésta se forma a medida que transcurre el tiempo, desplazándose

en sentido contrario al de la trayectoria de los vehículos.



Capítulo 3

Técnicas de reconstrucción

Este capítulo comienza con la descripción analítica del problema a tratar y del

modo en el que éste se puede abordar utilizando técnicas de interpolación. A continua-

ción se presenta una revisión teórica de los cuatro grupos de interpoladores utilizados

en el proyecto: interpoladores clásicos, geo-estadísticos, basados en redes neuronales

arti�ciales e interpolador de suavizado adaptativo.

3.1. Formulación del problema

La reconstrucción del campo STV que representa el estado de trá�co se puede

abordar aplicando técnicas de interpolación sobre un conjunto �nito de N de muestras

(llamadas puntos de control), obtenidas mediante sensores embarcados en vehículos.

Al conjunto de N de muestras disponibles se le denomina conjunto de diseño [44]

D = {(xn,yn)ε X, Y ; n = 1, ..., N}, donde cada vector de características x (variable

explicativa) tiene asociada una variable continua dependiente y (variable respuesta).

La reconstrucción del campo STV se puede abordar como un proceso de regresión donde

se desea encontrar una función que mapee cada vector de características x (punto del

espacio de entrada X) con su correspondiente salida continua (véase la Figura 3.1), de

modo que la super�cie reconstruida represente lo mejor posible las características del

campo subyacente.

En este trabajo la notación a considerar es:

Figura 3.1: Representación esquemática del proceso de regresión.

29
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d: número de variables explicativas.

X: espacio de características d -dimensional, x ∈ <d.

Y: espacio de la variable respuesta, y ∈ <.

N: número de puntos de control que forman el conjunto de diseño D.

f(.): función de regresión desconocida.

En el caso que nos ocupa, el vector de características x es un vector bi-dimensional

(d=2): la primera componente corresponde a la posición (variable longitudinal s, pro-

porcionada por el sistema GPS del vehículo) en la que se encuentra el vehículo cuan-

do el sensor de velocidad realiza la medida; la segunda componente corresponde al

instante de tiempo (variable temporal t) en el que se toma la medida. Es decir,

xi =
(
xi
1, x

i
2

)
= (si, ti). Para diferenciar entre los puntos de control y los puntos que

no son de control (puntos a interpolar), denotaremos como x a los primeros y p a los

segundos. La variable y = f(x ), representada como salida en el proceso de regresión

en la Figura 3.1, corresponde a la velocidad del vehículo (variable a interpolar).

Se pueden distinguir dos tipos de interpoladores según se asuma o no un modelo

para la función f(.). Si se asume un modelo para f(.), será necesario encontrar valores

adecuados para los parámetros del modelo, por ejemplo optimizando algún criterio

que mida la bondad del ajuste. Si no se dispone de información a priori sobre f(.), es

preferible abordar el problema de modo no paramétrico, reconstruyendo la super�cie

únicamente a partir de la información proporcionada por el conjunto D.

Dependiendo del número de puntos de control utilizados en la interpolación en cada

nuevo punto, los métodos de interpolación se pueden clasi�car en globales y locales.

Los interpoladores globales utilizan todos los puntos de control para obtener la función

f(.), por tanto, esta función es válida para todo el área de interés. En cambio, los

interpoladores locales no utilizan todos los puntos de de control para interpolar el valor

en un nuevo punto, sino que sólo considera los puntos de control más próximos. Una

ventaja de los métodos locales es que la reconstrucción puede ser más simple y rápida.

Independientemente del número de puntos de control utilizados en la interpolación,

es conveniente que las técnicas de interpolación sean robustas, de modo que pequeños

cambios en los vectores de características produzcan pequeños cambios en el valor

interpolado.

Todos los métodos de interpolación utilizan una medida de distancia para determi-

nar cómo de próximas están las muestras. Desde un punto de vista formal, para todo

x1,x2,x3 ∈ X se de�ne la distancia o métrica como cualquier función d (x1,x2) que

veri�que las siguientes condiciones [22, 44]:

No negatividad: d (x1,x2) ≥ 0
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Simetría: d (x1,x2) = d (x1,x2)

Desigualdad triangular: d (x1,x2) ≤ d (x1,x3) + d (x3,x2)

Re�exividad: d(x,x) = 0

Identidad de los indiscernibles: si d (x1,x2) = 0, entonces x1 = x2

Una vez comentadas las propiedades de la distancia, a continuación se presentan los

dos tipos de distancia utilizadas.

Distancia de Mahalanobis

Si los vectores de características se consideran como variables aleatorias, parece ra-

zonable asumir que la distancia entre dos vectores de características x1 = (x1
1, x

1
2, ...x

1
d)

y x2 = (x2
1, x

2
2, ...x

2
d), de�nidos como vectores �la, debería tener en cuenta la distribu-

ción multivariable de las características. La distancia de Mahalanobis considera esta

información a través de la matriz de covarianza S. La matriz S es cuadrada y simétrica

(de tamaño d × d), donde los elementos de la diagonal principal corresponden a la

varianza (variabilidad respecto a la media) de cada variable aleatoria, y el resto de

elementos representan la covarianza entre pares de variables, siendo ésta un indicador

del grado de relación lineal entre variables. Así, la distancia de Mahalanobis tiene en

cuenta la correlación entre los puntos de control, de modo que [44]:

d
(
x1,x2

)
=

√
(x1 − x2) S −1 (x1 − x2)T (3.1)

donde (.)−1 denota la matriz inversa, y(.)T al operador de transposición.

Distancia Euclídea

Es un caso particular de la distancia de Mahalanobis aplicable a características no

correladas y con igual varianza en todas las dimensiones, de modo que la matriz S es

la matriz identidad. La distancia Euclídea entre dos vectores de características x1 y x2,

que se puede considerar como la generalización del teorema de Pitágoras, se obtiene

como:

d
(
x1,x2

)
=
√

(x1 − x2) T (x1 − x2) (3.2)

De la comparación con la Ec.(3.2), se observa que la distancia Euclídea tiene menor

coste computacional, no tiene en cuenta la correlación de los datos, y depende del rango

dinámico de las variables.
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3.2. Interpolación clásica

Los métodos de interpolación que se presentan a continuación son conocidos como

interpoladores clásicos debido a su extendido uso y sencillez.

3.2.1. Interpolador del vecino más próximo

Este método de interpolación, denominado 1-NN (1-Nearest Neighbor) [32, 45], es

el interpolador local y exacto más sencillo. El valor a interpolar en el punto p, v= f(p)

corresponde al valor asociado al punto de control más próximo a p. Este método no se

debe de utilizar si los datos son ruidosos o si hay zonas del espacio a interpolar donde

el número de puntos de control es reducido.

f(p) = y (min (di) ∀i = 1, .., N)

donde di = d (p,xi) que es la distancia Euclídea entre el punto a interpolar p y el

i-ésimo punto de control.

3.2.2. Triangulación lineal

El interpolador basado en Triangulación Lineal o TIN (del ingles Triangulated Irre-

gular Network), es un interpolador local y exacto, basado en la generación de una

malla de triángulos irregulares de Delaunay [7, 45] cuyos vértices son los puntos de

control. Sea X = {xn, n = 1, ..., N} un conjunto de puntos de control en el plano, la

triangulación T de Delaunay de X cumple las siguientes propiedades:

Propiedad 1: tres puntos de X son vértices de la misma cara de un triángulo de

Delaunay de X, si y solamente si, el círculo que pasa por ellos no contiene puntos

de X en su interior (véase Figura 3.2(a)).

Propiedad 2: dos puntos xi,xj pertenecientes a X de�nen un lado de un triángulo

de Delaunay, si y solamente si, existe un círculo que contiene a xi,xj en su cir-

cunferencia y no contiene en su interior ningún punto de X (véase Figura 3.2(b)).

Con estas dos propiedades, la triangulación T de Delaunay se caracteriza porque la

circunferencia circunscrita por cualquier triángulo de T no contiene puntos de X [11].

Una vez construida la triangulación de Delaunay, el valor a interpolar se determina a

partir de un modelo de regresión lineal que tiene en cuenta los tres vértices del triángulo

que contiene al punto a interpolar. Así, si x1 = (s1, t1), x2 = (s2, t2) y x3 = (s3, t3)

son los vértices del triángulo que contiene al punto p = (s, t) a interpolar, y las

correspondientes imágenes son y1 = f (x1), y2 = f (x2) e y3 = f (x3), el valor v a

interpolar en p viene dado por [18]:
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Figura 3.2: Ilustración de las propiedades de la Triangulación de Delaunay (azul): (a)
primera propiedad; (b) segunda propiedad. Los puntos de control marcados en rojo
de�nen los vértices del triángulo considerado; en verde se muestra la circunferencia que
caracteriza la propiedad.

x1

x2

x3

p

Figura 3.3: Representación de los triángulos de Delaunay: punto a interpolar (verde) y
puntos de control que forman los vértices del triángulo que lo contiene (rojo).
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f(p) = a+ bs+ ct (3.3)

donde a, b y c son los coe�cientes que de�nen la super�cie plana de primer orden

que se apoya en los vértices del triángulo de Delaunay. Estos coe�cientes se obtienen

resolviendo el siguiente sistema de ecuaciones lineales (Ec. 3.4)

y1 = a+ bs1 + ct1

y2 = a+ bs2 + ct2 (3.4)

y3 = a+ bs3 + ct3

En la Figura 3.3 se muestra un ejemplo con los puntos de control y los corres-

pondientes triángulos de Delaunay. El punto p cuyo valor se desea interpolar aparece

representado en color verde, y en rojo los puntos de control que se utilizan en su in-

terpolación. En el resultado �nal de la interpolación TIN pueden aparecer artefactos

triangulares. Aunque más complejo que el método 1-NN, el interpolador TIN tampoco

tiene parámetros libres, por lo que suele ser muy utilizado.

3.2.3. Vecinos naturales

Este interpolador, también denominado NN (del inglés Natural Neighbours), se

apoya en la creación de polígonos a través del diagrama de Voronoi [42], que se puede

obtener a partir de los triángulos de Delaunay: el centro del círculo circunscrito por

cada triángulo de Delaunay corresponde con un vértice generador del diagrama de

Voronoi, y las perpendiculares a los lados del triángulo forman las aristas del diagrama

de Voronoi. Para obtener el diagrama de Voronoi a partir de una triangulación de

Delaunay se calcula la mediatriz de cada arista de la triangulación hasta el punto de

intersección con cualquier otra mediatriz. En la Figura 3.4 se muestra un ejemplo de

la creación del diagrama de Voronoi a partir de la triangulación de Delaunay.

El interpolador NN crea dos diagramas de Voronoi [42]: uno utilizando sólo los N

puntos de control, y otro incluyendo también el punto p cuyo valor se desea interpolar.

A continuación, se determinan los polígonos de in�uencia, es decir, qué polígonos han

cambiado al añadir el punto p. La Figura 3.5 muestra en azul los puntos de control, en

color rojo los polígonos de in�uencia asociados al punto a interpolar (color verde) y en

cuadrados rojos los vértices correspondientes a los polígonos de in�uencia.

Este método por tanto es local y exacto.

Para obtener el valor a interpolar en el punto p, NN utiliza la siguiente expresión:

f (p) =
n∑

m=1

wmy
m (3.5)
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Figura 3.4: Representación de la triangulación de Delaunay (rojo) y del correspondiente
diagrama de Voronoi (azul).

(a) (b)

Figura 3.5: Diagramas de Voronoi creados: (a) sólo con los puntos de control (azul); (b)
con los puntos de control (azul) y el punto a interpolar (verde). En rojo se representan
los polígonos de in�uencia y sus correspondientes vértices.
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donde

los pesos se de�nen como wm = Am
A

siendo Am la diferencia de área de cada

polígonos de in�uencia del diagrama de Voronoi creado con y sin el punto de

control, y A el área del polígono asociado al punto a interpolar. De esta forma,

el interpolador NN utiliza como función de ponderación una relación de las áreas

(o volúmenes en espacios de mayor dimensión) de los polígonos de in�uencia.

ym es el valor del punto de control contenido en el polígono de in�uencia de

Voronoi.

Las ventajas del interpolador NN es que no tiene parámetros libres y que no es necesario

�jar a priori el número de puntos de control a considerar en la interpolación, sino que

este número es variable, siendo dependiente de la con�guración espacial de los puntos

de control [35].

3.2.4. Ponderación inversa a la distancia

Este método de interpolación, denominado IDW (del inglés Inverse Distance Weighting),

se basa en la idea de que los puntos de control más cercanos al punto a interpolar deben

tener más in�uencia en la interpolación. Se trata, por tanto, de un interpolador local:

el valor interpolado en el punto p se obtiene como una media ponderada de los valores

asociados a los n puntos de control más próximos. La Figura 3.6 muestra un ejemplo

con la elección de los n=4 puntos de control (rojo) más cercanos al punto a interpo-

lar (verde). El valor a interpolar en el punto p se obtiene con la siguiente expresión

[7, 18, 45, 56]:

f (p) =

n∑
i=1

w (di) y
(
xi
)

n∑
i=1

w (di)

(3.6)

donde:

n es un parámetro de diseño; indica el número de puntos de control a tener en

cuenta en la interpolación.

di representa la distancia del i-ésimo punto de control más próximo a p.

w (di) es una función de ponderación dependiente de la distancia d entre el i-ésimo

punto de control y p.

En cuanto a la función de ponderación, ésta suele considerarse una función del

tipo w(di) = 1
(di)u+δ

' (di)
−u. El parámetro δ es una constante de regularización
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Figura 3.6: Distancia del punto a interpolar (verde) a los puntos de control (azul). En
rojo se muestran las cuatro más próximas.

de valor muy pequeño que evita inestabilidades numéricas cuando el denominador de

la función de ponderación está próximo a cero. El parámetro u, denominado factor

de ponderación, es un valor positivo que re�eja el modo en que la autocorrelación

disminuye con el incremento de la distancia. Habitualmente suele tomar el valor u=2

[18, 39], indicando que la contribución de los puntos de control vecinos decrece con el

cuadrado de la distancia. Cuanto mayor es el valor de u, más se diferencian los factores

de ponderación y más abrupta se hace la interpolación, pudiendo generar el efecto

denominado �ojos de buey�, que son artefactos circulares alrededor de los puntos de

control. Cuanto menor es el valor de u, más se asemejan los pesos y más suave es la

interpolación. De la Ec. (3.6) se deduce que, si u = 0, entonces el valor interpolado se

obtiene como la media muestral de los valores asociados a los n puntos de control más

próximos a p.

Uno de los principales inconvenientes de la interpolación con IDW es que �ja a

priori el número de puntos de control vecinos n. Un valor adecuado de n dependerá

de la distribución de los puntos de control. Por otro lado, como el valor interpolado

siempre está comprendido en el rango dinámico de los puntos de control, la super�cie

interpolada puede mostrar falsos máximos y mínimos, y la calidad de la interpolación

depende de la calidad de los puntos de control.



38 CAPÍTULO 3. TÉCNICAS DE RECONSTRUCCIÓN

3.2.5. Splines

El término spline proviene de la regla �exible que usaban los cartógrafos para unir

de forma continua puntos mediante líneas curvas [34]. De forma matemáticamente

equivalente, la interpolación por splines ajusta una función de manera fragmentaria

utilizando polinomios: el rango a interpolar se divide en subintervalos no solapados, y

en cada subintervalo se construye un polinomio (generalmente) diferente. Los subinter-

valos se de�nen por los puntos de control. La interpolación por splines permite que la

función interpolada pase exactamente por los puntos de control, además de garantizar

continuidad en la unión entre subintervalos. Este método de interpolación es, por tanto,

exacto y local. En el caso de interpolación de super�cies, se realiza una interpolación

de mínima curvatura [34, 35] minimizando la suma acumulada de los cuadrados de los

términos de la segunda derivada en cada punto de la super�cie.

Uno de los inconvenientes de la interpolación por splines es que puede haber fuertes

oscilaciones en la super�cie interpolada, especialmente cuando los datos están conta-

minados con ruido. Para aliviar este problema se utiliza la técnica �Thin Plate Spline�.

Thin Plate Spline

El interpolador Thin Plate Spline (TPS) [19, 24, 33] es un interpolador local y

corresponde al análogo bi-dimensional de los splines cúbicos en una dimensión. La

interpretación física de los splines es muy intuitiva: la super�cie interpolada se asemeja

a la curvatura de una hoja delgada de metal.

El objetivo es encontrar una función de interpolación que sea lo más robusta posi-

ble frente al ruido presente en los puntos de control. De esta forma, si los datos están

contaminados por ruido, la super�cie reconstruida representará mejor la super�cie ge-

neradora de los datos. La función de interpolación se obtiene minimizando la suma de

dos términos:

minf

(
N∑
i=1

(
yi − f

(
xi
))2

+ λJ (f)

)
(3.7)

donde J(f) (bending energy) [6] cuanti�ca la rugosidad de la super�cie interpolada y el

parámetro de regularización λ (λ > 0) representa el compromiso entre la minimización

del error en la interpolación (primer sumando) y la suavidad de la super�cie recons-

truida (segundo sumando). Obsérvese que, cuando λ → ∞ la solución de la Ec. (3.7)

corresponde a un plano (mínima curvatura). Así pues, λ es un parámetro de diseño del

interpolador. En TPS, la función J(f) se de�ne como:

J (f) =

ˆ ˆ ((
∂2

∂s2
f

)2

+ 2

(
∂2

∂s∂t
f

)2

+

(
∂2

∂t2
f

)2
)
dsdt
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La minimización de la Ec. (3.7) proporciona la función de interpolación por TPS,

que se construye como una combinación lineal de funciones de base radial η (r) [15, 33]:

f (p) = β0 + β1
1s+ β1

2t+
N∑
i=1

αiη (di) (3.8)

donde:

di es la distancia Euclídea entre el punto a interpolar p y el i-ésimo punto, xi

η (r) =

 r2log r2

0

r > 0

r = 0

β0, β1
1 , β

1
2 y {αi}Ni=1 son constantes a determinar

Los tres primeros sumandos de la Ec. (3.8) representan la tendencia lineal de los datos,

mientras que el resto de términos realizan una transformación no lineal [15]. Para

obtener los parámetros de la función de interpolación, la Ec. (3.8) se evalúa en los N

puntos de control, proporcionando el siguiente sistema de ecuaciones:

(
(K + λI) PT

)( αT

βT

)
=


y1

y2

...

yN

 = yT (3.9)

donde K es una matriz de tamaño N ×N cuyo elemento (i,j) se expresa como Ki,j =

η (di,j), con di,j la distancia entre el punto de control xi y el punto de control xj, y

β = (β0, β1
1 , β

1
2). La matriz P es de tamaño 3×N , ya que la dimensión del espacio de

características X es dos (x ∈ <2) y se de�ne como

P =

 1 1 ... 1

s1 s2 ... sN

t1 t2 ... tN


Para que f(x) sea una función derivable de segundo orden se debe de cumplir que

[24]:

N∑
i=1

αi = 0,
N∑
i=1

αis
i = 0 y

N∑
i=1

αit
i = 0 (3.10)

Incorporando las condiciones de la Ec. (3.10) en el sistema de la Ec. (3.9) se tiene

el siguiente sistema de ecuaciones lineales para calcular el valor de los vectores de

parámetros α y β:
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(
K + λI PT

P 0

)(
αT

βT

)
=

(
yT

0

)
=⇒

(
αT

βT

)
=

(
K + λI PT

P 0

)−1(
yT

0

)

Uno de los principales inconvenientes de interpolador TPS es la necesidad de invertir

una matriz de dimensión (N + 3)× (N + 3), siendo computacionalmente más costoso

a medida que aumenta el número de puntos de control.

Frente a IDW, TPS tiene la ventaja de obtener predicciones fuera del área delimi-

tada por los puntos de control [33].

3.3. Interpolación geo-estadística

La geo-estadística describe la continuidad espacial de cualquier fenómeno natural

mediante funciones que modelan la variación espacial de los datos. Estas funciones

son utilizadas para interpolar el valor de la variable respuesta v, correspondiente a

la variable explicativa p en sitios donde no existen puntos de control. El esquema de

interpolación utilizado en geo-estadística es conocido con el nombre de Kriging [21].

El Kriging es un conjunto de métodos de interpolación locales y exactos por medias

ponderadas, donde los factores de ponderación se obtienen para conseguir residuos

insesgados y con mínima varianza, siendo por tanto la mejor interpolación lineal posible

[16]. A diferencia del interpolador IDW, el número de vecinos a considerar puede ser

distinto para cada zona del espacio, reduciendo de esta forma el efecto de �ojos de buey�

[7, 59, 55].

De forma conceptual, el esquema de interpolación Kriging se basa en la teoría de

variables regionalizadas, que consideran la super�cie a interpolar como la realización

de una función aleatoria [7, 59, 55, 36] donde la variación espacial y de una variable x

se puede expresar como la contribución de tres términos:

y = m (x) + ε
′
(x) + ε

′′

El término m (x) es la componente estructural y expresa el valor medio constante

(o la tendencia constante de los puntos de control). Es necesario escoger la función que

modele de forma adecuada esta componente, que dependerá del método de Kriging

elegido. El segundo término (ε
′
(x)) es una componente estocástica que expresa la

variación de la variable regionalizada, es decir, determina la correlación espacial (depen-

dencia espacial entre variables). Por último, el tercer término (ε
′′
) es un error residual

modelado como una variable aleatoria gaussiana.

El interpolador Kriging expresa el valor a interpolar en el punto interpolado p como
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una suma ponderada de los valores asociados de n puntos de control vecinos mediante

la expresión siguiente:

f(p) =
n∑
i=1

wiy
i (3.11)

Los factores de ponderación {wi}ni=1 disminuyen a medida que aumenta la distancia

de separación entre el punto de control y el interpolado. Se obtienen en función de la

variabilidad espacial de los datos, como se verá más adelante .

Mediante el procedimiento de Kriging se puede realizar distintos tipos de interpo-

laciones. La más usual es la interpolación puntual, es decir, la interpolación del valor

de una función aleatoria en un punto distinto a los puntos de control. En este proce-

dimiento se pueden distinguir, en principio, tres modalidades básicas en función de la

hipótesis realizada sobre la función aleatoria que representa el fenómeno regionalizado.

Si se desconoce la media de la función aleatoria, se debe de utilizar el Kriging Ordinario

[36].

3.3.1. Kriging Ordinario

Para interpolar mediante el método Kriging Ordinario (Ordinary Kriging, OK) se

asume que la componente estructural m (x) es constante en el entorno de vecindad del

punto a interpolar p, es decir, para los n vecinos a considerar m (xi) = m ∀ i = 1...n.

La expresión de este interpolador viene determinada por [14, 16, 18, 39, 45]:

f (p) =
n∑
i=1

wiy
i = m+

n∑
i=1

wi

[
yi −m

]
=

n∑
i=1

wiy
i +

[
1−

n∑
i=1

wi

]
m (3.12)

donde hay que determinar el valor del factor de ponderación. Para que se cumpla que

el interpolador es óptimo, se deben de aplicar las siguientes restricciones:

Para que el interpolador sea insesgado, se debe cumplir que, para todo x0:

E
[
f
(
x0
)]

= m = E
[
y0
]
∀i = 1..n

E
[
f
(
x0
)]

=
n∑
i=1

wiE
[
yi
]

= m
n∑
i=1

wi = m

n∑
i=1

wi = 1 (3.13)

Para que el error de interpolación sea de mínima varianza se debe calcular la va-

rianza del error:
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V ar
(
f
(
x0
)
− y0

)
= E

[(
f
(
x0
)
− y0

)2]
= E

( n∑
i=1

wiy
i − y0

)2
 =

= E

[(
n∑
i=1

wiy
i

)(
n∑
j=1

wjy
j

)]
− 2E

[
n∑
i=1

wiy
iy0

]
+ E

[(
y0
)2]

=
n∑
i=1

n∑
j=1

wiwjE
[
yiyj

]
− 2

n∑
i=1

wiE
[
y0yi

]
+ E

[(
y0
)2]

(3.14)

Dado que E [y0] = m, entonces E [yiyj] = C (xi − xj) +m2, y E
[
(y0)

2
]

= C (0) +

m2, siendo C (xi − xj) la covarianza espacial entre los puntos xi y xj. La Ec. (3.14) se

rede�ne en:

V ar
(
f
(
x0
)
− y0

)
=

n∑
i=1

n∑
j=1

wiwjC
(
xi − xj

)
− 2

n∑
i=1

wiC
(
x0 − xi

)
+

+C(0) +m2

(
n∑
i=1

n∑
j=1

wiwj − 2
n∑
i=1

wi + 1

)
que, debido a la condición de insesgadez , se reduce a:

V ar
(
f
(
x0
)
− y0

)
=

n∑
i=1

n∑
j=1

wiwjC
(
xi − xj

)
− 2

n∑
i=1

wiC
(
x0 − xi

)
+ C(0)

El valor de los factores de ponderación debe cumplir, por tanto, que su suma sea

igual a 1. Mediante la técnica de multiplicadores de Lagrange se resuelve este problema

de optimización con restricciones. Para ello se construye la función Θ (lagrangiano)

como:

Θ (w1, w2...wn) =
1

2
V ar

(
f
(
x0
)
− y0

)
− µ

(
n∑
i=1

wi − 1

)
(3.15)

donde µ es el multiplicador de Lagrange. Derivando la Ec. (3.15) respecto a {wi}ni=1 y

µ, e igualando a cero se tiene:

∂Θ (w1, w2...wn)

∂wi
=

1

2

∂V ar (f (x0)− y0)
∂wi

− µ = 0, i = 1...n

∂Θ (w1, w2...wn)

∂µ
=

(
n∑
i=1

wi − 1

)
= 0

por tanto
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∂V ar (y0 − f (x0))

∂wi
= 2µ, i = 1...n

n∑
i=1

wi = 1

Derivando respecto a wi se tiene:

∂V ar (f (x0)− y0)
∂wi

= 2
n∑
j=1

wiC(xj − xi)− 2C(x0 − xi) i = 1...n

por tanto,

n∑
j=1

wiC(xj − xi)− µ = C(x0 − xi) i = 1...n (3.16)

De este modo, la Ec. (3.13) y la Ec. (3.16) se pueden reescribir como:


C(0) C(x1 − x2) ... C(x1 − xn) −1

C(x2 − x1) C(0) ... C(x2 − xn) −1

... ... ... ... ...

C(xn − x1) C(xn − x2) ... C(0) −1

1 1 ... 1 0




w1

w2

...

wn

−µ

 =


C(x1 − x0)

C(x2 − x0)

...

C(xn − x0)

1


A pesar de la utilidad de la función de covarianza como instrumento para describir

la estructura de la dependencia espacial del fenómeno de interés, es el semivariograma

la herramienta generalmente utilizada para tal �n [36]. El semivariograma, por tanto,

se puede expresar en función de la covarianza mediante la siguiente relación: γ(h) =

C(0)−C(h) [36]. De este modo, la Ec. (3.13) y la Ec. (3.16) expresadas en función del

semivariograma se pueden reescribir como:


γ(0) γ(x1 − x2) ... γ(x1 − xn) 1

γ(x2 − x1) γ(0) ... γ(x2 − xn) 1

... ... ... ... ...

γ(xn − x1) γ(xn − x2) ... γ(0) 1

1 1 ... 1 0




w1

w2

...

wn

µ

 =


γ(x1 − x0)

γ(x2 − x0)

...

γ(xn − x0)

1


para así calcular el valor de los factores de ponderación y, con estos, aplicar la Ec. (3.11)

para obtener el valor interpolado.

La varianza del error de interpolación por tanto se expresa como:
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V ar
(
f
(
x0
)
− y0

)
= C(0)−

n∑
i=1

wiC
(
xi − x0

)
+ µ

El semivariograma describe la variabilidad espacial, por tanto nos indica cómo de

parecidos son los puntos de control en el espacio a medida que éstos se encuentran más

alejados, es decir, describe la dependencia espacial cubriendo un espectro de fenómenos

más amplios que el de los estacionarios de segundo orden [36]. El semivariograma

depende de la distancia y de la dirección, y no de las localizaciones en sí mismas,

cumpliendo las siguientes propiedades [16, 36]:

Es una función par, es decir, γ (h) = γ (−h).

Siempre toma valores mayores o iguales a cero: γ (h) ≥ 0.

Función condicionalmente de�nida negativa, es decir, para un conjunto de n pun-

tos (s, t) arbitrarios y para todo conjunto de coe�cientes wi, ..., wn, se tiene que:

−
n∑
i=1

n∑
j=1

wiwjγ(xi − xj) ≥ 0 con la condición de que
n∑
i=1

wi = 0

En la práctica, sólo se dispone de la realización observada de la función aleatoria

de interés, esto es, de un conjunto de puntos de control referenciados en un dominio

determinado y es a partir de ellos que se tiene que inferir la estructura de dependencia

espacial que presenta el fenómeno. Dicha estructura se puede inferir del semivariograma

experimental. De esta forma, el semivariograma experimental constituye el instrumento

que se utiliza para estimar la variabilidad espacial de los datos [36]. La expresión clásica

del semivariograma empírico es [16, 21, 36, 39, 45]:

γ̂ (h) =
1

2
V ar

(
y(pos+h) − y(pos)

)
(3.17)

γ̂ (h) =
1

2N (h)

N(h)∑
i=1

(
y(pos+h) − y(pos)

)2
(3.18)

donde:

h vector de separación.

γ (h) es la semivarianza para todos los puntos de control separados por un vector

h.

N (h) es el número de pares de puntos de control separados por un vector h.

y(pos) e y(pos+h) son los valores de los puntos de control en las posiciones pos y

pos + h, respectivamente.
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En el cálculo del semivariograma experimental clásico se promedia, para cada h, las

semidiferencias cuadráticas de los valores de la realización observada. En el caso de

dependencia espacial positiva, si h es pequeño los valores de dicha realización son muy

parecidos y se obtiene un valor del semivariograma experimental también pequeño. A

medida que aumenta h, aumenta también el valor del semivariograma experimental,

puesto que al incrementarse la distancia entre las localizaciones los valores que éstas

cobijan se vuelven cada vez más diferentes con lo cual las semidiferencias cuadráticas

presentan una mayor variabilidad. Cuando la distancia entre las localizaciones es su-

�cientemente grande, la lejanía es tal que se pierde la correlación espacial y la suma

de los cuadrados de las diferencias de los valores que albergan pueden ser consider-

adas como una aproximación de la varianza de la función aleatoria que se asocia a la

realización observada [36].

El semivariograma empírico puede llegar a mostrar un comportamiento errático

debido a que el número de pares de puntos de control para obtener un valor del se-

mivariograma es insu�ciente. Si esto ocurre, o si hay presencia de de datos atípicos,

es necesario utilizar otros operadores menos sensibles a estos efectos (por ejemplo, la

mediana) [16, 36].

En la práctica, suele haber distintos semivariogramas experimentales según la dire-

cción considerada (semivariogramas direccionales). No obstante, si el número de pares

de puntos de control es escaso, el semivariograma puede llegar a ser no representa-

tivo, por tanto es necesario utilizar semivariogramas omnidireccionales obviando de

esta forma la cuestión de la dirección y se forman sobre la base de parejas situadas a

determinadas distancias, independientemente de la dirección. Si los semivariogramas

direccionales no varían en función de la dirección, entonces el semivariograma que se

va a utilizar es el omnidirecional [36].

3.3.2. Modelos de semivariograma

El semivariograma experimental se debe ajustar a un modelo de semivariograma, ya

que: (1) del semivariograma experimental sólo se conoce su valor a distancias múltiplos

de h, y para evaluar la covarianza espacial es necesario conocer el valor para cualquier

valor de h; (2) el semivariograma debe ser condicionalmente de�nido negativo para cal-

cular de forma consistente la varianza de combinaciones lineales de funciones aleatorias,

y por tanto garantizar que la varianza del error de interpolación no sea negativa; (3)

no debe presentar gran variabilidad a grandes distancias. Además, el semivariograma

sintético no garantiza la existencia y unicidad de la solución del interpolador, lo que

conlleva a la necesidad de utilizar un modelo de semivariograma [36].

En la Figura 3.7 se presenta un modelo de semivariograma y los parámetros que lo

de�nen. Mediante el ajuste del semivariograma experimental γ̂ a un modelo se obtienen
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Figura 3.7: Parámetros del semivariograma.

los parámetros más adecuados para la interpolación con Kriging. Estos parámetros son

[36]:

Rango (Ao): Distancia a la que el semivariograma deja de aumentar, es decir,

indica la distancia a partir de la cual las muestras son espacialmente indepen-

dientes, y por tanto la correlación espacial entre los valores de la función aleatoria

es nula. Este parámetro permite determinar el número de puntos de control para

realizar la interpolación, considerando sólo aquellos cuya distancia al punto a

interpolar sea menor que el rango.

Nugget (Co): Intercepción del semivariograma con el eje de ordenadas. Indica la

varianza del ruido de los puntos de control, puesto que para dos puntos separados

una distancia h ≈ 0 , el valor del semivariograma debería ser 0.

Sill (Co + C): Valor donde se estabiliza la función semivariograma si ésta es es-

trictamente estacionaria. A medida que aumenta la distancia h, el semivariograma

aumenta hasta alcanzar un valor (sill) que coincide con la varianza �nita de la

función aleatoria, es decir, alcanza la máxima varianza encontrada entre pares de

puntos.

El grado de variación espacial se puede interpretar como el grado de incertidumbre

a la hora de interpolar. Su valor se puede expresar como C/ (Co + C), donde un valor

alto indica una variable espacialmente muy predecible.

Existen numerosos modelos de semivariograma, siendo los más utilizados el modelo

esférico, el modelo exponencial, el modelo gaussiano y el modelo lineal. En la Figura 3.8

aparecen representados cada uno de los modelos de semivariograma antes mencionados.

Modelo esférico
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Figura 3.8: Modelos de semivariograma.

γ (h) =

 Co + C

(
1.5 h

Ao
− 0.5

(
h
Ao

)3)
Co + C

si h ≤ a

resto
(3.19)

presenta un comportamiento lineal cerca del origen (distancias de separación pequeñas),

pero la curva se va aplanando a medida que h aumenta, alcanzando el sill en h=Ao.

Modelo exponencial

γ (h) =

 Co + C
(
1− exp

(−h
a

))
0

h 6= 0

h = 0
(3.20)

donde a es el rango, de�nido como la distancia a la cual el valor del semivariograma

alcanza el 95% del sill. Este modelo tiende a alcanzar el sill asintóticamente.

Modelo gaussiano

γ (h) = Co + C

(
1− exp

(
−h2

a2

))
(3.21)

donde a es el rango cuando el semivariograma alcanza el 95% del sill. Como se observa

en la Figura 3.8, el modelo gaussiano tiene un comportamiento parabólico cerca del

origen.

Modelo lineal

γ (h) = C0 + bh (3.22)

donde b es la pendiente de la recta que de�ne el modelo.
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3.3.3. Ajuste del semivariograma

Para aproximar el semivariograma empírico γ̂ a un modelo de semivariograma γ

es necesario determinar los parámetros del modelo que mejor se ajustan a los datos

disponibles. Hay que tener en cuenta que es necesario elegir un modelo de semivariogra-

ma cuyo comportamiento en el origen y a grandes distancias se ajuste al semivariograma

experimental, siendo más importante que se respeten las principales características del

semivariograma experimental antes que la forma analítica del modelo.

El ajuste del semivariograma permite obtener el radio de vecinos a tener en cuenta y

los factores de ponderación en la interpolación. Este ajuste se puede realizar bien de for-

ma automática o manual. Para obtener los parámetros del modelo del semivariograma

de forma automática, se pueden utilizar diferentes método, siendo mínimos cuadrados

ordinarios y mínimos cuadrados ponderados los más utilizados. Otros métodos se basan

en procedimientos de máxima verosimilitud o en métodos bayesianos [36].

Mínimos cuadrados ordinarios

Los parámetros del modelo de semivariograma se obtienen mediante la minimización

de la siguiente expresión [36]:

min
J∑
j=1

(γ̂ (hj)− γ (hj))
2

donde {hj}Jj=1 son las distancias a las que se ha calculado el semivariograma experi-

mental.

Para aplicar el método de mínimos cuadrados en regresión lineal [57] es necesario

expresar la variable dependiente como una combinación lineal de las d variables inde-

pendientes: y = wo +w1x1 + ...+wdxd. Considerando N puntos, el vector de pesos we

se obtiene como we =
(
XT
e Xe

)−1
yT donde:

yT =


y1

y2

...

yN

 ,wT
e =


w0

w1

...

wd

 ,Xe =


1 x11 x12 ... x1d
1 x21 x22 ... x2d
... ... ... ... ...

1 xN1 xN2 .. xNd


Los parámetros de los modelos de semivariograma se pueden obtener aplicando el

procedimiento anterior. Para ello es necesario realizar una transformación que permita

expresar el modelo como un regresor lineal, considerando como variables independientes

las que contengan a la variable h.

El inconveniente de obtener los parámetros del modelo mediante este procedimiento

es que no tiene en cuenta el comportamiento del semivariograma muy cerca del origen,

ni tampoco considera la posibilidad de que los valores del semivariograma estén correla-
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cionados. Este problema se puede aliviar utilizando el método de mínimos cuadrados

ponderados.

Mínimos cuadrados ponderados

El métodoWeighted Least Squares [16] permite encontrar el conjunto de parámetros

Θ que minimiza la siguiente expresión:

K∑
i=1

N (hi)

(γ (hj; Θ))2
(γ̂ (hj)− γ (hj; Θ))2 (3.23)

donde N (hi) es el número de parejas de puntos de control separados una distancia hi.

Obsérvese que se asigma mayor ponderación a los puntos del semivariograma obtenidos

a partir del mayor número de parejas. Del mismo modo, los puntos del semivariograma

más cercanos al origen reciben más ponderación que los más alejados [36].

3.3.4. Anisotropía

La anisotropía [16, 21, 36] se entiende como la variación de las características de la

función a interpolar según la dirección examinada. Si la variación del valor a interpolar

es igual en todas las direcciones del espacio, el semivariograma se denomina omnidire-

ccional y solo depende de la distancia h entre los puntos examinados. Si esto no ocurre,

se dice que los datos presentan anisotropía y es necesario realizar semivariogramas

dependientes de la dirección angular α, lo que se conoce como semivariogramas dire-

ccionales. Para obtener un semivariograma direccional experimental representativo, es

deseable disponer un gran número de parejas para cada distancia a considerar. Para

conseguirlo, es práctica habitual hacer uso de regiones de tolerancia formadas a partir

de intervalos de distancia ∆h y un ángulo de tolerancia alrededor de la dirección angu-

lar considerada (véase la Figura 3.9, donde se ha marcado tanto la región de tolerancia

angular como el intervalo de distancia).

En el escenario de simulación considerado en este proyecto, escenario RR de 30

vehículos/km/carril, existen unas �ondas� que se propagan en sentido contrario al de

avance de los vehículos. Como se observa en la Figura 3.10, en el campo STV recons-

truido existe una covarianza espacial en los datos dependiente del ángulo del vector

de separación entre puntos. De esta forma, se puede concluir que, existe una dirección

preferente donde los datos son más parecidos frente a otras direcciones considerando

la misma distancia de separación, es decir, los datos presentan anisotropía.

La presencia de anisotropía queda patente al representar el mapa semivariográ�co,

que es el mapa de isovalores del semivariograma experimental en función de la dire-

cción h, como se muestra en la Figura 3.12. Si no existiera anisotropía, el valor del

semivariograma sólo dependería de la distancia y el mapa de isovalores sería circular.
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Figura 3.9: Elementos a tener en cuenta en el cálculo del semivariograma direccional.

Figura 3.10: Representación del campo STV y de los puntos de control x = (s, t)
(negro).
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Figura 3.11: Ejemplo de semivariograma con anisotropía: (a) geométrica; (b) zonal.

(a) (b)

Figura 3.12: Mapa semivariográ�co para anisotropía: (a) geométrica; (b) zonal.

Existen dos tipos de anisotropía (véase la Figura 3.11):

Anisotropía geométrica o elíptica: Al menos en dos semivariogramas direccionales

se alcanza el mismo valor del parametro sill en diferente rango.

Anisotropía zonal: El valor del parámetro rango es el mismo para los semivari-

ogramas de diferentes direcciones h, siendo el sill distinto.

Una situación de anisotropía se indica por líneas de isovalores elípticas y concén-

tricas, de�nidas a lo largo de los ejes principales (perpendiculares) de anisotropía. La

Figura 3.12 (a) muestra cómo la anisotropía geométrica se puede representar mediante

una elipse, donde el semieje mayor corresponde al rango amax del semivariograma en

una determinada dirección, y el semieje menor corresponde al rango amin del semiva-

riograma en la dirección perpendicular. El ángulo θ que el semieje mayor forma con el

eje de abscisas se denomina ángulo de anisotropía e indica la dirección de la misma.

En el caso bi-dimensional, la corrección de la anisotropía geométrica se realiza

mediante una trasformación de coordenadas elípticas (s, t) a otras coordenadas (s�,
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s’’
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Figura 3.13: (a) Elipse de anisotropía geométrica; (b) transformación a coordenadas
referidas a una circunferencia.

t�) referidas a una circunferencia, lo que permite corregir la anisotropía a isotropía. El

procedimiento es el siguiente [36]:

1. Rotación de los ejes un ángulo θ, de manera que pasen a ser paralelos a los

ejes principales de la elípse. Las nuevas coordenadas resultantes de la rotación se

pueden expresar de manera matricial como:(
s′

t′

)
=

(
cosθ −senθ
senθ cosθ

)(
s

t

)
(3.24)

2. Transformación de la elipse en un círculo de radio igual al semieje mayor de la

elipse. (
s′′

t′′

)
=

(
1 0

0 amax
amin

)(
s′

t′

)
(3.25)

Por tanto, la transformación resultante sería:

s′′ = s cosθ + t senθ

que permite utilizar los semivariogramas omnidirecionales (únicamente dependientes de

la distancia h) para determinar el rango de correlación espacial de los datos y realizar la

interpolación aplicando la técnica de Kriging Ordinario descrito en el Apartado 3.3.1.

En la Figura 3.13 se ilustra el resultado de la trasformación anterior aplicada a una

elipse.
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Figura 3.14: Datos en el espacio: (a) original; (b) transformado para corregir
anisotropía.

Si se extrapola el procedimiento de corrección de anisotropía (Figura 3.10) a los

datos representados en color azul en la Figura 3.14 (a) se obtiene el equivalente en

la Figura 3.14 (b) donde es razonable aplicar una medida de distancia Euclídea. De

esta forma, los puntos que aparecen representados en rojo en la Figura3.14 (b) tiene

su equivalente en la Figura 3.14 (a).

3.4. Interpolación utilizando redes neuronales arti�-

ciales

Una red neuronal arti�cial (Arti�cial Neuronal Network, ANN) es una abstracción

que proporciona una representación del sistema nervioso en forma de red, utilizando

nodos (neuronas) interconectados para conseguir un estímulo de salida mediante un

proceso distribuido en paralelo, donde cada conexión puede tener un factor de pon-

deración distinto. Las ANN son sistemas de procesamiento que implementan modelos

matemáticos multivariantes (en general, no lineales) y cuya principal propiedad es la

capacidad de aprender a partir de ejemplos [20, 25, 58].

En el caso más sencillo, la ANN presenta una arquitectura de tres capas: entrada,

oculta y de salida. La dimensión del espacio de características especi�ca el número

de neuronas de entrada a la red, mientras que la dimensión de la variable de salida

determina el número de neuronas de la capa de salida. El número de neuronas de la(s)

capa(s) oculta(s) puede variar, y suele ser dependiente de la aplicación. Las neuronas de

la capa oculta aplican una transformación a los datos de entrada mediante una función

establecida, que puede ser una función no lineal de ámbito local (por ejemplo, la función

gaussina), o de ámbito global (como las del tipo sigmoidal). Cuando las neuronas de

la capa oculta implementan funciones no lineales, la ANN puede aproximar cualquier

función continua y acotada, por lo que se dice que es un aproximador universal de
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funciones.

La utilización de una ANN implica una etapa de aprendizaje o entrenamiento para

ajustar sus parámetros: al igual que las redes biológicas, el conocimiento se almacena

en los parámetros asociados a las conexiones entre neuronas (pesos), distribuidos a

través de toda la red. El diseño de la red se puede realizar de modo supervisado o no

supervisado. En el aprendizaje supervisado (utilizado en este proyecto) se presentan a la

red los vectores de características junto con el valor que se desea que la red proporcione

a su salida para cada vector de entrada. El esquema de aprendizaje especi�ca cómo

establecer los parámetros de la red para minimizar una función de coste que mide

la discrepancia entre la salida deseada y la proporcionada por la red. El objetivo de

la etapa de aprendizaje es que la red pueda generalizar; es decir, pueda abstraer la

información relevante más allá de los casos particulares utilizados en su diseño.

En los siguientes apartados se presentan las dos ANN utilizadas en el proyecto:

la Red Neuronal de Regresión Generalizada y la Red Neuronal de Funciones de Base

Radial, siendo ambas redes aproximadores universales . Las neuronas ocultas de ambas

redes utilizan Funciones de Base Radial (Radial Basis Function, RBF): funciones cuya

respuesta depende de la distancia del punto a interpolar a un punto central denominado

centroide [7, 20, 31].

3.4.1. Red neuronal de regresión generalizada

El interpolador Generalized Regression Neural Network (GRNN) [25, 40] aborda

la tarea de regresión estimando la función que minimiza el error cuadrático. Como se

demuestra en [13], la estima f(p) que minimiza este error viene dada por la esperanza

de v condicionada a p:

f(p) = E [v|p] =

´
vp (p, v) dv´
p (p, v) dv

(3.26)

siendo

v : la salida del interpolador

p : el vector de entrada al interpolador

p(p, v) : la función densidad de probabilidad conjunta de p y v

Cuando la función densidad de probabilidad p(p, v) es desconocida, ésta se puede es-

timar de modo no paramétrico mediante un conjunto de ejemplos (aprendizaje): el

interpolador GRNN utiliza la técnica de las Ventanas de Parzen (que proporciona es-

timas consistentes) con RBFs de tipo gaussiano y simetría circular (funciones locales

cuya respuesta decrece monótonamente con la distancia al centroide). Así, consideran-

do que la dispersión de la RBF es σ (las funciones base son factorizables) y que se
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dispone de N puntos de control d -dimensionales, la p(p, v) se estima considerando que

cada punto de control es el centroide de una RBF [40]:

p̂ (p, v) =
1

N

1

(2π)(d+1)/2 σd+1

N∑
i=1

(
e−

(p−xi)(p−xi)
T

2σ2 e−
(v−yi)

2

2σ2

)
siendo:

xi: i-ésimo punto de control

yi: salida deseada para el i-ésimo punto de control.

Si la expresión anterior se introduce en la Ec. (3.27), se obtiene el siguiente estimador:

f (p) =

N∑
i=1

e−D
2
i /(2σ

2)yi

N∑
i=1

e−D
2
i /(2σ

2)

=
N∑
i=1

hiy
i (3.27)

donde:

D2
i = (p−xi)(p−xi)T es el cuadrado de la distancia Euclídea entre los vectores

p (punto a interpolar) y xi (punto de control)

hi = e−D
2
i /(2σ

2)

N∑
i=1

e−D
2
i /(2σ

2)

es una función de base radial normalizada. La normalización

es útil en regiones donde todas las funciones base tienen pequeño valor.

Del análisis de la Ec. (3.27) se concluye que la función interpolada es una media pon-

derada de los N valores conocidos yi, siendo la ponderación no lineal (exponencial

dependiente de la distancia Euclídea a los puntos de control). Puesto que se consideran

funciones normalizadas, los valores interpolados siempre están en el rango dinámico de

los valores asociados a los puntos de control.

Respecto al parámetro de dispersión de la RBF, un valor alto de σ aumenta la

in�uencia espacial de la función base y se obtienen salidas signi�cativas para puntos

alejados del centroide, por lo que la función estimada se suaviza. Por el contrario, si el

valor de σ es pequeño, la RBF es picuda y la función tiende a estimar el valor asociado

al punto de control más cercano si sv tiende a cero.

La implementación neuronal del interpolador de la Ec. (3.27) se ilustra en la Figu-

ra 3.15. La capa oculta está formada por N funciones de base radial gaussianas, de

modo que cada punto de control corresponde a un centroide. La información procesada

por las neuronas de la capa oculta se comunica a las neuronas de la capa de salida y la

red proporciona una salida normalizada. Los parámetros de las conexiones entre la capa
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Figura 3.15: Arquitectura de la GRNN.

oculta y la de salida corresponden a la variable respuesta de los N puntos de control.

La principal característica de la GRNN es que no requiere un esquema de aprendizaje

iterativo.

3.4.2. Red neuronal de funciones de base radial

La arquitectura de la Radial Basis Function Neural Network (RBFNN) utilizada

en este proyecto es similar a la de la GRNN salvo porque: (1) las funciones base no

están normalizadas; y (2) los parámetros de las conexiones entre la capa oculta y la

de salida no corresponden a la variable respuesta de los N puntos de control, sino

que son parámetros a determinar en la etapa de aprendizaje. Así pues, la salida f(.)

proporcionada por la red es una combinación lineal de N RBFs [20]. En la Figura 3.16

se representa la arquitectura de la RBFNN utilizada en el proyecto, donde p representa

el punto a interpolar, ϕ1, ϕ2, ..., ϕN son las funciones de base radial con los puntos

de control como centroides, y w1, w2, ..., wN son los parámetros (pesos) a determinar,

que ponderan las conexiones entre la capa oculta y la de salida.

Siguiendo el esquema de la Figura 3.16, la función f(.) se expresa como:

f (p) =
N∑
i=1

wiϕ (di) (3.28)
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Figura 3.16: Arquitectura de la RBFNN.

donde

di es la distancia Euclídea entre la entrada de la red (punto p a interpolar) y el

centroidexide la i-ésima función de base radial

ϕ (di) es la RBF utilizada, gaussiana de dispersión σ:

ϕ (di) = exp

(
−d2i
2σ2

)
(3.29)

wi es el parámetro que pondera la salida de la i-ésima neurona oculta

Al igual que en la GRNN, el parámetro σ es un parámetro de diseño de la RBFNN.

La RBFNN se fundamenta en la teoría de aproximación de funciones, de modo que

la función f(.) de la Ec. (3.28) debe cumplir: (C1) que f(xj) = yj para todos los puntos

de contro; y (C2) que sea su�cientemente �suave�. Así, para que f(.) cumpla con (C1)

en un punto genérico xj:

N∑
i=1

wiϕ (di,j) = yj

donde di,j es la distancia entre los puntos de control xi y xj.

Teniendo en cuenta los N puntos de control, la Ec. (3.28) se puede rescribir de

forma matricial como:
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
ϕ (d1,1) ϕ (d1,2) ... ϕ (d1,N)

ϕ (d2,1) ϕ (d2,2) ... ϕ (d2,N)

... ... ... ...

ϕ (dN,1) ϕ (dN,2) ... ϕ (dN,N)




w1

w2

...

wN

 =


y1

y2

...

yN


ϕwT = yT

Para que el sistema lineal tenga solución, la matriz ϕ debe ser invertible. El Teorema

de Micchelli (1986) demuestra que, si los N puntos son distintos, entonces ϕ es no

singular si las funciones base ϕ son, entre otras, la función gaussiana. Puesto que la

RBF utilizada en este proyecto es la gaussiana, el sistema tiene solución y los pesos de

la capa de salida se obtienen como:

wT = ϕ−1yT

Una variante de la RBFNN anterior es la RBFNN regularizada, construida a partir

de la optimización de un funcional que depende del error cuadrático (dependiente de la

red y de los datos) y de un término de regularización que penaliza la complejidad de la

red (y únicamente depende de los pesos w1, w2, ..., wN). Si el término de regularización

se de�ne como la norma al cuadrado del vector de pesos, la función a optimizar es [13]:

min

(
1

2

N∑
i=1

(
yi − f

(
xi
))2

+
1

2
λ ‖w‖2

)
(3.30)

Obsérvese que el término de regularización establece un compromiso entre una

solución que no se ajuste demasiado a los puntos de control y que a la vez proporcione el

menor error posible. La in�uencia del término de regularización se controla ponderando

el segundo término de la Ec. (3.30) por un parámetro multiplicativo ajustable (λ, no

negativo) al que se denomina parámetro de regularización.

La optimización de la Ec. (3.30) conduce a la siguiente expresión para el vector de

pesos [8, 13]:

wT = (ϕ+ λI)−1 yT

Obsérvese que el número de parámetros de diseño aumenta respecto a la RBFNN

sin regularizar. Así pues, la RBFNN regularizada tiene dos parámetros de diseño: σ y

λ.
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3.5. Interpolador de suavizado adaptativo

Los interpoladores presentados en los apartados anteriores son interpoladores de

propósito general. En este apartado se explica el interpolador de suavizado adaptati-

vo o ASM (Adaptative Smoothing Method), propuesto por Treiber y Helbin [50, 49] y

diseñado exclusivamente para interpolar datos agregados procedentes de detectores de

trá�co. El ASM utiliza información a priori sobre la dirección y velocidad de propa-

gación del �ujo de trá�co, tanto en trá�co libre como en congestión. Los autores indican

que el ASM ��ltra� �uctuaciones de pequeña escala y tiene en cuenta de manera adap-

tativa la principal dirección de propagación del �ujo de información (determinada en

otros estudios). Con el término ��ltrado� se hace referencia a una transformación de

los datos con determinadas propiedades. En concreto, el ASM usa un �ltro espacio-

temporal paso bajo, de modo que sólo las componentes de baja frecuencia pasan el

�ltro, mientras que las contribuciones del campo STV de alta frecuencia se conside-

ran como �uctuaciones y se suavizan. La escala temporal utilizada por el ASM puede

ser tan pequeña como el intervalo de muestreo, mientras que la escala espacial está

relacionada con la distancia entre detectores consecutivos.

Una característica del ASM es que implementa un �ltrado no lineal que se adapta

a las situaciones de trá�co, distinguiendo trá�co en estado libre y en estado conges-

tionado, ya que la dirección de propagación de la perturbación es diferente en cada

uno de esos estados. Así, en trá�co libre, las perturbaciones de velocidad se desplazan

fundamentalmente en la dirección del �ujo de trá�co, propagándose a una velocidad

característica cfree, que aproximadamente corresponde al 80% de la velocidad deseada

vo en carreteras vacías. Así pues, en aquéllas zonas del campo STV con trá�co libre, las

perturbaciones con velocidad de propagación próxima a cfree deberían pasar el �ltro.

En estados de congestión, las perturbaciones se propagan en la dirección contraria al

�ujo de trá�co con una velocidad característica ccong ≈ −15 km/h . Así, para altas

densidades de trá�co o bajas velocidades, el �ltro debería dejar pasar las perturbaciones

espacio-temporales que se propagan con velocidades próximas a ccong.

Teniendo en cuenta lo anterior, parece claro que el núcleo principal de ASM es

el �ltrado no lineal. En concreto, ASM estima la velocidad v en un punto p=(s,t)

utilizando una combinación lineal de dos �ltros paso bajo anisotrópicos, que se deno-

minan vfree (p) y vcong (p). El factor de ponderación es una función adaptativa w que

proporciona valores entre 0 y 1 según el grado de congestión estimado en el punto p

(valores de w tanto más próximos a 1 cuanto más fuerte es la congestión). Este factor

de ponderación depende de forma no lineal de la salida de los dos �ltros anteriores, de

modo que ASM determina la velocidad en un punto p como:

f (p) = w (vcong, vfree) vcong (p) + [1− w (vcong, vfree)] vfree (p) (3.31)
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donde:

vcong (p) =
1

Ncong (p)

n∑
i=1

jmax∑
j=jmin

φcong
(
si − s, ti − t

)
yinij (3.32)

vfree (p) =
1

Nfree (p)

n∑
i=1

jmax∑
j=jmin

φfree
(
si − s, ti − t

)
yinij (3.33)

con tj = tmin + j4t, siendo 4t el intervalo de agregación y j ∈ {jmin, ..., jmax} denota
en indice de agregación de los intervalos. En el caso de redes de sensores vehiculares,4t
correspondería al tiempo que transcurre entre dos envíos consecutivos (cada vehículo

transmite su velocidad y posición cada 4t segundos).

Los parámetros Nfree (p) y Ncong (p) son factores de normalización dependientes de

la ubicación espacial s y del instante temporal t :

Ncong (p) =
n∑
i=1

jmax∑
j=jmin

φcong
(
si − s, ti − t

)
(3.34)

Nfree (p) =
n∑
i=1

jmax∑
j=jmin

φfree
(
si − s, ti − t

)
(3.35)

Las funciones núcleo φcong (s, t) y φfree (s, t) están ajustandas para transmitir las

perturbaciones que se propagan con las velocidades características cfree y ccong en trá�co

libre y congestionado, respectivamente (véase la Figura 3.17).

Si la velocidad de propagación de las perturbaciones fuera cero, el �ltro sólo debería

suavizar. Los autores de ASM eligen la función exponencial (no normalizada)

φo (s, t) = exp

(
−|s|
σ
− |t|

τ

)
(3.36)

El �ltro para velocidades de propagación no nulas se puede mapear en [50]:

s = s′, t = t′cong +
s

ccong
= t′free +

s

cfree
(3.37)

de modo que se obtienen las siguientes funciones núcleo para los �ltros anisotrópicos:

φcong (s, t) = φo
(
s′, t′cong

)
= φo

(
s, t− s

ccong

)
(3.38)

φfree (s, t) = φo
(
s′, t′free

)
= φo

(
s, t− s

cfree

)
(3.39)

Por último, en [50] se de�ne la función de ponderación adaptativa no lineal w como:
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Figura 3.17: Visualización de los efectos de los �ltros con las funciones núcleo φfree y
φcong. Las áreas sombreadas indican las regiones consideradas para calcular el valor in-
terpolado en un punto (s, t). Los triángulos denotan los puntos que más contribuyen en
trá�co libre, y los cuadrados los correspondientes a la congestión (ilustración retocada
de [50]).

w (vcong, vfree) = w (Vcong (s, t) , Vfree (s, t)) =
1

2

[
1 + tanh

(
Vc − V ∗ (s, t)

4V

)]
(3.40)

donde

V ∗ (s, t) = min (Vcong (s, t) , Vfree (s, t)) (3.41)

Asumiendo que Vcong (s, t) es la velocidad en una zona congestionada calculada

según la Ec. (3.32) y Vfree (s, t) es la velocidad en una zona en trá�co libre, que se

calcula según la Ec. (3.33).

Aunque el escenario de aplicación de ASM en el proyecto es distinto al escenario

propuesto en [50], tras realizar algunas reconstrucciones con datos obtenidos del simu-

lador presentado en el capítulo anterior, se ha optado por utilizar los valores de los

parámetros recomendados por Treiber y Helbing (véase la Tabla 3.1).

Respecto al parámetro σ, que corresponde al rango de suavizado espacial (dimensión

s), su elección se ha realizado mediante el procedimiento de validación descrito en el

capítulo siguiente.

Merece la pena comentar que el método ASM incluye los siguientes casos especiales:
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Parámetro Valor Típico Signi�cado

τ 0.14t Rango de suavizado temporal en t

cfree 0.8v0 Velocidad de propagación de las perturbaciones en free tra�c

ccong -15 km/h Velocidad de propagación de las perturbaciones en trá�co congestionado

Vc 60 km/h Diferencia de velocidad entre trá�co libre y congestionado

4V 20 km/h Anchura de la región de transición

Cuadro 3.1: Parámetros de ASM, valores típicos e interpretación (en un escenario de
redes de sensores vehiculares) (tabla tomada de [50]).

El suavizado isotrópico se obtiene de considerar los límites ccong →∞ y cfree →
∞; en la práctica puede utilizarse ccong = cfree = 106km/h

El �ltrado (únicamente) de las estructuras de trá�co congestionado se obtiene

en el límite Vc → ∞; en la práctica pueden considerarse valores donde Vc � Vo,

siendo Vo la velocidad deseada

El �ltrado (únicamente) de las estructuras de trá�co libre se consigue con Vc =

4V = 0

Teniendo en cuenta lo anterior, obsérvese que podría establecerse un símil entre ASM

y una red neuronal de funciones de base radial elípticas.



Capítulo 4

Reconstrucción del estado de trá�co

En este capítulo se analizan los resultados de los escenarios presentados en el Capí-

tulo 2, así como los resultados de la reconstrucción del estado de trá�co utilizando

diferentes métodos de interpolación. Asimismo, se pone de mani�esto la necesidad de

utilizar técnicas de procesado estadístico espacial para la corrección de la anisotropía

de los datos obtenidos. Para ello se utilizan diferentes métricas de calidad que sirven

para evaluar las prestaciones de los diferentes métodos de interpolación, además de la

importancia del preprocesado de los datos.

4.1. Introducción

El simulador de �ujo de trá�co utilizado para emular una red de vehículos sen-

sores inmersa en trá�co normal, genera una salida con la posición y velocidad de cada

vehículo cada segundo. Estos datos son asociados a un vehículo en particular median-

te un identi�cador, así como el carril por el que circula. Adicionalmente el simulador

ofrece información macroscópica sobre el �ujo de trá�co y densidad de vehículos en el

escenario simulado.

El escenario elegido para evaluar las prestaciones de los interpoladores ha sido un

escenario RR de perímetro 753.98 m y con densidad de vehículos de 30 veh/km, por lo

que simultáneamente circulan por la vía 22 vehículos por carril. Estos parámetros se

han elegido para tener el sistema en régimen de saturación en una carretera circular.

De este modo se generan congestiones �fantasma� sin necesidad de inhomogeneidades

en la vía [41]. Esta es una característica deseable en los per�les de STV ya que generan

diversidad de patrones espacio temporales, necesarios para evaluar las prestaciones de

las diferentes técnicas de interpolación.

Se dispone de un conjunto P de N+M puntos de velocidad, posición y tiempo (resul-

tado de la simulación) que se subdividen en dos conjuntos, un conjunto de diseño D y un

conjunto de test T:D = {(xnyn)ε X, Y ; n = 1, ..., N} y T = {(xmym)ε X, Y ; m = 1, ...,M}
donde cada vector de características x tiene asociada una variable continua dependi-

63
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ente y. El conjunto D se utiliza para diseñar el interpolador y el conjunto T se utiliza

para evaluar sus prestaciones, permitiendo comparar así los diferentes métodos de in-

terpolación. Para evaluar las prestaciones de las diferentes técnicas de interpolación se

utilizarán técnicas de validación cruzada (véase Apartado 4.2).

A continuación se explica el procedimiento seguido para seleccionar los parámetros

de las diferentes técnicas de interpolación presentadas en el capítulo anterior. Poste-

riormente, se presentan las métricas utilizadas para medir las prestaciones de dichas

técnicas de interpolación, así como el preprocesado de datos realizado antes de aplicar-

las. Por último, se presentan los resultados obtenidos para la reconstrucción del campo

STV mediante diferentes interpoladores. Estos se evalúan para diferentes concentra-

ciones de vehículos sensores y se analiza la calidad de las reconstrucciones. Es este

parámetro, la densidad de vehículos sensores, clave para determinar la viabilidad del

sistema presentado. Puesto que este sistema se presenta como una posible alternativa

a la determinación del estado del trá�co mediante espiras, si fuesen necesarias concen-

traciones muy altas de vehículos sensores para reconstruir �elmente el campo STV, se

demostraría inviable económicamente.

4.2. Selección de parámetros

La mayoría de las técnicas de interpolación descritas en el capítulo anterior necesitan

establecer valores adecuados de los parámetros de diseño. En este proyecto se aplica

una técnica de validación cruzada [25] para encontrar los parámetros de diseño más

adecuados de cada interpolador (entre un conjunto de valores a explorar). La validación

cruzada es una herramienta que permite:

validar la solidez de un modelo de datos determinado

evaluar varios modelos

identi�car el mejor modelo

La técnica de validación cruzada divide el conjunto de diseño D en K particiones

aleatorias del mismo tamaño. Para cada parámetro de diseño a explorar, se crea un

subconjunto de datos con K-1 particiones y se realiza con él la interpolación, evaluando

las prestaciones del interpolador con la partición que queda fuera del subconjunto. El

proceso se repite utilizando el mismo valor del parámetro a explorar con los K subcon-

juntos posibles (dejando siempre fuera del subconjunto una partición diferente). Así,

para cada valor distinto del parámetro de diseño se tienen las prestaciones del inter-

polador sobre K particiones. La técnica de validación cruzada determina que el valor

del parámetro de diseño más adecuado es aquél que mejores prestaciones proporciona

sobre la media de las K particiones.
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En el presente entorno, la división de particiones se realiza mediante identi�cadores

de vehículos. El valor de K elegido ha sido cinco; cuando el número de vehículos

sensores es inferior a cinco, se hace necesario reducir K al número de vehículos sensores.

A este tipo de validación le hemos denominado Leave one vehicle out y consiste en

descartar del conjunto de diseño los datos proporcionados por un vehículo y diseñar

el interpolador con los datos de los restantes vehículos. La calidad del interpolador

se evalúa con los datos del vehículo no utilizado en el diseño. El proceso se repite

eliminando cada vez un vehículo diferente del conjunto de diseño. Así, si por ejemplo

sólo se tiene la información de dos vehículos sensores, el interpolador diseñado con

los datos del vehículo 1 se evalúa con los del vehículo 2, y viceversa, considerando las

prestaciones de las dos evaluaciones para eligir el parámetro de diseño.

Tras seleccionar los parámetros de diseño, se realiza la reconstrucción del campo

STV con todos los puntos del conjunto D y se evalúan las prestaciones sobre el conjunto

de test T.

Con relación a los parámetros elegidos, cabe destacar una serie de particularidades:

Para el interpolador IDW, a medida que aumenta el factor de ponderación de

las distancias (u), el valor del número de vecinos elegido se incrementa. Además,

cuanto mayor es el número de vehículos sensores, menor es el número de vecinos

para el mismo factor de ponderación. Cuando se aplica corrección de anisotropía

(Apartado 3.3), el número elegido de vecinos es inferior si se compara con el IDW

de mismo u.

El parámetro de suavizado (λ) del interpolador TPS depende del número de

vehículos sensores, siendo éste menor cuanto mayor es el número de vehículos

sensores. Es decir, al disponer de mayor cantidad de puntos del campo STV con

menor separación entre vehículos sensores, el parámetro de suavizado disminuye.

Para realizar la interpolación mediante el método de Kriging, es necesario realizar

previamente el semivariograma experimental para determinar los parámetros de

anisotropía (ángulo y razón de anisotropía) (Apartado 3.3). A medida que el

número de vehículos sensores disminuye, el número de pares de control que se

utilizan para realizar el semivariograma también es menor. Por lo tanto, se ob-

tendrá un semivariograma menos preciso, lo que provocará una interpolación de

menor calidad.

En el interpolador GRNN, el parámetro σ depende del número de vehículos sen-

sores. Cuanto mayor sea el número de vehículos sensores, mayor proximidad

habrá entre los datos y, por tanto, menor será el valor de σ. Cuando se cor-

rige anisotropía, los datos se proyectan a un nuevo espacio, que provoca que los
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puntos se encuentren más separados entre sí. Por consiguiente, el parámetro σ

aumenta.

Con el interpolador RBFNN es necesario realizar una búsqueda de dos paráme-

tros, σ y λ, lo que conlleva un incremento del tiempo de diseño.

El parámetro elegido en ASM es prácticamente independiente del número de

vehículos sensores.

4.3. Medidas de prestaciones

Para comparar las diferentes reconstrucciones es necesario utilizar medidas de presta-

ciones [55] que proporcionen información sobre la diferencia entre los valores interpo-

lados y los valores reales del conjunto de test T. Se han considerado medidas de error

ampliamente utilizadas en la literatura, tales como el error cuadrático medio (MSE),

el error absoluto medio (MAE), menos sensible que MSE a valores extremos, la raíz

cuadrada del error cuadrático medio (RMSE), y la desviación típica (STD). Aunque

estas medidas indican la magnitud del error, es recomendable utilizar otras medidas

de error relativo. Hemos elegido la media del error relativo absoluto (RMAE), la raíz

cuadrada del error relativo cuadrático medio (RRMSE) y el parámetro D de Willmott.

En las Ec. (4.1) se de�nen analíticamente las diferentes medidas de calidad utilizadas

para seleccionar los parámetros más adecuados de cada interpolador.

MSE =
1

M

M∑
i=1

(
vi − yi

)2
(4.1)

MAE = 1
M

M∑
i=1

|vi − yi|

RMSE =

√√√√ 1
M

M∑
i=1

(vi − yi)2

STD =

√√√√ 1
M−1

M∑
i=1

(vi − yi − v + y)2

RMAE = 1
M

M∑
i=1

∣∣∣vi−yiyi

∣∣∣
RRMSE =

√√√√ 1
M

M∑
i=1

(vi−yi)
yi

2
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Willmott′s D = 1−

M∑
i=1

(vi−yi)
2

M∑
i=1

(|vi−y|−|vi−y|)2

siendo

vi el valor obtenido de la interpolación

yi el valor real de la observación

v la media de los valores interpolados

y el valor medio de las observaciones

Una ventaja adicional del parámetro D de Willmott es que es una medida con so-

porte compacto entre 0 y 1 (D=1 indica una reconstrucción de la más alta calidad -

evaluada sobre el conjunto de test T-), lo que permite comparar diferentes métodos

de interpolación (margen dinámico del parámetro es constante). Para la búsqueda de

los parámetros libres se deben de minimizar las seis primeras medidas de prestaciones

indicadas en la Ec (4.1) y maximizar la D de Wilmott. Los valores de los paráme-

tros de diseño que cumplan lo anterior (o, en su defecto, aquéllos que más medidas

de prestaciones optimicen) se seleccionan para evaluar el correspondiente método de

interpolación.

4.4. Procesado de los datos

Para aplicar los métodos de interpolación es necesario realizar un procesado previo

de los datos. En primer lugar, (1) es necesario dividir los datos disponibles para poder

tener las particiones oportunas. Posteriormente, (2) es necesario realizar una simetría

especular en los bordes para reducir el error que se produce en estas zonas por la falta

de información (efectos de borde). En tercer lugar (3) se analiza la anisotropía que

presentan los datos. Para determinar la importancia de dicha característica se aplican

los diferentes interpoladores con y sin corrección de la misma.

4.4.1. División de los datos

En este trabajo se tiene acceso a toda la información de todos los vehículos que

se encuentran circulando en el escenario RR (ground truth). Para evaluar las presta-

ciones de los métodos de interpolación (tal y como se ha comentado previamente) es

necesario dividir el conjunto P en dos conjuntos: T (test) y D (diseño). La división se

realiza atendiendo a los identi�cadores de vehículos. El escenario simulado consta de
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Part 1 Part 2 Part 3 Part 4 Part 5

MSE 1.8473 0.7248 0.6801 0.6825 1.0227

Tabla 4.1: MSE evaluado en el conjunto de test utilizando la interpolación IDW en
función de la partición.

dos carriles independientes. En un carril circulan todos los vehículos con identi�cador

par y en el otro los de identi�cador impar. Los vehículos con identi�cadores consecu-

tivos se encuentran de forma consecutiva en la vía. De los 22 vehículos que circulan

por un carril de la vía, el conjunto de test está formado por siete vehículos y el de

diseño por 15; es decir, del 100% de los datos, el 31.82% de los datos se utiliza para

determinar la diferencia entre el valor interpolado en esos puntos y el valor real. El

otro 68,18% de los datos se utiliza para elegir los parámetros de diseño aplicando un

procedimiento de validación cruzada.

Para determinar la in�uencia que el número de vehículos sensores tiene en la cal-

idad de la reconstrucción, se analizan las prestaciones que proporciona cada interpo-

lador sobre el conjunto de test (siempre es el mismo para un determinado número

de vehículos sensores). En [9] se de�ne la fracción de vehículos sensores (FSV) como

FSV = Flujo de vehı́culos sensores/F lujo total de vehı́culos . La in�uencia del FSV

se evalúa en tres situaciones: (1) FSV elevada (68.2% , que corresponde a 15 vehículos

sensores), (2) FSV media (22,7%, cinco vehículos sensores) y (3) FSV baja (9%, dos

vehículos sensores).

Al comparar los diferentes interpoladores, se debe tener en cuenta que la disposición

espacial de los sensores in�uye en la calidad de la reconstrucción, y por tanto en la

elección de los parámetros de diseño: los conjuntos de diseño cuyos vehículos tengan una

dispersión espacial más homogénea, lograrán un mejor muestreo del campo STV. Es por

ello que se obtienen mejores resultados (menor error) con dichos conjuntos. Obsérvese

en la Figura 4.1 cómo el valor del número de vecinos donde se produce el mínimo MSE

es diferente en función de la partición. Asimismo, el propio valor mínimo del MSE

también es diferente en cada partición. Por este motivo, la elección del parámetro de

diseño se realiza utilizando las prestaciones de las distintas particiones, compensando

así la dependencia de la partición en este proceso. Como se ha indicado previamente,

con el parámetro de diseño elegido se vuelve a aplicar el interpolador utilizando todos

los puntos de control del conjunto D; las prestaciones se evalúan sobre el conjunto de

test T. En la Tabla 4.1 se muestra el MSE en función de la partición. Obsérvese que

este valor es dependiente en la partición considerada.



4.4. PROCESADO DE LOS DATOS 69

0 5 10 15 20 25 30 35 40
0

1

2

3

4

5

6

7

8

9

número de vecinos

M
S

E

 

 

partición 1
partición 2
partición 3
partición 4
partición 5

Figura 4.1: MSE sobre train de la validación cruzada en función de la partición.
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Figura 4.2: Ejemplo de la técnica de simetría especular.
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(a) (b)

Figura 4.3: Ejemplo de la elección de los vecinos más cercanos: (a) sin tener en cuenta
la técnica de simetría especular; (b) teniendo en cuenta la técnica de simetría especular.

4.4.2. Simetría especular

La técnica de simetría especular consiste en la �re�exión� de los puntos de control

tomando como ejes los bordes. Esta técnica es necesaria ya que, en los extremos del

campo STV que se quiere reconstruir, se tiene menor información que en el centro del

campo. Es decir, no existen puntos de control contiguos en todas las direcciones. Esto

provoca que la diferencia entre el valor real y el interpolado sea mayor en los extremos.

La simetría especular se ha aplicado en los cuatro bordes del campo STV a reconstruir.

En la Figura 4.2 se muestra un ejemplo de simetría especular. En azul aparecen los

puntos iniciales y en rojo aparecen los puntos que se han replicado. El área a replicar es

un 20% del área total en cada eje, porcentaje establecido como un compromiso entre el

error y el incremento en el número de puntos de control (mayor coste computacional).

En ciertos métodos de interpolación, como por ejemplo el método IDW, es aún más

crítica la ausencia de puntos en todas las direcciones. Un ejemplo de ello se muestra en

la Figura 4.3, donde el campo elegido es de 0 a 10 en el eje abscisas y de 0 a 10 en el eje

ordenadas. Al igual que en la representación anterior, los datos en rojo se han generado

al aplicar simetría especular a los datos originales (representados en azul). El punto

que se quiere interpolar es el punto (1,0), que aparece representado en verde. El número

de vecinos elegido es seis. En la Figura 4.3 (a), en la cual no se ha aplicado simetría

especular, sólo se tiene información de los puntos de control (azul). En la Figura 4.3

(b), donde se ha aplicado simetría especular, se tiene información tanto de los puntos

de control (azul) como de los generados al aplicar esta técnica (rojo). Comparemos el

efecto que tiene en la selección de los seis vecinos más próximos el hecho de no aplicar
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simetría especular a los datos (Figura 4.3(a)) frente a su aplicación (Figura 4.3(b)) :

en el segundo caso, los seis vecinos más cercanos al punto a interpolar son aquéllos que

le rodean, asegurando así un entorno homogéneo para la interpolación (cosa que no

ocurre en el primer caso).

4.4.3. Anisotropía

La anisotropía global de los datos se ha calculado utilizando el programa SURFER

[5]. Este programa utiliza los datos de espacio, tiempo y velocidad de los puntos de

control para generar el semivariograma. Es necesario indicar el modelo de semivario-

grama al que se desea aproximar los datos del semivariograma experimental, para así

encontrar la anisotropía de los datos. El método de búsqueda de parámetros es una

implementación del Método de Powell, algoritmo iterativo que incluye una búsqueda a

lo largo de la línea de cada una de las direcciones de parámetros individuales.

Para cada uno de los cinco conjuntos de diseño, y para cada porcentaje de vehículos

sensores, se ha calculado la anisotropía de los datos. Ésta es diferente en cada conjunto,

ya que depende de los vehículos sensores que la forman. El ángulo de anisotropía es

similar en todos los casos, con independencia del número de vehículos sensores y de la

partición. Es este parámetro el que proporciona información sobre el estado de trá�co

que se quiere representar, ya que indica la dirección donde los puntos son más similares

entre sí. La razón de anisotropía (eje mayor dividido por el eje menor de la elipse),

di�ere en mayor medida entre los diferentes conjuntos de puntos, siendo por tanto

dependiente de la división de los datos en particiones.

4.5. In�uencia de la fracción de vehículos sensores

En este apartado se evalúa la in�uencia que la fracción de vehículos sensores (FSV)

tiene en la reconstrucción del campo STV. Con este objetivo, la FSV disminuye desde

68.2% al 9%. Para cada valor de FSV se reconstruye el campo STV aplicando las

diferentes técnicas de interpolación. Además, se analiza la importancia de encontrar la

anisotropía en los datos. Esto sirve para estudiar el bene�cio en la disminución de las

medidas de error, sea por un procesado previo de los datos, o por un método de interpo-

lación más complejo computacionalmente. En las tablas que se muestran a continuación

se presentan distintas medidas de prestaciones para cada interpolador utilizando el pa-

rámetro de diseño (obtenido mediante la técnica de 5-Fold Cross Validation o Leave

One Vehicle Out) y separando por FSV. Los valores que se muestran en cada tabla

corresponden a la medida de prestaciones sobre las cinco divisiones de test, es decir, se

genera la super�cie reconstruida con cada conjunto de diseño (para lo cual se han uti-

lizado los parámetros de diseño seleccionados), y éste se valida con el correspondiente
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conjunto de test. Para eliminar la in�uencia de la selección de los conjuntos de diseño y

test, se utilizan todos los valores interpolados de cada conjunto de test. Se obtienen así

las medidas de prestaciones que se muestran en los Subapartados 4.5.1, 4.5.2 y 4.5.3.

Para analizar qué interpolador es el más adecuado en cada situación y cómo varía

el error cuando se realiza un preprocesado para corregir la anisotropía, se presentan

seis tablas independientes con las prestaciones de la reconstrucción del campo STV

(siempre y cuando fuera temporal y computacionalmente factible la utilización de ese

método de interpolación con el volumen de datos a tratar). Las tablas que se muestran

son:

Primera tabla (Tablas 4.2, 4.7, 4.13): prestaciones de los métodos de interpolación

que no necesitan elección de parámetro de diseño, tanto corrigiendo anisotropía

como sin corregir.

Segunda tabla (Tablas 4.3, 4.8, 4.14): valor elegido del factor de ponderación de

distancia en el método IDW aplicando la distancia Euclídea como medida de

similitud.

Tercera tabla (Tablas 4.4, 4.9, 4.15): valor elegido del factor de ponderación de

la distancia en el método IDW aplicando la distancia Euclídea como medida de

similitud y corrigiendo la anisotropía de los datos.

Cuarta tabla (Tablas 4.5, 4.10, 4.16): valor elegido del factor de ponderación de

la distancia en el método IDW aplicando como medida de similitud la distancia

de Mahalanobis.

Quinta tabla (Tablas 4.11, 4.17): prestaciones de los métodos TPS, tanto co-

rrigiendo la anisotropía como sin corregir. Para la FSV alta no se ha podido

aplicar este método de interpolación debido al elevado coste computacional que

conllevaba.

Sexta tabla: (Tablas 4.6, 4.12, 4.18) prestaciones de los siguientes métodos de

interpolación: Kriging, GRNN y GRNN corrigiendo la anisotropía, RBFNN y

ASM .

4.5.1. Fracción de vehículos sensores alta

El escenario RR simulado consta de 22 vehículos, de los cuales 15 son sensores

(FSV = 68.2%). De cada uno de estos vehículos se tiene información de su velocidad

y posición cada segundo. Con esta información se han aplicado las diferentes técnicas

de interpolación y el resultado se muestra en la Tabla 4.2 a Tabla 4.6.

Los datos utilizados para realizar la reconstrucción del campo STV se encuentran

equiespaciados en tiempo, ya que se tiene valor de la velocidad y posición cada segundo.
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MSE MAE RMSE RMAE RRMSE STD D

1-NN 0.5323 0.3874 0.7296 0.1177 0.3050 0.7229 0.9963

Correc- Aniso

1-NN
0.0879 0.1653 0.2965 0.0199 0.0333 0.2914 0.9994

TIN 0.0709 0.0795 0.2662 0.0470 0.1952 0.2607 0.9995

Correc- Aniso

TIN
0.0243 0.0351 0.1558 0.0052 0.0580 0.1557 0.9998

NN 0.0921 0.1054 0.3034 0.0611 0.2237 0.2961 0.9994

Correc- Aniso

NN
0.0245 0.0412 0.1566 0.0060 0.0586 0.1565 0.9998

Tabla 4.2: Prestaciones de los interpoladores 1-NN, TIN y NN utilizando el 68,2% de
vehículos sensores.

MSE MAE RMSE RMAE RRMSE STD D

u=0 0.2285 0.2619 0.4780 0.0611 0.1543 0.4700 0.9984

u=1 0.1762 0.2226 0.4197 0.0589 0.1555 0.4152 0.9988

u=2 0.1500 0.1906 0.3874 0.0560 0.1551 0.3854 0.9990

u=3 0.1492 0.1823 0.3863 0.0575 0.1618 0.3857 0.9990

u=4 0.1581 0.1838 0.3976 0.0594 0.1653 0.3975 0.9989

u=5 0.1722 0.1904 0.4150 0.0620 0.1706 0.4150 0.9988

u=6 0.1906 0.1981 0.4366 0.0644 0.1771 0.4364 0.9987

Tabla 4.3: Prestaciones del interpolador IDW utilizando como medida de similitud la
distancia Euclídea utilizando el 68.2% de vehículos sensores.

En cuanto al espaciado en distancia, ésta es menor cuando mayor número de vehículos

sensores exista en una determinada zona.

En la Tabla 4.2 se muestran las prestaciones del conjunto de test para los métodos

de interpolación donde no es necesario la búsqueda de parámetros de libres. En todos

ellos, la corrección de la anisotropía genera un descenso del error. De estos métodos, el

que menor error produce es el TIN corrigiendo la anisotropía de los datos.

En la Tabla 4.3 se muestran las prestaciones del conjunto de test para el IDW con

diferente factor de ponderación (u) y aplicando como medida de similitud la distancia

Euclídea. Todos los resultados de la tabla anterior han sido generados utilizando el

número de vecinos elegido en cada caso. En este caso, cuando el 68.2% de los vehículos

son sensores, el factor de ponderación que menor error produce son dos y tres siendo

el número de vecinos elegido ocho y nueve respectivamente.

En la Tabla 4.4 se muestran las prestaciones del conjunto de test para el IDW co-

rrigiendo anisotropía con diferente factor de ponderación (u) y aplicando como medida

de similitud la distancia Euclídea. La super�cie reconstruida con mejores medidas de

prestaciones es la de factor de ponderación de cuatro y el número de vecinos cinco.
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MSE MAE RMSE RMAE RRMSE STD D

u=0 0.0561 0.1065 0.2368 0.0134 0.0342 0.2358 0.9996

u=1 0.0430 0.0896 0.2073 0.0105 0.0269 0.2067 0.9997

u=2 0.0373 0.0756 0.1931 0.0084 0.0256 0.1927 0.9997

u=3 0.0354 0.0768 0.1882 0.0086 0.0233 0.1878 0.9998

u=4 0.0362 0.0796 0.1902 0.0089 0.0228 0.1899 0.9998

u=5 0.0388 0.0840 0.1970 0.0094 0.0231 0.1967 0.9997

u=6 0.0418 0.0880 0.2044 0.0098 0.0234 0.2042 0.9997

Tabla 4.4: Prestaciones del interpolador IDW utilizando como medida de similitud la
distancia Euclídea previoprocesado de corrección de anisotropía utilizando el 68.2% de
vehículos sensores.

MSE MAE RMSE RMAE RRMSE STD D

u=0 0.3956 0.3339 0.6290 0.0907 0.2524 0.6226 0.9972

u=1 0.3330 0.2959 0.5770 0.0896 0.2554 0.5737 0.9977

u=2 0.3037 0.2711 0.5510 0.0903 0.2617 0.5499 0.9979

u=3 0.3044 0.2621 0.5517 0.0920 0.2692 0.5514 0.9979

u=4 0.3266 0.2674 0.5714 0.0961 0.2798 0.5715 0.9977

u=5 0.3600 0.2808 0.6000 0.1013 0.2916 0.5999 0.9975

u=6 0.3976 0.2959 0.6306 0.1066 0.3040 0.6303 0.9972

Tabla 4.5: Prestaciones del interpolador IDW utilizando como medida de similitud la
distancia de Mahalanobis utilizando el 68.2% de vehículos sensores.
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MSE MAE RMSE RMAE RRMSE STD D

GRNN 0.1844 0.2120 0.4294 0.0700 0.1898 0.4279 0.9987

Correc- Aniso

GRNN
0.0388 0.0801 0.1970 0.0100 0.0333 0.1969 0.9997

RBFNN 0.0143 0.0616 0.1194 0.0216 0.0579 0.1194 0.9999

ASM 0.0212 0.0729 0.1456 0.0180 0.0475 0.1444 0.9998

Tabla 4.6: Prestaciones de los interpoladores GRNN, RBFNN y ASM utilizando el
68.2% de vehículos sensores.

En la Tabla 4.5 se muestran las prestaciones del conjunto de test para el IDW con

diferente factor de ponderación (u) y aplicando como medida de similitud la distancia

de Mahalanobis. Al igual que con la utilización de la distancia Euclídea como medida

de similitud, el valor elegido del factor de ponderación con la distancia es de dos. En

estos casos, el número de vecinos utilizado es de seis.

En la Tabla 4.6 se muestran las prestaciones del conjunto de test evaluado en la

super�cie reconstruida del campo STV para el método de GRNN, RBFNN y ASM. En

este último método, la corrección de la anisotropía genera una reducción del error de la

super�cie reconstruida. En este caso, el método RBFNN es el que mejores prestaciones

proporciona (parámetros libres: σ = 18, λ = 10−4).

Si se comparan todas las tablas anteriores (Tabla 4.2 a Tabla 4.6) se puede concluir

que, el hecho de corregir la anisotropía de los datos reduce el error que se produce en la

reconstrucción del campo STV al compararlo con el obtenido con el mismo interpolador

sin corregir anisotropía. El mejor interpolador es RBFNN seguido de ASM, TIN y NN

tratando la anisotropía a los datos. Todos los métodos con corrección de anisotropía

son aceptables para realizar la reconstrucción del campo STV, ya que sus prestaciones

no di�eren mucho entre sí.

Para reducir el tiempo de cómputo, la red neuronal del método RBFNN se ha

realizado de forma local, eligiendo un tamaño de espacio y tiempo dependiente de los

parámetros libres elegidos. Este interpolador utiliza una constante de suavizado para

ser menos sensible al ruido. Si se compara con otros interpoladores como TIN y NN,

se observa que pese a que producen un mayor error en la super�cie, la reconstrucción

del campo STV es veraz. Además, en el TIN o NN no es necesario aplicar técnicas de

validación cruzada, ya que no poseen ningún parámetro libre. Otra ventaja de estos

métodos es el menor tiempo de cómputo.

En la Figura 4.4 se comparan las super�cies reconstruidas utilizando el método de

interpolación ASM y el TIN aplicando corrección de anisotropía. En ambos casos la

super�cie generada no presenta cambios distinguibles de forma visual. Por esta razón

se puede a�rmar que ambos métodos son válidos para la representación del campo

STV. Además, ambos métodos reconstruyen las características del patrón de congestión
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(a)

(b)

Figura 4.4: Reconstrucción del campo STV mediante: (a) TIN; (b) ASM.

SWG, consiguiendo que en la parte de los �valles� exista conectividad.

4.5.2. Fracción de vehículos sensores media

El escenario RR simulado consta de 22 vehículos, de los cuales cinco son sensores.

Al igual que antes, de cada uno de estos vehículos se tiene información de su velocidad

y posición cada segundo. En cuanto al espaciado de los datos, en tiempo es el mismo

que en el caso anterior, ya que la frecuencia a la que los vehículos miden su velocidad

y su posición no varía. En cuanto a la distancia de separación entre los datos, se

puede a�rmar que es en media mayor puesto que el número de vehículos sensores ha

disminuido. A medida que el número de vehículos sensores disminuye, el número de
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MSE MAE RMSE RMAE RRMSE STD D

1-NN 1.6656 0.6571 1.2906 0.2009 0.6347 1.2824 0.9881

Correc - Aniso

1-NN
0.1940 0.2179 0.4405 0.0296 0.1051 0.4404 0.9987

TIN 1.1850 0.4024 1.0886 0.2142 0.7477 1.0531 0.9912

Correc - Aniso

TIN
0.1234 0.0928 0.3513 0.0178 0.1541 0.3507 0.9991

NN 1.1250 0.4254 1.0607 0.2242 0.7298 1.0193 0.9916

Correc - Aniso

NN
0.1214 0.1005 0.3484 0.0190 0.1535 0.3478 0.9992

Tabla 4.7: Prestaciones de los interpoladores 1-NN, TIN y NN utilizando el 22.7% de
vehículos sensores.

MSE MAE RMSE RMAE RRMSE STD D

u=0 1.2976 0.6086 1.1391 0.1414 0.3587 1.1220 0.9908

u=1 1.2049 0.5883 1.0977 0.1478 0.3828 1.0832 0.9914

u=2 0.9915 0.5186 0.9957 0.1452 0.3935 0.9919 0.9929

u=3 0.9339 0.5013 0.9664 0.1479 0.4074 0.9662 0.9933

u=4 0.9421 0.5111 0.9706 0.1509 0.4170 0.9701 0.9933

u=5 0.9900 0.5294 0.9950 0.1548 0.4302 0.9931 0.9930

u=6 1.0553 0.5466 1.0273 0.1586 0.4467 1.0241 0.9925

Tabla 4.8: Prestaciones del interpolador IDW utilizando como medida de similitud la
distancia Euclídea utilizando el 22.7% de vehículos sensores.

puntos de control es menor. Por tanto cabe esperar que la reconstrucción del campo

STV se vea degradada.

Si se tienen en cuenta los métodos de interpolación que no necesitan búsqueda de

parámetros libres (Tabla 4.7) el método que reconstruye la super�cie con menor error

es el NN corrigiendo la anisotropía de los datos. Si se comparan los resultados de esta

tabla con los de la Tabla 4.2 se puede a�rmar que el descenso de vehículos sensores

provoca un aumento del error en la super�cie.

Al igual que en el apartado anterior, en la Tabla 4.8 se muestran los errores en el

conjunto de test para el IDW con diferente factor de ponderación (u) y aplicando como

medida de similitud la distancia Euclídea. En este caso, la super�cie reconstruida del

campo STV de menor error es la realizada con el factor de ponderación de la distancia

de valor tres. El número de vecinos elegido para este factor de ponderación es de 20,

valor que se ha incrementado en gran medida si se compara con el caso cuya fracción

de vehículos sensores es mayor (incremento de 11 vecinos).

En la Tabla 4.9 se muestran los errores en el conjunto de test para el IDW corri-

giendo anisotropía. El factor de ponderación elegido es de tres al igual que en el caso
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MSE MAE RMSE RMAE RRMSE STD D

u=0 0.1450 0.1691 0.3809 0.0221 0.0780 0.3800 0.9990

u=1 0.1183 0.1413 0.3440 0.0173 0.0694 0.3434 0.9992

u=2 0.1010 0.1373 0.3178 0.3178 0.0668 0.3175 0.9993

u=3 0.1004 0.1472 0.3169 0.0190 0.0678 0.3168 0.9993

u=4 0.1056 0.1557 0.3250 0.0208 0.0696 0.3249 0.9993

u=5 0.1118 0.1638 0.3344 0.0220 0.0719 0.3343 0.9992

u=6 0.1183 0.1701 0.3440 0.0230 0.0741 0.3439 0.9992

Tabla 4.9: Prestaciones del interpolador IDW utilizando como medida de similitud la
distancia Euclídea previoprocesado de corrección de anisotropía utilizando el 22.7% de
vehículos sensores.

MSE MAE RMSE RMAE RRMSE STD D

u=0 1.8515 0.7177 1.3607 0.2135 0.6277 1.3604 0.9866

u=1 1.7014 0.6690 1.3044 0.2132 0.6368 1.3030 0.9877

u=2 1.5552 0.6422 1.2471 0.1999 0.5852 1.2469 0.9887

u=3 1.5309 0.6349 1.2373 0.2057 0.6000 1.2371 0.9889

u=4 1.5378 0.6399 1.2401 0.2116 0.6193 1.2377 0.9889

u=5 1.5924 0.6549 1.2619 0.2174 0.6400 1.2570 0.9885

u=6 1.6570 0.6696 1.2873 0.2224 0.6581 1.2806 0.9880

Tabla 4.10: Prestaciones del interpolador IDW utilizando como medida de similitud la
distancia de Mahalanobis utilizando el 22.7% de vehículos sensores.

anterior. El número de vecinos elegido es de cuatro. Si se compara esta tabla con la

Tabla 4.4 se puede de nuevo a�rmar que el hecho de disminuir el número de vehículos

sensores tiene como consecuencia un aumento del error de la super�cie reconstruida del

campo STV. Respecto al parámetro D, la super�cie reconstruida utilizando una FSV

alta proporciona un resultado mejor (71.4%) que utilizando una FSV media.

Los errores que aparecen en la Tabla 4.10 son los correspondientes a la evaluación

en los puntos del conjunto de test de la super�cie reconstruida del campo STV. De

forma idéntica a los casos anteriores, el factor de ponderación de la distancia que

produce que la super�cie reconstruida tenga error mínimo es de tres. En cuanto al

número de vehículos sensores, se vuelve a rati�car la deducción anterior, a menor

número de vehículos sensores y mismo método de interpolación, mayor error en la

super�cie reconstruida. Respecto al parámetro D, la super�cie reconstruida utilizando

una fracción de vehículos alta proporciona un resultado mejor (81%) que utilizando

una fracción de vehículos media.

En la Tabla 4.11 se muestran los errores generados al evaluar el conjunto de test

en la super�cie reconstruida mediante TPS. El hecho de utilizar un parámetro de

suavizado hace que con este método se obtengan buenos resultados, ya que reconstruye
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MSE MAE RMSE RMAE RRMSE STD D

TPS 0.2747 0.1873 0.5242 0.1008 0.3634 0.5127 0.9981

Correc- Aniso

TPS
0.0580 0.0686 0.2408 0.0133 0.1065 0.2406 0.9996

Tabla 4.11: Prestaciones del método de interpolación TPS utilizando el 22.7% de ve-
hículos sensores.

MSE MAE RMSE RMAE RRMSE STD D

GRNN 1.2211 0.6135 1.1050 0.1825 0.4758 1.1014 0.9912

Correc- Aniso

GRNN
0.1047 0.1382 0.3236 0.0195 0.0732 0.3235 0.9993

RBFNN 0.2219 0.2588 0.4711 0.0860 0.2564 0.4676 0.9985

ASM 0.1416 0.1989 0.3762 0.0449 0.1384 0.3759 0.9990

Tabla 4.12: Prestaciones de los interpoladores GRNN, RBFNN y ASM utilizando el
22.7% de vehículos sensores.

una super�cie más suavizada. Al igual que antes, la corrección de la anisotropía causa

una disminución del error en la super�cie reconstruida. Respecto al parámetro D, la

super�cie reconstruida corrigiendo anisotropía proporciona un resultado mejor (78.9%)

que sin corregir esta propiedad.

Observando los errores que aparecen en la Tabla 4.12, podemos deducir que los dos

métodos que consiguen mejores resultados son del método ASM y GRNN eliminado la

anisotropía de los datos. En ambos casos, se trata esta característica de los datos.

El método que reconstruye con menor error (con este porcentaje de vehículos sen-

sores) es el TPS corrigiendo anisotropía. En la Figura 4.5 se puede ver la reconstrucción

del campo STV con este método de interpolación.

De forma general se puede concluir que: aplicar un procesado previo a los datos

corrigiendo la anisotropía de éstos o bien tratándola como lo hace el método ASM,

provoca una corrección el error de la reconstrucción del campo STV. Si se compara

con las tablas del Apartado 4.5.1 (donde el número de vehículos sensores es mayor),

el descenso del error en este caso es más pronunciado que en el caso anterior. Esto es

debido a que, cuanto menor es el número de vehículos sensores, menor es la información

que se tiene el campo a reconstruir: datos se encuentran más espaciados en espacio y,

por tanto, es más importante corregir la anisotropía de los datos. Si comparamos el

error de la super�cie reconstruida para un determinado método de interpolación, con

el error de la super�cie reconstruida utilizando el mismo método de interpolación es

mayor cuanto menor es el número de vehículos sensores.
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Figura 4.5: Reconstrucción del campo STV mediante el método de interpolación TPS.

MSE MAE RMSE RMAE RRMSE STD D

1-NN 10.1289 1.6644 3.1826 0.5340 1.7085 3.1007 0.9199

Correc- Aniso

1-NN
0.5921 0.3236 0.7695 0.0465 0.2483 0.7694 0.9959

TIN 7.8727 1.3536 2.8058 0.6022 1.7250 2.6559 0.9307

Correc- Aniso

TIN
0.5911 0.2521 0.7688 0.0608 0.3638 0.7631 0.9958

NN 7.0092 1.3112 2.6475 0.5818 1.6335 2.4911 0.9381

Correc- Aniso

NN
0.5933 0.2638 0.7703 0.0655 0.3668 0.7640 0.9958

Tabla 4.13: Prestaciones de los interpoladores 1-NN, TIN y NN utilizando el 9% de
vehículos sensores.

4.5.3. Fracción de vehículos sensores baja

El escenario RR simulado, al igual que antes, consta de 22 vehículos de los cuales

dos de ellos son sensores de los que se conoce su velocidad y posición cada segundo.

Al igual que antes, el vehículo mide el valor de su velocidad y la posición cada un

segundo, por tanto, los datos en tiempo están equiespaciados al igual que en los casos

anteriores. En cuanto al espaciado en los valores de posición, cuanto menor es el número

de vehículos sensores, mayor es la separación entre los vehículos en media. Esto va a

provocar que el error de la super�cie reconstruida sea mayor que en los casos anteriores

para un método de interpolación en concreto.

En la Tabla 4.13 se muestran los errores de la super�cie reconstruida del campo

STV mediante los métodos de interpolación que no necesitan búsqueda de parámetros

libres. Al igual que antes, los métodos que tratan la anisotropía son los que mejor
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MSE MAE RMSE RMAE RRMSE STD D

u=0 6.7627 1.4377 2.6005 0.4061 1.2238 2.5983 0.9469

u=1 6.1555 1.3619 2.4810 0.3905 1.1638 2.4799 0.9515

u=2 5.5995 1.2726 2.3663 0.3770 1.1156 2.3646 0.9558

u=3 5.2928 1.2363 2.3006 0.3745 1.1071 2.2951 0.9583

u=4 5.3490 1.2457 2.3128 0.3827 1.1440 2.3002 0.9580

u=5 5.5626 1.2707 2.3585 0.3943 1.1926 2.3381 0.9565

u=6 5.8681 1.3018 2.4224 0.4074 1.2471 2.3947 0.9541

Tabla 4.14: Prestaciones del interpolador IDW utilizando como medida de similitud la
distancia Euclídea utilizando el 9% de vehículos sensores.

MSE MAE RMSE RMAE RRMSE STD D

u=0 0.4929 0.2925 0.7020 0.0424 0.2078 0.7010 0.9966

u=1 0.4216 0.2467 0.6493 0.0365 0.2001 0.6484 0.9971

u=2 0.3985 0.2459 0.6313 0.0369 0.1960 0.6304 0.9972

u=3 0.3966 0.2528 0.6298 0.0379 0.1895 0.6288 0.9972

u=4 0.3885 0.2524 0.6233 0.0375 0.1888 0.6227 0.9973

u=5 0.3913 0.2538 0.6255 0.0375 0.1929 0.6252 0.9973

u=6 0.3987 0.2566 0.6314 0.0376 0.1982 0.6312 0.9972

Tabla 4.15: Prestaciones del interpolador IDW utilizando como medida de similitud la
distancia Euclídea previoprocesado de corrección de anisotropía utilizando el 9% de
vehículos sensores.

reconstruyen el campo STV. Si se analizan sólo estos interpoladores (en este caso tanto

el TIN como el 1-NN, ambos eliminado la anisotropía) son con los que se obtiene

mejores resultados.

En la Tabla 4.14 se muestran los errores en el conjunto de test para el IDW con

diferente factor de ponderación (u) y aplicando como medida de similitud la distancia

Euclídea. El factor de ponderación de la distancia con el que se consigue una super�cie

con menor error es el de valor tres al igual que en los casos anteriores. El número de

vecinos elegido para este factor de ponderación es 22.

Si se utiliza el mismo método y medida de similitud que en la tabla anterior, pero

corrigiendo la anisotropía de los datos (Tabla 4.15) el valor elegido de ponderación de la

distancia es de tres. Al igual que ocurre con los demás métodos, corregir la anisotropía

de los datos para realizar la interpolación tiene como consecuencia una corrección del

error en la super�cie reconstruida.

En la Tabla 4.16 se muestran los errores en el conjunto de test para el IDW con

diferente factor de ponderación (u) y aplicando como medida de similitud la distancia

Mahalanobis. Al igual que antes, el factor de ponderación que menor error genera en

la super�cie es de tres. En este caso, el número de vecinos elegido es de 24.
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MSE MAE RMSE RMAE RRMSE STD D

u=0 8.4397 1.6364 2.9051 0.4899 1.4108 2.8999 0.9307

u=1 8.0489 1.5668 2.8371 0.4827 1.3911 2.8306 0.9337

u=2 7.6736 1.4947 2.7701 0.4801 1.3896 2.7602 0.9368

u=3 7.3773 1.4634 2.7161 0.4781 1.3827 2.7012 0.9392

u=4 7.4137 1.4605 2.7228 0.4866 1.4299 2.6935 0.9395

u=5 7.6190 1.4789 2.7603 0.4973 1.4779 2.7183 0.9382

u=6 7.8831 1.5030 2.8077 0.5072 1.5192 2.7557 0.9362

Tabla 4.16: Prestaciones del interpolador IDW utilizando como medida de similitud la
distancia de Mahalanobis utilizando el 9% de vehículos sensores.

MSE MAE RMSE RMAE RRMSE STD D

TPS 4.4817 1.1968 2.1170 0.4573 1.2544 2.0687 0.9635

Correc- Aniso

TPS
0.4603 0.2750 0.6784 0.0616 0.2900 0.6772 0.9968

Tabla 4.17: Prestaciones del método de interpolación TPS utilizando e 9% de vehículos
sensores.

Los errores en el conjunto de test de la super�cie reconstruida utilizando la técnica

de interpolación de TPS se muestran en la Tabla 4.17. De forma idéntica a los casos

anteriores, la corrección de la anisotropía tiene como consecuencia una corrección del

error en la super�cie reconstruida.

Para concluir con la evaluación de los métodos de interpolación con dos vehículos

sensores, en la Tabla 4.18 se muestran los errores sobre el conjunto de test: GRNN con

corrección de anisotropía es la que consigue reconstruir la super�cie con menor error.

Si se analizan todas las tablas anteriores de manera conjunta, se puede concluir que

la técnica de interpolación que menor error produce es el método de IDW con u=4

y eliminado la anisotropía de los datos. Sin realizar la corrección de anisotropía, el

método que mejor resultado proporciona es el método ASM.

MSE MAE RMSE RMAE RRMSE STD D

Kriging 1.2632 0.5269 1.1239 0.1896 0.6432 1.1087 0.9908

GRNN 6.0913 1.4533 2.4680 0.4279 1.0981 2.4678 0.9495

Correc- Aniso

GRNN
0.4529 0.2777 0.6730 0.0509 0.1986 0.6724 0.9968

RBFNN 4.9512 1.5763 2.2251 0.4664 1.1358 2.2133 0.9613

ASM 1.3108 0.6315 1.1449 0.1611 0.4993 1.1449 0.9907

Tabla 4.18: Prestaciones de los interpoladores Kriging, GRNN, RBFNN y ASM uti-
lizando el 9% de vehículos sensores.
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El método de Kriging, pese a que también corrige la anisotropía de los datos, no

consigue los mejores resultados al basarse en el ajuste del semivariograma experimental

el cual ha sido creado con pocos pares de control, lo que provoca que éste sea menos

�able.

De forma equivalente a los casos anteriores con distinto número de vehículos sensores

se puede concluir que tratar la anisotropía de los datos tiene como consecuencia una

disminución del error de la super�cie a reconstruir. Por ejemplo, para el interpolador

TIN, y haciendo uso del parámetro D, se puede a�rmar que corregir la anisotropía

mejora en casi un 94% la reconstrucción del campo STV sin aplicar la corrección de

la anisotropía.

4.5.4. Comparación entre los métodos de interpolación y fra-

cción de vehículos sensores

En las tablas anteriores se muestran las prestaciones en función del número de

vehículos sensores y del interpolador. En este apartado se realiza una comparación

relativa entre métodos, utilizando para ello el parámetro D (acotado entre 0 y 1) y

tomando como referencia el interpolador con menor valor de D. A partir de éste se

analiza la mejoría (en tanto por ciento) que produce en el parámetro D la aplicación

de cada interpolador.

En la Tabla 4.19 se muestra la mejora relativa al método de interpolación que peores

prestaciones proporciona conforme al parámetro D. Para el IDW se muestra el mejor

resultado utilizando distancia Euclídea.

Obsérvese cómo en la Tabla 4.19(a), en la cual se ha realizado la interpolación sin

tener en cuenta corrección de anisotropía, a medida que el valor de FSV disminuye, se

degradan las prestaciones de la reconstrucción. El método que se toma como referencia

es el método 1-NN independientemente de la FSV: el valor interpolado en p es el

correspondiente al del vecino más cercano (utilizando distancia Euclídea). El método

que mayor mejora relativa proporciona es el método ASM y RBFNN en el caso de FSV

alta. Incluso cuando el número de vehículos sensores es pequeño, se consigue una mejora

relativa de más del 85%. Si se analiza el parámetro D cuando se ha aplicado corrección

de anisotropía en los puntos de control (Tabla 4.19(b)), el método de referencia que

se va a utilizar es el 1-NN para FSV de 68.2% y 22.7%. Para el caso de FSV = 9% el

método que se utiliza como referencia es el Kriging, ya que al basarse en el ajuste del

semivariograma experimental creado con un número reducido de pares de control, se

genera un semivariograma menos �able. En este caso, se puede a�rmar que, los métodos

que proporcionan mejores prestaciones son el IDW y GRNN. En cuanto al porcentaje

de vehículos sensores, al igual que antes, a medida que disminuye el porcentaje de estos

vehículos, las prestaciones de la reconstrucción del campo STV se degradan.
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1-NN TIN NN IDW TPS GRNN RBFNN ASM.

68.2% 0.9963 86% 84% 73% - 65% 97% 95%

22.7% 0.9881 26% 29% 44% 84% 26% 87% 97%

9% 0.9199 14% 23% 48% 54% 37% 37% 88%

(a)

1-NN TIN NN IDW TPS OK GRNN

68.2% 0.9994 0.2% 0.994 67% - - 50%

22.7% 0.9987 30% 38% 46% 69% - 46%

9% 55% 54% 54% 70% 65% 0.9908 65%

(b)

No Red - Aniso Red - Aniso %

68.2%
0.9999

RBFNN

0.9990

IDW
90%

22.7%
0.9990

ASM.

0.9996

TPS
60%

9%
0.9907

ASM

0.9973

IDW
71%

(c)

Tabla 4.19: Porcentaje de mejora relativa del parámetro D para diferente FSV: (a)
sin corregir anisotropía; (b) corrigiendo anisotropía; (c) comparación entre ambas. Se
considera como referencia el interpolador para el que se muestra el valor numérico del
parámetro D.

En la Tabla 4.19 (c) se muestran los mejores resultados de la medida de prestación

D y métodos de interpolación, realizando y sin realizar corrección de anisotropía. Se

puede concluir que, a medida que FSV disminuye, la corrección de anisotropía es de-

terminante: mejora signi�cativamente la reconstrucción.

4.5.5. Comparación visual entre los métodos de interpolación

En la Figura 4.6 se muestra una comparación visual entre los diferentes métodos de

interpolación. Para la reconstrucción del campo se ha utilizado un FSV=9%, ya que

se desea reconstruir el campo STV de forma �able con la mínima fracción de vehículos

posible. De este modo se puede evaluar cómo repercute en el campo STV reconstruido

la diferencia de prestaciones anteriores. El objetivo es que exista conectividad en los

valles de la reconstrucción del campo STV correspondiente al patrón de congestión

SWG .

En la Figura 4.6 (a) se observa la reconstrucción del campo STV mediante el método

de interpolación 1-NN. En este caso, puesto que sólo se utiliza la información del vecino

más próximo para realizar la interpolación, se aprecia la existencia de cambios bruscos
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figura 4.6: Resconstrucciones del campo STV para FSV=9% utilizando los interpo-
ladores: (a)1-NN; (b) TIN; (c) NN; (d) IDW; (e) TPS; (f) GRNN; (g) RBFNN; (h)
ASM.
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de valor. La Figura 4.6 (b) es la reconstrucción mediante el método de interpolación

TIN, en este caso la zona de los valles no obtiene continuidad, al igual que ocurre

con la reconstrucción mediante NN e IDW, donde se aprecia la existencia de �ojos de

buey�. La Figura 4.6 (e) ha sido reconstruida mediante TPS. En este caso, la existencia

de un término de regularización hace que la zona de los valles sea menos abrupta,

pero sin llegar a conseguir conectividad. La reconstrucción del campo STV mediante

GRNN (Figura 4.6 (f)) sigue sin conseguir conectividad en los valles, pero se aprecia

cómo las ondulaciones de esta zona son menores que en los casos anteriores. En la

reconstrucción de la RBFNN (Figura 4.6 (g)), al existir un parámetro de suavizado, los

valles van siendo cada vez menos abruptos. En la reconstrucción mediante el método

ASM (Figura 4.6 (h)) se observa la existencia de conectividad en los valles. Este método

utiliza una dirección estimada de propagación de la congestión y del trá�co libre a la

cual se le aplica una ponderación. De esta forma, se puede concluir que, visualmente,

el método de interpolación que consigue conectividad en la zona de los valles es este

último método.

Si se corrige la anisotropía en los datos, las reconstrucciones aplicando los métodos

anteriores para FSV = 9% se observan en la Figura 4.7. En todos los casos se aprecia

conectividad en la parte de los �valles�.

4.5.6. Conclusiones

Una vez analizadas todas las tablas anteriores, las conclusiones a las que podemos

llegar son las siguientes:

Cuanto mayor es el número de vehículos sensores, menor es el error que se pro-

duce. Esto es debido a que, con la existencia de un mayor número de vehículos

enviando su posición y velocidad cada segundo, se obtiene una información más

precisa de lo que está sucediendo en ese momento.

En cuanto a la anisotropía de los datos, se puede a�rmar que:

� Encontrar y corregir la anisotropía es crítico. Utilizando el mismo interpo-

lador, el error es inferior cuando se ha eliminado la anisotropía.

� Cuanto menor es el número de vehículos sensores, mayor es la diferencia de

error cuando se realiza la interpolación corrigiendo anisotropía. Por tanto,

este procesado previo de los datos es, repetimos, crítico.

� El hecho de encontrar y corregir la anisotropía conlleva que no sea necesario

utilizar métodos de interpolación complejos y costosos computacionalmente.

De esta forma, métodos como el TIN, que no se necesita búsqueda de pará-

metros, reconstruyen en campo STV con conectividad en los �valles� (una

característica de �abilidad de la reconstrucción, como se ha visto).
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(a) (b)

(c) (d)

(e) (f)

Figura 4.7: Reconstrucciones del campo STV para FSV=9% corrigiendo anisotropía
utilizando los métodos de interpolación : (a)1-NN; (b) TIN; (c) NN; (d) IDW; (e) TPS;
(f) GRNN.
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Las a�rmaciones anteriores implican que el procesado previo de los datos es deter-

minante a la hora de obtener mejores resultados. Por tanto, es necesario realizar

el estudio de la anisotropía en los mismos. En la Figura 4.8 se muestra un ejemplo

de la repercusión que tiene en el campo STV la corrección de anisotropía. Este

campo STV se ha reconstruido con la información de dos vehículos sensores y

utilizando la técnica de interpolación TIN. En la Figura 4.8 (a) no se ha cor-

regido la anisotropía de los datos, lo que tiene como consecuencia que no exista

conectividad en los �valles�. En cambio, en la Figura 4.8 (b) este efecto se ha visto

eliminado al aplicar la transformación para la corrección de la anisotropía. Puesto

que posteriormente se desea reconocer la zona donde ha existido congestión, para

la localización del mismo es preferible que exista conectividad en los valles de la

reconstrucción del campo STV.

En todos los casos, los métodos de menor error son aquéllos en los que se ha elimi-

nado la anisotropía para la reconstrucción del campo STV. El método de interpolación

que menor error produce y mayor Willmott's D obtiene cuando el FSV es bajo, es IDW

con u=4 eliminando la anisotropía de los datos. No obstante, puesto que es necesario

determinar el número de vecinos más adecuado, es necesario aplicar técnicas de vali-

dación cruzada. Obsérvese en la Figura 4.9 la super�cie reconstruida con este método,

y la que se obtiene con otro tipo de interpolación que no necesita búsqueda de paráme-

tros (como TIN). La diferencia visual de ambas super�cies es mínima, al igual que en

cuanto a medidas de error se re�ere. Si se puede encontrar la anisotropía de los datos,

puesto que en ambos métodos la estructura del estado de trá�co se mantiene, es preferi-

ble utilizar un método de interpolación más sencillo, ya que el coste computacional de

la reconstrucción es mucho menor.

Si no se puede encontrar la anisotropía de los datos, es conveniente utilizar el

método de interpolación ASM, ya que hace una ponderación entre los dos estados

posibles, congestión y trá�co libre utilizando para ello dos �ltros paso bajo lineal y

anisotrópicos que se multiplican por un factor de ponderación que se adapta a la zona

del campo STV. Por tanto, este método utiliza implícitamente la anisotropía de los

datos de forma �ja, basándose en la direcciones de propagación del tipo de estado. En

la Figura 4.10 se observa una reconstrucción del campo STV utilizando, al igual que en

los casos anteriores, la información proporcionada por dos vehículos sensores. Con este

método de interpolación, la estructura del patrón de congestión también se mantiene,

por tanto, se puede utilizar para el reconocimiento de la zona de congestión.
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(a)

(b)

Figura 4.8: Comparación del método de interpolación TIN eliminando la anisotropía
de los datos: (a) sin tener en cuenta la anisotropía de los datos; (b) teniendo en cuenta
la anisotropía de los datos.
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Figura 4.9: Reconstrucción del campo STV mediante el método de interpolación IDW
con u=4 eliminado la anisotropía de los datos.

Figura 4.10: Reconstrucción del campo STV mediante el método de interpolación ASM.



Capítulo 5

Detección de congestión

Las variaciones de velocidad en la super�cie del campo STV permiten caracterizar

visualmente el patrón de congestión. En este capítulo se presenta un estudio prelimi-

nar para caracterizar las estructuras que de�nen los mínimos del campo STV, con el

objetivo de determinar si su análisis puede servir para detectar estados de congestión.

Para ello se realiza el símil del campo STV con una imagen, de modo que la intensidad

de cada pixel representa la velocidad, lo que permite utilizar herramientas del ámbito

de procesado de imagen para caracterizar las estructuras de interés.

La detección de las zonas de congestión se realiza mediante operadores morfológi-

cos, utilizando para ello la dinámica de los mínimos regionales del campo STV. En

el Apartado 5.2 se caracteriza la dinámica y se analiza cómo in�uye el interpolador,

la corrección de anisotropía y el nivel de ruido en su obtención. Seguidamente, en el

Apartado 5.3 se explica el �ltado morfológico y se presenta los resultados para diferentes

escenarios.

5.1. Introducción

A partir de la reconstrucción del campo STV, parece razonable asumir que el análisis

de las zonas donde hay una reducción de velocidad puede ser útil para detectar estados

de congestión vial. En este proyecto se propone aplicar técnicas de procesamiento de

imagen para ayudar a identi�car en qué parte del campo STV tiene lugar un descenso

signi�cativo de la velocidad de circulación. Para establecer el símil del campo STV

con una imagen, es necesario que el campo STV haya sido reconstruido mediante un

muestreo uniforme en espacio (dimensión x de la imagen) y en tiempo (dimensión y de la

imagen). Así, el valor asociado a cada pixel corresponde a la velocidad del campo STV

(uniformemente muestreado). En todos los ejemplos de este proyecto se ha considerado

un período de muestreo espacial de 1 metro y un período de muestreo temporal de 1

segundo.

Para facilitar la identi�cación visual de las estructuras del campo STV y representar

91
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(a) (b)

Figura 5.1: Visualización de la reconstrucción del campo STV en vista: (a) lateral; (b)
de planta.

Figura 5.2: Máximos y mínimos regionales (ilustración tomada de [38]).

éste como una imagen bidimensional, en lo que sigue se utilizarán vistas laterales

y de planta (véase la Figura 5.1), correspondiendo los colores fríos a las zonas de

menor velocidad, útiles para detectar zonas de congestión. Estas zonas corresponden a

estructuras de la imagen asociadas a mínimos regionales: conjuntos conexos1 de píxeles

tal que todos sus vecinos tienen un valor estrictamente superior. Los mínimos regionales

se sitúan en el fondo de los valles del campo STV, y en nuestro caso marcan los mínimos

de velocidad. Los máximos regionales se de�nen de manera análoga, pero tal que sus

vecinos tienen un valor estrictamente inferior [23], por lo que corresponden a las cimas

de la super�cie asociada al campo STV (zonas de mayor velocidad). En la Figura 5.2

se identi�can los máximos y mínimos regionales de una super�cie ejemplo.

Para caracterizar los extremos regionales se utilizan operadores morfológicos cone-

xos. La morfología matemática (en adelante morfología) se fundamenta en el procesado

no lineal de la señal a tratar, siendo una herramienta que permite extraer componentes

de la imagen útiles para representar y describir la forma de las regiones [23]. La apli-

cación de operadores conexos es interesante porque no modi�can los valores individuales

1El concepto de componente conexa depende del tipo de vecindad. En este proyecto siempre se ha
considerando vecindad a ocho.
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Figura 5.3: Aplicación de los operadores u (conexo) y v (no conexo) sobre una imagen
binaria.

de los píxeles, sino que actúan con la señal por medio de zonas planas2[38, 43], preser-

vando o eliminando zonas planas (pero no dividiéndolas). La reducción de las zonas

planas de la imagen se realiza por inclusión de unas en otras. Como consecuencia es-

tos operadores simpli�can la imagen sin crear nuevos contornos. En la Figura 5.3 se

muestra un ejemplo de cómo actúa sobre una imagen binaria un operador conexo u

y otro operador no conexo v. Obsérvese cómo este último, aparte de trasformar una

componente conexa del objeto de la izquierda, crea una zona clara en el objeto de la

derecha.

Existen diferentes operadores conexos, según la estructura a caracterizar y el crite-

rio de caracterización (contraste, tamaño, forma). Puesto que en este proyecto estamos

interesados en caracterizar las estructuras asociadas a una variación de velocidad sig-

ni�cativa, se utilizan operadores conexos que actúan sobre la dinámica de los mínimos

regionales.

5.2. Caracterización de la dinámica

Se de�ne la dinámica de un máximo regional M como la mínima desnivelación a

�anquear cuando, partiendo de M, se pretende alcanzar un punto de mayor altitud

[23]. Para los mínimos regionales, la de�nición de dinámica es similar, teniendo en

cuenta que el punto a alcanzar es otro de menor altitud. De la dinámica se deduce una

medida del contraste de las estructuras claras (máximos regionales) y oscuras (mínimos

regionales) de una imagen. En la Figura 5.4 se presenta una señal unidimensional donde

se ha marcado la dinámica del máximo M (por convención se considera que el máximo

de mayor altitud tiene asociado una dinámica in�nita).

En este proyecto se caracterizan los mínimos regionales del campo STV en base a

2La zona plana de una función f en el punto p es la mayor componente conexa de f que contiene a
p y de valor constante f(p).
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Figura 5.4: Principio de la dinámica (ilustración tomada de [38]).

(a) (b)

Figura 5.5: Reconstrucción del campo STV: (a) original; (b) aplicando cuanti�cación
con ∆vq = 5 km/h.

su dinámica, realizando previamente un preprocesado para cuanti�car la variable de

velocidad y reducir así el número de mínimos regionales no signi�cativos que, de otro

modo, aparecerían. Como intervalo de cuanti�cación se ha elegido un valor de ∆vq = 5

km/h. En la Figura 5.5 se observa cómo la estructura del campo STV se mantiene tras

aplicar la cuanti�cación, lo que indica que el valor de ∆vq elegido es adecuado.

El algoritmo implementado para determinar la dinámica (y presentado a continua-

ción) trabaja sobre los máximos regionales. Para obtener la dinámica de los mínimos

regionales se trabaja sobre el complementario de la imagen de partida, convirtiéndose

así los mínimos en máximos. El procedimiento consiste en asociar a cada máximo

regional un identi�cador distinto (denominado etiqueta), que irá propagándose para

determinar la zona de in�uencia de ese máximo. El procesamiento de los píxeles se rea-

liza de forma ordenada desde los niveles más altos hasta los más bajos. Las etiquetas

se propagan, determinando la región de in�uencia de cada máximo regional. Para cada

etiqueta se guarda el valor de velocidad asociado al pixel correspondiente. La dinámica

del máximo regional se determina cuando algún pixel con la misma etiqueta que la del

máximo tiene al menos un vecino con etiqueta distinta; en ese instante se determina

la dinámica del máximo menos persistente (de menor dinámica), y se le asigna como

etiqueta equivalente la del máximo regional �que lo absorbe�.

La Figura 5.6 ilustra el proceso anterior para una señal unidimensional. Obsérvese
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Figura 5.6: Ejemplo del procedimiento seguido para obtener la dinámica de cada máx-
imo regional en una señal unidimensional.

que el etiquetado comienza en el máximo regional del nivel 6. En el nivel 5 se asigna

la etiqueta 2 a los puntos de otro máximo regional, y en el nivel 4 ocurre lo mismo

con la etiqueta 3. En el nivel 3 se produce una reasignación de etiquetas, ya que los

puntos 16 y 17 tienen dos etiquetas vecinas, la 1 y la 3. Puesto que la diferencia entre

el nivel actual (nivel 3) y el nivel de inicio de cada etiqueta es mayor para la etiqueta

1, a los puntos 16 y 17 se les asigna la etiqueta 1, y se considera que la etiqueta 3

es equivalente a la 1. Por esta razón, a los puntos 12 y 13 del nivel 2 se les asigna la

etiqueta 1. En la parte derecha de la Figura 5.6 se muestra la dinámica asociada a cada

máximo regional.

Puesto que el objetivo es detectar la presencia de estados de congestión a partir

de la reconstrucción del campo STV, a continuación se analiza la relación entre la

dinámica de cada mínimo regional y el correspondiente nivel de velocidad. Es de esperar

que la presencia de estados de congestión se caracterice por la presencia de mínimos

regionales de baja velocidad y alta dinámica (tanto mayor cuanto mayor sea la �fuerza�

de la congestión). En los siguientes apartados se presenta este análisis en función del

interpolador y de la aplicación de la corrección de anisotropía. La sensibilidad al ruido

también se tiene en cuenta.

In�uencia del interpolador

Como se presentó en el Capítulo 4, la reconstrucción del campo STV depende del

interpolador. En el capítulo anterior se analizó qué interpoladores eran más adecua-

dos para reconstruir el campo STV en base a determinadas medidas de prestaciones.

Teniendo en cuenta que también se desea que la super�cie reconstruida conserve las

características del estado de trá�co que representa, en la Figura 5.7 se muestra la

dinámica de los mínimos regionales frente a la velocidad correspondiente. No todos

los valores de dinámica son permitidos, sólo aquellos que son múltiplos enteros del in-

tervalo de cuanti�cación ∆vq. Para cada valor de dinámica con mínimos asociados, el

valor numérico que aparece en la parte superior hace referencia al número de mínimos

regionales.
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El campo STV considerado ha sido el correspondiente a un patrón de congestión

SWG, por ser el que presenta mayores variaciones de velocidad. Obsérvese que, con

independencia del interpolador, esta representación permite identi�car la presencia de

un grupo de puntos con �características de congestión�: en todas las �guras existen

cuatro mínimos regionales con alta dinámica y baja velocidad, que hacen referencia a

los cuatro �valles� del patrón de congestión SWG.

El hecho de crear intervalos de cuanti�cación antes de calcular la dinámica provoca

que exista un alto número de mínimos regionales con dinámica ∆vq, los cuales no

corresponden a zonas de congestión. En los ejemplos aquí representados, a medida

que las reconstrucciones del campo STV son menos ruidosas (véase la Figura 4.6)

existe mayor diferencia entre la dinámica de los mínimos regionales que son marcadores

de zonas de congestión y la de los que no lo son. Es por este motivo por el cual el

interpolador ASM es el que mayor diferencia presenta en la dinámica de los dos tipos

de mínimos.

In�uencia de la corrección de anisotropía

De la observación de la Figura 4.8 se concluye que la corrección de anisotropía

permite conectar los mínimos regionales de los �valles� que caracterizan el patrón de

congestión SWG. Así, la Figura 5.8 muestra cómo, cuando no se aplica corrección de

anisotropía, los mínimos de mayor dinámica (situados en los �valles� más profundos)

aparecen inconexos y no marcan la extensión de la congestión. En cambio, cuando se

corrige anisotropía, los mínimos regionales de mayor dinámica tienen mayor extensión,

lo que facilita visualmente la identi�cación de la congestión.

En relación a las reconstrucciones de la Figura 4.7, en la Figura 5.9 se muestra la

dinámica de los correspondientes mínimos regionales (frente a la velocidad) cuando se

aplica corrección de anisotropía previo a la reconstrucción del campo STV.

Si se comparan los resultados de la Figura 5.7 con los de la Figura 5.9 se observa

que, para todas las reconstrucciones, existe al menos un mínimo regional con dinámica

elevada (superior a 10 m/s) y baja velocidad (inferior a 10 m/s) que está ubicado

en algún �valle� del campo STV reconstruido. También se observa que la corrección de

anisotropía provoca un aumento del número de mínimos regionales de dinámica cercana

a ∆vq.

Las representaciones anteriores (dinámica vs velocidad de los mínimos) sirven para

detectar la existencia de zonas de congestión. Si lo que se desea es iden�car los patrones

de congestión es necesario que el método de interpolación utilizado en la reconstrucción

del campo STV no elimine ni modi�que los detalles que caracterizan el patrón de

congestión (véase Apartado 2.2).
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Figura 5.7: Dinámica de los mínimos regionales frente a velocidad para el campo STV
con el patrón de congestión SGW de la Figura 4.6 realizando la reconstrucción con: (a)
1-NN, (b) TIN; (c) NN; (d) IDW; (e) TPS; (f) GRNN; (g) RBFNN; (h) ASM.
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(a) (b)

Figura 5.8: Mínimos regionales y correspondiente dinámica para las reconstrucciones
del campo STV de la Figura 4.8 con el interpolador TIN: (a) sin corrección; (b) con
corrección de anisotropía.

Sensibilidad al ruido

Es sabido que las señales reales tienen ruido y que los extremos regionales son muy

sensibles a la presencia de ruido (pueden cambiar si la imagen está contaminada con

ruido). Para analizar esta sensibilidad se han realizado experimentos con dos campos

STV, uno correspondiente a un estado de trá�co libre y otro a un estado de congestión

con patrón SGW. Los dos campos se reconstruyeron inicialmente con el interpolador

ASM, y sobre la reconstrucción se añadió ruido blanco con tres niveles de potencia,

todos ellos dependientes del tamaño ∆vq del intervalo de cuanti�cación de la velocidad:

- nivel de potencia de ruido bajo: (0.45∆vq)
2

- nivel de potencia de ruido medio: (0.6∆vq)
2

- nivel de potencia de ruido alto: (0.8∆vq)
2

La Figura 5.10 muestra el campo STV en dos estados de trá�co ((a) trá�co libre, y

(b) congestión con patrón SGW) y para distintos niveles de ruido. Las �guras superiores

corresponden al campo en ausencia de ruido; las inferiores corresponden al nivel de

potencia de ruido más alto.

Sobre los campos STV de la Figura 5.10 se obtiene la dinámica de los mínimos

regionales, siempre considerando ∆vq = 5 km/h. La Figura 5.11 muestra cómo afecta

el nivel de ruido a la dinámica de los mínimos regionales y a la velocidad. Como se

observa, a medida que la potencia de ruido aumenta, también aumenta el número

de mínimos de baja dinámica. Para el estado FT, el hecho de introducir ruido en el

campo STV es menos crítico que para SWG. Así, la dinámica de los mínimos en FT no

aumenta mucho respecto al escenario sin ruido añadido (�gura superior), y además los
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Figura 5.9: Dinámica de los mínimos regionales frente a la velocidad al reconstruir el
campo STV de la Figura 4.7 aplicando corrección de anisotropía: (a) 1-NN, (b) TIN;
(c) NN; (d) IDW; (e) TPS; (f) GRNN.
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(a) (b)

Figura 5.10: Campo STV en función de la presencia de ruido para el estado de trá�co:
(a) FT; (b) SGW.



5.2. CARACTERIZACIÓN DE LA DINÁMICA 101

0 5 10 15 20 25
0

5

10

15

20

25

30

35

dinámica (m/s)

ve
lo

ci
da

d 
(m

/s
)

11
1

1
1

0 5 10 15 20 25
0

5

10

15

20

25

30

35

dinámica (m/s)

ve
lo

ci
da

d 
(m

/s
)

1

12

13 3

0 5 10 15 20 25
0

5

10

15

20

25

30

35

dinámica (m/s)

ve
lo

ci
da

d 
(m

/s
)

8256
98

1
1

1

0 5 10 15 20 25
0

5

10

15

20

25

30

35

dinámica (m/s)

ve
lo

ci
da

d 
(m

/s
)

40194
506

4

2

2

0 5 10 15 20 25
0

5

10

15

20

25

30

35

dinámica (m/s)

ve
lo

ci
da

d 
(m

/s
)

10198
624

8 1
1

0 5 10 15 20 25
0

5

10

15

20

25

30

35

dinámica (m/s)

ve
lo

ci
da

d 
(m

/s
)

48247
3103

29

1

1

1

0 5 10 15 20 25
0

5

10

15

20

25

30

35

dinámica (m/s)

ve
lo

ci
da

d 
(m

/s
)

11182
2079

87 2

1

1

(a)

0 5 10 15 20 25
0

5

10

15

20

25

30

35

dinámica (m/s)

ve
lo

ci
da

d 
(m

/s
)

1
12

345
9605

52512

(b)

Figura 5.11: Dinámica de los mínimos regionales frente a la velocidad de la Figura 5.10:
(a) FT; (b) SGW.
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mínimos están asociados a valores altos de velocidad. En cambio, para el patrón SWG,

el hecho de añadir ruido (incluso de baja potencia) reduce la dinámica de los mínimos,

aunque sigue conservando mínimos con baja velocidad.

5.3. Filtrado morfológico

Como se ha puesto de mani�esto en el apartado anterior, bien cuando se aplica

corrección de anisotropía, o bien cuando el campo STV es ruidoso: (1) el número de

mínimos suele ser demasiado elevado; y (2) la mayoría de mínimos no representan la

estructura de la señal subyacente.

En este apartado se propone reconstruir el campo STV �ltrando los mínimos re-

gionales poco signi�cativos (con variaciones de velocidad poco relevantes) y determinar

si el �ltrado puede afectar a las características del estado de trá�co original (es de es-

perar que la conectividad de la estructura de interés in�uya en su caracterización).

Los �ltros morfológicos por contraste eliminan las estructuras asociadas a los ex-

tremos de dinámica inferior a un umbralγ, a la vez que mantienen sin alterar las es-

tructuras más persistentes, a las que se denomina γ-extremos. Un valor de γ alto hará

que en la imagen �ltrada sólo persistan los extremos regionales de fuerte contraste.

Desde un punto de vista geométrico, un γ-máximo Mγ es una componente conexa de

la imagen I tal que:

cada pixel p vecino de Mγ satisface que I (p) < min I (q) | q ∈ Mγ

max {I (q) | q ∈ Mγ} −min {I (q) | q ∈ Mγ} < γ

La Figura 5.12 muestra el resultado de �ltrar los máximos de una señal unidimensional

con un �ltro morfológico por contraste, con γ=din(M)+1. La Figura 5.12(a) muestra la

señal original y la dinámica asociada a cada máximo regional. En la Figura 5.12(b) se

muestra, sombreada y superpuesta a la señal original, el resultado del �ltrado: obsérvese

que únicamente ha desaparecido la estructura asociada al máximo de dinámica inferior

al umbral.

Según las �guras del Apartado 5.2, en las que se representa la dinámica en función

de la velocidad para los campos STV asociados a FT y al patrón SGW, parece razonable

distinguir dos tipos de mínimos, siendo aquéllos de alta dinámica (superior a un umbral

γ) y baja velocidad los procedentes de zonas de congestión.

A continuación, se muestra el resultado de aplicar �ltros morfológicos por contraste

a los mínimos de distintas estructuras del campo STV:

Para observar el efecto del �ltrado por contraste en un escenario de FT como el

que se muestra en la Figura 5.13(a) es necesario considerar un valor de γ reducido,

inferior a la máxima dinámica de los mínimos regionales. En la Figura 5.13(b) se
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(a) (b)

Figura 5.12: Ejemplo de �ltrado morfológico por contraste sobre máximos regionales,
con γ=din(M)+1: (a) señal original; (b) señal �ltrada (ilustración tomada de [38]).

(a) (b)

Figura 5.13: Campo STV asociado a FT: (a) reconstrucción aplicando TIN con correc-
ción de anisotropía; (b) �ltrado morfológico de (a) con γ = 4 m/s.

muestra el campo STV �ltrado con γ = 4 m/s. Se observa que el campo �ltrado

es más suave que el original en la zona intermedia.

En el caso del patrón de congestión OCT se ha considerado un umbral superior

al de FT, en concreto γ = 10 m/s. Si se compara el campo STV original (Figu-

ra 5.14(a)) y el �ltrado (Figura 5.14(b)), se comprueba que este último conserva

las características del patrón de congestión OCT.

Las imágenes de las siguientes �guras corresponden al patrón de congestión SWG,

cuyo campo STV se ha reconstruido con diferentes interpoladores. En todos los

casos se ha considerado como umbral de �ltrado γ = 10 m/s. Para el �ltrado

de la reconstrución del campo STV con el método TIN (Figura 5.15) se observa

cómo han desaparecido los �picos� existentes en la zona de los �valles�. Cuando se

corrige la anisotropía, los mínimos regionales tienen conectividad. Obsérvese que

la imagen �ltrada (véase la Figura 5.16) es más suave que la original, pero aún
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(a) (b)

Figura 5.14: Campo STV asociado al patrón de congestión OCT: (a) reconstrucción
aplicando TIN con corrección de anisotropía; (b) �ltrado morfológico de (a) con γ = 10
m/s.

(a) (b)

Figura 5.15: Campo STV asociado al patrón de congestión SWG: (a) reconstrucción
aplicando TIN; (b) �ltrado morfológico de (a) con γ = 10 m/s.

así se mantienen las características del patrón de congestión, al igual que ocurre

con la imagen �ltrada de la Figura 5.17.

Para comparar visualmente el resultado del �ltrado por contraste en la reconstru-

cción con los interpoladores TIN y TIN corrigiendo anisotropía, correspondientes

a la Figura 5.15 y Figura 5.16, se va a utilizar otra vista. Como se puede obser-

var en la Figura 5.18, en ambos �ltrados existe un mínimo en cada uno de los

�valles� del campo STV, por lo que la aplicación de ambos interpoladores sirve

para detectar la existencia de congestión. En cuanto a la zona donde se detecta

congestión, sólo el �ltrado de la reconstrucción con el interpolador TIN previa

corrección de anisotropía mantiene las características del patrón de congestión,

lo que permitiría localizar los mínimos de la congestión en toda la extensión del

�valle�.



5.3. FILTRADO MORFOLÓGICO 105

(a) (b)

Figura 5.16: Campo STV asociado al patrón de congestión SWG: (a) reconstrucción
aplicando TIN con corrección de anisotropía; (b) �ltrado morfológico de (a) con γ = 10
m/s.

(a) (b)

Figura 5.17: Campo STV asociado al patrón de congestión SWG: (a) reconstrucción
con ASM; (b) �ltrado morfológico de (a) con γ = 10 m/s.

(a) (b)

Figura 5.18: Imagen �ltrada procedente de la reconstrucción del campo STV mediante
el método de interpolación TIN: (a) sin corregir anisotropía; (b) corrigiendo anisotropía.
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Capítulo 6

Conclusiones y líneas de trabajo

futuro

En este capítulo se analizan las conclusiones del proyecto. Se hace un clara distin-

ción entre el estudio de los diferentes métodos de interpolación (y su sensibilidad a la

ausencia de datos) y el estudio de la detección de �ujo de trá�co congestionado. Por

último, se comentan posibles líneas de trabajo futuro distinguiendo entre la parte de

simulación, técnicas de interpolación y detección de congestión.

6.1. Conclusiones

El objetivo principal de este proyecto es evaluar diferentes técnicas de interpolación

para reconstruir el campo STV, especialmente en estados de trá�co congestionado. Se

pretendía estudiar su sensibilidad al número de vehículos sensores y, de forma colater-

al, evaluar la complejidad computacional de las mismas. A partir de la reconstrucción

del campo STV, se pretendía estudiar un procedimiento de detección de congestión.

Para llevar a cabo lo anterior ha sido necesario encontrar un modelo de trá�co sencillo

pero que reprodujese las características más representativas del trá�co congestionado.

Además, y debido a que evaluamos los datos obtenidos por una red de sensores vehic-

ulares formada por nodos individuales, los vehículos tienen que tener una naturaleza

discreta, no pueden formar parte de agregados de cantidades �macroscópicas� tales

como �ujo o densidad (modelos de �uidos). El modelo elegido fue IDM. Este modelo

es capaz de simular los diferentes patrones de congestión de forma sencilla, y al ser

un modelo de trá�co microscópico, se ajusta adecuadamente a la red inalámbrica de

vehículos sensores. Hechas las consideraciones anteriores, los resultados obtenidos a lo

largo de este trabajo permiten a�rmar que:

Los datos de posición, velocidad y tiempo que miden y envían los vehículos sen-

sores presentan anisotropía. Por tanto, para conseguir reconstrucciones �ables del

107
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campo STV es necesario realizar un procesado previo a los datos y corregir dicha

anisotropía. La ganancia obtenida al aplicar este preprocesado es muy superior a

la ventaja comparativa obtenida por utilizar interpoladores más so�sticados. Sin

la corrección (parcial o total) de la anisotropía, el mejor método de interpolación

(de los utilizados) es ASM, que tiene en cuenta la anisotropía de forma implícita.

La dependencia de la �abilidad de la reconstrucción del campo STV con respecto

al número relativo de vehículos sensores es directamente proporcional. A medida

que la fracción de vehículos sensores disminuye, la super�cie reconstruida pierde

calidad y es entonces cuando el procesado previo (corrección de la anisotropía) de

los datos se hace más decisivo. Un valor de FSV del 10% parece ser una fracción

razonable para comenzar a obtener resultados �ables.

Sobre la aplicación de técnicas de procesado de imagen para detectar estados de

congestión, se puede concluir que, en ausencia de ruido, las zonas de congestión

presentan mínimos regionales con dinámica cuantitativamente superior a la de

los mínimos en zonas de trá�co libre. Si se tiene en cuenta simultáneamente la

velocidad asociada a los mínimos regionales, el estudio realizado en este proyecto

indica que es factible realizar la detección de estados de trá�co congestionado

aplicando técnicas de procesado de imagen a la reconstrucción del STV.

6.2. Líneas de trabajo futuro

Como se comentó con anterioridad, el estudio de modelos de �ujo de trá�co y

reconstrucción del campo STV es un área extensa de investigación. En el presente

proyecto se ha analizado el uso de diferentes técnicas de interpolación para reconstruir

el campo STV a partir de los datos proporcionados por distintas fracciones de vehículos

sensores. Además, se han analizado las características de los datos de posición, velocidad

y tiempo que se recoge a través del GPS de los vehículos sensores. De este modo, este

trabajo supone un punto de partida para trabajos futuros que puedan orientarse hacia

una mejora del mismo o directamente hacia su puesta en marcha. A continuación se

enumeran diferentes líneas de futuros trabajos en técnicas de interpolación, detección y

localización de estados congestionados, y simulación a partir de los resultados obtenidos

en este proyecto:

Minimizar el tiempo de búsqueda para elegir los parámetros de diseño

de los interpoladores

En la realización de este trabajo se ha constatado que interpoladores como TPS,

RBFNN y Kriging son computacionalmente costosos a medida que el número

de vehículos sensores aumenta. Para reducir el tiempo de diseño asociado a la
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búsqueda de parámetros, se propone utilizar la información proporcionada por los

vehículos sensores en una zona reducida (en tiempo y espacio) donde los aspectos

característicos del campo STV sean los mismos que los del campo completo.

Corrección de anisotropía local

En el presente proyecto ha quedado patente la existencia de anisotropía en los

datos proporcionados por los vehículos sensores, y cómo su corrección mejora

las características de la reconstrucción del campo STV. Por tanto, se propone la

búsqueda de la anisotropía de una forma local, para mejorar las prestaciones de

la reconstrucción del campo STV.

Estudio de las características espacio-temporales de los mínimos re-

gionales en los diferentes patrones de congestión

Puesto que los patrones de congestión se caracterizan por una determinada evolu-

ción espacio-temporal de las zonas donde existe un descenso de velocidad, se

puede utilizar esta información para extraer características que permitan realizar

el reconocimiento del patrón de congestión.

Realizar todo el trabajo desarrollado incluyendo cambios de carril

En este proyecto se ha realizado el estudio de la reconstrucción del campo STV

mediante los distintos tipos de interpoladores sin incluir cambios de carril en

la simulación del modelo de trá�co. Se propone extender el trabajo realizado

incorporando los cambios de carril en los datos de la simulación.
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Apéndice A

Coste del proyecto

El objetivo de este apéndice es calcular el coste asociado a la realización del presente

proyecto. Para ello, es necesario tener en cuenta el coste de los recursos materiales

y humanos. Cabe destacar que todos los datos que se presenta a continuación son

aproximados, siendo dependientes de diferentes factores, pero siempre con la visión

más exacta posible. Para la estima del coste total se tendrá en cuenta la duración de

este proyecto que ha sido de 7 meses.

A.1. Coste de los medios materiales y suministros

El coste asociado al material utilizado para la realización del proyecto se muestra

en la Tabla A.1.

Al coste total de los materiales hay que añadirle un coste de alquiler de o�cina

así como alumbrado calefacción, aire acondicionado, servicio de limpieza, muebles de

o�cina, conexiones de red de banda ancha y tomas de corriente. SI el coste aproximado

de todos estos servicios es de 700 ¿/mes. Además, hay que añadir el coste de desplaza-

miento y comida estimado en 150 ¿/mes. Todo ello asciende a 5950 ¿, que sumados

Concepto Coste ¿

Ordenador personal 800
Licencia Windows 7 Professional Full 309

Licencia Matlab 500
Licencia Microsoft O�ce 2010 Home & Student PC 130

Licencia Surfer 515
Impresora + tinta 150
Gasto de o�cina 50

Material bibliográ�co 100

Coste Total 2554

Tabla A.1: Coste de los materiales y suministros utilizados en la realización del proyecto.
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Concepto Coste ¿

Coste de los materiales y suministros 8504
Coste de personal 8750
Coste de dirección 1207
Varios e imprevistos 550

Coste Total del proyecto 19011

Tabla A.2: Coste total necesario para la realización del proyecto.

al coste de materiales hace un total de 8504 ¿.

A.2. Coste de personal

Para la realización de este coste, solo se va a tener en cuenta a una única persona

durante el periodo de realización del proyecto. El Colegio O�cial de Ingenieros de Tele-

comunicación estima el sueldo medio de un ingeniero de telecomunicación en 30.000 ¿

brutos anuales. Sin embargo, el coste de un ingeniero recién titulado es considerable-

mente inferior rondando los 15.000 ¿ brutos anuales. Por tanto, el coste de personal

asciende a 8750 ¿.

A.3. Coste de dirección

De forma general, el salario medio de un jefe de proyecto se estima como el 7% de

la suma del coste material más el coste de personal. Si se considera a una única per-

sona como representante de la dirección del proyecto, el coste estimado de la dirección

asciende a 1207 ¿.

A.4. Coste total

En la Tabla A.2 se muestra un desglose del importe económico total . Como norma

general se añade un coste extra destinado a posibles cambios e imprevistos que pueden

seguir durante la realización del proyecto, Este porcentaje varía entre el 1% y el 5%

dependiendo del tipo de proyecto.
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