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Bloque 1: Fundamentos

Bloque 1: Fundamentos (enunciados)

Ejercicio 1. Suponga que E(X) = 2, Var(X) = 9, E(Y ) = 0, Var(Y ) = 4, y
Corr(X, Y ) = 0.25. Encuentre:

(a) Var(X + Y ).

(b) Cov(X,X + Y ).

(c) Corr(X + Y,X − Y ).

Ejercicio 2. Utilice principios básicos para encontrar la función de autocorrelación
para el proceso estacionario definido por:

Yt = 5 + et −
1

2
et−1 +

1

4
et−2

Ejercicio 3. Si X e Y son dependientes pero Var(X) = Var(Y ), encuentre Cov(X+
Y,X − Y ).

Ejercicio 4. Sea X una variable aleatoria con media µ y varianza σ2, y sea Yt = X
para todo t.

(a) Demuestre que {Yt} es estricta y débilmente estacionaria.

(b) Encuentre la función de autocovarianza para {Yt}.

Ejercicio 5. Suponga que

Yt = 5 + 2t+Xt

donde Xt es una serie estacionaria con media cero y ACVF γk.

(a) Encuentre la función de media para Yt.

(b) Encuentre la función de autocovarianza para Yt.

(c) ¿Es Yt estacionaria? ¿Por qué?

Ejercicio 6. Sea zt un proceso de ruido blanco con media cero. Suponga que el
proceso observado es Yt = zt + θzt−1, donde θ es igual a 3 o 1/3.

Encuentre la función de autocorrelación para Yt cuando θ = 3 y θ = 1/3.

Ejercicio 7. Sea Xt una serie temporal estacionaria, y defina

Yt =

{
Xt si t es impar,

Xt + 3 si t es par.

(a) Demuestre que Cov(Yt, Yt−k) no depende de t para todos los rezagos k.

(b) ¿Es Yt estacionaria?
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Bloque 1: Fundamentos

Ejercicio 8. Suponga que Yt es estacionaria con función de autocovarianza γk.

(a) Demuestre que Wt = ∇Yt = Yt − Yt−1 es estacionaria encontrando la media y
la función de autocovarianza para {Wt}.

(b) Demuestre que Ut = ∇2Yt = ∇[Yt − Yt−1] = Yt − 2Yt−1 + Yt−2 es estacionaria.
(No es necesario encontrar la media ni la función de autocovarianza para {Ut}.)

Ejercicio 9. Suponga que {Yt} es estacionaria con función de autocovarianza γk.
Demuestre que para cualquier entero positivo fijo n y constantes c1, c2, . . . , cn, el
proceso {Wt} definido por

Wt = c1Yt + c2Yt−1 + · · ·+ cnYt−n+1

es estacionario.

Ejercicio 10. Suponga que Yt = β0+β1t+Xt, donde {Xt} es una serie estacionaria
con media cero y función de autocovarianza γk, y β0 y β1 son constantes.

(a) Demuestre que {Yt} no es estacionaria, pero que Wt = ∇Yt = Yt − Yt−1 es
estacionaria.

(b) Demuestre que si Yt = µt+Xt, donde {Xt} es una serie estacionaria con media
cero y µt es un polinomio en t de grado d, entonces ∇mYt = ∇m(∇m−1Yt) es
estacionaria para m ≥ d y no estacionaria para 0 ≤ m < d.

Ejercicio 11. Sea Xt un proceso estacionario de media cero, varianza unitaria,
con función de autocorrelación ρk. Suponga que µt es una función no constante
y que σt es una función positiva no constante. La serie observada se define como
Yt = µt + σtXt.

(a) Encuentre la media y la función de covarianza para el proceso Yt.

(b) Demuestre que la función de autocorrelación para el proceso Yt depende únicamente
del rezago. ¿Es el proceso Yt estacionario?

(c) ¿Es posible tener una serie temporal con una media constante y con Corr(Yt, Yt−k)
independiente de t, pero que Yt no sea estacionaria?

Ejercicio 12. La serie temporal Xt se define como

Xt = 2wt + wt−1 + vt

donde wt y vt son procesos de ruido blanco no correlacionados, cada uno con media
0 y varianza 3. Calcule la función de correlación cruzada entre wt y Xt.

Ejercicio 13. Encuentre y resuelva.

(a) Encuentre la función de autocovarianza (ACVF) de la serie temporal Xt =
Zt + 0.3Zt−1 − 0.4Zt−2, donde {Zt} ∼ WN(0, 1).
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Bloque 1: Fundamentos

(b) Encuentre la función de autocovarianza (ACVF) de la serie temporal Yt =
Z̃t − 1.2Z̃t−1 − 1.6Z̃t−2, donde {Z̃t} ∼ WN(0, 0.25). Compare con la respuesta
encontrada en (a).

Ejercicio 14. La función κ(h) = 1, para h = 0,±1, . . . , es la función de autocovar-
ianza del proceso Xt = Z, donde t = 0,±1, . . . , y Z es una variable aleatoria con
media 0 y varianza 1. Identificando secuencias apropiadas de variables aleatorias,
demuestre que las siguientes funciones también son funciones de autocovarianza:

(a) κ(h) = (−1)|h|

(b) κ(h) = 1 + cos
(
πh
2

)
+ cos

(
πh
4

)
(c)

κ(h) =


1, si h = 0,

0.4, si h = ±1,

0, en otro caso.

Ejercicio 15. Considere un proceso de ruido blanco Wt ∼ WN(0, σ2), t > 0, para
el cual definimos dos procesos Xt e Yt, t ≥ 1 como:

Xt =
1

2
(Wt +Wt−1),

Yt =
1

3
(Wt +Wt−1).

(a) ¿Cuál es Cov(Xt, Yt+1)?

(b) Calcule la función de covarianza cruzada γX,Y (s, t).

Ejercicio 16. Resuelva y demuestre que:

(a) Demuestre que las funciones de covarianza y autocorrelación, γ y ρ, de una
serie temporal débilmente estacionaria son simétricas alrededor de cero, es
decir, γ(h) = γ(−h) y ρ(h) = ρ(−h), para todos los retardos h.

(b) Considere dos series débilmente estacionarias Xt e Yt y defina la función de
covarianza cruzada como γX,Y (h) = Cov(Xt+h, Yt). ¿Es también simétrica
alrededor de cero?

Ejercicio 17. Dado un proceso de ruido blanco Gaussiano Wt ∼ WN(0, σ2), t ≥ 0,
y otro proceso de ruido blanco (no Gaussiano) Zt ∼ WN(0, σ2), t ≥ 0, para cada
uno de los siguientes procesos Xt, t ≥ 1, indique si es estrictamente estacionario,
débilmente estacionario o ninguno de los dos.

(a) Xt = 2Xt−1 +Wt.

(b) Xt = 2(Wt +Wt−1).

(c) Xt = W t−1
2
.
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Bloque 1: Fundamentos

(d)

Xt =

{
W1, si t es impar,

W2, si t es par.

(e) Xt = (−1)tWt.

(f)

Xt =

{
Wt, si t es impar,

Zt, si t es par.

Ejercicio 18. Sea {Zt} una secuencia de variables aleatorias normales independi-
entes, cada una con media 0 y varianza σ2, y sean a, b y c constantes. ¿Cuáles, si
es que hay alguna, de los siguientes procesos son estacionarios? Para cada proceso
estacionario, especifique la media y la función de autocovarianza.

(a) Xt = a+ bZt + cZt−2

(b) Xt = Z1 cos(ct) + Z2 sin(ct)

(c) Xt = Zt cos(ct) + Zt−1 sin(ct)

(d) Xt = a+ bZ0

(e) Xt = Z0 cos(ct)

(f) Xt = ZtZt−1

Ejercicio 19. Sea {Xt} el proceso de media móvil de orden 2 dado por

Xt = Zt + θZt−2,

donde {Zt} es un proceso de ruido blanco WN(0, 1).

(a) Encuentre las funciones de autocovarianza y autocorrelación para este proceso
cuando θ = 0.8.

(b) Calcule la varianza de la media muestral X1+X2+X3+X4

4
cuando θ = 0.8.

(c) Repita (b) cuando θ = −0.8 y compare su resultado con el obtenido en (b).

Ejercicio 20. Sea {Zt} un ruido IID N (0, 1) y definimos

Xt =

{
Zt, si t es par,
Z2
t−1−1
√
2
, si t es impar.

a. Demuestre que {Xt} es un proceso de ruido blanco WN(0, 1) pero no un
proceso IID (0, 1).

b. Encuentre E(Xn+1|X1, . . . , Xn) para n impar y n par, y compare los resultados.
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Bloque 1: Fundamentos

Ejercicio 21. Considere el filtro de media móvil simple con pesos aj = (2q + 1)−1,
−q ≤ j ≤ q.

(a) Si mt = c0 + c1t, demuestre que

q∑
j=−q

ajmt−j = mt.

(b) Si Zt, t = 0,±1,±2, . . . , son variables aleatorias independientes con media 0
y varianza σ2, demuestre que el promedio móvil

At =

q∑
j=−q

ajZt−j

es “pequeño” para q grande en el sentido de que

E[At] = 0 y Var(At) =
σ2

2q + 1
.

Ejercicio 22. Sea {Yt} un proceso estacionario con media cero y sean a y b con-
stantes.

(a) Si Xt = a+ bt+ st+Yt, donde st es un componente estacional con peŕıodo 12,
demuestre que

∇∇12Xt = (1−B)(1−B12)Xt

es estacionario y exprese su función de autocovarianza en términos de la de
{Yt}.

(b) Si Xt = (a+ bt)st + Yt, donde st es un componente estacional con peŕıodo 12,
demuestre que

∇2
12Xt = (1−B12)2Xt

es estacionario y exprese su función de autocovarianza en términos de la de
{Yt}.

Ejercicio 23. Sea Wt ∼ WN(0, σ2), t ≥ 0 un proceso de ruido blanco. Use el
operador de rezago B definido por BXt = Xt−1 para:

(a) Expresar (1−B)2Xt.

(b) Calcular (1−B)2Xt para la serie temporal Xt = t2 +Wt.

(c) ¿Cuál seŕıa el coeficiente que multiplica Xt−2 en la expresión de (1 − B)nXt

para n > 0?

(d) Mostrar que (1 +B)(1−B) = 1−B2.
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Bloque 1: Fundamentos

Ejercicio 24. Sea Xt un proceso AR(1) definido como

Xt = 0.9Xt−1 +Wt para t ≥ 1.

donde Wt ∼ WN(0, σ2), t ≥ 0 es un proceso de ruido blanco.

(a) Calcular Cov((1−B)Xt, Xt).

(b) Calcular Cov((1−B)Xt, BXt).

Ejercicio 25. Sea St =
1
2
(Yt + Yt−1) un proceso de promedio móvil. Expresar la

serie residual

Yt − St,

en términos del operador rezago B.

Ejercicio 26. Sea Yt = p(t) + Xt, donde Xt es una serie débilmente estacionaria
con función de covarianza γ.

(a) Si p(t) = β0+β1t, demostrar que la serie diferenciada (1−B)Yt es estacionaria
y encontrar su función de covarianza.

(b) Si p(t) =
∑k

r=0 βrt
r, demostrar que (1−B)Yt tiene una tendencia polinómica

de grado a lo sumo k − 1. Luego, deducir que (1−B)kYt es estacionaria.

(c) Si Xt es un proceso de ruido blanco, demostrar que la serie (1 − B)kYt es un
promedio móvil.

(d) Encuentre la función de covarianza de (b).

Ejercicio 27. Considere las procesos

xt = wt

yt = wt − θwt−1 + ut,

donde wt y ut son series de ruido blanco independientes con varianzas σ2
w y σ2

u,
respectivamente, y θ es una constante no especificada.

(a) Exprese la función de autocorrelación (ACF), ρy(h), para h = 0,±1,±2, . . .
de la serie yt como una función de σ2

w, σ
2
u y θ.

(b) Determine la función de correlación cruzada (CCF), ρxy(h), que relaciona xt
y yt.

(c) Muestre que xt y yt son conjuntamente estacionarias.

Ejercicio 28. Considere el siguiente proceso

xt = β0 + β1t+ wt,

donde β0, β1 son constantes fijas. Note que xt consiste de una tendencia lineal
con un término de ruido aditivo formado por variables aleatorias independientes wt

con media cero y varianza σ2
w:
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Bloque 1: Fundamentos

(a) Demuestre que xt no es estacionario.

(b) Demuestre que la serie de primeras diferencias

∇xt = xt − xt−1

es estacionaria encontrando su media y función de autocovarianza.

(c) Repita el inciso (b) si wt se reemplaza por un proceso estacionario general,
digamos yt, con función de media µy y función de autocovarianza γy(h).
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Bloque 1: Fundamentos

Bloque 1: Fundamentos (soluciones)

Ejercicio 1. Suponga que:

E(X) = 2 Var(X) = 9

E(Y ) = 0 Var(Y ) = 4

Corr(X, Y ) = 0.25

Encuentre:

(a) Var(X + Y ).

(b) Cov(X,X + Y ).

(c) Corr(X + Y,X − Y ).

Solución.
(a)

Cov[X, Y ] = Corr[X, Y ]
√
Var[X]Var[Y ] = 0.25×

√
9× 4 = 1.5

Var[X, Y ] = Var[X] + Var[Y ] + 2Cov[X, Y ] = 9 + 4 + 2× 3 = 16

(b)

Cov[X,X + Y ] = Cov[X,X] + Cov[X, Y ]

= Var[X] + Cov[X, Y ] = 9 + 1.5 = 10.5

(c)

Corr[X + Y,X − Y ] = Corr[X,X] + Corr[X,−Y ] + Corr[Y,X] + Corr[Y,−Y ]

= Corr[Y,X] + Corr[Y,−Y ] = 1− 0.25 + 0.25− 1 = 0

Ejercicio 2. Utilice principios básicos para encontrar la función de autocorrelación
para el proceso estacionario definido por:

Yt = 5 + et −
1

2
et−1 +

1

4
et−2

Solución.
Tenemos el proceso

Yt = 5 + et −
1

2
et−1 +

1

4
et−2

y comenzamos calculando su varianza:

Var(Yt) = Var(5 + et −
1

2
et−1 +

1

4
et−2)
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Bloque 1: Fundamentos

= Var(et) +
1

4
Var(et) +

1

16
Var(et) =

21

16
σ2
e

Calculamos la autocovarianza en el rezago 1:

Cov(Yt, Yt−1) = Cov(5 + et −
1

2
et−1 +

1

4
et−2, 5 + et−1 −

1

2
et−2 +

1

4
et−3)

= Cov(−1

2
et−1, et−1) + Cov(

1

4
et−2,−

1

2
et−2)

= −1

2
Var(et−1)−

1

8
Var(et−2) = −5

8
σ2
e

Calculamos la autocovarianza en el rezago 2:

Cov(Yt, Yt−2) = Cov(5 + et −
1

2
et−1 +

1

4
et−2, 5 + et−2 −

1

2
et−3 +

1

4
et−4)

=
1

4
Var(et−2) =

1

4
σ2
e

Calculamos la autocovarianza en el rezago 3:

Cov(Yt, Yt−3) = Cov(5 + et −
1

2
et−1 +

1

4
et−2, 5 + et−3 −

1

2
et−4 +

1

4
et−5) = 0

Ejercicio 3. Si X e Y son dependientes pero Var(X) = Var(Y ), encuentre Cov(X+
Y,X − Y ).
Solución.

Cov[X + Y,X − Y ] = Cov[X,X] + Cov[X,−Y ] + Cov[Y,X] + Cov[Y,−Y ]

= Var[X]− Cov[X, Y ] + Cov[X, Y ]− Var[Y ] = 0

dado que Var[X] = Var[Y ].

Ejercicio 4. Sea X una variable aleatoria con media µ y varianza σ2, y sea Yt = X
para todo t.

(a) Demuestre que Yt es estricta y débilmente estacionaria.

(b) Encuentre la función de autocovarianza para Yt.
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Bloque 1: Fundamentos

Solución.
(a) Tenemos que

P (Yt1 , Yt2 , . . . , Ytn) = P (X1, X2, . . . , Xn) = P (Yt1−k, Yt2−k, . . . , Ytn−k),

lo que satisface nuestro requisito de estacionariedad estricta.
(b) La autocovarianza está dada por

γt,s = Cov[Yt, Ys] = Cov[X,X] = Var[X] = σ2.

Ejercicio 5. Suponga que

Yt = 5 + 2t+Xt

donde Xt es una serie estacionaria con media cero y ACVF γk.

(a) Encuentre la función de media para Yt.

(b) Encuentre la función de autocovarianza para Yt.

(c) ¿Es Yt estacionaria? ¿Por qué?

Solución.
(a)

µt = E[Yt] = E[5 + 2t+Xt] = 5 + 2E[t] + E[Xt]

= 5 + 2t+ 0 = 2t+ 5

(b)

γk = Corr[5 + 2t+Xt, 5 + 2(t− k) +Xt−k] = Corr[Xt, Xt−k]

(c) No, la función de media (µt) no es constante y la autocovarianza (γt,t−k) es
independiente de t.

Ejercicio 6. Sea zt un proceso de ruido blanco con media cero. Suponga que el
proceso observado es Yt = zt + θzt−1, donde θ es igual a 3 o 1/3.

Encuentre la función de autocorrelación para {Yt} para θ = 3 y θ = 1/3.
Solución.

E[Yt] = E[zt + θzt−1] = E[zt] + θE[zt−1] = 0 + 0 = 0

V ar[Yt] = V ar[zt + θzt−1] = V ar[zt] + θ2V ar[zt−1] = σ2
z + θ2σ2

z = σ2
z(1 + θ2)

Para k = 1, tenemos:

– 13 –
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C[zt + θzt−1, zt−1 + θzt−2] =

C[zt, zt−1] + C[zt, θzt−2] + C[θzt−1, zt−1] + C[θzt−1, θzt−2]

= 0 + 0 + θV ar[zt−1] + 0 = θσ2
z

Corr[Yt, Yt−k] =
θσ2

z√
(σ2

z(1 + θ2))2
=

θ

1 + θ2

Para k = 0, obtenemos:

Corr[Yt, Yt−k] = Corr[Yt, Yt] = 1

Y, finalmente, para k > 0:

C[zt + θzt−1, zt−k + θzt−k−1] =

C[zt, zt−k] + C[zt, zt−1−k] + C[θzt−1, zt−k] + C[θzt−1, θzt−1−k] = 0

dado que todos los términos son independientes. En conjunto, tenemos que:

Corr[Yt, Yt−k] =


1, para k = 0

θ
1+θ2

, para k = 1

0, para k > 1

Y, como se requiere,

Corr[Yt, Yt−k] =

{
3

1+32
= 3

10
, si θ = 3

1/3
1+(1/3)2

= 1
10/3

= 3
10
, si θ = 1/3

Ejercicio 7. Sea Xt una serie temporal estacionaria, y se define

Yt =

{
Xt si t es impar,

Xt + 3 si t es par.

(a) Demuestre que Cov(Yt, Yt−k) no depende de t para todos los rezagos k.

(b) ¿Es Yt estacionaria?

Solución.
Sea Xt una serie de tiempo estacionaria en sentido débil. Esto implica que:

1. La media es constante: E[Xt] = µX .

2. La autocovarianza depende solo del rezago k: Cov(Xt, Xt−k) = γX(k).
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La nueva serie Yt se define mediante una transformación:

Yt =

{
Xt si t es impar,

Xt + 3 si t es par.

(a) La autocovarianza de Yt es γY (t, t−k) = Cov(Yt, Yt−k). Analizamos la depen-
dencia de esta covarianza respecto al tiempo t, considerando la paridad del rezago k.

Para el caso donde el rezago k es par. Si k es par, entonces t y t − k tienen la
misma paridad.

• t es impar (t− k es impar).

Cov(Yt, Yt−k) = Cov(Xt, Xt−k) = γX(k)

• t es par (t− k es par).

Cov(Yt, Yt−k) = Cov(Xt + 3, Xt−k + 3)

= Cov(Xt, Xt−k) (Las constantes se anulan en la Cov.)

= γX(k)

Para k par: Cov(Yt, Yt−k) = γX(k).
Para el caso donde el rezago k es impar. Si k es impar, entonces t y t− k tienen

diferente paridad.

• t es impar (t− k es par).

Cov(Yt, Yt−k) = Cov(Xt, Xt−k + 3)

= Cov(Xt, Xt−k) + Cov(Xt, 3)

= γX(k) + 0 = γX(k)

• t es par (t− k es impar).

Cov(Yt, Yt−k) = Cov(Xt + 3, Xt−k)

= Cov(Xt, Xt−k) + Cov(3, Xt−k)

= γX(k) + 0 = γX(k)

Para k impar: Cov(Yt, Yt−k) = γX(k).

En todos los casos, la función de autocovarianza de Yt es:

γY (k) = Cov(Yt, Yt−k) = γX(k)

Dado que γX(k) solo depende del rezago k (por la estacionariedad de {Xt}), queda
demostrado que Cov(Yt, Yt−k) no depende del tiempo t.

(b) Para que Yt sea estacionaria en sentido débil, debe cumplir que la media sea
constante y la autocovarianza solo dependa del rezago. Calculamos la esperanza de
Yt utilizando las propiedades de Xt:
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• Si t es impar:
E[Yt] = E[Xt] = µX

• Si t es par:
E[Yt] = E[Xt + 3] = E[Xt] + 3 = µX + 3

Dado que E[Yt] toma dos valores diferentes (µX y µX + 3) dependiendo de la
paridad de t, la media no es constante a lo largo del tiempo.

Según la parte (a), la autocovarianza es:

Cov(Yt, Yt−k) = γX(k)

Esta condición śı se cumple (solo depende del rezago k). Aunque la función de
autocovarianza es independiente del tiempo, la media no lo es. Por lo tanto, Yt NO
es estacionaria.

Ejercicio 8. Suponga que {Yt} es estacionaria con función de autocovarianza γk.

(a) Demuestre que Wt = ∇Yt = Yt − Yt−1 es estacionaria encontrando la media y
la función de autocovarianza para {Wt}.

(b) Demuestre que Ut = ∇2Yt = ∇[Yt − Yt−1] = Yt − 2Yt−1 + Yt−2 es estacionaria.
(No es necesario encontrar la media ni la función de autocovarianza para {Ut}.)

Solución.
Sea {Yt} una serie de tiempo estacionaria. Esto implica:

• Media constante: E[Yt] = µY .

• Autocovarianza dependiente solo del rezago k: Cov(Yt, Yt−k) = γk.

(a) Para demostrar que {Wt} es estacionaria, debemos verificar que su media
es constante y su autocovarianza solo depende del rezago k. Calculamos la media
E[Wt]. Aplicamos el operador de esperanza a la definición de Wt:

E[Wt] = E[Yt − Yt−1] = E[Yt]− E[Yt−1] = µY − µY = 0

Dado que E[Wt] = 0, la condición de media constante se cumple.
Ahora calculamos la autocovarianza γW (k) = Cov(Wt,Wt−k). Aplicamos el op-

erador de covarianza:

γW (k) = Cov(Wt,Wt−k) = Cov(Yt − Yt−1, Yt−k − Yt−k−1)

Expandimos la covarianza usando la propiedad Cov(A−B,C −D) = Cov(A,C)−
Cov(A,D)− Cov(B,C) + Cov(B,D):

γW (k) = Cov(Yt, Yt−k)− Cov(Yt, Yt−k−1)

− Cov(Yt−1, Yt−k) + Cov(Yt−1, Yt−k−1)

– 16 –



Bloque 1: Fundamentos

Ahora, aplicamos la estacionariedad de {Yt}, donde Cov(Yt, Yt−j) = γj:

γW (k) = γk − γk+1 − γk−1 + γk

γW (k) = 2γk − γk−1 − γk+1

Dado que γk es la función de autocovarianza de la serie estacionaria {Yt}, γW (k)
depende únicamente del rezago k (y no del tiempo t). La condición de autocovarianza
dependiente solo del rezago se cumple.

Como E[Wt] es constante y Cov(Wt,Wt−k) solo depende de k, la serie {Wt} es
estacionaria.

(b) La serie {Ut} se define como la segunda diferencia:

Ut = ∇2Yt = ∇(∇Yt) = ∇Wt = Wt −Wt−1

Aplicamos la esperanza a la definición Ut = Wt −Wt−1:

E[Ut] = E[Wt −Wt−1] = E[Wt]− E[Wt−1]

De la parte (a), sabemos que {Wt} es estacionaria y E[Wt] = 0. Por lo tanto:

E[Ut] = 0− 0 = 0

La media es constante.
Para que {Ut} sea estacionaria, su autocovarianza debe depender solo del rezago

k.

γU(k) = Cov(Ut, Ut−k) = Cov(Wt −Wt−1,Wt−k −Wt−k−1)

Expandiendo la covarianza:

γU(k) = Cov(Wt,Wt−k)− Cov(Wt,Wt−k−1)

− Cov(Wt−1,Wt−k) + Cov(Wt−1,Wt−k−1)

De la Parte (a), sabemos que {Wt} es estacionaria con autocovarianza γW (j) =
Cov(Wt,Wt−j). Aplicamos la estacionariedad de {Wt}:

γU(k) = γW (k)− γW (k + 1)− γW (k − 1) + γW (k)

γU(k) = 2γW (k)− γW (k − 1)− γW (k + 1)

Dado que γW (k) es una función que solo depende del rezago k, γU(k) también
depende únicamente del rezago k. Como E[Ut] es constante y Cov(Ut, Ut−k) solo
depende de k, la serie {Ut} es estacionaria.

Ejercicio 9. Suponga que Yt es estacionaria con función de autocovarianza γk.
Demuestre que para cualquier entero positivo fijo n y constantes c1, c2, . . . , cn, el
proceso Wt definido por

Wt = c1Yt + c2Yt−1 + · · ·+ cnYt−n+1

es estacionario.
Solución.

Sea
Wt = c1Yt + c2Yt−1 + · · ·+ cnYt−n+1,

donde Yt es estacionaria con media µ y función de autocovarianza γk = Cov(Yt, Yt−k).
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1. La media de Wt:

E[Wt] =
n∑

i=1

ciE[Yt−i+1] =
n∑

i=1

ciµ = µ

n∑
i=1

ci.

La media es constante, independiente de t.

2. La autocovarianza de Wt, para un desfase h ≥ 0,

Cov(Wt,Wt−h) = Cov
( n∑

i=1

ciYt−i+1,
n∑

j=1

cjYt−h−j+1

)
=

n∑
i=1

n∑
j=1

cicj Cov(Yt−i+1, Yt−h−j+1).

Como Yt es estacionaria,

Cov(Yt−i+1, Yt−h−j+1) = γ(t−i+1)−(t−h−j+1) = γh+i−j

Por lo tanto,

Cov(Wt,Wt−h) =
n∑

i=1

n∑
j=1

cicj γh+i−j,

que depende únicamente del desfase h.

La media de Wt es constante y la autocovarianza depende solo del desfase h, por
lo que {Wt} es estacionaria.

Ejercicio 10. Suponga que Yt = β0 + β1t+Xt, donde Xt es una serie estacionaria
con media cero y función de autocovarianza γk, y β0 y β1 son constantes.

(a) Demuestre que Yt no es estacionaria, pero que Wt = ∇Yt = Yt − Yt−1 es
estacionaria.

(a) Demuestre que si Yt = µt +Xt, donde Xt es una serie estacionaria con media
cero y µt es un polinomio en t de grado d, entonces ∇mYt = ∇m(∇m−1Yt) es
estacionaria para m ≥ d y no estacionaria para 0 ≤ m < d.

Solución.

(a) La media de Yt es

E[Yt] = β0 + β1t+ E[Xt] = β0 + β1t,

que depende de t. Por lo tanto, Yt no es estacionaria.

Definimos la primera diferencia

Wt = ∇Yt = Yt−Yt−1 = (β0+β1t+Xt)−(β0+β1(t−1)+Xt−1) = β1+(Xt−Xt−1).

La media de Wt es constante:

E[Wt] = β1 + E[Xt −Xt−1] = β1.
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Ahora calculamos la autocovarianza:

Cov(Wt,Wt−k) = Cov(Xt −Xt−1, Xt−k −Xt−k−1).

Expandimos usando la linealidad de la covarianza:

Cov(Wt,Wt−k) = Cov(Xt, Xt−k)−Cov(Xt, Xt−k−1)−Cov(Xt−1, Xt−k)+Cov(Xt−1, Xt−k−1)

Como Xt es estacionaria, tenemos Cov(Xt, Xt−m) = γm. Entonces:

Cov(Xt, Xt−k) = γk,

Cov(Xt, Xt−k−1) = γk+1,

Cov(Xt−1, Xt−k) = γk−1,

Cov(Xt−1, Xt−k−1) = γk.

Sustituyendo estos valores:

Cov(Wt,Wt−k) = γk − γk+1 − γk−1 + γk = 2γk − γk−1 − γk+1.

Como esta autocovarianza depende solo del desfase k y la media de Wt es
constante, se concluye que Wt es estacionaria.

(b) Supongamos Yt = µt+Xt, donde µt es un polinomio de grado d. Consideremos
las diferencias m-ésimas:

∇mYt = ∇mµt +∇mXt.

- Como {Xt} es estacionaria, ∇mXt es estacionaria. - Por propiedades de los
polinomios, ∇mµt es:

• No constante si m < d → ∇mYt no es estacionaria.

• Constante si m ≥ d → ∇mYt es estacionaria.

Por lo tanto, ∇mYt es estacionaria para m ≥ d y no estacionaria para 0 ≤
m < d.

Ejercicio 11. Sea Xt un proceso estacionario de media cero, varianza unitaria,
con función de autocorrelación ρk. Suponga que µt es una función no constante
y que σt es una función positiva no constante. La serie observada se define como
Yt = µt + σtXt.

(a) Encuentre la media y la función de covarianza para el proceso Yt.

(b) Demuestre que la función de autocorrelación para el proceso Yt depende únicamente
del rezago. ¿Es el proceso Yt estacionario?

(c) ¿Es posible tener una serie temporal con una media constante y con Corr(Yt, Yt−k)
independiente de t, pero que Yt no sea estacionaria?
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Solución.
Sea {Xt} un proceso estacionario con las siguientes propiedades:

• Media: E[Xt] = µX = 0.

• Varianza: Var(Xt) = σ2
X = 1.

• Autocovarianza: γX(k) = Cov(Xt, Xt−k) = ρk (dado que σ2
X = 1).

La serie observada se define como Yt = µt + σtXt, donde µt y σt son funciones no
constantes de t.

(a) Aplicamos el operador de esperanza E[·]:

E[Yt] = E[µt + σtXt]

= E[µt] + E[σtXt] = µt + σtE[Xt] = µt + σt(0) = µt

Dado que µt es no constante, la media de {Yt} es una función del tiempo t.
Utilizamos la definición Cov(A,B) = E[(A − E[A])(B − E[B])]. Sabemos que

Yt − E[Yt] = (µt + σtXt)− µt = σtXt.

γY (t, t− k) = Cov(Yt, Yt−k)

= E[(Yt − E[Yt])(Yt−k − E[Yt−k])]

= E[(σtXt)(σt−kXt−k)]

= σtσt−kE[XtXt−k]

= σtσt−kCov(Xt, Xt−k) (dado que E[Xt] = 0)

γY (t, t− k) = σtσt−kρk

(b) Autocorrelación ρY (t, k) = Corr(Yt, Yt−k)

Var(Yt) = γY (t, t) = σtσtρ0 = σ2
t (1) = σ2

t

ρY (t, k) =
Cov(Yt, Yt−k)√
Var(Yt)Var(Yt−k)

=
σtσt−kρk√
σ2
t σ

2
t−k

=
σtσt−kρk
σtσt−k

ρY (t, k) = ρk

La función de autocorrelación ρY (t, k) es igual a ρk, que solo depende del rezago
k. Para ser estacionario en sentido débil, {Yt} debe cumplir dos condiciones:

1. Media: E[Yt] = µt. Falla, ya que µt es no constante.

2. Autocovarianza depende solo de k: γY (t, t− k) = σtσt−kρk. Falla, ya que σt y
σt−k son no constantes y, por lo tanto, γY depende de t.
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El proceso Yt no es estacionario porque ni la media ni la autocovarianza son
independientes del tiempo t.

(c) Śı, es posible. La estacionariedad requiere que la Autocovarianza γY (t, k)
dependa solo de k. La relación entre Autocovarianza y Autocorrelación es:

γY (t, k) = ρY (t, k) ·
√

Var(Yt)Var(Yt−k)

Supongamos que se cumplen las condiciones dadas:

1. Media: E[Yt] = µ (Constante). (Cumple la primera condición de estacionar-
iedad).

2. Autocorrelación: ρY (t, k) = ρk (Depende solo de k).

Para que {Yt} no sea estacionaria, debe fallar la condición de la autocovarianza.
Esto ocurre si la varianza es una función del tiempo (σ2

t ) y no es constante.
Si Var(Yt) = σ2

t (no constante):

γY (t, k) = ρk ·
√
σ2
t σ

2
t−k = ρkσtσt−k

Dado que σt es una función de t, γY (t, k) depende de t. Una serie con media
constante y autocorrelación que solo depende del rezago k es no estacionaria si pre-
senta heterocedasticidad (varianza dependiente del tiempo, Var(Yt) ̸= constante).
El concepto que falla es la constancia de la varianza, un requisito impĺıcito de la
estacionariedad de la autocovarianza en k = 0.

Ejercicio 12. La serie temporal Xt se define como

Xt = 2wt + wt−1 + vt

donde wt y vt son procesos de ruido blanco no correlacionados, cada uno con media
0 y varianza 3. Calcule la función de correlación cruzada entre wt y Xt.
Solución.

Var(Xt) = 4Var(wt) + Var(wt−1) + Var(vt) = 4× 3 + 3 + 3 = 18

γw,x(h) = Cov(wt, Xt+h)

= Cov(wt, 2wt+h + wt+h−1 + vt+h)

= 2Cov(wt, wt+h) + Cov(wt, wt+h−1)

=


6 si h = 0,

3 si h = 1,

0 en otro caso.

ρw,x(h) =
Corr(wt, Xt+h)√
Var(wt)Var(Xt+h)

=


6√

3×18
si h = 0,

3√
3×18

si h = 1,

0 en otro caso.
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Ejercicio 13. Encuentre y resuelva.

(a) Encuentre la función de autocovarianza (ACVF) de la serie temporal Xt =
Zt + 0.3Zt−1 − 0.4Zt−2, donde {Zt} ∼ WN(0, 1).

(b) Encuentre la función de autocovarianza (ACVF) de la serie temporal Yt =
Z̃t − 1.2Z̃t−1 − 1.6Z̃t−2, donde {Z̃t} ∼ WN(0, 0.25). Compare con la respuesta
encontrada en (a).

Solución.

(a) Sea
Xt = Zt + 0.3Zt−1 − 0.4Zt−2, Zt ∼ WN(0, 1)

un proceso MA(2) con coeficientes θ0 = 1, θ1 = 0.3, θ2 = −0.4 y varianza
σ2 = 1.

La función de autocovarianza (ACVF) de un MA(2) se calcula como

γX(h) = σ2

2−|h|∑
j=0

θjθj+|h|, |h| ≤ 2

γX(0) = σ2(θ20 + θ21 + θ22) = 1 · (12 + 0.32 + (−0.4)2) = 1.25

γX(1) = σ2(θ0θ1 + θ1θ2) = 1 · (1 · 0.3 + 0.3 · (−0.4)) = 0.18

γX(2) = σ2(θ0θ2) = 1 · (1 · −0.4) = −0.4

γX(h) = 0, |h| > 2

Por lo tanto,

γX(0) = 1.25, γX(1) = 0.18, γX(2) = −0.4, γX(h) = 0 para |h| > 2

(b) Sea
Yt = Z̃t − 1.2Z̃t−1 − 1.6Z̃t−2, Z̃t ∼ WN(0, 0.25)

Esto también es un MA(2) con θ0 = 1, θ1 = −1.2, θ2 = −1.6 y σ2 = 0.25.

γY (0) = σ2(θ20 + θ21 + θ22) = 0.25 · (12 + (−1.2)2 + (−1.6)2) = 0.25 · 5 = 1.25

γY (1) = σ2(θ0θ1 + θ1θ2) = 0.25 · (1 · (−1.2) + (−1.2)(−1.6)) = 0.25 · 0.72 = 0.18

γY (2) = σ2(θ0θ2) = 0.25 · (1 · −1.6) = −0.4

γY (h) = 0, |h| > 2

Por lo tanto,

γY (0) = 1.25, γY (1) = 0.18, γY (2) = −0.4, γY (h) = 0 para |h| > 2

Aunque los coeficientes y la varianza del ruido blanco difieren, la función de au-
tocovarianza resultante es exactamente la misma que para Xt. Esto demuestra
que diferentes procesos MA pueden tener la misma ACVF.
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Ejercicio 14. La función κ(h) = 1, para h = 0,±1, . . . , es la función de autocovar-
ianza del proceso Xt = Z, donde t = 0,±1, . . . , y Z es una variable aleatoria con
media 0 y varianza 1. Identificando secuencias apropiadas de variables aleatorias,
demuestre que las siguientes funciones también son funciones de autocovarianza:

(a) κ(h) = (−1)|h|

(b) κ(h) = 1 + cos
(
πh
2

)
+ cos

(
πh
4

)
(c)

κ(h) =


1, si h = 0,

0.4, si h = ±1,

0, en otro caso.

Solución.

a) Definimos Xt = (−1)tZ, donde Z es una variable aleatoria con E[Z] = 0 y
Var(Z) = 1. Entonces,

γX(t+h, t) = Cov((−1)t+hZ, (−1)tZ) = (−1)2t+hCov(Z,Z) = (−1)h = cos(πh).

b) Recordemos que Xt = Z1 cos(ct) + Z2 sin(ct) implica que γX(h) = cos(ch).
Si Z1, Z2, Z3, Z4,W son variables aleatorias independientes con media cero y
varianza unitaria, y definimos

Xt = Z1 cos
(π
2
t
)
+ Z2 sin

(π
2
t
)
+ Z3 cos

(π
4
t
)
+ Z4 sin

(π
4
t
)
+W.

Entonces vemos que γX(h) = κ(h).

c) Sea {Zt : t ∈ Z} un proceso de ruido blanco WN(0, σ2) y definimos Xt =
Zt + θZt−1. Entonces E[Xt] = 0 y

γX(t+ h, t) = Cov(Zt+h + θZt+h−1, Zt + θZt−1).

= Cov(Zt+h, Zt)+ θCov(Zt+h, Zt−1)+ θCov(Zt+h−1, Zt)+ θ
2Cov(Zt+h−1, Zt−1).

=


σ2(1 + θ2), h = 0,

σ2θ, |h| = 1,

0, en otro caso.

Si definimos σ2 = 1/(1+θ2) y elegimos θ de tal forma que σ2θ = 0.4, obtenemos
que γX(h) = κ(h). Por lo tanto, elegimos θ de manera que θ/(1 + θ2) = 0.4,
lo que implica que θ = 1/2 o θ = 2.
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Ejercicio 15. Considere un proceso de ruido blanco Wt ∼ WN(0, σ2), t > 0, para
el cual se definen los procesos Xt, Yt (t ≥ 1) como:

Xt =
1

2
(Wt +Wt−1),

Yt =
1

3
(Wt +Wt−1).

(a) ¿Cuál es Cov(Xt, Yt+1)?

(b) Calcule la función de covarianza cruzada γX,Y (s, t).

Solución.
Sea Wt un proceso de ruido blanco tal que Wt ∼ WN(0, σ2). Definimos los

procesos

Xt =
1

2
(Wt +Wt−1), Yt =

1

3
(Wt +Wt−1), t ≥ 1.

(a) Para el cálculo de Cov(Xt, Yt+1), observamos que

Yt+1 =
1

3
(Wt+1 +Wt).

Por lo tanto,

Cov(Xt, Yt+1) = Cov

(
1

2
(Wt +Wt−1),

1

3
(Wt+1 +Wt)

)
=

1

6
Cov(Wt+Wt−1,Wt+1+Wt).

Usando la linealidad de la covarianza:

Cov(Wt +Wt−1,Wt+1 +Wt) = Cov(Wt,Wt+1) + Cov(Wt,Wt)

+ Cov(Wt−1,Wt+1) + Cov(Wt−1,Wt).

Como Wt es ruido blanco,

Cov(Wi,Wj) =

{
σ2, i = j,

0, i ̸= j.

En consecuencia, el único término no nulo es Cov(Wt,Wt) = σ2, y se obtiene:

Cov(Xt, Yt+1) =
1

6
σ2.

(b) Para la función de covarianza cruzada γX,Y (s, t):

Para s, t ≥ 1,
γX,Y (s, t) = Cov(Xs, Yt)

γX,Y (s, t) = Cov

(
1

2
(Ws +Ws−1),

1

3
(Wt +Wt−1)

)
=

1

6
Cov(Ws+Ws−1,Wt+Wt−1).
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Expandiendo:

Cov(Ws +Ws−1,Wt +Wt−1) = Cov(Ws,Wt) + Cov(Ws,Wt−1)

+ Cov(Ws−1,Wt) + Cov(Ws−1,Wt−1)

Por definición del ruido blanco se tiene que

Cov(Wi,Wj) =

{
σ2, si i = j,

0, si i ̸= j.

Analizamos uno a uno los términos que aparecen en la expansión de la covar-
ianza.

Cov(Ws,Wt) =

{
σ2, si s = t,

0, si s ̸= t.

Cov(Ws,Wt−1) =

{
σ2, si s = t− 1,

0, en otro caso.

Cov(Ws−1,Wt) =

{
σ2, si s = t+ 1,

0, en otro caso.

Cov(Ws−1,Wt−1) =

{
σ2, si s = t,

0, si s ̸= t.

Análisis según el valor de s− t. No todos los términos pueden ser distintos
de cero simultáneamente.

Caso 1: s = t

• Primer término: σ2,

• Cuarto término: σ2,

• Los otros dos términos son nulos.

Por tanto,
Cov(Ws +Ws−1,Wt +Wt−1) = 2σ2.

Multiplicando por el factor 1
6
:

γX,Y (s, t) =
1

6
(2σ2) =

1

3
σ2.

Caso 2: |s− t| = 1

Por ejemplo, si s = t− 1 (el caso s = t+ 1 es análogo):

• Segundo término: σ2,
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• Los otros tres términos son nulos.

Entonces,
Cov(Ws +Ws−1,Wt +Wt−1) = σ2

γX,Y (s, t) =
1

6
σ2.

Caso 3: cualquier otro valor de s y t. Ningún ı́ndice coincide, por lo que
todos los términos son nulos y

γX,Y (s, t) = 0.

γX,Y (s, t) =


1
3
σ2 si s = t,

1
6
σ2 si |s− t| = 1,

0 en otro caso.

Ejercicio 16. Resuelva y demuestre que:

(a) Demuestre que las funciones de covarianza y autocorrelación, γ y ρ, de una
serie temporal débilmente estacionaria son simétricas alrededor de cero, es
decir, γ(h) = γ(−h) y ρ(h) = ρ(−h), para todos los retardos h.

(b) Considere dos series débilmente estacionarias Xt e Yt y defina la función de
covarianza cruzada como γX,Y (h) = Cov(Xt+h, Yt). ¿Es también simétrica
alrededor de cero?

Solución.

(a) Por definición y simetŕıa de la covarianza:

γ(h) = Cov(Xt+h, Xt) = Cov(Xt, Xt+h) = γ(−h)

y entonces

ρ(h) =
γ(h)

γ(0)
=
γ(−h)
γ(0)

= ρ(−h).

(b) Como antes,

γXY (h) = Cov(Xt+h, Yt) = Cov(Yt, Xt+h) = γY X(−h),

pero no hay razón para que la covarianza cruzada sea simétrica alrededor de
cero.

Ejercicio 17. Dado un proceso de ruido blanco Gaussiano Wt ∼ WN(0, σ2), t ≥ 0,
y otro proceso de ruido blanco (no Gaussiano) Zt ∼ WN(0, σ2), t ≥ 0, para cada
uno de los siguientes procesos Xt, t ≥ 1, indique si es estrictamente estacionario,
débilmente estacionario o ninguno de los dos.
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(a) Xt = 2Xt−1 +Wt.

(b) Xt = 2(Wt +Wt−1).

(c) Xt = W t−1
2
.

(d)

Xt =

{
W1, si t es impar,

W2, si t es par.

(e) Xt = (−1)tWt.

(f)

Xt =

{
Wt, si t es impar,

Zt, si t es par.

Solución.

(a) Esta serie temporal no puede tener varianza constante y, por lo tanto, no puede
ser débilmente estacionaria debido a su crecimiento exponencial.

(b) Esta serie temporal es un promedio móvil y es automáticamente estacionaria.

(c) Esta serie temporal no es débilmente estacionaria ya que Cov(X1, X2) = σ2,
pero Cov(X2, X3) = 0, por lo que la función de covarianza no es solo función
del desplazamiento en el tiempo.

(d) Esta serie temporal es débilmente estacionaria con la función de auto-covarianza:

γ(h) =

{
σ2 si h es par

0 si h es impar

y el proceso tiene media constante 0. Por definición del proceso, también es
fuertemente estacionario.

(e) ComoWt tiene, por simetŕıa, la misma distribución queWt, entonces el proceso
Xt tiene la misma distribución queWt, por lo que es débilmente y fuertemente
estacionario.

(f) Por construcción, este proceso es débilmente estacionario ya que no está cor-
relacionado y tiene media cero. Sin embargo, no es fuertemente estacionario,
ya que marginalmente las distribuciones son diferentes según las hipótesis del
ejercicio.

Ejercicio 18. Sea {Zt} una secuencia de variables aleatorias normales independi-
entes, cada una con media 0 y varianza σ2, y sean a, b y c constantes. ¿Cuáles, si
es que hay alguna, de los siguientes procesos son estacionarios? Para cada proceso
estacionario, especifique la media y la función de autocovarianza.
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(a) Xt = a+ bZt + cZt−2

(b) Xt = Z1 cos(ct) + Z2 sin(ct)

(c) Xt = Zt cos(ct) + Zt−1 sin(ct)

(d) Xt = a+ bZ0

(e) Xt = Z0 cos(ct)

(f) Xt = ZtZt−1

Solución.

a) Para la media tenemos

µX(t) = E[a+ bZt + cZt−2] = a,

y para la autocovarianza

γX(t+ h, t) = Cov(Xt+h, Xt) = Cov(a+ bZt+h + cZt+h−2, a+ bZt + cZt−2)

= b2Cov(Zt+h, Zt) + bcCov(Zt+h, Zt−2)

+cbCov(Zt+h−2, Zt) + c2Cov(Zt+h−2, Zt−2)

= σ2b21{0}(h) + σ2bc1{−2}(h) + σ2cb1{2}(h) + σ2c21{0}(h)

=


(b2 + c2)σ2, si h = 0,

bcσ2, si |h| = 2,

0, en otro caso.

Dado que µX(t) y γX(t+ h, t) no dependen de t, {Xt : t ∈ Z} es (débilmente)
estacionario.

b) Para la media tenemos

µX(t) = E[Z1] cos(ct) + E[Z2] sin(ct) = 0,

y para la autocovarianza

γX(t+ h, t) = Cov(Xt+h, Xt)

= Cov(Z1 cos(c(t+ h)) + Z2 sin(c(t+ h)), Z1 cos(ct) + Z2 sin(ct))

= cos(c(t+ h)) cos(ct)Cov(Z1, Z1) + cos(c(t+ h)) sin(ct)Cov(Z1, Z2)
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+sin(c(t+ h)) cos(ct)Cov(Z1, Z2) + sin(c(t+ h)) sin(ct)Cov(Z2, Z2)

= σ2(cos(c(t+ h)) cos(ct) + sin(c(t+ h)) sin(ct))

= σ2 cos(ch)

donde la última igualdad sigue de la identidad trigonométrica cos(α − β) =
cosα cos β + sinα sin β. Dado que µX(t) y γX(t + h, t) no dependen de t,
{Xt : t ∈ Z} es (débilmente) estacionario.

c) Para la media tenemos

µX(t) = E[Zt] cos(ct) + E[Zt−1] sin(ct) = 0.

y para la autocovarianza

γX(t+ h, t) = Cov(Xt+h, Xt)

= Cov(Zt+h cos(c(t+ h)) + Zt+h−1 sin(c(t+ h)), Zt cos(ct) + Zt−1 sin(ct))

= cos(c(t+ h)) cos(ct)Cov(Zt+h, Zt) + cos(c(t+ h)) sin(ct)Cov(Zt+h, Zt−1)

+ sin(c(t+ h)) cos(ct)Cov(Zt+h−1, Zt) + sin(c(t+ h)) sin(ct)Cov(Zt+h−1, Zt−1)

= σ2 cos2(ct)1{0}(h) + σ2 cos(c(t− 1)) sin(ct)1{−1}(h)

+σ2 sin(c(t+ 1)) cos(ct)1{1}(h) + σ2 sin2(ct)1{0}(h)

=


σ2, h = 0,

σ2 cos(c(t− 1)) sin(ct), h = −1,

σ2 cos(c(t+ 1)) sin(ct), h = 1.

Dado que {Xt : t ∈ Z} es (débilmente) estacionario para c = ±kπ, k ∈ Z, ya
que entonces γX(t + h, t) = σ21{0}(h). Para c ̸= ±kπ, k ∈ Z, {Xt : t ∈ Z} no
es (débilmente) estacionario ya que γX(t+ h, t) depende de t.

d) Para la media tenemos
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µX(t) = E[a+ bZ0] = a,

y para la autocovarianza

γX(t+ h, t) = Cov(Xt+h, Xt) = Cov(a+ bZ0, a+ bZ0) = b2Cov(Z0, Z0) = σ2b2.

Dado que µX(t) y γX(t+ h, t) no dependen de t, {Xt : t ∈ Z} es (débilmente)
estacionario.

e) Si c = kπ, k ∈ Z entonces Xt = (−1)tZ0 lo que implica que Xt es débilmente
estacionario cuando c = kπ. Para c ̸= kπ tenemos

µX(t) = E[Z0] cos(ct) = 0,

y para la autocovarianza

γX(t+ h, t) = Cov(Xt+h, Xt) = Cov(Z0 cos(c(t+ h)), Z0 cos(ct))

= cos(c(t+ h)) cos(ct)Cov(Z0, Z0) = cos(c(t+ h)) cos(ct)σ2.

El proceso {Xt : t ∈ Z} es (débilmente) estacionario cuando c = ±kπ, k ∈ Z y
no es (débilmente) estacionario cuando c ̸= ±kπ, k ∈ Z (ver 1.4.c).

f) Para la media y autocovarianza tenemos

µX(t) = E[ZtZt−1] = 0,

γX(t+ h, t) = Cov(Xt+h, Xt) = Cov(Zt+hZt+h−1, ZtZt−1)

= E[Zt+hZt+h−1ZtZt−1]− E[Zt+hZt+h−1]E[ZtZt−1]

=

{
σ4, h = 0,

0, en otro caso.

Dado que µX(t) y γX(t+ h, t) no dependen de t, {Xt : t ∈ Z} es estacionario.

Ejercicio 19. Sea {Xt} el proceso de media móvil de orden 2 dado por

Xt = Zt + θZt−2,

donde {Zt} es un proceso de ruido blanco WN(0, 1).

(a) Encuentre las funciones de autocovarianza y autocorrelación para este proceso
cuando θ = 0.8.
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(b) Calcule la varianza de la media muestral X1+X2+X3+X4

4
cuando θ = 0.8.

(c) Repita (b) cuando θ = −0.8 y compare su resultado con el obtenido en (b).

Solución.

(a) Tenemos que

γX(t+ h, t) = Cov(Xt+h, Xt) = Cov(Zt+h + θZt+h−2, Zt + θZt−2)

= Cov(Zt+h, Zt) + θCov(Zt+h, Zt−2) + θCov(Zt+h−2, Zt) + θ2Cov(Zt+h−2, Zt−2)

= 1{0}(h) + θ1{−2}(h) + θ1{2}(h) + θ21{0}(h)

=

{
1 + θ2, h = 0,

θ, |h| = 2.

=

{
1.64, h = 0,

0.8, |h| = 2.

Dado que la función de autocovarianza solo depende de h, escribimos γX(h) =
γX(t+ h, t). La función de autocorrelación (ACF) es entonces

ρ(h) =
γX(h)

γX(0)
=

{
1, h = 0,

0.8/1.64 ≈ 0.49, |h| = 2.

(b) Tenemos que

Var

(
1

4
(X1 +X2 +X3 +X4)

)
=

1

16
Var(X1 +X2 +X3 +X4)

=
1

16
(Var(X1) + Var(X2) + Var(X3) + Var(X4) + 2Cov(X1, X3))+2Cov(X2, X4)

=
1

16
(4γX(0) + 4γX(2)) =

1

4
(γX(0) + γX(2)) =

1.64 + 0.8

4
= 0.61.

c) Si θ = −0.8 implica que γX(h) = −0.8 para |h| = 2, entonces

Var

(
1

4
(X1 +X2 +X3 +X4)

)
=

1.64− 0.8

4
= 0.21.

Debido a la covarianza negativa en el rezago 2, la varianza en (c) es consider-
ablemente menor.
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Ejercicio 20. Sea {Zt} un ruido IID N (0, 1) y definimos

Xt =

{
Zt, si t es par,
Z2
t−1−1
√
2
, si t es impar.

(a) Demuestre que {Xt} es un proceso de ruido blanco WN(0, 1) pero no un
proceso IID (0, 1).

(b) Encuentre E(Xn+1|X1, . . . , Xn) para n impar y n par, y compare los resultados.

Solución.

(a) Primero demostramos que {Xt : t ∈ Z} es un proceso de ruido blancoWN(0, 1).
Para t par tenemos que E[Xt] = E[Zt] = 0 y para t impar

E[Xt] = E
[
Z2

t−1 − 1√
2

]
=

1√
2
E[Z2

t−1 − 1] = 0.

Ahora calculamos la función de autocovarianza. Si t es par, entonces γX(t, t) =
E[Z2

t ] = 1 y si t es impar

γX(t, t) = E

[(
Z2

t−1 − 1√
2

)2
]
=

1

2
E[Z4

t−1 − 2Z2
t−1 + 1] =

1

2
(3− 2 + 1) = 1.

Si t es par, entonces

γX(t+ 1, t) = E
[
Z2

t − 1√
2

Zt

]
=

1√
2
E[Z3

t − Zt] = 0,

y si t es impar,

γX(t+ 1, t) = E
[
Zt+1

Z2
t − 1√
2

]
= E[Zt+1]E

[
Z2

t − 1√
2

]
= 0.

Claramente, γX(t+ h, t) = 0 para |h| ≥ 2. Por lo tanto,

γX(t+ h, h) =

{
1, si h = 0,

0, en otro caso.

Aśı, {Xt : t ∈ Z} es WN(0, 1). Sin embargo, si t es impar, Xt y Xt−1 son
obviamente dependientes, por lo que {Xt : t ∈ Z} no es un proceso IID (0, 1).

(b) Si n es impar,

E[Xn+1 | X1, . . . , Xn] = E[Zn+1 | Z0, Z2, Z4, . . . , Zn−1] = E[Zn+1] = 0.
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Si n es par,

E[Xn+1 | X1, . . . , Xn] = E
[
Z2

n − 1√
2

| Z0, Z2, Z4, . . . , Zn

]

=
Z2

n − 1√
2

= X2
n − 1.

Esto nuevamente demuestra que {Xt : t ∈ Z} no es un proceso IID (0, 1).

Ejercicio 21. Considere el filtro de media móvil simple con pesos aj = (2q + 1)−1,
−q ≤ j ≤ q.

(a) Si mt = c0 + c1t, demuestre que

q∑
j=−q

ajmt−j = mt.

(b) Si Zt, t = 0,±1,±2, . . . , son variables aleatorias independientes con media 0
y varianza σ2, demuestre que el promedio móvil

At =

q∑
j=−q

ajZt−j

es “pequeño” para q grande en el sentido de que

E[At] = 0 y Var(At) =
σ2

2q + 1
.

Solución.

(a) Dado que aj = (2q + 1)−1, con −q ≤ j ≤ q, tenemos

q∑
j=−q

ajmt−j =
1

2q + 1

q∑
j=−q

(c0 + c1(t− j))

=
1

2q + 1

(
c0(2q + 1) + c1

q∑
j=−q

(t− j)

)

= c0 +
c1

2q + 1

(
t(2q + 1)−

q∑
j=−q

j

)

= c0 + c1t−
c1

2q + 1

q∑
j=1

j +

q∑
j=1

(−j)

= c0 + c1t = mt
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(b) Tenemos que

E[At] = E

[
q∑

j=−q

ajZt−j

]
=

q∑
j=−q

ajE[Zt−j] = 0

y

Var(At) = Var

(
q∑

j=−q

ajZt−j

)

=

q∑
j=−q

a2jVar(Zt−j) =
1

(2q + 1)2

q∑
j=−q

σ2

=
1

(2q + 1)2
(2q + 1)σ2 =

σ2

2q + 1
.

Vemos que la varianza Var(At) es pequeña para q grande. Por lo tanto, el
proceso At estará cercano a su media (que es cero) para valores grandes de q.

Ejercicio 22. Sea {Yt} un proceso estacionario con media cero y sean a y b con-
stantes.

(a) Si Xt = a+ bt+ st+Yt, donde st es un componente estacional con peŕıodo 12,
demuestre que

∇∇12Xt = (1−B)(1−B12)Xt

es estacionario y exprese su función de autocovarianza en términos de la de
{Yt}.

(b) Si Xt = (a+ bt)st + Yt, donde st es un componente estacional con peŕıodo 12,
demuestre que

∇2
12Xt = (1−B12)2Xt

es estacionario y exprese su función de autocovarianza en términos de la de
{Yt}.

Solución.

(a) Definimos

Zt = ∇∇12Xt = (1−B)(1−B12)Xt = (1−B)(Xt −Xt−12)

= Xt −Xt−12 −Xt−1 +Xt−13
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= a+ bt+ st + Yt − a− b(t− 12)− st−12 − Yt−12 − a− b(t− 1)− st−1 − Yt−1

+a+ b(t− 13) + st−13 + Yt−13

= Yt − Yt−1 − Yt−12 + Yt−13.

Como la media es

µZ(t) = E[Zt] = 0

y la función de autocovarianza es

γZ(t+ h, t) = Cov(Zt+h, Zt)

= Cov(Yt+h − Yt+h−1 − Yt+h−12 + Yt+h−13, Yt − Yt−1 − Yt−12 + Yt−13)

= γY (h)− γY (h+ 1)− γY (h+ 12) + γY (h+ 13)− γY (h− 1) + γY (h)

−γY (h+ 11) + γY (h+ 12)− γY (h− 12) + γY (h− 11) + γY (h)− γY (h+ 1)

+γY (h− 13)− γY (h− 12) + γY (h− 1)− γY (h) + γY (h+ 11)− γY (h+ 12)

= 4γY (h)−2γY (h+1)−2γY (h−1)−2γY (h+12)−2γY (h−12)+γY (h+13)+γY (h−13).

Como µZ(t) y γZ(t + h, t) no dependen de t, el proceso {Zt : t ∈ Z} es
(débilmente) estacionario.

(b) Como

Xt = (a+ bt)st + Yt,

entonces

Zt = ∇2
12Xt = (1−B12)(1−B12)Xt = (1−B12)(Xt −Xt−12).
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= Xt −Xt−12 −Xt−12 +Xt−24 = Xt − 2Xt−12 +Xt−24

= (a+ bt)st + Yt − 2(a+ b(t− 12))st−12 + (a+ b(t− 24))st−24 + Yt−24

= a(st−2st−12+st−24)+b(tst−2(t−12)st−12+(t−24)st−24)+Yt−2Yt−12+Yt−24.

Como los términos relacionados con st desaparecen para componentes esta-
cionales de peŕıodo 12, se tiene:

Zt = Yt − 2Yt−12 + Yt−24.

Ejercicio 23. Sea Wt ∼ WN(0, σ2), t ≥ 0 un proceso de ruido blanco. Use el
operador de rezago B definido por BXt = Xt−1 para:

(a) Expresar (1−B)2Xt.

(b) Calcular (1−B)2Xt para la serie temporal Xt = t2 +Wt.

(c) ¿Cuál seŕıa el coeficiente que multiplica Xt−2 en la expresión de (1 − B)nXt

para n > 0?

(d) Mostrar que (1 +B)(1−B) = 1−B2.

Solución.

(a)
(1−B)2Xt = Xt − 2Xt−1 +Xt−2.

(b)
(1−B)2Xt = 2 +Wt − 2Wt−1 +Wt−2.

(c) (
n

2

)
(d)

(1 +B)(1−B) = 1−B +B −B2 = 1−B2.

Ejercicio 24. Sea Xt un proceso AR(1) definido como

Xt = 0.9Xt−1 +Wt para t ≥ 1.

donde Wt ∼ WN(0, σ2), t ≥ 0 es un proceso de ruido blanco.
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(a) Calcular Cov((1−B)Xt, Xt).

(b) Calcular Cov((1−B)Xt, BXt).

Solución.
Sea Xt un proceso AR(1) definido por

Xt = 0.9Xt−1 +Wt, Wt ∼ WN(0, σ2),

y recordemos que para un AR(1) estacionario:

Var(Xt) =
σ2

1− ϕ2
, Cov(Xt, Xt−1) = ϕVar(Xt),

con ϕ = 0.9.

(a) Calcular Cov((1−B)Xt, Xt).

Tenemos que
(1−B)Xt = Xt −Xt−1.

Por lo tanto:

Cov((1−B)Xt, Xt) = Cov(Xt −Xt−1, Xt) = Var(Xt)− Cov(Xt−1, Xt).

Sustituyendo los valores:

Var(Xt) =
σ2

1− 0.92
=

σ2

0.19
, Cov(Xt, Xt−1) = 0.9 · σ2

0.19
=

0.9σ2

0.19
.

Entonces:

Cov((1−B)Xt, Xt) =
σ2

0.19
− 0.9σ2

0.19
=

0.1σ2

0.19
≈ 0.5263σ2.

(b) Calcular Cov((1−B)Xt, BXt).

Como BXt = Xt−1, se tiene:

Cov((1−B)Xt, Xt−1) = Cov(Xt −Xt−1, Xt−1) = Cov(Xt, Xt−1)− Var(Xt−1).

Sustituyendo:

Cov((1−B)Xt, Xt−1) =
0.9σ2

0.19
− σ2

0.19
= −0.1σ2

0.19
≈ −0.5263σ2.

Ejercicio 25. Sea St =
1
2
(Yt + Yt−1) un proceso de promedio móvil. Expresar la

serie residual

Yt − St,

en términos del operador rezago B.
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Solución.

Yt − St = Yt −
1

2
(Yt + Yt−1)

=
1

2
(2Yt − (Yt + Yt−1))

=
1

2
(Yt − Yt−1)

=
1

2
(1−B)Xt

Ejercicio 26. Sea Yt = p(t) + Xt, donde Xt es una serie débilmente estacionaria
con función de covarianza γ.

(a) Si p(t) = β0+β1t, demostrar que la serie diferenciada (1−B)Yt es estacionaria
y encontrar su función de covarianza.

(b) Si p(t) =
∑k

r=0 βrt
r, demostrar que (1−B)Yt tiene una tendencia polinómica

de grado a lo sumo k − 1. Luego, deducir que (1−B)kYt es estacionaria.

(c) Si Xt es un proceso de ruido blanco, demostrar que la serie (1 − B)kYt es un
promedio móvil.

(d) Encuentre la función de covarianza de (b).

Solución.

(a) Se tiene que E((1−B)Yt) = β1 y Cov(DYt, DYt+h) = 2γ(h)−γ(h−1)−γ(h+1),
por lo que (1−B)Yt es estacionario.

(b) Usando la relación (t− 1)r =
∑r

i=0

(
r
i

)
tr−1(−1)i, se obtiene:

(1−B)Yt

k−1∑
r=0

βrt
r − βk

k∑
i=1

(
k

i

)
tk−i(−1)i

−
k−1∑
s=0

βs

s∑
i=1

(
s

i

)
ts−i(−1)i + εt − εt−1.

Por lo tanto, E((1 − B)Yt) es un polinomio de grado a lo sumo k − 1 en
t. Consideremos entonces Y − t = p(t) + εt, donde p(t) =

∑k
r=0 βrt

r. Se
demostrará por inducción que (1 − B)jYt tiene una tendencia polinómica de
grado a lo sumo k − j.

Se ha demostrado que (1−B)Yt tiene una tendencia polinómica de grado a lo
sumo k − 1. Suponiendo que DjYt tiene una tendencia polinómica de grado a
lo sumo k − j, se mostrará que (1 − B)j+1Yt tiene una tendencia polinómica
de grado a lo sumo k − j − 1.
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Como (1−B)j+1Yt = (1−B)(1−B)jYt, por hipótesis de inducción, (1−B)jYt
tiene una tendencia polinómica de grado a lo sumo k − j. Como la primera
diferencia reduce el grado de la tendencia en al menos 1, independientemente
del grado anterior, (1−B)j+1Yt tiene una tendencia de grado a lo sumo k−j−1
y la inducción queda establecida. Se obtiene que (1−B)kYt tiene una tendencia
polinómica de grado a lo sumo k−k = 0, por lo que E((1−B)kYt) es constante.

Además, dado que:

DkYt =
k∑

j=0

(
k

j

)
(−1)jYt−j,

Se tiene que

Cov((1−B)kYt, (1−B)kYt+h) =
k∑

i,j=0

(
k

i

)(
k

j

)
(−1)i+jγ(h+ j − i),

y el lado derecho no es una función de t, sino solo una función del desfase
temporal h.

(c) Se tiene que

(1−B)kYt =
k∑

j=0

(−1)j
(
k

j

)
[p(t− j) + εt−j]

= c0 + εt + θ1εt−1 + · · ·+ θkεt−k,

donde

c0 =
k∑

j=0

(−1)j
(
k

j

)
p(t− j),

y

θj = (−1)j
(
k

j

)
, para j = 1, . . . , k.

Por lo tanto, (1−B)k es un proceso MA(k).

(d) Ver la solución del apartado (b).

Ejercicio 27. Considere las procesos

xt = wt

yt = wt − θwt−1 + ut,

donde wt y ut son series de ruido blanco independientes con varianzas σ2
w y σ2

u,
respectivamente, y θ es una constante no especificada.
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(a) Exprese la función de autocorrelación (ACF), ρy(h), para h = 0,±1,±2, . . .
de la serie yt como una función de σ2

w, σ
2
u y θ.

(b) Determine la función de correlación cruzada (CCF), ρxy(h), que relaciona xt
y yt.

(c) Muestre que xt y yt son conjuntamente estacionarias.

Solución.

(a) La función de autocovarianza de yt es:

γy(h) = Cov(yt, yt+h).

Para h = 0:

γy(0) = Var(yt)

= Var(wt − θwt−1 + ut)

= Var(wt) + θ2Var(wt−1) + Var(ut) (independencia)

= σ2
w + θ2σ2

w + σ2
u

= (1 + θ2)σ2
w + σ2

u.

Para h = 1:

γy(1) = Cov(yt, yt+1)

= Cov(wt − θwt−1 + ut, wt+1 − θwt + ut+1)

= Cov(wt,−θwt) (los demás términos son independientes)

= −θσ2
w.

Para h = −1:
γy(−1) = γy(1) = −θσ2

w.

Para |h| ≥ 2, no hay términos correlacionados porque el proceso solo depende
de wt y wt−1, entonces:

γy(h) = 0 para |h| ≥ 2.

Por lo tanto, la función de autocorrelación es:

ρy(h) =
γy(h)

γy(0)
=


1, h = 0

− θσ2
w

(1+θ2)σ2
w+σ2

u
, |h| = 1

0, |h| ≥ 2

.

(b) La función de correlación cruzada entre xt y yt es:

γxy(h) = Cov(xt+h, yt) = Cov(wt+h, wt − θwt−1 + ut)

Consideremos los casos:
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γxy(0) = Cov(wt, wt − θwt−1 + ut) = Var(wt) = σ2
w

γxy(1) = Cov(wt+1, wt − θwt−1 + ut) = Cov(wt+1, wt)− θCov(wt+1, wt−1) = 0

γxy(−1) = Cov(wt−1, wt − θwt−1 + ut) = −θVar(wt−1) = −θσ2
w

Para |h| ≥ 2:
γxy(h) = 0.

Finalmente, la función de correlación cruzada estandarizada es:

ρxy(h) =
γxy(h)

σxσy
=


σ2
w

σw

√
(1+θ2)σ2

w+σ2
u

, h = 0

− θσ2
w

σw

√
(1+θ2)σ2

w+σ2
u

, h = −1

0, en otro caso

.

(c) Estacionariedad conjunta de xt y yt:

• xt = wt es ruido blanco → estacionario.

• yt = wt − θwt−1 + ut es combinación lineal de variables estacionarias
independientes → estacionario.

• Todas las covarianzas Cov(xt+h, xt),Cov(yt+h, yt),Cov(xt+h, yt) dependen
solo de h.

Por lo tanto, (xt, yt) son conjuntamente estacionarios.

Ejercicio 28. Considere el siguiente proceso

xt = β0 + β1t+ wt,

donde β0, β1 son constantes fijas. Note que xt consiste de una tendencia lineal
con un término de ruido aditivo formado por variables aleatorias independientes wt

con media cero y varianza σ2
w:

(a) Demuestre que xt no es estacionario.

(b) Demuestre que la serie de primeras diferencias

∇xt = xt − xt−1

es estacionaria encontrando su media y función de autocovarianza.

(c) Repita el inciso (b) si wt se reemplaza por un proceso estacionario general,
digamos yt, con función de media µy y función de autocovarianza γy(h).
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Solución.

(a) Para que un proceso sea débilmente estacionario, su media debe ser constante
y su covarianza debe depender solo del desfase h.

E[xt] = E[β0 + β1t+ wt] = β0 + β1t

La media depende de t, por lo tanto {xt} no es estacionario.

(b) Definimos la primera diferencia:

∇xt = xt − xt−1 = (β0 + β1t+ wt)− (β0 + β1(t− 1) + wt−1)

∇xt = β1 + (wt − wt−1)

Media de ∇xt:

E[∇xt] = β1 + E[wt − wt−1] = β1 + 0 = β1

Autocovarianza de ∇xt:

γ∇x(h) = Cov(∇xt+h,∇xt)

Para h = 0:

Var(∇xt) = Var(wt − wt−1) = Var(wt) + Var(wt−1) = 2σ2
w

Para h = 1:

Cov(∇xt+1,∇xt) = Cov(wt+1 − wt, wt − wt−1) = −Var(wt) = −σ2
w

Para h = −1:
γ∇x(−1) = −σ2

w

Para |h| ≥ 2:
γ∇x(h) = 0

Como la media es constante (β1) y la autocovarianza depende solo de h, {∇xt}
es estacionaria.

(c) Sea

xt = β0 + β1t+ yt, yt estacionario con media µy y autocovarianza γy(h)

La primera diferencia:

∇xt = xt − xt−1 = β1 + (yt − yt−1)
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Media:
E[∇xt] = β1 + E[yt − yt−1] = β1 + (µy − µy) = β1

Autocovarianza:

γ∇x(h) = Cov(yt+h − yt+h−1, yt − yt−1)

γ∇x(h) = γy(h)− γy(h− 1)− γy(h+ 1) + γy(h)

γ∇x(h) = 2γy(h)− γy(h− 1)− γy(h+ 1)

Como esta función depende solo de h y la media es constante (β1), {∇xt} sigue
siendo estacionaria.
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Bloque 2: Modelos estad́ısticos para series tem-

porales (enunciados)

Ejercicio 1. Encuentre la ACF y la ACVF para k = 0, 1, 2, 3, 4, 5 para cada uno de
los siguientes modelos, donde at es un proceso de ruido blanco Gaussiano.

(a) Zt − 0.5Zt−1 = at

(b) Zt − 1.3Zt−1 + 0.4Zt−2 = at

Ejercicio 2. Considere el siguiente proceso MA(2)

yt = ut + θ1ut−1 + θ2ut−2

donde ut es un proceso de ruido blanco con media cero y varianza σ2.

(a) Calcule la media y varianza de yt.

(b) Obtenga la función de autocorrelación para el proceso (i.e., exprese la auto-
correlación, τ1, τ2, . . . como funciones de los parámetros θ1 y θ2).

(c) Si θ1 = −0.5 y θ2 = 0.25, dibuje la ACF de yt.

Ejercicio 3. Considere los procesos

zt = ϕ1zt−1 + ut

ut = ϕ2ut−1 + at

donde at es un proceso ruido blanco. Demuestre que zt sigue un proceso AR(2).

Ejercicio 4. Considere los procesos

zt = ut − θ1ut−1

ut = at − θ2at−1

donde at es un proceso ruido blanco. Demuestre que zt sigue un proceso MA(2).

Ejercicio 5. Considere los procesos

zt = ϕ1zt−1 + ut

ut = at − θ2at−1

donde at es un proceso ruido blanco. Demuestre que zt sigue un proceso ARMA(1,1).

Ejercicio 6. Demuestre que:
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(a) Los procesos Zt y Z
′
t definidos por

Zt = Wt + θWt−1, Wt
iid∼ N (0, σ2),

Zt = Wt + θ−1Wt−1, Wt
iid∼ N (0, θ2σ2),

tienen propiedades de segundo orden idénticas. ¿Cuál de ellos, si es que alguno,
es el más apropiado para un proceso ARMA?

(b) Si Wt
iid∼ N (0, σ2), y:

Yt = 0.5Yt−1 + 0.5Wt + 0.75Wt−1 − 0.5Wt−2, t ∈ Z,

¿Es el proceso Yt un modelo ARMA bien definido? Si no lo es, redúzcalo a la
mejor forma posible, usando (a) u otro método.

Ejercicio 7. Considere un modelo ARMA estacionario con una constante, es decir,

ϕ(B)Yt = α + θ(B)Wt,

donde Wt es un ruido blanco. Demuestre que si no hay una parte autorregresiva,
entonces E(Yt) = α, y encuentre E(Yt) en el caso general. Discuta la interpretación
de α para un modelo ARIMA(p, 1, q) con una constante,

ϕ(B)DYt = α + θ(B)Wt.

Ejercicio 8. Demuestre que las ecuaciones autorregresivas

Xt = ϕ1Xt−1 + Zt, t = 0,±1, . . . ,

donde {Zt} ∼ WN(0, σ2) y |ϕ| = 1, no tienen ninguna solución estacionaria.
Recomendación: Suponga que śı existe una solución estacionaria {Xt} y use

la ecuación autorregresiva para derivar una expresión para la varianza de Xt −
ϕn+1
1 Xt−n−1 que contradice el supuesto de estacionariedad.

Ejercicio 9. Suponga que en una muestra de tamaño 100 de un proceso AR(1) con
media µ, ϕ = 0.6, y σ2 = 2 obtenemos x̄100 = 0.271. Construya un intervalo de
confianza aproximado del 95% para µ. ¿Son los datos compatibles con la hipótesis
de que µ = 0?

Ejercicio 10. Identifica los siguientes modelos como modelos ARMA(p,q) y deter-
mina si son causales y/o invertibles:

(a) xt = 0.80xt−1 − 0.15xt−2 + wt − 0.30wt−1.

(b) xt = xt−1 − 0.50xt−2 + wt − wt−1.

Ejercicio 11. Determine cuáles de los siguientes procesos ARMA son causales y
cuáles son invertibles. En cada caso, {Zt} denota ruido blanco.

(a) Xt + 0.2Xt−1 − 0.48Xt−2 = Zt.

– 45 –



Bloque 2: Modelos estad́ısticos para
series temporales

(b) Xt + 1.9Xt−1 + 0.88Xt−2 = Zt + 0.2Zt−1 + 0.7Zt−2.

(c) Xt + 0.6Xt−1 = Zt + 1.2Zt−1.

(d) Xt + 1.8Xt−1 + 0.81Xt−2 = Zt.

(e) Xt + 1.6Xt−1 = Zt − 0.4Zt−1 + 0.04Zt−2.

Ejercicio 12. Calcule la ACF y la PACF del proceso AR(2):

Xt = 0.8Xt−2 + Zt, {Zt} ∼ WN(0, σ2).

Ejercicio 13. Sea {Yt} la serie temporal ARMA más ruido, definida por:

Yt = Xt +Wt,

donde {Wt} ∼ WN(0, σ2
W ), {Xt} es un proceso ARMA(p, q) que satisface:

ϕ(B)Xt = θ(B)Zt, {Zt} ∼ WN(0, σ2
Z),

y además E(WsZt) = 0 para todo s y t.

(a) Demuestre que {Yt} es estacionario y encuentre su autocovarianza en términos
de σ2

W y la función de autocovarianza de {Xt}.

(b) Demuestre que el proceso Ut := ϕ(B)Yt es r-correlacionado, donde r = max(p, q)
y es un proceso MA(r). Concluya que {Yt} es un proceso ARMA(p, r).

Ejercicio 14. Demostrar que los dos procesos MA(1):

Xt = Zt + θZt−1, {Zt} ∼ WN(0, σ2)

Yt = Z̃t +
1

θ
Z̃t−1, {Z̃t} ∼ WN(0, σ2θ2),

donde 0 < |θ| < 1, tienen las mismas funciones de autocovarianza.

Ejercicio 15. Supongamos que {Xt} es el proceso MA(1) no invertible:

Xt = Zt + θZt−1, {Zt} ∼ WN(0, σ2),

donde |θ| > 1. Definimos un nuevo proceso {Wt} como:

Wt =
∞∑
j=0

(−θ)−jXt−j

y demostrar que {Wt} ∼ WN(0, σ2
W ). Expresar σ2

W en términos de θ y σ2 y
demostrar que {Xt} tiene la representación invertible (en términos de {Wt}):

Xt = Wt +
1

θ
Wt−1.
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Ejercicio 16. Demostrar que el valor en el rezago 2 de la función de autocorrelación
parcial (PACF) del proceso MA(1)

Xt = Zt + θZt−1, t = 0,±1, . . . ,

donde {Zt} ∼ WN(0, σ2), es:

α(2) =
−θ2

1 + θ2 + θ4
.

Ejercicio 17. Suponga que {Yt} es un proceso AR(1) con −1 < ϕ < +1.

(a) Encuentre la función de autocovarianza paraWt = ∇Yt = Yt−Yt−1 en términos
de ϕ y σ2

e .

(b) Demuestre que

Var(Wt) =
2σ2

e

1 + ϕ
.

Ejercicio 18. Describa las caracteŕısticas importantes de la función de autocor-
relación para los siguientes modelos:

(a) MA(1),

(b) MA(2),

(c) AR(1),

(d) AR(2),

(e) ARMA(1,1).

Ejercicio 19. Sea {Yt} un proceso AR(2) de la forma especial Yt = ϕ2Yt−2+et. Use
principios básicos para encontrar el rango de valores de ϕ2 para los cuales el proceso
es estacionario.

Ejercicio 20. Para el modelo ARMA(1,2)

Yt = 0.8Yt−1 + et + 0.7et−1 + 0.6et−2

Demostrar que:

(a) ρk = 0.8ρk−1 para k ≥ 2.

(b) ρ2 = 0.8ρ1 + 0.6σ2
e

γ0
.

Ejercicio 21. Considere dos procesos MA(2), uno con θ1 = θ2 = 1
6
y otro con

θ1 = −1 y θ2 = 6.

(a) Demuestre que estos procesos tienen la misma función de autocorrelación.
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(b) ¿Cómo se comparan las ráıces de los polinomios caracteŕısticos correspondi-
entes?

Ejercicio 22. Considera el modelo AR(1) “no estacionario” Yt = 3Yt−1 + et.

(a) Demuestra que Yt = −
∑∞

j=1

(
1
3

)j
et+j satisface la ecuación AR(1).

(b) Demuestra que el proceso definido en la parte (a) es estacionario.

(c) ¿En qué sentido esta solución es insatisfactoria?

Ejercicio 23. Considera un proceso que satisface la ecuación AR(1) Yt =
1
2
Yt−1+et.

(a) Demuestra que Yt = 10
(
1
2

)t
+ et +

1
2
et−1 +

(
1
2

)2
et−2 + · · · es una solución de la

ecuación AR(1).

(b) ¿Es estacionaria la solución dada en la parte (a)?

Ejercicio 24. Considere un proceso que satisface la ecuación AR(1) “estacionaria”
de media cero Yt = ϕYt−1 + et con −1 < ϕ < 1. Sea c una constante no nula, y
define Wt = Yt + cϕt.

(a) Demuestra que E(Wt) = cϕt.

(b) Demuestra que {Wt} satisface la ecuación AR(1) “estacionaria”Wt = ϕWt−1+
et.

(c) ¿Es {Wt} estacionario?

Ejercicio 25. Considere el modelo Yt = et − et−1 − et−2 + 0.5et−3.

(a) Encuentra la función de autocovarianza para este proceso.

(b) Demuestra que esto es un cierto proceso ARMA(p, q) disfrazado. Es decir,
identifica los valores de p y q y los parámetros θ’s y ϕ’s tales que el proceso
ARMA(p, q) tiene las mismas propiedades estad́ısticas que {Yt}.

Ejercicio 26. Suponga que {Yt} es un proceso AR(1) con ρ1 = ϕ. Define la secuen-
cia {bt} como

bt = Yt − ϕYt+1.

(a) Demuestra que Cov(bt, bt−k) = 0 para todo t y k.

(b) Demuestra que Cov(bt, Yt+k) = 0 para todo t y k > 0.

Ejercicio 27. Considere un proceso “AR(1)” que satisface Yt = ϕYt−1 + et, donde
ϕ puede ser cualquier número y {et} es un proceso de ruido blanco tal que et es
independiente del pasado {Yt−1, Yt−2, . . . }. Sea Y0 una variable aleatoria con media
µ0 y varianza σ2

0.
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(a) Demuestre que para t > 0 se puede escribir

Yt = et + ϕet−1 + ϕ2et−2 + ϕ3et−3 + · · ·+ ϕt−1e1 + ϕtY0.

(b) Demuestre que para t > 0 se tiene E(Yt) = ϕtµ0.

(c) Demuestre que para t > 0

V ar(Yt) =

{
1−ϕ2t

1−ϕ2 σ
2
e + ϕ2tσ2

0, para ϕ ̸= 1,

tσ2
e + σ2

0, para ϕ = 1.

(d) Suponga ahora que µ0 = 0. Argumente que, si {Yt} es estacionario, debemos
tener ϕ ̸= 1.

(e) Continuando con la suposición de que µ0 = 0, demuestre que, si {Yt} es
estacionario, entonces

V ar(Yt) =
σ2
e

1− ϕ2

y, por lo tanto, debemos tener |ϕ| < 1.

Ejercicio 28. Considere el proceso AR(2) {Xt} que satisface

Xt − ϕXt−1 − ϕ2Xt−2 = Zt, {Zt} ∼ WN(0, σ2).

(a) ¿Para qué valores de ϕ este proceso es causal?

(b) Los siguientes momentos muestrales se calcularon después de observarX1, . . . , X200:

γ̂(0) = 6.06, ρ̂(1) = 0.687.

Encuentre estimaciones de ϕ y σ2 resolviendo las ecuaciones de Yule-Walker.
(Si encuentra más de una solución, elija la que sea causal.)

Ejercicio 29. 200 observaciones de una serie temporal, X1, . . . , X200, dieron las
siguientes estad́ısticas muestrales:

• Media muestral: X̄200 = 3.82;

• Varianza muestral: γ̂(0) = 1.15;

• ACF muestral:

ρ̂(1) = 0.427, ρ̂(2) = 0.475, ρ̂(3) = 0.169.

(a) Basándonos en estas estad́ısticas muestrales, ¿es razonable suponer que {Xt−
µ} es ruido blanco?
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(b) Suponiendo que {Xt − µ} puede modelarse como un proceso AR(2),

Xt − µ− ϕ1(Xt−1 − µ)− ϕ2(Xt−2 − µ) = Zt,

donde {Zt} ∼ IID(0, σ2), encuentre estimaciones de µ, ϕ1, ϕ2 y σ2.

(c) ¿Concluiŕıa que µ = 0?

(d) Construya intervalos de confianza del 95% para ϕ1 y ϕ2.

(e) Suponiendo que los datos fueron generados a partir de un modelo AR(2),
derive estimaciones de la PACF para todos los retardos h ≥ 1.

Ejercicio 30. Encuentre las ecuaciones de Yule-Walker para el proceso AR(2)

Xt =
1

3
Xt−1 +

2

9
Xt−2 + ϵt.

Demuestre que la función de autocorrelación es

ρk =
16

21

(
2

3

)|k|

+
5

21

(
−1

3

)|k|

, k ∈ Z.

Ejercicio 31. Suponga que tenemos 1500 observaciones x1, x2, . . . , x1500 de una serie
temporal y hemos elegido estimar un modelo AR(2),

Xt = ϕ1Xt−1 + ϕ2Xt−2 +Wt,

donde Wt ∼ WN(0, σ2
w). Hemos calculado las siguientes autocovarianzas mues-

trales:

γ̂(0) = 5.0, γ̂(1) = 0.0, γ̂(2) = 2.5, γ̂(3) = 0.0, γ̂(4) = 1.0.

(a) Estime los coeficientes ϕ1, ϕ2 y la varianza del ruido σ2
w.

(b) Proporcione un intervalo de confianza aproximado del 95% para el coeficiente
ϕ2.

Ejercicio 32. Considere el proceso ARMA(1, 1) estacionario dado por

Xt = 0.5Xt−1 + wt − 0.3wt−1.

Dado que el proceso es estacionario, tiene la representación de Wold. Calcule
los primeros cuatro coeficientes de la representación de Wold (es decir, ψ0, ψ1, ψ2,
y ψ3).
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porales (soluciones)

Ejercicio 1. Encuentre la ACF y la ACVF para k = 0, 1, 2, 3, 4, 5 para cada uno de
los siguientes modelos, donde at es un proceso de ruido blanco Gaussiano.

(a) Zt − 0.5Zt−1 = at

(b) Zt − 1.3Zt−1 + 0.4Zt−2 = at

Solución.
Definiciones:

• ACVF: γk = Cov(Zt, Zt−k) = E[ZtZt−k]

• ACF: ρk =
γk
γ0

(a) Zt − 0.5Zt−1 = at es un modelo AR(1) con ϕ1 = 0.5.

Zt = 0.5Zt−1 + at

Multiplicamos la ecuación despejada por Zt−k y aplicamos E[·]:

γk = E[ZtZt−k] = E[(0.5Zt−1 + at)Zt−k]

E[ZtZt−k] = 0.5E[Zt−1Zt−k] + E[atZt−k]

γk = 0.5γk−1 + Cov(at, Zt−k)

Para k ≥ 1, como Cov(at, Zt−k) = 0 para k ≥ 1:

γk = 0.5γk−1 para k ≥ 1

Para la ACF (ρk), dividimos la ecuación de la ACVF por γ0:

ρk =
γk
γ0

= 0.5
γk−1

γ0
=⇒ ρk = 0.5ρk−1

La solución es: ρk = (0.5)k.

La ACF ρk sigue la ecuación para k ≥ 1 es ρk = ϕ1ρk−1:

ρk = 0.5ρk−1

.

La solución es: ρk = (0.5)k.

El PACF se anula para k > p = 1:

ϕ11 = ϕ1 = 0.5 y ϕkk = 0 para k ≥ 2
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(b) Zt − 1.3Zt−1 + 0.4Zt−2 = at =⇒ Zt = 1.3Zt−1 − 0.4Zt−2 + at es un modelo
AR(2) con ϕ1 = 1.3 y ϕ2 = −0.4. Para la ACVF (γk), multiplicamos la
ecuación despejada por Zt−k y aplicamos E[·]:

E[ZtZt−k] = E[(1.3Zt−1 − 0.4Zt−2 + at)Zt−k]

γk = 1.3E[Zt−1Zt−k]− 0.4E[Zt−2Zt−k] + E[atZt−k]

γk = 1.3γk−1 − 0.4γk−2 + Cov(at, Zt−k)

Para k ≥ 2, como Cov(at, Zt−k) = 0 para k ≥ 2:

γk = 1.3γk−1 − 0.4γk−2 para k ≥ 2

Para ACF (ρk), dividimos la ACVF por γ0:

ρk = 1.3ρk−1 − 0.4ρk−2 para k ≥ 2

Para k = 1, Cov(at, Zt−1) = 0:

γ1 = 1.3γ0 − 0.4γ−1 + Cov(at, Zt−1)︸ ︷︷ ︸
=0

Usando la simetŕıa γ−1 = γ1:

γ1 = 1.3γ0 − 0.4γ1

γ1(1 + 0.4) = 1.3γ0

ρ1 =
γ1
γ0

=
1.3

1.4
≈ 0.92857

ρ2 = 1.3ρ1 − 0.4ρ0 = 1.3(0.92857)− 0.4(1) ≈ 0.80714

ρ3 = 1.3ρ2 − 0.4ρ1 = 1.3(0.80714)− 0.4(0.92857) ≈ 0.67786

ρ4 = 1.3ρ3 − 0.4ρ2 = 1.3(0.67786)− 0.4(0.80714) ≈ 0.55836

ρ5 = 1.3ρ4 − 0.4ρ3 = 1.3(0.55836)− 0.4(0.67786) ≈ 0.45473

Ejercicio 2. Considere el siguiente proceso MA(2)

yt = ut + θ1ut−1 + θ2ut−2

donde ut es un proceso de ruido blanco con media cero y varianza σ2.

(a) Calcule la media y varianza de yt.

(b) Obtenga la función de autocorrelación para el proceso (i.e., exprese la auto-
correlación, τ1, τ2, . . . como funciones de los parámetros θ1 y θ2).

(c) Si θ1 = −0.5 y θ2 = 0.25, dibuje la ACF de yt.
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Solución.

(a) La media de yt es calculada usando la propiedad de linearidad del operador
esperanza:

E[yt] = E[ut + θ1ut−1 + θ2ut−2]

E[yt] = E[ut] + θ1E[ut−1] + θ2E[ut−2]

Dado que E[ut] = 0, entonces:

E[yt] = 0

La varianza de yt es γ0 = Var(yt). Dado que ut, ut−1, ut−2 no están correla-
cionados, la varianza de su suma es la suma de sus varianzas individuales:

Var(yt) = Var(ut) + Var(θ1ut−1) + Var(θ2ut−2)

Usando la propiedad Var(aX) = a2Var(X):

γ0 = Var(ut) + θ21Var(ut−1) + θ22Var(ut−2)

Dado que Var(ut) = σ2:
γ0 = σ2(1 + θ21 + θ22)

(b) La ACVF es γk = E[ytyt−k], y la ACF es τk =
γk
γ0
.

Autocovarianza en el rezago k = 1.

γ1 = E[ytyt−1] = E[(ut + θ1ut−1 + θ2ut−2)(ut−1 + θ1ut−2 + θ2ut−3)]

Los únicos términos cuya esperanza matemática es distinta de cero (i.e., donde
los ı́ndices coinciden) son:

• θ1ut−1 · ut−1 =⇒ θ1E[u
2
t−1] = θ1σ

2

• θ2ut−2 · θ1ut−2 =⇒ θ1θ2E[u
2
t−2] = θ1θ2σ

2

γ1 = σ2(θ1 + θ1θ2)

Autocovarianza en el rezago k = 2

γ2 = E[ytyt−2] = E[(ut + θ1ut−1 + θ2ut−2)(ut−2 + θ1ut−3 + θ2ut−4)]

El único término cuya esperanza matemática es distinta de cero es:

• θ2ut−2 · ut−2 =⇒ θ2E[u
2
t−2] = θ2σ

2

γ2 = σ2θ2

Autocovarianza en el rezago k ≥ 3 Para k ≥ 3, no hay términos ui superpuestos
entre yt y yt−k, por lo que la varianza es cero:

γk = 0 for k ≥ 3
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ACF usando τk =
γk
γ0
:

Rezago k = 1:

τ1 =
σ2(θ1 + θ1θ2)

σ2(1 + θ21 + θ22)
=⇒ τ1 =

θ1(1 + θ2)

1 + θ21 + θ22

Rezago k = 2:

τ2 =
σ2θ2

σ2(1 + θ21 + θ22)
=⇒ τ2 =

θ2
1 + θ21 + θ22

Rezago k ≥ 3:
τk = 0 para k ≥ 3

(c) Dibuja la ACF para θ1 = −0.5 y θ2 = 0.25. Sustituye los valores dados en las
fórmulas de la ACF. El denominador esD = 1+θ21+θ

2
2 = 1+(−0.5)2+(0.25)2 =

1 + 0.25 + 0.0625 = 1.3125.

Lag k = 1:

τ1 =
(−0.5)(1 + 0.25)

1.3125
=

(−0.5)(1.25)

1.3125
=

−0.625

1.3125

τ1 ≈ −0.476

Lag k = 2:

τ2 =
0.25

1.3125
τ2 ≈ 0.190

Lag k ≥ 3:
τk = 0

• τ0 = 1

• τ1 ≈ −0.48 (Correlación negativa)

• τ2 ≈ 0.19 (Correlación positiva)

• τk = 0 para todo k ≥ 3

Esta es la propiedad caracteŕıstica de un proceso MA(2): la ACF se corta
exactamente después del rezago q = 2.

Ejercicio 3. Considere los procesos

zt = ϕ1zt−1 + ut

ut = ϕ2ut−1 + at

donde at es un proceso ruido blanco. Demuestre que zt sigue un proceso AR(2).
Solución.
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Partimos de las ecuaciones:

zt = ϕ1zt−1 + ut

ut = ϕ2ut−1 + at

donde at es un proceso de ruido blanco. Sustituyendo la segunda ecuación en la
primera:

zt = ϕ1zt−1 + (ϕ2ut−1 + at)

zt = ϕ1zt−1 + ϕ2ut−1 + at.

Ahora, sustituimos ut−1 utilizando la ecuación ut−1 = ϕ2ut−2 + at−1:

zt = ϕ1zt−1 + ϕ2(ϕ2ut−2 + at−1) + at

zt = ϕ1zt−1 + ϕ2
2ut−2 + ϕ2at−1 + at.

De la ecuación original de zt:

ut−1 = zt−1 − ϕ1zt−2.

Sustituyéndolo en la ecuación anterior:

zt = ϕ1zt−1 + ϕ2
2(zt−2 − ϕ1zt−3) + ϕ2at−1 + at.

Reordenando los términos:

zt − ϕ1zt−1 − ϕ2zt−2 = at + ϕ2at−1.

La ecuación obtenida tiene la forma de un proceso AR(2):

zt − (ϕ1 + ϕ2)zt−1 + ϕ1ϕ2zt−2 = at + ϕ2at−1.

Dado que at es un ruido blanco, el lado derecho representa un término de er-
ror autocorrelacionado, lo que sugiere que zt sigue un modelo AR(2), pero con un
término de ruido dependiente de at.

Ejercicio 4. Considere los procesos

zt = ut − θ1ut−1

ut = at − θ2at−1

donde at es un proceso ruido blanco. Demuestre que zt sigue un proceso MA(2).
Solución.

Partimos de las ecuaciones:

zt = ut − θ1ut−1
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ut = at − θ2at−1

donde at es un proceso de ruido blanco. Sustituimos la segunda ecuación en la
primera:

zt = (at − θ2at−1)− θ1ut−1

Ahora sustituimos ut−1 utilizando la ecuación ut−1 = at−1 − θ2at−2:

zt = (at − θ2at−1)− θ1(at−1 − θ2at−2).

Distribuimos los términos:

zt = at − θ2at−1 − θ1at−1 + θ1θ2at−2.

Agrupamos los coeficientes:

zt = at − (θ1 + θ2)at−1 + θ1θ2at−2.

La ecuación obtenida tiene la forma de un proceso MA(2):

zt = at − θ∗1at−1 + θ∗2at−2,

donde:

θ∗1 = θ1 + θ2, θ∗2 = θ1θ2.

Dado que at es un ruido blanco, la expresión muestra que zt es una combinación
lineal de ruido blanco y sus retrasos hasta el orden 2, lo que confirma que zt sigue
un proceso MA(2).

Ejercicio 5. Considere los procesos

zt = ϕ1zt−1 + ut

ut = at − θ2at−1

donde at es un proceso ruido blanco. Demuestre que zt sigue un proceso ARMA(1,1).
Solución.

Partimos de las ecuaciones:

zt = ϕ1zt−1 + ut

ut = at − θ2at−1

donde at es un proceso de ruido blanco. Sustituimos la segunda ecuación en la
primera:

zt = ϕ1zt−1 + (at − θ2at−1).

Reordenamos los términos:
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zt − ϕ1zt−1 = at − θ2at−1.

La ecuación anterior tiene la forma estándar de un modelo ARMA(1,1):

zt − ϕ1zt−1 = at − θ2at−1.

La parte AR(1) está representada por el término ϕ1zt−1. La parte MA(1) está
representada por el término −θ2at−1. - at es un proceso de ruido blanco. Hemos
demostrado que zt sigue un proceso ARMA(1,1) con la ecuación:

zt − ϕ1zt−1 = at − θ2at−1.

Esto confirma que el proceso tiene tanto un componente autorregresivo de orden
1 como un componente de media móvil de orden 1.

Ejercicio 6. Demuestre que:

(a) Los procesos Zt y Z
′
t definidos por

Zt = Wt + θWt−1, Wt
iid∼ N (0, σ2),

Zt = Wt + θ−1Wt−1, Wt
iid∼ N (0, θ2σ2),

tienen propiedades de segundo orden idénticas. ¿Cuál de ellos, si es que alguno,
es el más apropiado para un proceso ARMA?

(b) Si Wt
iid∼ N (0, σ2), y:

Yt = 0.5Yt−1 + 0.5Wt + 0.75Wt−1 − 0.5Wt−2, t ∈ Z,

¿Es el proceso Yt un modelo ARMA bien definido? Si no lo es, redúzcalo a la
mejor forma posible, usando (a) u otro método.

Solución.

(a) Dado que la función de autocovarianza de un proceso MA(1)

Zt = Wt + νWt−1

con Wt ∼ N (0, τ 2) está dada por γ(0) = τ 2(1 + ν2), γ(1) = τ 2ν, γ(h) = 0 en
otro caso. La igualdad de las funciones de autocovarianza se sigue inmediata-
mente al sustituir los pares θ y σ2, luego θ−1 y σ2θ2 por ν y τ 2. La forma con
el coeficiente menor que 1 es invertible.

(b) Los polinomios correspondientes son

ϕ(z) = 1− 0.5z,

θ(z) = 0.5(1 + 1.5z − z2) = 0.5(1− 0.5z)(1 + 2z),
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por lo que, después de cancelar el término común 1 − 0.5z e introducir las
variables aleatorias ηt = 0.5Wt, obtenemos

Yt = ηt + 2ηt−1, ηt
iid∼ N (0, 0.25σ2),

lo cual es causal pero no invertible: el polinomio 1 + 2z tiene la única ráız
z1 = −1/2. Basándonos en la parte a), podemos obtener una representación
ARMA equivalente bien comportada tomando

Yt = η′t + 0.5η′t−1, η′t
iid∼ N (0, σ2).

Ejercicio 7. Considere un modelo ARMA estacionario con una constante, es decir,

ϕ(B)Yt = α + θ(B)Wt,

donde Wt es un ruido blanco. Demuestre que si no hay una parte autorregresiva,
entonces E(Yt) = α, y encuentre E(Yt) en el caso general. Discuta la interpretación
de α para un modelo ARIMA(p, 1, q) con una constante,

ϕ(B)DYt = α + θ(B)Wt.

Solución.
Si no hay parte autorregresiva, entonces Yt = α+θ(B)Wt y, por lo tanto, E(Yt) =

α. En el caso general, escribiendo µ = E(Yt) y ϕ(z) = 1−ϕ1z−· · ·−ϕpz
p, obtenemos

α = E{ϕ(B)Yt} = µ− ϕ1µ− · · · − ϕpµ = µϕ(1).

Por lo tanto, µ = α/ϕ(1).
Para el modelo ARIMA(p, 1, q) con una constante, obtenemos

E(DYt) =
α

ϕ(1)
⇒ E(Yt) = E(Y0) +

αt

ϕ(1)
.

El parámetro α puede interpretarse como la pendiente de la tendencia lineal de
Yt, corregida por el factor 1/ϕ(1) para tener en cuenta la parte autorregresiva del
modelo.

Ejercicio 8. Demuestre que las ecuaciones autorregresivas

Xt = ϕ1Xt−1 + Zt, t = 0,±1, . . . ,

donde {Zt} ∼ WN(0, σ2) y |ϕ| = 1, no tienen ninguna solución estacionaria.
Recomendación: Suponga que śı existe una solución estacionaria {Xt} y use

la ecuación autorregresiva para derivar una expresión para la varianza de Xt −
ϕn+1
1 Xt−n−1 que contradice el supuesto de estacionariedad.

Solución.
Supongamos que existe una solución estacionaria {Xt : t ∈ Z} para

Xt = ϕXt−1 + Zt, t = 0,±1, . . .

donde {Zt : t ∈ Z} ∼ WN(0, σ2) y |ϕ1| = 1. Utilizando las recurrencias,
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Xt = ϕXt−1 + Zt = ϕ2Xt−2 + ϕZt−1 + Zt = · · · = ϕn+1Xt−(n+1) +
n∑

i=0

ϕiZt−i,

lo que implica que

Xt − ϕn+1Xt−(n+1) =
n∑

i=0

ϕiZt−i.

Tenemos que

Var

(
n∑

i=0

ϕiZt−i

)
=

n∑
i=0

ϕ2iVar(Zt−i) =
n∑

i=0

σ2 = (n+ 1)σ2.

Por otro lado, tenemos que

Var(Xt − ϕn+1Xt−(n+1)) = 2γ(0)− 2ϕn+1γ(n+ 1) ≤ 2γ(0) + 2γ(n+ 1) ≤ 4γ(0).

Esto implica que

(n+ 1)σ2 ≤ 4γ(0), ∀n.

Tomando el ĺımite cuando n → ∞ implica que γ(0) = ∞, lo cual es una con-
tradicción. Por lo tanto, no existe ninguna solución estacionaria.

Ejercicio 9. Suponga que en una muestra de tamaño 100 de un proceso AR(1) con
media µ, ϕ = 0.6, y σ2 = 2 obtenemos x̄100 = 0.271. Construya un intervalo de
confianza aproximado del 95% para µ. ¿Son los datos compatibles con la hipótesis
de que µ = 0?
Solución.

Dado que {Xt : t ∈ Z} es un proceso AR(1) con media µ, cumple que

Xt − µ = ϕ(Xt−1 − µ) + Zt, {Zt : t ∈ Z} ∼ WN(0, σ2),

con ϕ = 0.6 y σ2 = 2. Dado que {Xt : t ∈ Z} es AR(1), tenemos que

γX(h) =
ϕ|h|σ2

1− ϕ2
.

Estimamos µ mediante

X̄n =
1

n

n∑
k=1

Xk.

Para valores grandes de n, X̄n es aproximadamente normal con media µ y vari-
anza

1

n

∑
|h|<∞

γ(h)
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En nuestro caso, la varianza es

1

n

(
1 + 2

∞∑
h=1

ϕh

)
σ2

1− ϕ2

=
1

n

(
1 + 2

(
1

1− ϕ
− 1

))
σ2

1− ϕ2

=
1

n

(
2

1− ϕ
− 1

)
σ2

1− ϕ2

=
1 + ϕ

n(1− ϕ)

σ2

1− ϕ2
=

σ2

n(1− ϕ)2
.

Por lo tanto, X̄n es aproximadamente

N

(
µ,

σ2

n(1− ϕ)2

)
.

Un intervalo de confianza del 95% está dado por

I =

(
x̄n − λ0.025

σ√
n(1− ϕ)2

, x̄n + λ0.025
σ√

n(1− ϕ)2

)
.

Sustituyendo los valores numéricos obtenemos

I = 0.271± 0.69.

Dado que 0 ∈ I, la hipótesis de que µ = 0 no puede ser rechazada.

Ejercicio 10. Identifica los siguientes modelos como modelos ARMA(p,q) y deter-
mina si son causales y/o invertibles:

(a) xt = 0.80xt−1 − 0.15xt−2 + wt − 0.30wt−1.

(b) xt = xt−1 − 0.50xt−2 + wt − wt−1.

Solución.

(a) Escribir como (1− .3B)(1− .5B)xt = (1− .3B)wt y reducir a (1− .5B)xt = wt.
Por lo tanto, el proceso AR(1): xt = .5xt−1 + wt es causal e invertible.

(b) El polinomio AR es
1− 1z + 0.5z2,

que tiene ráıces complejas
1± i

fuera del ćırculo unitario (nota que |1± i|2 = 2). El polinomio MA es

1− z,

que tiene ráız en la unidad. Por lo tanto, el proceso es unARMA(2,1) causal
pero no invertible.
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(b) The AR polynomial is 1 − 1z + .5z2 which has complex roots 1 ± i outside
the unit circle (note |1± i|2 = 2). The MA polynomial is 1− z which has root unity.
Thus the process is a causal but not invertible ARMA(2, 1).

Ejercicio 11. Determine cuáles de los siguientes procesos ARMA son causales y
cuáles son invertibles. En cada caso, {Zt} denota ruido blanco.

(a) Xt + 0.2Xt−1 − 0.48Xt−2 = Zt.

(b) Xt + 1.9Xt−1 + 0.88Xt−2 = Zt + 0.2Zt−1 + 0.7Zt−2.

(c) Xt + 0.6Xt−1 = Zt + 1.2Zt−1.

(d) Xt + 1.8Xt−1 + 0.81Xt−2 = Zt.

(e) Xt + 1.6Xt−1 = Zt − 0.4Zt−1 + 0.04Zt−2.

Solución.
Escribimos los procesos ARMA como ϕ(B)Xt = θ(B)Zt. El proceso {Xt : t ∈ Z}

es causal si y solo si ϕ(z) ̸= 0 para cada |z| < 1 y es invertible si y solo si θ(z) ̸= 0
para cada |z| ≤ 1.

(a) ϕ(z) = 1 + 0.2z − 0.48z2 = 0 se resuelve con z1 =
5
3
y z2 = −5

4
.

Por lo tanto, {Xt : t ∈ Z} es causal.
θ(z) = 1. Por lo tanto, {Xt : t ∈ Z} es invertible.

(b) ϕ(z) = 1 + 1.9z + 0.88z2 = 0 se resuelve con z1 = −10
11

y z2 = −5
4
.

Por lo tanto, {Xt : t ∈ Z} no es causal.

θ(z) = 1 + 0.2z + 0.7z2 = 0 se resuelve con z1 = −1−i
√
69

7
y z2 = −1+i

√
69

7
.

Dado que |z1| = |z2| =
√
70
7
> 1, {Xt : t ∈ Z} es invertible.

(c) ϕ(z) = 1 + 0.6z = 0 se resuelve con z = −5
3
.

Por lo tanto, {Xt : t ∈ Z} es causal.
θ(z) = 1 + 1.2z = 0 se resuelve con z = −5

6
.

Por lo tanto, {Xt : t ∈ Z} no es invertible.

(d) ϕ(z) = 1 + 1.8z + 0.81z2 = 0 se resuelve con z1 = z2 = −10
9
.

Por lo tanto, {Xt : t ∈ Z} es causal.
θ(z) = 1. Por lo tanto, {Xt : t ∈ Z} es invertible.

(e) ϕ(z) = 1 + 1.6z = 0 se resuelve con z = −5
8
.

Por lo tanto, {Xt : t ∈ Z} no es causal.
θ(z) = 1− 0.4z + 0.04z2 = 0 se resuelve con z1 = z2 = 5.
Por lo tanto, {Xt : t ∈ Z} es invertible.

Ejercicio 12. Calcule la ACF y la PACF del proceso AR(2):

Xt = 0.8Xt−2 + Zt, {Zt} ∼ WN(0, σ2).

Solución.
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Dado que

Xt = 0.8Xt−2 + Zt,

donde {Zt : t ∈ Z} ∼ WN(0, σ2), aplicamos las ecuaciones de Yule-Walker
multiplicando ambos lados por Xt−k y tomando el valor esperado. Las ecuaciones
de Yule-Walker para un proceso AR(2) son:

γ(0) = ϕ1γ(1) + ϕ2γ(2) + σ2

γ(1) = ϕ1γ(0) + ϕ2γ(1)

γ(2) = ϕ1γ(1) + ϕ2γ(0)

Para este ejercicios, obtenemos:

E[XtXt−k] = 0.8E[Xt−2Xt−k] + E[ZtXt−k],

lo que nos da:

γ(0) = 0.8γ(2) + σ2

γ(k) = 0.8γ(k − 2), k ≥ 1.

Dado que γ(k) = γ(−k), necesitamos resolver el siguiente sistema de ecuaciones:

γ(0)− 0.8γ(2) = σ2

γ(1)− 0.8γ(1) = 0

γ(2)− 0.8γ(0) = 0

Primero, observamos que γ(1) = 0 y, por lo tanto, γ(h) = 0 si h es impar. Luego,
resolvemos para γ(0) y obtenemos:

γ(0) = σ2(1− 0.82)−1.

De esto se sigue que:

γ(2k) = γ(0)0.8k.

Por lo tanto, la función de autocorrelación (ACF) es:

ρ(h) =


1, h = 0,

0.8k, h = 2k, k = ±1,±2, . . .

0, en otro caso.

La función de autocorrelación parcial (PACF) se puede calcular como α(0) = 1,
α(h) = ϕhh, donde ϕhh proviene del mejor predictor lineal de Xh+1, el cual tiene la
forma:
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X̂h+1 =
h∑

i=1

ϕhiXh+1−i.

Para un proceso AR(2), tenemos:

X̂h+1 = ϕ1Xh + ϕ2Xh−1

donde podemos identificar:

α(0) = 1, α(1) = 0, α(2) = 0.8, y α(h) = 0 para h ≥ 3.

La PACF de este proceso AR(2) tiene la siguiente estructura: ϕ11 = 0 (primer
coeficiente); ϕ22 = 0.8 (segundo coeficiente). Para k > 2, los coeficientes de la PACF
tienden a 0.

Ejercicio 13. Sea {Yt} la serie temporal ARMA más ruido, definida por:

Yt = Xt +Wt,

donde {Wt} ∼ WN(0, σ2
W ), {Xt} es un proceso ARMA(p, q) que satisface:

ϕ(B)Xt = θ(B)Zt, {Zt} ∼ WN(0, σ2
Z),

y además E(WsZt) = 0 para todo s y t.

(a) Demuestre que {Yt} es estacionario y encuentre su autocovarianza en términos
de σ2

W y la función de autocovarianza de {Xt}.

(b) Demuestre que el proceso Ut := ϕ(B)Yt es r-correlacionado, donde r = max(p, q)
y es un proceso MA(r). Concluya que {Yt} es un proceso ARMA(p, r).

Solución.

(a) Como {Xt} es un proceso ARMA estacionario y {Wt} es ruido blanco con
media cero y varianza constante, ambos procesos son estacionarios. Además,
dado que Xt es una combinación lineal de {Zt} y se cumple E(WsZt) = 0, se
tiene

Cov(Xt,Ws) = 0 para todo t, s.

Por lo tanto, la suma de dos procesos estacionarios e incorrelacionados es
estacionaria, y se concluye que {Yt} es estacionario.

La función de autocovarianza de {Yt} viene dada por

γY (h) = Cov(Yt, Yt−h)

= Cov(Xt +Wt, Xt−h +Wt−h)

= γX(h) + γW (h),

ya que los términos cruzados son nulos.
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Como {Wt} es ruido blanco,

γW (h) =

{
σ2
W , h = 0,

0, h ̸= 0.

Luego,

γY (h) =

{
γX(0) + σ2

W , h = 0,

γX(h), h ̸= 0.

(b) Definimos
Ut := ϕ(B)Yt.

Usando la definición de Yt,

Ut = ϕ(B)Xt + ϕ(B)Wt.

Por la ecuación del modelo ARMA de Xt,

ϕ(B)Xt = θ(B)Zt,

se obtiene
Ut = θ(B)Zt + ϕ(B)Wt.

El término θ(B)Zt es un proceso MA(q) y el término ϕ(B)Wt es un proceso
MA(p). Dado que {Zt} y {Wt} son incorrelacionados, la suma es un proceso
MA de orden

r = max(p, q).

Por lo tanto, {Ut} es un proceso MA(r) y, en consecuencia, es r-correlacionado.

Finalmente, dado que
ϕ(B)Yt = Ut,

con Ut MA(r), se concluye que

{Yt} es un proceso ARMA(p, r), r = max(p, q).

Ejercicio 14. Demostrar que los dos procesos MA(1):

Xt = Zt + θZt−1, {Zt} ∼ WN(0, σ2)

Yt = Z̃t +
1

θ
Z̃t−1, {Z̃t} ∼ WN(0, σ2θ2),

donde 0 < |θ| < 1, tienen las mismas funciones de autocovarianza.
Solución.

La función de autocovarianza (ACVF) de {Xt : t ∈ Z} es:

γX(t+ h, t) = Cov(Xt+h, Xt) = Cov(Zt+h + θZt+h−1, Zt + θZt−1)
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= γZ(h) + θγZ(h+ 1) + θγZ(h− 1) + θ2γZ(h)

=

{
σ2(1 + θ2), h = 0

σ2θ, |h| = 1.

Por otro lado, la ACVF de {Yt : t ∈ Z} es:

γY (t+ h, t) = Cov(Yt+h, Yt) = Cov(Z̃t+h + θ−1Z̃t+h−1, Z̃t + θ−1Z̃t−1)

= γZ̃(h) + θ−1γZ̃(h+ 1) + θ−1γZ̃(h− 1) + θ−2γZ̃(h)

=

{
σ2θ2(1 + θ−2) = σ2(1 + θ2), h = 0

σ2θ2θ−1 = σ2θ, |h| = 1.

Por lo tanto, son iguales.

Ejercicio 15. Supongamos que {Xt} es el proceso MA(1) no invertible:

Xt = Zt + θZt−1, {Zt} ∼ WN(0, σ2),

donde |θ| > 1. Definimos un nuevo proceso {Wt} como:

Wt =
∞∑
j=0

(−θ)−jXt−j

y demostrar que {Wt} ∼ WN(0, σ2
W ). Expresar σ2

W en términos de θ y σ2 y
demostrar que {Xt} tiene la representación invertible (en términos de {Wt}):

Xt = Wt +
1

θ
Wt−1.

Solución.
Primero, mostramos que {Wt : t ∈ Z} es un proceso de ruido blanco con

WN(0, σ2
W ).

E[Wt] = E

[
∞∑
j=0

(−θ)−jXt−j

]
=

∞∑
j=0

(−θ)−jE[Xt−j] = 0.

Dado que E[Xt−j] = 0 para cada j, ahora calculamos la función de autocovari-
anza (ACVF) de {Wt : t ∈ Z} para h ≥ 0:

γW (t+ h, t) = E[Wt+hWt] = E

[
∞∑
j=0

(−θ)−jXt+h−j

∞∑
k=0

(−θ)−kXt−k

]

=
∞∑
j=0

∞∑
k=0

(−θ)−j(−θ)−kE[Xt+h−jXt−k]
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=
∞∑
j=0

∞∑
k=0

(−θ)−j(−θ)−kγX(h− j + k)

=
{
γX(r) = σ2(1 + θ2)1{0}(r) + σ2θ1{1}(|r|)

}

=
∞∑
j=0

∞∑
k=0

(−θ)−(j+k)
(
σ2(1 + θ2)1{j−k}(h) + σ2θ1{j−k+1}(h) + σ2θ1{j−k−1}(h)

)

=
∞∑
j=h

(−θ)−(j+h)σ2(1 + θ2) +
∞∑

j=h−1,j≥0

(−θ)−(j+j−h+1)σ2θ

+
∞∑

j=h+1

(−θ)−(j+j−h−1)σ2θ.

= σ2(1 + θ2)(−θ)−h

∞∑
j=h

(−θ)−2(j−h) + σ2θ(−θ)−(h−1)

∞∑
j=h−1,j≥0

(−θ)−2(j−(h−1))

= σ2θ(−θ)−(h+1)

∞∑
j=h+1

(−θ)−2(j−(h+1))

= σ2(1 + θ2)(−θ)−h θ2

θ2 − 1
+ σ2θ(−θ)−(h−1) θ2

θ2 − 1
+ σ2θ21{0}(h)

= σ2(−θ)−h θ2

θ2 − 1
(1 + θ2 − 1) + σ2θ21{0}(h)

= σ2θ21{0}(h).

Por lo tanto, {Wt : t ∈ Z} es un proceso de ruido blanco WN(0, σ2
W ) con

σ2
W = σ2θ2.

Continuamos con:

Wt =
∞∑
j=0

(−θ)−jXt−j =
∞∑
j=0

πjXt−j,

donde πj = (−θ)−j y

∞∑
j=0

|πj| =
∞∑
j=0

θ−j <∞.

Aśı, {Xt : t ∈ Z} es invertible y resuelve

ϕ(B)Xt = θ(B)Wt
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con

π(z) =
∞∑
j=0

πjz
j =

ϕ(z)

θ(z)
.

Esto implica que debemos tener:

∞∑
j=0

πjz
j =

∞∑
j=0

(
−z
θ

)j

=
1

1 + z/θ
=
ϕ(z)

θ(z)
.

Por lo tanto,

ϕ(z) = 1 y θ(z) = 1 +
z

θ
,

es decir, {Xt : t ∈ Z} satisface:

Xt = Wt + θ−1Wt−1.

Ejercicio 16. Demostrar que el valor en el rezago 2 de la función de autocorrelación
parcial (PACF) del proceso MA(1)

Xt = Zt + θZt−1, t = 0,±1, . . . ,

donde {Zt} ∼ WN(0, σ2), es:

α(2) =
−θ2

1 + θ2 + θ4
.

Solución.
La PACF se puede calcular como α(0) = 1, α(h) = ϕhh, donde ϕhh proviene del

mejor predictor lineal de Xh+1, el cual tiene la forma:

X̂h+1 =
h∑

i=1

ϕhiXh+1−i.

En particular, α(2) = ϕ22 en la expresión:

X̂3 = ϕ21X2 + ϕ22X1.

El mejor predictor lineal satisface:

Cov(X3 − X̂3, Xi) = 0, i = 1, 2.

Esto nos da:

Cov(X3 − X̂3, X1) = Cov(X3 − ϕ21X2 − ϕ22X1, X1)

= Cov(X3, X1)− ϕ21Cov(X2, X1)− ϕ22Cov(X1, X1)

= γ(2)− ϕ21γ(1)− ϕ22γ(0) = 0.
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De manera similar:

Cov(X3 − X̂3, X2) = Cov(X3 − ϕ21X2 − ϕ22X1, X2)

= γ(1)− ϕ21γ(0)− ϕ22γ(1) = 0.

Dado que tenemos un proceso MA(1), su función de autocovarianza (ACVF) es:

γ(h) =


σ2(1 + θ2), h = 0,

σ2θ, |h| = 1,

0, en otro caso.

Aśı, debemos resolver las ecuaciones:

ϕ21γ(1) + ϕ22γ(0) = 0

(1− ϕ22)γ(1)− ϕ21γ(0) = 0.

Resolviendo este sistema de ecuaciones, obtenemos:

ϕ22 =
−θ2

θ4 + θ2 + 1
.

Ejercicio 17. Suponga que {Yt} es un proceso AR(1) con −1 < ϕ < +1.

(a) Encuentre la función de autocovarianza paraWt = ∇Yt = Yt−Yt−1 en términos
de ϕ y σ2

e .

(b) Demuestre que

Var(Wt) =
2σ2

e

1 + ϕ
.

Solución.
(a)

Cov(∇Yt,∇Yt−k) = Cov(Yt − Yt−1, Yt−k − Yt−k−1)

= Cov(Yt, Yt−k)− Cov(Yt−1, Yt−k)− Cov(Yt, Yt−k−1) + Cov(Yt−1, Yt−k−1)

=
σ2
e

1− ϕ2
(ϕ2 − ϕk−1 − ϕk+1 + ϕk)

=
σ2
e

1− ϕ2
ϕk−1(2ϕ− ϕ2− 1) =

σ2
e

1− ϕ2
(1− ϕ)2ϕk−1

= −σ2
e

(1− ϕ)2

(1− ϕ)(1 + ϕ)
= −σ2

e

1− ϕ

1 + ϕ
ϕk−1
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como se requiere.
(b)

Var(Wt) = Var(Yt − Yt−1) = Var(ϕ1Yt−1 + et − Yt−1)

Var(Wt) = Var(Yt−1(ϕ− 1) + σ2
e) = (ϕ− 1)2Var(Yt−1) + Var(et)

Var(Wt) =
σ2
e

1− ϕ2
(ϕ2 − 2ϕ+ 1) + σ2

e =
σ2
e(ϕ

2 − 2ϕ+ 1 + 1− ϕ2)

1− ϕ2

Var(Wt) =
2σ2

e(1− ϕ)

1− ϕ2
=

2σ2
e

1 + ϕ

Ejercicio 18. Describa las caracteŕısticas importantes de la función de autocor-
relación para los siguientes modelos:

(a) MA(1),

(b) MA(2),

(c) AR(1),

(d) AR(2),

(e) ARMA(1,1).

Solución.

(a) Solo hay correlación en el rezago 1.

(b) Solo hay autocorrelación en los rezagos 1 y 2. La forma del proceso depende
de los valores de los coeficientes.

(c) Correlación que decae exponencialmente desde el rezago 0.

(d) Diferentes patrones en la función de autocorrelación (ACF) que dependen de
si las ráıces son complejas o reales.

(e) Correlaciones que decaen exponencialmente desde el rezago 1.

Ejercicio 19. Sea {Yt} un proceso AR(2) de la forma especial Yt = ϕ2Yt−2+et. Use
principios básicos para encontrar el rango de valores de ϕ2 para los cuales el proceso
es estacionario.
Solución.

Primero, tenemos la varianza

Var(Yt) = Var(ϕ2Yt−2 + et) = ϕ2
2Var(Yt−2) + σ2

e

lo cual, asumiendo estacionariedad, es equivalente a

Var(Yt−2) = ϕ2
2Var(Yt−2) + σ2

e ⇐⇒
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σ2
e = (1− ϕ2

2)Var(Yt−2) ⇐⇒

Var(Yt−2) =
σ2
e

1− ϕ2
2

lo que requiere que −1 < ϕ2 < 1 ya que Var(Yt−2) ≥ 0.

Ejercicio 20. Para el modelo ARMA(1,2)

Yt = 0.8Yt−1 + et + 0.7et−1 + 0.6et−2

Demostrar que:

(a) ρk = 0.8ρk−1 para k ≥ 2.

(b) ρ2 = 0.8ρ1 + 0.6σ2
e

γ0
.

Solución.
(a)

Cov(Yt, Yt−k) = E[(0.8Yt−1 + et + 0.7et−1 + 0.6et−2)Yt−k]− E[Yt]E(Yt−k)

= E(0.8Yt−1Yt−k + Ytet−k + 0.7et−1Yt−k + 0.6et−2Yt−k)− 0

= 0.8E(Yt−1Yt−k) + E(Ytet−k) + 0.7E(et−1Yt−k) + 0.7E(et−2Yt−k)

= 0.8E(Yt−1Yt−k) = 0.8Cov(Yt, Yt−k+1) = 0.8ρk−1

(b)

Cov(Yt, Yt−2) = E[0.8Yt−1 + et + 0.7et−1 + 0.6et−2)Yt−2]

= E[(0.8Yt−1 + 0.6et−2)Yt−2]

= 0.8Cov(Yt−1, Yt−2) + 0.6E(et−2Yt−2)

= 0.8γ1 + 0.6E(etYt)

= 0.8γ1 + 0.6E[et(0.8Yt−1 + et + 0.7et−1 + 0.6et−2)]

= 0.8γ1 + 0.6σ2
e

ρ2 = 0.8ρ1 + 0.6
σ2
e

γ0
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Ejercicio 21. Considere dos procesos MA(2), uno con θ1 = θ2 = 1
6
y otro con

θ1 = −1 y θ2 = 6.

(a) Demuestre que estos procesos tienen la misma función de autocorrelación.

(b) ¿Cómo se comparan las ráıces de los polinomios caracteŕısticos correspondi-
entes?

Solución.
(a) Para θ1 = θ2 =

1
6
, tenemos:

ρk =
−1

6
+ 1

6
× 1

6

1 +
(
1
6

)2
+
(
1
6

)2 =
1
6

(
1
6
− 1
)

1 + 2
36

=
−5

38
.

Para θ1 = −1 y θ2 = 6:

ρk =
1− 6

1 + 12 + 36
=

−5

38
.

(b) Para θ1 = θ2 =
1
6
, las ráıces están dadas por:

1
6
±
√

1
36

+ 4× 1
6

−2× 1
6

=
−1

2
±
√

25
36

−1
=

−1
2
± 5

6

1
= {−3,−2} .

Y para θ1 = −1 y θ2 = 6:

−1±
√
1 + 4× 6

−2× 6
=

−1± 5

−12
=

1

12
± 5

12
=

{
1

3
,
1

2

}
.

Ejercicio 22. Considera el modelo AR(1) “no estacionario” Yt = 3Yt−1 + et.

(a) Demuestra que Yt = −
∑∞

j=1

(
1
3

)j
et+j satisface la ecuación AR(1).

(b) Demuestra que el proceso definido en la parte (a) es estacionario.

(c) ¿En qué sentido esta solución es insatisfactoria?

Solución.
(a)

Yt = ϕYt−1 + et =⇒

−
∞∑
j=1

(
1

3

)j

et+j = 3

(
−

∞∑
j=1

(
1

3

)j

et+1+j

)
+ et

−
∞∑
j=1

(
1

3

)j+1

et+j = −
∞∑
j=1

(
1

3

)j

et+1+j +
1

3
et

−
∞∑
j=1

(
1

3

)j+1

et+j = −
∞∑
j=2

(
1

3

)j

et+j
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−
∞∑
j=1

(
1

3

)j+1

et+j = −
∞∑

j+1=2

(
1

3

)j+1

et+j

(b)

E(Yt) = E

(
∞∑
j=1

(
1

3

)j

et+j

)
= 0

ya que todos los términos son ruido blanco no correlacionado.

Cov(Yt, Yt−1) = Cov

(
−

∞∑
j=1

(
1

3

)j

et+j,
∞∑
j=1

(
1

3

)j

et+j−1

)

= Cov

(
−1

3
et+1 −

(
1

3

)2

et+2 − · · · −
(
1

3

)n

et+n,−
1

3
et+1 −

(
1

3

)2

et+2 − · · · −
(
1

3

)n

et+n−1

)

= Cov

(
−1

3
et+1 −

1

32
et+1

)
+Cov

(
−1

3
et+2,−

1

32
et+2

)
+· · ·+Cov

(
−1

3
et+n,−

1

3n+1
et+n

)

=
1

26
σ2
e

(
1 +

1

3
+

1

32
+ · · ·+ 1

3n

)
que es independiente de t.
(c) Es insatisfactorio porque Yt depende de observaciones futuras.

Ejercicio 23. Considera un proceso que satisface la ecuación AR(1) Yt =
1
2
Yt−1+et.

(a) Demuestra que Yt = 10
(
1
2

)t
+ et +

1
2
et−1 +

(
1
2

)2
et−2 + · · · es una solución de la

ecuación AR(1).

(b) ¿Es estacionaria la solución dada en la parte (a)?

Solución.
(a)

1

2

(
10

(
1

2

)t−1

+ et−1 +
1

2
et−2 +

(
1

2

)2

et−3 + · · ·+
(
1

2

)n−1

et−n

)
+ et−1 =

10

(
1

2

)t

+
1

2
et−1 +

(
1

2

)2

et−2 +

(
1

2

)3

et−3 + · · ·+
(
1

2

)n

et−n + et−1 =

10

(
1

2

)t−1

+ et +
1

2
et−2 +

(
1

2

)2

et−3 + · · ·+
(
1

2

)n−1

et−n

(b)

E(Yt) = 10

(
1

2

)t

vaŕıa con t y, por lo tanto, no es estacionario.
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Ejercicio 24. Considere un proceso que satisface la ecuación AR(1) “estacionaria”
de media cero Yt = ϕYt−1 + et con −1 < ϕ < 1. Sea c una constante no nula, y
define Wt = Yt + cϕt.

(a) Demuestra que E(Wt) = cϕt.

(b) Demuestra que {Wt} satisface la ecuación AR(1) “estacionaria”Wt = ϕWt−1+
et.

(c) ¿Es {Wt} estacionario?

Solución.
(a)

E(Wt) = E(Yt + cϕt) = E(Yt) + E(cϕt) = 0 + cϕt = cϕt

(b)

ϕ(Yt−1 + cϕt−1) + et = ϕYt−1 + cϕt + et = ϕ

(
Yt − et
ϕ

)
+ cϕt + et = Yt + cϕt

(c) No, Wt no es independiente de t.

Ejercicio 25. Considere el modelo Yt = et − et−1 − et−2 + 0.5et−3.

(a) Encuentra la función de autocovarianza para este proceso.

(b) Demuestra que esto es un cierto proceso ARMA(p, q) disfrazado. Es decir,
identifica los valores de p y q y los parámetros θ’s y ϕ’s tales que el proceso
ARMA(p, q) tiene las mismas propiedades estad́ısticas que {Yt}.

Solución.
(a)

Cov(Yt, Yt−k) = Cov(et − et−1 − et−2 + 0.5et−3, et−1−k − et−2−k + 0.5et−3−k)

γk =


σ2
e + σ2

e + 0.25σ2
e = 2.25σ2

e , k = 0

−σ2
e − 0.5σ2

e = −1.5σ2
e , k = 1

0.5σ2
e , k = 2

(b) Este es un proceso ARMA(p, q) en el sentido de que p = 0 y q = 2, es decir,
en realidad es un proceso MA(2):

Yt = et − et−1 + 0.5et−2,

con θ1 = 1, θ2 = −0.5.
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Ejercicio 26. Suponga que {Yt} es un proceso AR(1) con ρ1 = ϕ. Define la secuen-
cia {bt} como

bt = Yt − ϕYt+1.

(a) Demuestra que Cov(bt, bt−k) = 0 para todo t y k.

(b) Demuestra que Cov(bt, Yt+k) = 0 para todo t y k > 0.

Solución.
(a)

Cov(Yt − ϕYt+1, Yt−k − ϕYt−k+1) =

Cov(Yt, Yt−k)− ϕCov(Yt, Yt−k+1)− ϕCov(Yt+1, Yt−k) + ϕ2Cov(Yt+1, Yt−k+1) =

σ2
e

1− ϕ2

(
ϕk − ϕk−1 − ϕk+1 + ϕk+2

)
=

σ2
e

1− ϕ2

(
ϕk − ϕk − ϕk+2 + ϕk+2

)
= 0

(b) Primero,

Yt+k = ϕYt+k−1 + et+k =⇒

Cov(bt, Yt+k) = Cov(Yt − ϕYt+1, Yt+k)

= Cov(Yt, Yt+k)− ϕCov(Yt+1, Yt+k)

=
σ2
e

1− ϕ2
ϕk − ϕ

σ2
e

1− ϕ2
ϕk−1 = 0

Ejercicio 27. Considere un proceso “AR(1)” que satisface Yt = ϕYt−1 + et, donde
ϕ puede ser cualquier número y {et} es un proceso de ruido blanco tal que et es
independiente del pasado {Yt−1, Yt−2, . . . }. Sea Y0 una variable aleatoria con media
µ0 y varianza σ2

0.

(a) Demuestre que para t > 0 se puede escribir

Yt = et + ϕet−1 + ϕ2et−2 + ϕ3et−3 + · · ·+ ϕt−1e1 + ϕtY0.

(b) Demuestre que para t > 0 se tiene E(Yt) = ϕtµ0.

(c) Demuestre que para t > 0

V ar(Yt) =

{
1−ϕ2t

1−ϕ2 σ
2
e + ϕ2tσ2

0, para ϕ ̸= 1,

tσ2
e + σ2

0, para ϕ = 1.
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(d) Suponga ahora que µ0 = 0. Argumente que, si {Yt} es estacionario, debemos
tener ϕ ̸= 1.

(e) Continuando con la suposición de que µ0 = 0, demuestre que, si {Yt} es
estacionario, entonces

V ar(Yt) =
σ2
e

1− ϕ2

y, por lo tanto, debemos tener |ϕ| < 1.

Solución.
(a)

Yt = ϕYt−1 + et

= ϕ(ϕYt−2 + et−1) + et = ϕ2Yt−2 + ϕet−1 + et

...

= ϕtYt−t + ϕet−1 + ϕ2et−2 + · · ·+ ϕt−1e1 + et

(b)

E(Yt) = E(ϕtY0 + ϕet−1 + ϕ2et−2 + · · ·+ ϕt−1e1 + et) = ϕtµ0

(c)

V ar(Yt) = V ar(ϕtY0 + ϕet−1 + ϕ2et−2 + · · ·+ ϕt−1e1)

= ϕ2tσ2
0 + σ2

e

t−1∑
k=0

(ϕ2)k

= σ2
e

1− ϕ2t

1− ϕ2
+ ϕ2tσ2

0, si ϕ ̸= 1

= V ar(Y0) + σ2
et = σ2

0 + σ2
et

(d) Si µ0 = 0 entonces E(Yt) = 0, pero para que V ar(Yt) sea independiente de
t, ϕ no puede ser 1.

(e)

V ar(Yt) = ϕ2V ar(Yt−1) + σ2
e ⇒ ϕ2V ar(Yt) + σ2

e

y

V ar(Yt−1) = V ar(Yt)(1− ϕ2) = σ2
e ⇒ V ar(Yt) =

σ2
e

1− ϕ2

y por lo tanto, debemos tener |ϕ| < 1.
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Ejercicio 28. Considere el proceso AR(2) {Xt} que satisface

Xt − ϕXt−1 − ϕ2Xt−2 = Zt, {Zt} ∼ WN(0, σ2).

(a) ¿Para qué valores de ϕ este proceso es causal?

(b) Los siguientes momentos muestrales se calcularon después de observarX1, . . . , X200:

γ̂(0) = 6.06, ρ̂(1) = 0.687.

Encuentre estimaciones de ϕ y σ2 resolviendo las ecuaciones de Yule-Walker.
(Si encuentra más de una solución, elija la que sea causal.)

Solución.

(a) {Xt : t ∈ Z} es causal si ϕ(z) ̸= 0 para |z| ≤ 1, aśı que verificamos para qué
valores de ϕ esto puede ocurrir.

ϕ(z) = 1− ϕz − ϕ2z2 = 0

Resolviendo para z:

z2 +
z

ϕ
− 1

ϕ2
= 0

z1 =
−1−

√
5

2ϕ
, z2 =

−1 +
√
5

2ϕ

Además, |z1| > 1 si |ϕ| < (
√
5− 1)/2 = 0.61 y |z2| > 1 si |ϕ| < (1 +

√
5)/2 =

1.61.

Por lo tanto, el proceso es causal si |ϕ| < 0.61.

(b) Las ecuaciones de Yule-Walker son:

γ(k)− ϕγ(k − 1)− ϕ2γ(k − 2) =

{
σ2, k = 0,

0, k ≥ 1.

Reescribiendo las tres primeras ecuaciones y usando γ(k) = γ(−k):

γ(0)− ϕγ(1)− ϕ2γ(2) = σ2

γ(1)− ϕγ(0)− ϕ2γ(1) = 0

γ(2)− ϕγ(1)− ϕ2γ(0) = 0.

Multiplicando la tercera ecuación por ϕ2 y sumando la primera obtenemos:
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−ϕ3γ(1)− ϕγ(1)− ϕ4γ(0) + γ(0) = σ2

γ(1)− ϕγ(0)− ϕ2γ(1) = 0.

Resolviendo la segunda ecuación:

ϕ =
−1

2ρ(1)
±

√
1

4ρ(1)2
+ 1.

Insertando los valores estimados de γ̂(0) y γ̂(1) = γ̂(0)ρ̂(1), obtenemos las
soluciones:

ϕ̂ = {0.509,−1.965}

y elegimos la solución causal ϕ̂ = 0.509. Insertando este valor en la expresión
para σ2, obtenemos:

σ̂2 = −ϕ̂3γ̂(1)− ϕ̂γ̂(1)− ϕ̂4γ̂(0) + γ̂(0) = 2.985.

Ejercicio 29. 200 observaciones de una serie temporal, X1, . . . , X200, dieron las
siguientes estad́ısticas muestrales:

• Media muestral: X̄200 = 3.82;

• Varianza muestral: γ̂(0) = 1.15;

• ACF muestral:

ρ̂(1) = 0.427, ρ̂(2) = 0.475, ρ̂(3) = 0.169.

(a) Basándonos en estas estad́ısticas muestrales, ¿es razonable suponer que {Xt−
µ} es ruido blanco?

(b) Suponiendo que {Xt − µ} puede modelarse como un proceso AR(2),

Xt − µ− ϕ1(Xt−1 − µ)− ϕ2(Xt−2 − µ) = Zt,

donde {Zt} ∼ IID(0, σ2), encuentre estimaciones de µ, ϕ1, ϕ2 y σ2.

(c) ¿Concluiŕıa que µ = 0?

(d) Construya intervalos de confianza del 95% para ϕ1 y ϕ2.

(e) Suponiendo que los datos fueron generados a partir de un modelo AR(2),
derive estimaciones de la PACF para todos los retardos h ≥ 1.

Solución.
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(a) Construyamos una prueba para verificar si la suposición de que {Xt−µ : t ∈ Z}
es WN(0, σ2) es razonable.

Supongamos que {Xt−µ : t ∈ Z} es WN(0, σ2). Entonces, dado que ρ(k) = 0
para k ≥ 1, tenemos que ρ̂(k) ∼ AN(0, 1/n).

Un intervalo de confianza del 95% para ρ(k) es entonces:

Iρ(k) = ρ̂(k)± λ0.025/
√
200.

Esto nos da:

Iρ(1) = 0.427± 0.139

Iρ(2) = 0.475± 0.139

Iρ(3) = 0.169± 0.139.

Claramente, 0 /∈ Iρ(k) para los valores observados k = 1, 2, 3, por lo que con-
cluimos que no es razonable suponer que {Xt − µ : t ∈ Z} es ruido blanco.

(b) Estimamos la media como µ̂ = x̄200 = 3.82.

Las estimaciones de Yule-Walker se obtienen mediante:

ϕ̂ = R̂−1
2 ρ̂2, σ̂2 = γ̂(0)(1− ρ̂T

2 R̂
−1
2 ρ̂2),

donde:

ϕ̂ =

(
ϕ̂1

ϕ̂2

)
, R̂2 =

(
ρ̂(0) ρ̂(1)
ρ̂(1) ρ̂(0)

)
, ρ̂2 =

(
ρ̂(1)
ρ̂(2)

)
.

Resolviendo este sistema obtenemos las estimaciones ϕ̂1 = 0.2742, ϕ̂2 = 0.3579
y σ̂2 = 0.8199.

(c) Construimos un intervalo de confianza del 95% para µ para verificar si podemos
rechazar la hipótesis de que µ = 0. Sabemos que X200 ∼ AN(µ, ν/n) con

ν =
∞∑

h=−∞

γ(h) ≈ γ̂(−3) + γ̂(−2) + γ̂(−1) + γ̂(0) + γ̂(1) + γ̂(2) + γ̂(3) = 3.61.

Un intervalo de confianza aproximado del 95% para µ es entonces

I = x̄n ± λ0.025
√
ν/n = 3.82± 1.96

√
3.61/200 = 3.82± 0.263.

Dado que 0 /∈ I, rechazamos la hipótesis de que µ = 0.
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(d) Sabemos que aproximadamente ϕ̂ ∼ AN(ϕ, σ̂2Γ̂−1
2 /n). Insertando los valores

observados obtenemos

σ̂2Γ̂−1
2

n
=

(
0.0050 −0.0021
−0.0021 0.0050

)
,

y por lo tanto ϕ̂1 ∼ AN(ϕ1, 0.0050) y ϕ̂2 ∼ AN(ϕ2, 0.0050). Los intervalos de
confianza del 95% son

Iϕ1 = ϕ̂1 ± λ0.025
√
0.005 = 0.274± 0.139

Iϕ2 = ϕ̂2 ± λ0.025
√
0.005 = 0.358± 0.139.

(e) Si los datos fueron generados a partir de un proceso AR(2), entonces la PACF
seŕıa

α(0) = 1, α(1) = ρ̂(1) = 0.427, α(2) = ϕ̂2 = 0.358, α(h) = 0 para h ≥ 3.

Ejercicio 30. Encuentre las ecuaciones de Yule-Walker para el proceso AR(2)

Xt =
1

3
Xt−1 +

2

9
Xt−2 + ϵt.

Demuestre que la función de autocorrelación es

ρk =
16

21

(
2

3

)|k|

+
5

21

(
−1

3

)|k|

, k ∈ Z.

Solución.
Las ecuaciones de Yule-Walker son:

ρk −
1

3
ρk−1 −

2

9
ρk−2 = 0, k ≥ 2.

Intentando con ρk = Aλk, debemos resolver

λ2 − 1

3
λ− 2

9
= 0.

Esto tiene ráıces 2
3
y −1

3
, por lo que

ρk = A

(
2

3

)|k|

+B

(
−1

3

)|k|

.

Resolviendo para A y B. Sabemos que ρ0 = A + B = 1. También se requiere
que

ρ1 =
1

3
+

2

9
ρ1.
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Resolviendo para ρ1:

ρ1 =
3

7
.

Por lo tanto, necesitamos que

2

3
A− 1

3
B =

3

7
.

Resolviendo estas ecuaciones obtenemos:

A =
16

21
, B =

5

21
.

Ejercicio 31. Suponga que tenemos 1500 observaciones x1, x2, . . . , x1500 de una serie
temporal y hemos elegido estimar un modelo AR(2),

Xt = ϕ1Xt−1 + ϕ2Xt−2 +Wt,

donde Wt ∼ WN(0, σ2
w). Hemos calculado las siguientes autocovarianzas mues-

trales:

γ̂(0) = 5.0, γ̂(1) = 0.0, γ̂(2) = 2.5, γ̂(3) = 0.0, γ̂(4) = 1.0.

(a) Estime los coeficientes ϕ1, ϕ2 y la varianza del ruido σ2
w.

(b) Proporcione un intervalo de confianza aproximado del 95% para el coeficiente
ϕ2.

Solución.
(a) Las ecuaciones de Yule-Walker son Γ2ϕ = γ2 y σ2 = γ(0) − γ′2ϕ. En este

caso, (
5 0
0 5

)(
ϕ1

ϕ2

)
=

(
0
2.5

)
⇔ ϕ1 = 0, ϕ2 = 0.5,

y σ̂2
w = 5−

(
0 2.5

)
ϕ̂ = 3.75.

(b) La distribución asintótica de ϕ̂ = (ϕ̂1, ϕ̂2)
′ es

N

(
ϕ,
σ2
w

T
Γ−1
2

)
.

Por lo tanto, un intervalo de confianza aproximado del 95% para ϕ2 está dado
por

ϕ̂2 ± 1.96

√
σ2
w

T

(
Γ−1
2

)
22

= 0.5± 1.96

√
3.75

1500× 5
≈ 0.5± 0.044.
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Ejercicio 32. Considere el proceso ARMA(1, 1) estacionario dado por

Xt = 0.5Xt−1 + wt − 0.3wt−1.

Dado que el proceso es estacionario, tiene la representación de Wold. Calcule
los primeros cuatro coeficientes de la representación de Wold (es decir, ψ0, ψ1, ψ2,
y ψ3).
Solución.

El proceso ARMA(1, 1) estacionario está dado por:

Xt − 0.5Xt−1 = wt − 0.3wt−1

La representación de Wold (o MA(∞)) de un proceso estacionario es:

Xt =
∞∑
j=0

ψjwt−j ≡ Ψ(B)wt

donde Ψ(B) =
∑∞

j=0 ψjB
j.

Expresamos el modelo usando el operador de retraso B:

Xt(1− 0.5B) = wt(1− 0.3B)

Despejamos Xt:

Xt =
1− 0.3B

1− 0.5B
wt

Por lo tanto, la función generadora es:

Ψ(B) =
1− 0.3B

1− 0.5B

Para encontrar los coeficientes ψj, expandimos Ψ(B) usando la serie geométrica:

1

1− 0.5B
=

∞∑
j=0

(0.5B)j = 1 + 0.5B + 0.52B2 + 0.53B3 + . . .

Sustituimos la expansión en Ψ(B):

Ψ(B) = (1− 0.3B)
∞∑
j=0

(0.5)jBj

Ψ(B) =
∞∑
j=0

(0.5)jBj − 0.3B
∞∑
j=0

(0.5)jBj

El coeficiente ψj es el factor que acompaña a Bj.

1. Coeficiente ψ0 (Término B0): Se obtiene solo del primer término de la ex-
pansión (cuando j = 0):

ψ0 = (0.5)0 = 1
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2. Coeficiente ψ1 (Término B1): Se obtiene de j = 1 en la primera suma y j = 0
en la segunda suma (que introduce un B adicional):

ψ1 = (0.5)1 − 0.3 · (0.5)0

= 0.5− 0.3 · 1 = 0.2

3. Coeficiente ψ2 (Término B2): Se obtiene de j = 2 en la primera suma y j = 1
en la segunda suma:

ψ2 = (0.5)2 − 0.3 · (0.5)1

= 0.25− 0.3 · 0.5
= 0.25− 0.15 = 0.1

4. Coeficiente ψ3 (Término B3): Se obtiene de j = 3 en la primera suma y j = 2
en la segunda suma:

ψ3 = (0.5)3 − 0.3 · (0.5)2

= 0.125− 0.3 · 0.25
= 0.125− 0.075 = 0.05

Resumiendo:
ψ(B) = (1− 0.3B)(1− 0.5B)−1

= (1− 0.3B)(1 + 0.5B + 0.52B2 + 0.53B3 + . . . )

= 1 + 0.2B + 0.1B2 + 0.05B3 + . . .
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Bloque 3: Filtrado, suavizado, predicción y fil-

trado de Kalman (enunciados)

Ejercicio 1. Considera una serie temporal xt que ha sido generada a partir de ruido
blanco wt, el cual sigue una distribución normal con media cero y varianza uno. La
serie xt se definió mediante la siguiente expresión:

xt = wt − θwt−1, t = 0,±1,±2, . . .

donde θ es un parámetro.

(a) Calcula la media y las funciones de autocovarianza de las series xt y wt. ¿Son
las series xt y wt estacionarias? Justifica tu respuesta.

(b) Obtén una fórmula para el espectro de potencia de xt, expresada en términos
de θ y ν.

Ejercicio 2. Considera un modelo autorregresivo de primer orden (AR(1)) definido
por:

xt = ϕxt−1 + wt,

donde ϕ, con |ϕ| < 1, es el parámetro autorregresivo y los wt son variables
aleatorias independientes con media cero y varianza σ2

w.

(a) Demuestra que el espectro de potencia (o densidad espectral) de xt se expresa
como:

fx(ν) =
σ2
w

1 + ϕ2 − 2ϕ cos(2πν)

(b) Verifica que la función de autocovarianza de este proceso es

γx(h) =
σ2
wϕ

|h|

1− ϕ2
, h = 0,±1,±2, . . .

y demuestra que la transformada inversa de γx(h) da como resultado el espectro
obtenido en la parte (a).

Ejercicio 3. Suponga una serie temporal que contiene una señal st que ha sido
retrasada por un tiempo desconocido D, y se modela como sigue:

xt = st + Ast−D + nt,

donde st y nt son estacionarias e independientes, con medias cero y densidades
espectrales fs(ν) y fn(ν), respectivamente. Tenga en cuenta que la señal retrasada
está multiplicada por una constante desconocida A. Demuestra que la densidad
espectral de xt es

fx(ν) =
[
1 + A2 + 2A cos(2πνD)

]
fs(ν) + fn(ν).
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Ejercicio 4. La densidad espectral de una serie de tiempo real {Xt} se define en
[0, π] por

f(ν) =

{
100, si π/6− .01 < ν < π/6 + .01,

0, en otro caso,

y en [−π, 0] por f(ν) = f(−ν).

(a) Evalúe la ACVF de {Xt} en los lags 0 y 1.

(b) Encuentre la densidad espectral del proceso {Yt} definido por

Yt := ∇12Xt = Xt −Xt−12.

(c) ¿Cuál es la varianza de Yt?

(d) Dibuje la función de transferencia de potencia del filtro ∇12 y use el dibujo
para explicar el efecto del filtro en sinusoides con frecuencias (i) cercanas a
cero y (ii) cercanas a π/6.

Ejercicio 5. Suponga que {Xt} es el proceso ARMA(1,1) no causal y no invertible
que satisface

Xt − ϕXt−1 = Zt + θZt−1, {Zt} ∼ WN(0, σ2),

donde |ϕ| > 1 y |θ| > 1. Defina ϕ̃(B) = 1 − 1
ϕ
B y θ̃(B) = 1 + 1

θ
B y sea {Wt} el

proceso dado por
Wt := θ̃−1(B)ϕ̃(B)Xt.

(a) Muestre que {Wt} tiene una función de densidad espectral constante.

(b) Concluya que {Wt} ∼ WN(0, σ2
w). Dé una fórmula expĺıcita para σ2

w en
términos de ϕ, θ, y σ2.

(c) Deduzca que ϕ̃(B)Xt = θ̃(B)Wt, de modo que {Xt} es un proceso ARMA(1,1)
causal e invertible relativo a la secuencia de ruido blanco {Wt}.

Ejercicio 6. Sea {Xt} el proceso definido por

Xt = A cos

(
πt

3

)
+B sin

(
πt

3

)
+ Yt,

donde Yt = Zt + 2.5Zt−1, {Zt} ∼ WN(0, σ2), A y B no están correlacionados con
media 0 y varianza ν2, y Zt no está correlacionado con A y B para cada t. Encuentre
la función de autocovarianza y la función de distribución espectral de {Xt}.

Ejercicio 7. Si {Xi} y {Yi} son procesos estacionarios no correlacionados con fun-
ciones de autocovarianza γX(·) y γY (·) y funciones de distribución espectral FX(·)
y FY (·), respectivamente, demuestre que el proceso {Zi = Xi + Yi} es estacionario
con función de autocovarianza γz = γx + γy y función de distribución espectral
Fz = Fx + Fy.
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Ejercicio 8. Considera los siguientes apartados:

(a) Encuentre la función de covarianza correspondiente a la densidad espectral

f(ν) = sin(2πν), 0 < ν <
1

2
.

(b) Haga lo mismo con

f(ν) = I(0≤ν≤1/4) − I(1/4≤ν≤1/2),

donde IA denota la función indicadora del conjunto A. Discuta.

Ejercicio 9. Suponga que Yt sigue un proceso AR(2)

Yt = ϕ1Yt−1 + ϕ2Yt−2 +Wt,

donde Wt es un proceso de ruido blanco con varianza σ2. Use el hecho de que las
densidades espectrales están relacionadas por

|ϕ(ν)|2fY (ν) = fW (ν)

para demostrar que

fY (ν) =
σ2

1 + ϕ2
1 + ϕ2

2 + 2ϕ1(ϕ2 − 1) cos(2πν)− 2ϕ2 cos(4πν)
, 0 < ν <

1

2
.

Ejercicio 10. Considera la siguiente señal compuesta por un polinomio mt =∑p
k=0 ckt

k, t = 0,±1, . . ..

(a) Muestra que diferenciar la serie una vez, ∇mt, reduce el grado del polinomio
a p− 1.

(b) Muestra que diferenciar la serie p+1 veces, ∇p+1mt, da como resultadomt = 0.

Ejercicio 11. Diseña un filtro de la forma 1 + αz−1 + βαz−2 + γαz−3, es decir,
encuentra α, β, γ que cumpla las siguientes condiciones: (1) deja pasar tendencias
lineales; y (2) elimina componentes estacionales de periodo 2.

Ejercicio 12. Muestra que el filtro de medias móviles con coeficientes

[a−2, a−1, a0, a1, a2] = [−1, 4, 3, 4,−1]

deja pasar polinomios de grado 3 y que elimina componentes estacionales de periodo
3.

Ejercicio 13. Sea {Xt} un proceso estacionario con media 0 y sean a, b constantes.

(a) Si Yt = a + bt + st + Xt, con st una componentes estacional con periodo 12,
muestra que ∇∇12Yt es un proceso estacionario y expresa su covarianza en
términos de la covarianza de {Xt}.
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(b) Si Yt = (a+bt)st+Xt, con st una componentes estacional con periodo 12, mues-
tra que ∇2

12Yt es un proceso estacionario y expresa su covarianza en términos
de la covarianza de {Xt}.

Ejercicio 14. Considera un filtro de medias móviles bilateral con pesos constantes
aj = (2q + 1)−1, −q ≤ j ≤ q. Muestra que

(a) Pasa tendencias lineales.

(b) Si Zt, t = 0,±1,±2, . . . son variables aleatorias independientes de media 0 y
varianza acotada, muestra que el filtro aplicado sobre Zt toma valores cada
vez más pequeños en el sentido de que tiene media 0 y varianza que tiende a
0 (para q → ∞).

Ejercicio 15. Sea {xt} una serie temporal estacionaria con media µ = E[xt] y
función de autocovarianza r(τ) = Cov(xt, xt+τ ). Considera el suavizado exponencial
simple

yt = αxt + (1− α)yt−1, 0 < α < 1.

(a) Muestra que

yt =
∞∑
k=0

α(1− α)kyt−k.

(b) Muestra que E[yt] = µ.

(c) Si r(τ) = 0 para |τ | ≥ 1, muestra que V [yt] =
α

2−α
r(0).

Ejercicio 16. Considera un proceso {yt}t∈Z débilmente estacionario con media
m(t) = −5 y función de autocovarianza

ry(τ) =


2, τ = 0,

1, τ = ±1,

0, en otro caso.

Halla el Best Linear Unbiased Predictor (BLUP) de y2 cuando se ha observado:

(a) y1.

(b) y1 e y0.

Obs.: El estimador BLUP es el estimador lineal insesgado con error de predicción
(ŷt|· − yt) de mı́nima varianza.

Ejercicio 17. Considera un proceso Gaussiano yt con función media

my(t) = E[yt] = 3 + t

y función de covarianza

ry(t, s) =


t, t = s,

t/2, t = s+ 1,

s/2, t = s− 1,

0, en otro caso.
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(a) ¿Es el proceso estacionario?

(b) Halla el predictor óptimo BLUP de yt+k cuando se ha observado (solo) yt, para
k = 1, 2, . . ..

(c) Compara el resultado del apartado anterior con la esperanza condicional para
distribuciones Gaussianas:

E[yt+k | yt] =
ry(t, t+ k)

ry(t, t)

(
yt −my(t)

)
+my(t+ k).

Ejercicio 18. Considera un proceso ARIMA(0,1,1)=IMA(1,1) de la forma

yt − yt−1 = et − θet−1, |θ| < 1,

donde {et} ∼ WN(0, σ2). Muestra que:

(a) ŷt+1|t = (1− θ)
1

1− θz−1
yt, o alternativamente ŷt+1|t = (1− θ)

∑∞
k=0 θ

kyt−k.

(b) Usando el apartado anterior, ŷt+1|t = (1− θ)yt + θŷt|t−1.

(c) Compara la expresión del apartado (b) con la fórmula de un suavizado expo-
nencial simple. ¿Qué conclusión puedes sacar?

Ejercicio 19. Considera el proceso ARMA(1,1)

yt − 0.9yt−1 = et + 0.8et−1, {et} ∼ WN(0, σ2).

(a) ¿Es el proceso estacionario? ¿e invertible?

(b) Calcula ŷt+1|t y la varianza del error de predicción.

(c) Generaliza para ŷt+k|t, k = 2, 3, . . .. ¿Qué le pasa al error de predicción cuando
k → ∞?

¿Qué predicción daŕıas para un k ≫ 2 muy grande? Compárala con la
predicción real.

Ejercicio 20. Halla la predicción de 3 pasos del proceso SARIMA

(1− 0.9z−1)∇12yt = (1 + 0.8z−1)et, ∇12 = 1− z−12.

Usa el polinomio predictor.

Ejercicio 21 (Principio de Ortogonalidad). Sean X, Y dos variables aleatorias.
Muestra que

Cov
(
Y − E[Y | X], X

)
= 0.

Este resultado se conoce como principio de ortogonalidad y es útil en estad́ıstica,
procesamiento de señales y series temporales. Recuerda que nuestros predictores
son de la forma E[Y | X] (esperanzas condicionadas a la información actual).

Una reformulación de este principio (por ejemplo, tomando Y = yt+k y X = yt)
nos dice que:

Cov
(
yt+k − ŷt+k|t, yt

)
= 0,

es decir, el error de predicción es ortogonal a las observaciones.
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Ejercicio 22. Supón que se ha observado y1, y3, y4, y5 pero que se ha perdido el dato
y2, siendo {yt} un proceso Gaussiano ARMA(1,1) con a = −0.95, c = 0.95 e

yt + ayt−1 = et + cet−1, {et} ∼ WN(0, σ2).

Encuentra el interpolador óptimo de y2. ¿Cuál hubiese sido el resultado si simple-
mente hubieses hecho una interpolación lineal?

Pista: Utiliza el principio de ortogonalidad para construir un sistema de ecuaciones

lineal en los parámetros de interpolación.

Ejercicio 23. Escribe las ecuaciones del espacio de estados para un MA(1) y de-
muestra que

Φ =

(
0 1
0 0

)
, A =

(
0 1

)
, Q = σ2

(
1 −θ
−θ θ2

)
se verifican.

Ejercicio 24. Escribe las ecuaciones del filtro de Kalman para hacer predicción en
un modelo AR(1) y verifica que se reducen a:

ẑt|t−1 = ϕzt−1, pt|t−1 = σ2

Ejercicio 25. Dado un proceso AR(1) filtrado por la diferencia estacional

∇4xt = xt − xt−4,

y sabiendo que:

xt = ϕxt−1 + wt, |ϕ| < 1, wt ∼ WN(0, σ2),

(a) Encuentra la función de transferencia del filtro ∇4.

(b) Determina cómo afecta este filtro al espectro de potencia del proceso.

Ejercicio 26. Sea el proceso

xt = A cos

(
2π

12
t

)
+ wt,

donde A es constante, y wt ∼ WN(0, σ2).

(a) Encuentra la densidad espectral del proceso {xt}.
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(b) Considera el filtro estacional ∇12 = 1 − B12. Encuentra su función de trans-
ferencia |A(ν)|2.

(c) Obtén la densidad espectral del proceso filtrado yt = ∇12xt.

(d) Interpreta el efecto del filtro sobre la señal sinusoidal. ¿Qué componentes
frecuenciales elimina?

Ejercicio 27. Sea el proceso {Xt} con densidad espectral:

f(ν) = 6(1 + cos(2πν)), ν ∈
(
−1

2
, 1
2

)
(a) Verifica que f(ν) es una función par. Luego calcula la autocovarianza γ(h)

para h = 0, 1, 2.

(b) Supón que la serie se filtra con:

yt = Xt − 2Xt−1 +Xt−2

(i) Encuentra la función de transferencia |A(ν)|2

(ii) Encuentra el espectro del proceso filtrado {yt}

(c) Calcula la varianza Var(yt)

(d) Interpreta el efecto del filtro sobre las frecuencias del proceso original.

Ejercicio 28. Sea un proceso {Xt} con densidad espectral definida por:

f(ν) =

{
6(1− 4ν2), si |ν| ≤ 1

4

0, si |ν| > 1
4

(a) Verifica que f(ν) es una función par.

(b) Interpreta la forma del espectro. ¿Qué tipo de frecuencias predominan y qué
propiedades temporales esperas del proceso?

(c) Calcula la función de autocovarianza γ(h) para h = 0 y h = 1.

(d) ¿Qué efecto tendŕıa ampliar el soporte del espectro a [−1/2, 1/2]? ¿Cómo
cambiaŕıan γ(0) y γ(1)?

Ejercicio 29. Considera el siguiente modelo de estado lineal con observaciones
ruidosas:

xt = 0.7xt−1 + wt, wt ∼ N (0, σ2
w = 1)

zt = xt + vt, vt ∼ N (0, σ2
v = 2)

Se parte de la siguiente estimación inicial del estado:

x̂0 = 0, P0 = 1

Y se dispone de las siguientes observaciones:

z1 = 1.2, z2 = 0.9
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(a) Aplica el filtro de Kalman para calcular las estimaciones x̂1, x̂2 y sus respectivas
varianzas P1, P2.

(b) Realiza los cálculos paso a paso utilizando las fórmulas del filtro: predicción,
ganancia de Kalman, actualización.

(c) Comenta el comportamiento de la ganancia de Kalman y de la varianza con
el tiempo.

Ejercicio 30. Sea el siguiente modelo de estado:

xt =

[
µt

βt

]
, xt =

[
1 1
0 1

]
xt−1 + wt,

zt =
[
1 0

]
xt + vt,

donde:
wt ∼ N (0, Q), vt ∼ N (0, R), Q = σ2

wI, R = σ2
v .

(a) Interpreta este modelo: ¿qué significan µt y βt?

(b) Escribe las ecuaciones del filtro de Kalman para este sistema.

(c) ¿Qué ocurre si σ2
w → 0? ¿Qué interpreta el filtro en ese caso?

Ejercicio 31. Considera el siguiente modelo de movimiento uniforme:

xt =

[
posiciónt

velocidadt

]
, xt =

[
1 ∆t
0 1

]
xt−1 + wt

zt =
[
1 0

]
xt + vt

donde:

• wt ∼ N (0, Q), con Q = σ2
wI

• vt ∼ N (0, R), con R = σ2
v

(a) Interpreta qué estima el filtro de Kalman en este contexto f́ısico. ¿Qué com-
ponentes del estado intenta recuperar a partir de las observaciones?

(b) Explica cómo se comporta el filtro cuando únicamente se observan las posi-
ciones (y no las velocidades).

(c) Calcula los dos primeros pasos del filtro de Kalman (predicción y actualización
para t = 1 y t = 2) con los siguientes parámetros:

• Paso de tiempo ∆t = 1

• Varianzas: σ2
w = 0.1, σ2

v = 1

• Estado inicial: x̂0 =

[
0
0

]
, P0 = I

• Observaciones: z1 = 1.2, z2 = 2.1
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Bloque 3: Filtrado, suavizado, predicción y fil-

trado de Kalman (soluciones)

Ejercicio 1. Considera una serie temporal xt que ha sido generada a partir de ruido
blanco wt, el cual sigue una distribución normal con media cero y varianza uno. La
serie xt se definió mediante la siguiente expresión:

xt = wt − θwt−1, t = 0,±1,±2, . . .

donde θ es un parámetro.

(a) Calcula la media y las funciones de autocovarianza de las series xt y wt. ¿Son
las series xt y wt estacionarias? Justifica tu respuesta.

(b) Obtén una fórmula para el espectro de potencia de xt, expresada en términos
de θ y ν.

Solución.
(a) El proceso está dado por:

xt = wt − θwt−1,

donde wt ∼ WN(0, 1).

Media de xt

Calculamos la esperanza:

E[xt] = E[wt − θwt−1] = E[wt]− θE[wt−1] = 0.

Por tanto, la media de xt es cero.

Función de autocovarianza de xt

La autocovarianza viene dada por:

γx(h) = Cov(xt, xt+h) = E[xtxt+h].

Sustituyendo:

γx(h) = E[(wt − θwt−1)(wt+h − θwt+h−1)].

Expandiendo:

γx(h) = E[wtwt+h]− θE[wtwt+h−1]− θE[wt−1wt+h] + θ2E[wt−1wt+h−1].

Usando que wt es ruido blanco con varianza 1:

• Para h = 0:
γx(0) = E[w2

t ] + θ2E[w2
t−1] = 1 + θ2.
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• Para h = ±1:

γx(h) = −θ.

• Para h ̸= 0,±1:

γx(h) = 0.

Por tanto,

γx(h) =


1 + θ2, h = 0,

−θ, h = ±1,

0, en otro caso.

Autocovarianza de wt

Como wt es ruido blanco con varianza uno:

γw(h) =

{
1, h = 0,

0, h ̸= 0.

Estacionariedad

Tanto wt como xt tienen media constante e igual a cero, y sus funciones de au-
tocovarianza dependen únicamente del retardo h. Por lo tanto, ambas series son
estacionarias (en sentido débil).

(b) El espectro de potencia se define como la transformada de Fourier de la
función de autocovarianza:

fx(ν) =
∞∑

h=−∞

γx(h)e
−i2πνh.

Dado que solo hay contribuciones para h = 0,±1, obtenemos:

fx(ν) = (1 + θ2)e−i2πν·0 − θe−i2πν − θei2πν .

Simplificando:

fx(ν) = 1 + θ2 − θ
(
ei2πν + e−i2πν

)
.

Usando la identidad eiα + e−iα = 2 cosα:

fx(ν) = 1 + θ2 − 2θ cos(2πν).

Por tanto, el espectro de potencia de xt es:

fx(ν) = 1 + θ2 − 2θ cos(2πν) .
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Ejercicio 2. Considera un modelo autorregresivo de primer orden (AR(1)) definido
por:

xt = ϕxt−1 + wt,

donde ϕ, con |ϕ| < 1, es el parámetro autorregresivo y los wt son variables
aleatorias independientes con media cero y varianza σ2

w.

(a) Demuestra que el espectro de potencia (o densidad espectral) de xt se expresa
como:

fx(ν) =
σ2
w

1 + ϕ2 − 2ϕ cos(2πν)
.

(b) Verifica que la función de autocovarianza de este proceso es

γx(h) =
σ2
wϕ

|h|

1− ϕ2
, h = 0,±1,±2, . . .

y demuestra que la transformada inversa de γx(h) da como resultado el espectro
obtenido en la parte (a).

Solución.
(a) Partimos del modelo AR(1):

xt − ϕxt−1 = wt.

Usando el operador de rezago B:

(1− ϕB)xt = wt, xt =
1

1− ϕB
wt.

Por tanto, la función de transferencia es

Ψ(B) = (1− ϕB)−1.

La densidad espectral de un proceso lineal es

fx(ν) = σ2
w

∣∣Ψ(e−i2πν)
∣∣2 .

Sustituyendo:

fx(ν) = σ2
w

∣∣∣∣ 1

1− ϕe−i2πν

∣∣∣∣2 = σ2
w

(1− ϕe−i2πν)(1− ϕei2πν)
.

Usando la identidad

(1− ϕe−iθ)(1− ϕeiθ) = 1 + ϕ2 − 2ϕ cos θ,

con θ = 2πν, obtenemos:

fx(ν) =
σ2
w

1 + ϕ2 − 2ϕ cos(2πν)
.
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(b) Sabemos que la relación entre la función de autocovarianza y el espectro es:

γx(h) =

∫ 1/2

−1/2

e2πiνhfx(ν) dν.

Partiendo del resultado del apartado (a):

fx(ν) =
σ2
w

1 + ϕ2 − 2ϕ cos(2πν)
.

Utilizando

cos(2πν) =
e2πiν + e−2πiν

2
,

el denominador se factoriza como:

1 + ϕ2 − 2ϕ cos(2πν) = (1− ϕe2πiν)(1− ϕe−2πiν).

Aśı,

fx(ν) =
σ2
w

(1− ϕe2πiν)(1− ϕe−2πiν)
.

Como |ϕ| < 1, podemos expandir mediante series geométricas:

1

1− ϕe2πiν
=

∞∑
k=0

ϕke2πiνk,
1

1− ϕe−2πiν
=

∞∑
m=0

ϕme−2πiνm.

Multiplicando ambas series:

∞∑
k=0

∞∑
m=0

ϕk+me−2πiν(m−k) =
∞∑

n=−∞

ϕ|n|e−2πiνn.

Por tanto,

1

1 + ϕ2 − 2ϕ cos(2πν)
=

∞∑
n=−∞

ϕ|n|e−2πiνn.

Sustituyendo en la transformada inversa:

γx(h) = σ2
w

∞∑
n=−∞

ϕ|n|
∫ 1/2

−1/2

e2πiν(h−n) dν.

La integral es cero salvo cuando n = h, lo que produce:

γx(h) = σ2
wϕ

|h|
∞∑
k=0

ϕ2k =
σ2
wϕ

|h|

1− ϕ2
.

Concluimos que:

γx(h) =
σ2
wϕ

|h|

1− ϕ2
, h ∈ Z.
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Esto verifica la autocovarianza del proceso AR(1) y muestra que su transformada
inversa reproduce el espectro obtenido en (a).

Ejercicio 3. Suponga una serie temporal que contiene una señal st que ha sido
retrasada por un tiempo desconocido D, y se modela como sigue:

xt = st + Ast−D + nt,

donde st y nt son estacionarias e independientes, con medias cero y densidades
espectrales fs(ν) y fn(ν), respectivamente. Tenga en cuenta que la señal retrasada
está multiplicada por una constante desconocida A. Demuestra que la densidad
espectral de xt es

fx(ν) =
[
1 + A2 + 2A cos(2πνD)

]
fs(ν) + fn(ν).

Solución.
Recordamos que la densidad espectral está relacionada con la función de auto-

covarianza mediante

fx(ν) =
∞∑

h=−∞

γx(h)e
−2πiνh,

por lo que primero calculamos la autocovarianza de xt:

γx(h) = E[xtxt+h].

Sustituyendo la expresión del modelo:

γx(h) = E[(st + Ast−D + nt)(st+h + Ast+h−D + nt+h)].

Desarrollando el producto:

γx(h) = E[stst+h] + AE[stst+h−D] + E[stnt+h]

+ AE[st−Dst+h] + A2E[st−Dst+h−D] + AE[st−Dnt+h]

+ E[ntst+h] + AE[ntst+h−D] + E[ntnt+h].

Como st y nt son independientes y de media cero, todos los términos cruzados
se anulan. Por tanto:

γx(h) = γs(h) + Aγs(h−D) + Aγs(h+D) + A2γs(h) + γn(h),

es decir,

γx(h) = (1 + A2)γs(h) + Aγs(h−D) + Aγs(h+D) + γn(h).

Aplicando ahora la transformada de Fourier:

fx(ν) =
∞∑

h=−∞

γx(h)e
−2πiνh.
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Sustituyendo la expresión anterior:

fx(ν) = (1 + A2)
∑
h

γs(h)e
−2πiνh + A

∑
h

γs(h−D)e−2πiνh

+ A
∑
h

γs(h+D)e−2πiνh +
∑
h

γn(h)e
−2πiνh.

Reconocemos:∑
h

γs(h)e
−2πiνh = fs(ν),

∑
h

γn(h)e
−2πiνh = fn(ν).

Para los términos desplazados hacemos cambios de variable:∑
h

γs(h−D)e−2πiνh = e−2πiνDfs(ν),

∑
h

γs(h+D)e−2πiνh = e2πiνDfs(ν).

Por tanto,

fx(ν) = (1 + A2)fs(ν) + Ae−2πiνDfs(ν) + Ae2πiνDfs(ν) + fn(ν).

Agrupando términos:

fx(ν) =
[
(1 + A2) + A

(
e2πiνD + e−2πiνD

)]
fs(ν) + fn(ν).

Usando la identidad
eiθ + e−iθ = 2 cos θ,

obtenemos finalmente:

fx(ν) =
[
1 + A2 + 2A cos(2πνD)

]
fs(ν) + fn(ν).

Ejercicio 4. La densidad espectral de una serie de tiempo real {Xt} se define en
[0, π] por

fX(ν) =

{
100, si π/6− 0.01 < ν < π/6 + 0.01,

0, en otro caso,

y en [−π, 0] por fX(ν) = fX(−ν).

(a) Evalúe la ACVF de {Xt} en los retardos 0 y 1.

(b) Encuentre la densidad espectral del proceso {Yt} definido por

Yt = ∇12Xt = Xt −Xt−12.

(c) ¿Cuál es la varianza de Yt?
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(d) Dibuje la función de transferencia de potencia del filtro ∇12 y use el dibujo
para explicar el efecto del filtro en sinusoides con frecuencias (i) cercanas a
cero y (ii) cercanas a π/6.

Solución.

(a) Recordamos que

γX(h) =

∫ π

−π

eihλfX(λ) dλ.

Para h = 0:

γX(0) =

∫ π

−π

fX(λ) dλ

= 100

∫ −π
6
+0.01

−π
6
−0.01

dλ+ 100

∫ π
6
+0.01

π
6
−0.01

dλ

= 100(0.02 + 0.02) = 4.

Para h = 1:

γX(1) =

∫ π

−π

eiλfX(λ) dλ

= 100

∫ −π
6
+0.01

−π
6
−0.01

eiλ dλ+ 100

∫ π
6
+0.01

π
6
−0.01

eiλ dλ

=
100

i

[
ei(−

π
6
+0.01) − e−i(π

6
+0.01) + ei(

π
6
+0.01) − e−i(−π

6
+0.01)

]
= 200

(
sin(−π

6
+ 0.01) + sin(π

6
+ 0.01)

)
= 200

√
3 sin(0.01) ≈ 3.46.

(b) Escribimos

Yt = Xt −Xt−12 =
∞∑

k=−∞

ψkXt−k,

con ψ0 = 1, ψ12 = −1 y cero en otro caso. Entonces

fY (λ) = |ψ(e−iλ)|2fX(λ),

donde

ψ(e−iλ) =
∑
k

ψke
−ikλ = 1− e−i12λ.

Por tanto,
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fY (λ) =
∣∣1− e−i12λ

∣∣2 fX(λ)
= (1− e−i12λ)(1− ei12λ)fX(λ)

= 2(1− cos(12λ)) fX(λ).

La función de transferencia de potencia del filtro es

|ψ(e−iλ)|2 = 2(1− cos(12λ)).

(c) La varianza de Yt es

γY (0) =

∫ π

−π

fY (λ) dλ.

Sustituyendo:

γY (0) = 200

∫ −π
6
+0.01

−π
6
−0.01

(1− cos(12λ)) dλ+ 200

∫ π
6
+0.01

π
6
−0.01

(1− cos(12λ)) dλ

= 200

([
λ− sin(12λ)

12

]−π
6
+0.01

−π
6
−0.01

+

[
λ− sin(12λ)

12

]π
6
+0.01

π
6
−0.01

)

= 200

(
0.04− 1

3
sin(0.12)

)
≈ 0.0192.

(d) La función de transferencia de potencia del filtro es

|ψ(e−iλ)|2 = 2(1− cos(12λ)).

Cerca de frecuencia cero, cos(12λ) ≈ 1, por lo que |ψ(e−iλ)|2 ≈ 0: el filtro atenúa
fuertemente componentes de baja frecuencia.

En cambio, cerca de λ = π/6, se tiene 12λ ≈ 2π, donde la función alcanza
valores grandes, de modo que las componentes alrededor de π/6 pasan prácticamente
sin atenuación. Aśı, el filtro elimina tendencias lentas y resalta oscilaciones con
frecuencia cercana a π/6.

Ejercicio 5. Suponga que {Xt} es el proceso ARMA(1,1) no causal y no invertible
que satisface

Xt − ϕXt−1 = Zt + θZt−1, {Zt} ∼ WN(0, σ2),

donde |ϕ| > 1 y |θ| > 1. Defina

ϕ̃(B) = 1− 1

ϕ
B, θ̃(B) = 1 +

1

θ
B,

y sea {Wt} el proceso dado por

Wt := θ̃−1(B)ϕ̃(B)Xt.
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(a) Muestre que {Wt} tiene una densidad espectral constante.

(b) Concluya que {Wt} ∼ WN(0, σ2
w). Dé una fórmula expĺıcita para σ2

w en
términos de ϕ, θ y σ2.

(c) Deduzca que ϕ̃(B)Xt = θ̃(B)Wt, de modo que {Xt} es un ARMA(1,1) causal
e invertible relativo a {Wt}.

Solución.
(a) Sea

ϕ(z) = 1− ϕz, θ(z) = 1− θz.

Entonces el proceso original puede escribirse como

Xt =
θ(B)

ϕ(B)
Zt,

y su densidad espectral es

fX(λ) =

∣∣∣∣ θ(e−iλ)

ϕ(e−iλ)

∣∣∣∣2 σ2

2π
.

Por definición,

Wt = θ̃−1(B)ϕ̃(B)Xt,

luego

fW (λ) =

∣∣∣∣∣ ϕ̃(e−iλ)

θ̃(e−iλ)

∣∣∣∣∣
2

fX(λ) =

∣∣∣∣∣ ϕ̃(e−iλ)

θ̃(e−iλ)

∣∣∣∣∣
2 ∣∣∣∣ θ(e−iλ)

ϕ(e−iλ)

∣∣∣∣2 σ2

2π
.

Sustituyendo las definiciones:

fW (λ) =

∣∣∣∣∣1−
1
ϕ
e−iλ

1 + 1
θ
e−iλ

∣∣∣∣∣
2 ∣∣∣∣ 1− θe−iλ

1− ϕe−iλ

∣∣∣∣2 σ2

2π
.

Observamos que ∣∣∣∣1− 1

ϕ
e−iλ

∣∣∣∣2 = 1

ϕ2

∣∣1− ϕe−iλ
∣∣2 ,

y análogamente, ∣∣∣∣1 + 1

θ
e−iλ

∣∣∣∣2 = 1

θ2
∣∣1− θe−iλ

∣∣2 .
Insertando estas identidades en la expresión anterior, se cancelan los términos

dependientes de λ, obteniendo

fW (λ) =
θ2

ϕ2

σ2

2π
,

que es constante. Esto demuestra (a).
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(b) Como fW (λ) es constante, el proceso {Wt} es ruido blanco. Su varianza
viene dada por

σ2
w = γW (0) =

∫ π

−π

fW (λ) dλ =
θ2

ϕ2

σ2

2π
· 2π =

θ2

ϕ2
σ2.

Por tanto,

σ2
w =

θ2

ϕ2
σ2 .

(c) De la definición del proceso {Wt},

Wt = θ̃−1(B)ϕ̃(B)Xt,

multiplicando ambos lados por θ̃(B) obtenemos directamente

ϕ̃(B)Xt = θ̃(B)Wt.

Esta es una representación ARMA(1,1) con polinomios estables e invertibles,
lo que muestra que {Xt} puede escribirse como un proceso ARMA(1,1) causal e
invertible respecto al nuevo ruido blanco {Wt}.

Ejercicio 6. Sea {Xt} el proceso definido por

Xt = A cos

(
πt

3

)
+B sin

(
πt

3

)
+ Yt,

donde Yt = Zt + 2.5Zt−1, {Zt} ∼ WN(0, σ2), A y B no están correlacionados con
media 0 y varianza ν2, y Zt no está correlacionado con A y B para cada t. Encuentre
la función de autocovarianza y la función de distribución espectral de {Xt}.
Solución.

Definamos

St := A cos

(
πt

3

)
+B sin

(
πt

3

)
, Xt = St + Yt.

Por hipótesis, St y Yt no están correlacionados (ya que A,B no se correlacionan con
Zt para todo t), por lo que

γX(h) = γS(h) + γY (h).

1) Autocovarianza de Yt
Como Yt = Zt + 2.5Zt−1 es un MA(1) con parámetro θ = 2.5, se tiene

γY (h) =


σ2(1 + θ2), h = 0,

σ2θ, |h| = 1,

0, en otro caso,

(θ = 2.5),

es decir,
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γY (h) =


σ2(1 + 2.52) = 7.25σ2, h = 0,

2.5σ2, |h| = 1,

0, en otro caso.

2) Autocovarianza de St

Usando que E[A] = E[B] = 0, Var(A) = Var(B) = ν2 y Cov(A,B) = 0, se
obtiene (resultado estándar para componente sinusoidal aleatoria)

γS(h) = ν2 cos

(
πh

3

)
.

3) Autocovarianza de Xt

Sumando:

γX(h) = ν2 cos

(
πh

3

)
+ γY (h),

donde γY (h) está dada arriba. Equivalentemente,

γX(h) =



ν2 + 7.25σ2, h = 0,

ν2 cos(π/3) + 2.5σ2, |h| = 1,

ν2 cos(2π/3), |h| = 2,

ν2 cos(π), |h| = 3,

...

ν2 cos(πh/3), |h| ≥ 2, |h| ≠ 1,

recordando que el término MA solo contribuye en h = 0,±1.

4) Función de distribución espectral de St

Notamos que

ν2 cos

(
πh

3

)
=
ν2

2

(
ei(π/3)h + e−i(π/3)h

)
=

∫ π

−π

eiλh dFS(λ),

lo cual corresponde a una medida espectral discreta con masa en ±π/3:

dFS(λ) =
ν2

2
δ
(
λ− π

3

)
dλ+

ν2

2
δ
(
λ+

π

3

)
dλ.

Por tanto, una versión de la función de distribución espectral es

FS(λ) =


0, λ < −π

3
,

ν2

2
, −π

3
≤ λ < π

3
,

ν2, λ ≥ π
3
.

5) Densidad espectral y distribución espectral de Yt
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La densidad espectral de un MA(1) es

fY (λ) =
σ2

2π

∣∣1 + 2.5e−iλ
∣∣2 = σ2

2π

(
1 + 2.52 + 2(2.5) cosλ

)
,

es decir,

fY (λ) =
σ2

2π
(7.25 + 5 cosλ) .

Luego, la función de distribución espectral asociada (absolutamente continua) es

FY (λ) =

∫ λ

−π

fY (ξ) dξ

=

∫ λ

−π

σ2

2π
(7.25 + 5 cos ξ) dξ

=
σ2

2π
[7.25 ξ + 5 sin ξ]λ−π =

σ2

2π
(7.25(λ+ π) + 5 sinλ) .

6) Distribución espectral de Xt

Como Xt = St + Yt y son no correlacionados, la medida espectral se suma:

FX(λ) = FS(λ) + FY (λ).

En particular, FX tiene una parte discreta (saltos de tamaño ν2/2 en ±π/3) más
una parte absolutamente continua dada por FY .

Ejercicio 7. Si {Xt} y {Yt} son procesos estacionarios no correlacionados con fun-
ciones de autocovarianza γX(·) y γY (·) y funciones de distribución espectral FX(·)
y FY (·), respectivamente, demuestre que el proceso {Zt = Xt + Yt} es estacionario
con función de autocovarianza

γZ(h) = γX(h) + γY (h)

y función de distribución espectral

FZ(λ) = FX(λ) + FY (λ).

Solución.
Sea Zt = Xt + Yt. Como {Xt} y {Yt} son estacionarios, existen medias con-

stantes µX , µY y sus autocovarianzas dependen solo del retardo h. Además, al ser
no correlacionados,

Cov(Xt+h, Yt) = 0 para todo t, h.

1) Estacionariedad de Zt

La media de Zt es constante:

E[Zt] = E[Xt + Yt] = µX + µY =: µZ .
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La autocovarianza de Zt es, para cualquier t y h,

γZ(h) = Cov(Zt+h, Zt)

= Cov(Xt+h + Yt+h, Xt + Yt)

= Cov(Xt+h, Xt) + Cov(Xt+h, Yt) + Cov(Yt+h, Xt) + Cov(Yt+h, Yt).

Por no correlación entre los procesos, los términos cruzados son cero, por lo que

γZ(h) = Cov(Xt+h, Xt) + Cov(Yt+h, Yt) = γX(h) + γY (h).

Como γZ(h) depende solo de h, {Zt} es estacionario.

2) Distribución espectral
Por el teorema de representación espectral, para procesos estacionarios reales

existe una función de distribución espectral F (λ) tal que

γ(h) =

∫
(−π,π]

eihλ dF (λ).

En particular,

γX(h) =

∫
(−π,π]

eihλ dFX(λ), γY (h) =

∫
(−π,π]

eihλ dFY (λ).

Como γZ(h) = γX(h) + γY (h), se tiene

γZ(h) =

∫
(−π,π]

eihλ dFX(λ) +

∫
(−π,π]

eihλ dFY (λ)

=

∫
(−π,π]

eihλ
(
dFX(λ) + dFY (λ)

)
.

Por unicidad de la medida espectral, se deduce que

dFZ(λ) = dFX(λ) + dFY (λ),

y por lo tanto
FZ(λ) = FX(λ) + FY (λ),

Concluimos que {Zt} es estacionario, con

γZ(h) = γX(h) + γY (h) , FZ(λ) = FX(λ) + FY (λ) .

Ejercicio 8. Considera los siguientes apartados:

(a) Encuentre la función de covarianza correspondiente a la densidad espectral

f(ν) = sin(2πν), 0 < ν <
1

2
.
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(b) Haga lo mismo con

f(ν) = I(0≤ν≤1/4) − I(1/4≤ν≤1/2),

donde IA denota la función indicadora del conjunto A. Discuta.

Solución.
Recordemos que para un proceso real con densidad espectral f(ν) definida en

[0, 1/2],

γ(k) = 2

∫ 1/2

0

cos(2πkν) f(ν) dν.

(a) f(ν) = sin(2πν)

γ(k) = 2

∫ 1/2

0

cos(2πkν) sin(2πν) dν

=

∫ 1/2

0

{
sin
(
2πν(k + 1)

)
+ sin

(
2πν(1− k)

)}
dν.

Para k ̸= ±1, integrando término a término:

γ(k) =

[
−cos(2πν(k + 1))

2π(k + 1)
− cos(2πν(1− k))

2π(1− k)

]1/2
0

= − 1

2π

(
cos(π(k + 1))− 1

k + 1
+

cos(π(1− k))− 1

1− k

)
.

Como cos(π(k + 1)) = cos(π(1− k)) = −(−1)k, esto se simplifica a

γ(k) =
1

π(1− k2)

(
1 + (−1)k

)
, k ̸= ±1.

Para los casos especiales k = ±1:

γ(1) = γ(−1) = 2

∫ 1/2

0

cos(2πν) sin(2πν) dν

=

∫ 1/2

0

sin(4πν) dν = 0.

En resumen,

γ(k) =


1

π(1−k2)

(
1 + (−1)k

)
, k ̸= ±1,

0, k = ±1.

(b) f(ν) = I(0≤ν≤1/4) − I(1/4≤ν≤1/2)

Primero, para k = 0:
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γ(0) = 2

∫ 1/2

0

f(ν) dν = 2

∫ 1/4

0

1 dν − 2

∫ 1/2

1/4

1 dν = 2

(
1

4
− 1

4

)
= 0.

Para k ̸= 0:

γ(k) = 2

∫ 1/2

0

cos(2πkν) f(ν) dν

= 2

∫ 1/4

0

cos(2πkν) dν − 2

∫ 1/2

1/4

cos(2πkν) dν

=
1

πk

[
sin(2πkν)

]1/4
0

− 1

πk

[
sin(2πkν)

]1/2
1/4

=
1

πk
sin

(
πk

2

)
− 1

πk

(
sin(πk)− sin

(
πk

2

))
=

2

πk
sin

(
πk

2

)
,

ya que sin(πk) = 0 para k ∈ Z.
Por tanto,

γ(k) =

{
0, k = 0,

2
πk

sin
(
πk
2

)
, k ̸= 0.

En particular, sin
(
πk
2

)
= 0 si k es par, y si k es impar vale ±1, por lo que

γ(k) = 0 si k es par, γ(k) = ± 2

πk
si k es impar.

Discusión

Esta f(ν) toma valores negativos en [1/4, 1/2]. Sin embargo, una densidad espectral
válida debe satisfacer f(ν) ≥ 0 (casi en todas partes), porque representa cómo se
distribuye la varianza por frecuencia. En consecuencia, esta f(ν) no puede ser una
densidad espectral de un proceso estacionario real.

De manera consistente con esto, la secuencia γ(k) obtenida no puede ser una
función de autocovarianza válida: para una ACVF debe cumplirse que γ(0) =
Var(Xt) ≥ 0, y que la secuencia sea definida no negativa. Aqúı γ(0) = 0 y además
se puede verificar que la definición no negativa falla (por ejemplo, tomando combi-
naciones lineales adecuadas), lo que confirma que no proviene de un proceso esta-
cionario no degenerado.

Ejercicio 9. Suponga que Yt sigue un proceso AR(2)

Yt = ϕ1Yt−1 + ϕ2Yt−2 +Wt,

donde Wt es un proceso de ruido blanco con varianza σ2. Use el hecho de que las
densidades espectrales están relacionadas por

|ϕ(ν)|2fY (ν) = fW (ν)
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para demostrar que

fY (ν) =
σ2

1 + ϕ2
1 + ϕ2

2 + 2ϕ1(ϕ2 − 1) cos(2πν)− 2ϕ2 cos(4πν)
, 0 < ν <

1

2
.

Solución.
Escribimos el modelo en forma de operador de rezago B:

(1− ϕ1B − ϕ2B
2)Yt = Wt.

Por tanto, el polinomio autorregresivo es

ϕ(B) = 1− ϕ1B − ϕ2B
2.

Para el espectro, evaluamos en B = e−i2πν :

ϕ(e−i2πν) = 1− ϕ1e
−i2πν − ϕ2e

−i4πν .

Como Wt ∼ WN(0, σ2), su densidad espectral es constante:

fW (ν) =
σ2

2π
.

Usando la relación |ϕ(ν)|2fY (ν) = fW (ν) (o equivalentemente fY (ν) = fW (ν)/|ϕ(e−i2πν)|2),
basta calcular

|ϕ(e−i2πν)|2 = ϕ(e−i2πν)ϕ(e−i2πν).

Sea c = e−i2πν , entonces c−1 = ei2πν y

ϕ(c) = 1− ϕ1c− ϕ2c
2, ϕ(c) = 1− ϕ1c

−1 − ϕ2c
−2.

Multiplicando:

|ϕ(c)|2 = (1− ϕ1c− ϕ2c
2)(1− ϕ1c

−1 − ϕ2c
−2)

= 1 + ϕ2
1 + ϕ2

2 − ϕ1(c+ c−1)− ϕ2(c
2 + c−2) + ϕ1ϕ2(c+ c−1).

Usando las identidades

c+ c−1 = 2 cos(2πν), c2 + c−2 = 2 cos(4πν),

obtenemos

|ϕ(e−i2πν)|2 = 1 + ϕ2
1 + ϕ2

2 − 2ϕ1 cos(2πν)− 2ϕ2 cos(4πν) + 2ϕ1ϕ2 cos(2πν)

= 1 + ϕ2
1 + ϕ2

2 + 2ϕ1(ϕ2 − 1) cos(2πν)− 2ϕ2 cos(4πν).

Finalmente,

fY (ν) =
fW (ν)

|ϕ(e−i2πν)|2
=

σ2

1 + ϕ2
1 + ϕ2

2 + 2ϕ1(ϕ2 − 1) cos(2πν)− 2ϕ2 cos(4πν)
,

(lo que equivale a absorber el factor 2π en la convención usada para fW ), como se
queŕıa demostrar.
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Ejercicio 10. Considera la siguiente señal compuesta por un polinomio

mt =

p∑
k=0

ckt
k, t = 0,±1,±2, . . .

(a) Muestra que diferenciar la serie una vez, ∇mt, reduce el grado del polinomio
a p− 1.

(b) Muestra que diferenciar la serie p+ 1 veces, ∇p+1mt, da como resultado 0.

Solución.
Recordemos que el operador diferencia es

∇mt = mt −mt−1.

(a) Escribimos

mt =

p∑
k=0

ckt
k, mt−1 =

p∑
k=0

ck(t− 1)k.

Entonces

∇mt =

p∑
k=0

ck

(
tk − (t− 1)k

)
.

Para cada k ≥ 1, usando el binomio de Newton,

(t− 1)k =
k∑

j=0

(
k

j

)
t j(−1)k−j = tk − ktk−1 + (términos de grado ≤ k − 2).

Por tanto,

tk − (t− 1)k = ktk−1 + (términos de grado ≤ k − 2),

que es un polinomio de grado k − 1. En particular, el término dominante proviene
de k = p:

tp − (t− 1)p = ptp−1 + (términos de menor grado).

Además, el término constante desaparece porque

t0 − (t− 1)0 = 1− 1 = 0.

Concluimos que ∇mt es un polinomio cuyo mayor grado es p− 1. Es decir,

deg(∇mt) = p− 1.

(b) Por (a), ∇mt es un polinomio de grado p− 1. Aplicando nuevamente ∇, el
grado se reduce en una unidad cada vez:

deg(∇2mt) = p− 2, deg(∇3mt) = p− 3, . . . , deg(∇pmt) = 0.
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Es decir,∇pmt es una constante (polinomio de grado 0). Al aplicar una diferencia
más, toda constante desaparece:

∇p+1mt = ∇
(
∇pmt

)
= 0.

Por tanto,

∇p+1mt = 0.

Ejercicio 11. Diseña un filtro de la forma

H(B) = 1 + αB + βB2 + γB3,

es decir, encuentra α, β, γ que cumplan las siguientes condiciones:

(1) Deja pasar tendencias lineales (sin distorsión).

(2) Elimina componentes estacionales de peŕıodo 2.

Solución.
Sea xt una serie que puede descomponerse como

xt = mt + st,

donde mt = a + bt es una tendencia lineal y st es una componente estacional de
peŕıodo 2, es decir,

st = st−2 ⇐⇒ st + st−1 = 0.

Aplicamos el filtro H(B):

yt = H(B)xt = xt + αxt−1 + βxt−2 + γxt−3.

1) Condición de paso de tendencia lineal
Queremos que si xt = mt = a+ bt, entonces yt = mt (sin distorsión), i.e.

mt + αmt−1 + βmt−2 + γmt−3 = mt.

Equivalente a exigir

αmt−1 + βmt−2 + γmt−3 = 0 para todo t.

Sustituyendo mt−k = a+ b(t− k):

0 = α
(
a+ b(t− 1)

)
+ β

(
a+ b(t− 2)

)
+ γ
(
a+ b(t− 3)

)
= (α + β + γ)a+ b(α + β + γ)t− b(α + 2β + 3γ).

Para que esto sea cero para todo t y todo a, b, se requiere:

α + β + γ = 0, α + 2β + 3γ = 0.

2) Condición de eliminación de estacionalidad de peŕıodo 2
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Queremos que si xt = st con st−1 = −st y st−2 = st, st−3 = −st, entonces yt = 0:

yt = st + αst−1 + βst−2 + γst−3

= st + α(−st) + β(st) + γ(−st)
=
(
1− α + β − γ

)
st.

Para que esto sea cero para cualquier st ̸= 0, necesitamos

1− α + β − γ = 0.

3) Resolución del sistema
Resolvemos el sistema lineal:

α + β + γ = 0,

α + 2β + 3γ = 0,

1− α + β − γ = 0.

De α + β + γ = 0 se tiene α = −(β + γ). Sustituyendo en α + 2β + 3γ = 0:

−(β + γ) + 2β + 3γ = 0 =⇒ β + 2γ = 0 =⇒ β = −2γ.

Entonces α = −(β + γ) = −(−2γ + γ) = γ. Sustituyendo en 1− α+ β − γ = 0:

1− γ − 2γ − γ = 0 =⇒ 1− 4γ = 0 =⇒ γ =
1

4
.

Por tanto,

α = γ =
1

4
, β = −2γ = −1

2
.

En conclusión,

α =
1

4
, β = −1

2
, γ =

1

4
.

Ejercicio 12. Muestra que el filtro de medias móviles con coeficientes

[a−2, a−1, a0, a1, a2] = [−1, 4, 3, 4,−1]

deja pasar polinomios de grado 3 y que elimina componentes estacionales de periodo
3.
Solución.

Consideremos el filtro (normalizado por 9):

yt =
1

9

(
− xt−2 + 4xt−1 + 3xt + 4xt+1 − xt+2

)
=

2∑
k=−2

bkxt+k,

donde

b−2 = −1

9
, b−1 =

4

9
, b0 =

3

9
, b1 =

4

9
, b2 = −1

9
.

1) Pasa polinomios de grado 3
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Diremos que el filtro “deja pasar” polinomios hasta grado 3 si reproduce exacta-
mente xt = tj para j = 0, 1, 2, 3, es decir, si yt = xt para esos monomios (linealidad).

Para un monomio xt = tj, se tiene

yt =
2∑

k=−2

bk(t+ k)j.

Expandimos con el binomio:

(t+ k)j =

j∑
ℓ=0

(
j

ℓ

)
t j−ℓkℓ,

y por tanto

yt =

j∑
ℓ=0

(
j

ℓ

)
t j−ℓ

(
2∑

k=−2

bkk
ℓ

)
︸ ︷︷ ︸

Mℓ

.

De modo que basta calcular los “momentos” Mℓ =
∑
bkk

ℓ para ℓ = 0, 1, 2, 3.

• Momento ℓ = 0:

M0 =
2∑

k=−2

bk =
1

9
(−1 + 4 + 3 + 4− 1) = 1.

• Momento ℓ = 1 (por simetŕıa b−k = bk, se anula):

M1 =
2∑

k=−2

bkk = 0.

• Momento ℓ = 2:

M2 =
2∑

k=−2

bkk
2 =

1

9

(
(−1) · 4 + 4 · 1 + 3 · 0 + 4 · 1 + (−1) · 4

)
= 0.

• Momento ℓ = 3 (también se anula por simetŕıa):

M3 =
2∑

k=−2

bkk
3 = 0.

Entonces, para j ≤ 3,

yt =

(
j

0

)
tjM0 +

(
j

1

)
tj−1M1 +

(
j

2

)
tj−2M2 +

(
j

3

)
tj−3M3 = tj.

Por linealidad, si xt = c3t
3 + c2t

2 + c1t+ c0, se cumple yt = xt. Esto prueba que
el filtro deja pasar polinomios de grado 3.

2) Elimina estacionalidad de periodo 3
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La función de transferencia (respuesta en frecuencia) del filtro es

H(ω) =
1

9

2∑
k=−2

ake
−ikω =

1

9

(
− ei2ω + 4eiω + 3 + 4e−iω − e−i2ω

)
,

donde hemos usado que el coeficiente asociado a xt+k produce un factor eikω.
Como el filtro es simétrico, podemos escribirlo en términos de cosenos:

H(ω) =
1

9

(
3 + 4(eiω + e−iω)− (ei2ω + e−i2ω)

)
=

1

9

(
3 + 8 cosω − 2 cos(2ω)

)
.

Una componente estacional de periodo 3 corresponde a frecuencias ω = ±2π
3

(módulo 2π). Evaluamos:

cos

(
2π

3

)
= −1

2
, cos

(
4π

3

)
= −1

2
.

Por tanto,

H

(
2π

3

)
=

1

9

(
3 + 8(−1

2
)− 2(−1

2
)
)
=

1

9
(3− 4 + 1) = 0.

Aśı, el filtro tiene un cero en ω = ±2π
3
, por lo que elimina componentes sinu-

soidales de periodo 3.

Ejercicio 13. Sea {Xt} un proceso estacionario con media 0 y sean a, b constantes.

(a) Si

Yt = a+ bt+ st +Xt,

con st una componente estacional de periodo 12, muestra que ∇∇12Yt es esta-
cionario y expresa su autocovarianza en términos de la autocovarianza de {Xt}.

(b) Si

Yt = (a+ bt)st +Xt,

con st una componente estacional de periodo 12, muestra que ∇2
12Yt es esta-

cionario y expresa su autocovarianza en términos de la autocovarianza de {Xt}.

Solución.
Denotemos por γX(h) = Cov(Xt+h, Xt) la ACVF de {Xt}. Recordemos los

operadores:

∇ = 1−B, ∇12 = 1−B12.

(a)
Aplicamos ∇∇12 = (1−B)(1−B12) a Yt:

∇∇12Yt = (1−B)(1−B12)(a+ bt+ st +Xt).
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Como a+bt es un polinomio de grado 1, ∇(a+bt) = b y luego ∇12(b) = b−b = 0;
en consecuencia,

∇∇12(a+ bt) = 0.

Además, si st es estacional de periodo 12, entonces st = st−12 y

∇12st = st − st−12 = 0 ⇒ ∇∇12st = 0.

Por tanto,
∇∇12Yt = ∇∇12Xt.

En forma expĺıcita:

∇∇12Xt = (1−B)(1−B12)Xt = (1−B −B12 +B13)Xt,

es decir,
Wt := ∇∇12Yt = Xt −Xt−1 −Xt−12 +Xt−13.

Como Wt es un filtro lineal con coeficientes constantes aplicado a un proceso
estacionario {Xt}, se concluye que {Wt} es estacionario.

Su autocovarianza es
γW (h) = Cov(Wt+h,Wt).

Escribiendo Wt =
∑

j∈J cjXt−j con J = {0, 1, 12, 13} y c0 = 1, c1 = −1, c12 =
−1, c13 = 1, obtenemos la fórmula general

γW (h) =
∑
j∈J

∑
k∈J

cjck γX(h+ j − k).

Si se desea expandir expĺıcitamente:

γW (h) = γX(h)− γX(h+ 1)− γX(h+ 12) + γX(h+ 13)

− γX(h− 1) + γX(h)− γX(h+ 11) + γX(h+ 12)

− γX(h− 12) + γX(h− 11) + γX(h)− γX(h+ 1)

+ γX(h− 13)− γX(h− 12)− γX(h− 1) + γX(h).

(b)
Aplicamos ∇2

12 = (1−B12)2 a Yt = (a+ bt)st +Xt:

∇2
12Yt = (1−B12)2

(
(a+ bt)st

)
+ (1−B12)2Xt.

Como st es de periodo 12, se cumple st−12 = st, y por tanto

(a+ b(t− 12))st−12 = (a+ b(t− 12))st.

Entonces

∇12

(
(a+ bt)st

)
= (a+ bt)st − (a+ b(t− 12))st = 12b st,

que sigue siendo de periodo 12. Aplicando de nuevo ∇12:

∇2
12

(
(a+ bt)st

)
= ∇12(12b st) = 12b(st − st−12) = 0.
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Por tanto,
∇2

12Yt = ∇2
12Xt.

En forma expĺıcita:

∇2
12Xt = (1−B12)2Xt = (1− 2B12 +B24)Xt,

es decir,
Vt := ∇2

12Yt = Xt − 2Xt−12 +Xt−24.

Como antes, Vt es estacionario por ser un filtro lineal de coeficientes constantes
aplicado a un proceso estacionario.

Su autocovarianza es
γV (h) = Cov(Vt+h, Vt),

y si escribimos Vt =
∑

j∈{0,12,24} djXt−j con d0 = 1, d12 = −2, d24 = 1, entonces

γV (h) =
∑

j∈{0,12,24}

∑
k∈{0,12,24}

djdk γX(h+ j − k).

Expandiendo:

γV (h) = γX(h)− 2γX(h+ 12) + γX(h+ 24)− 2γX(h− 12) + 4γX(h)

− 2γX(h+ 12) + γX(h− 24)− 2γX(h− 12) + γX(h).

Ejercicio 14. Considera un filtro de medias móviles bilateral con pesos constantes

aj =
1

2q + 1
, −q ≤ j ≤ q,

y define el proceso filtrado

Yt =

q∑
j=−q

ajXt−j =
1

2q + 1

q∑
j=−q

Xt−j.

Muestra que:

(a) El filtro pasa tendencias lineales.

(b) Si Zt, t = 0,±1,±2, . . . son v.a. independientes con media 0 y varianza
acotada, entonces el filtro aplicado a Zt tiene media 0 y varianza que tiende a
0 cuando q → ∞.

Solución.
(a) Pasa tendencias lineales
Sea Xt = mt = a+ bt una tendencia lineal. Entonces

Yt =
1

2q + 1

q∑
j=−q

(a+ b(t− j))

=
1

2q + 1

(
q∑

j=−q

(a+ bt)− b

q∑
j=−q

j

)
.
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Como
∑q

j=−q(a+ bt) = (2q + 1)(a+ bt) y además

q∑
j=−q

j = 0

por simetŕıa, resulta

Yt = a+ bt = mt.

Por tanto, el filtro reproduce exactamente cualquier tendencia lineal (no distor-
siona polinomios de grado ≤ 1).

(b) Media y varianza cuando se aplica a ruido independiente
Sea ahora Xt = Zt, donde {Zt} son independientes, E[Zt] = 0 y Var(Zt) = σ2

t

con σ2
t ≤M <∞ para todo t.

Entonces el filtrado es

Yt =
1

2q + 1

q∑
j=−q

Zt−j.

Media:

E[Yt] =
1

2q + 1

q∑
j=−q

E[Zt−j] = 0.

Varianza: por independencia,

Var(Yt) = Var

(
1

2q + 1

q∑
j=−q

Zt−j

)

=
1

(2q + 1)2

q∑
j=−q

Var(Zt−j)

=
1

(2q + 1)2

q∑
j=−q

σ2
t−j ≤ 1

(2q + 1)2

q∑
j=−q

M =
(2q + 1)M

(2q + 1)2
=

M

2q + 1
.

Por tanto,

0 ≤ Var(Yt) ≤
M

2q + 1
−−−→
q→∞

0.

En particular, Yt toma valores cada vez más pequeños en el sentido de que tiene
media 0 y varianza que tiende a 0 cuando q → ∞.

Ejercicio 15. Sea {xt} una serie temporal estacionaria con media µ = E[xt] y
función de autocovarianza r(τ) = Cov(xt, xt+τ ). Considera el suavizado exponencial
simple

yt = αxt + (1− α)yt−1, 0 < α < 1.

(a) Muestra que

yt =
∞∑
k=0

α(1− α)kxt−k.

(b) Muestra que E[yt] = µ.
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(c) Si r(τ) = 0 para |τ | ≥ 1, muestra que

Var(yt) =
α

2− α
r(0).

Solución.
(a) Iteramos la recursión:

yt = αxt + (1− α)yt−1.

Sustituyendo yt−1 = αxt−1 + (1− α)yt−2,

yt = αxt + α(1− α)xt−1 + (1− α)2yt−2.

Repitiendo n veces se obtiene

yt =
n∑

k=0

α(1− α)kxt−k + (1− α)n+1yt−n−1.

Como 0 < 1−α < 1, se tiene (1−α)n+1 → 0 cuando n→ ∞. Bajo estacionariedad
(y finitud de momentos), el término residual desaparece, y queda

yt =
∞∑
k=0

α(1− α)kxt−k.

(b) Usando la representación anterior y que E[xt−k] = µ,

E[yt] =
∞∑
k=0

α(1− α)kE[xt−k] = µ
∞∑
k=0

α(1− α)k.

La suma es geométrica:

∞∑
k=0

α(1− α)k = α · 1

1− (1− α)
= α · 1

α
= 1.

Por tanto,

E[yt] = µ.

(c) Supongamos ahora que r(τ) = 0 para |τ | ≥ 1, es decir, {xt} es ruido blanco
(con varianza r(0)). Definamos xct = xt − µ y yct = yt − µ. Por (b), E[yt] = µ, aśı
que Var(yt) = Var(yct ), y además la recursión queda

yct = αxct + (1− α)yct−1.

Usando la representación MA(∞) de (a) centrada,

yct =
∞∑
k=0

α(1− α)kxct−k.
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Entonces, por incorrelación de {xct},

Var(yt) = Var(yct ) =
∞∑
k=0

α2(1− α)2k Var(xct−k)

= α2r(0)
∞∑
k=0

(1− α)2k.

La suma geométrica vale

∞∑
k=0

(1− α)2k =
1

1− (1− α)2
=

1

1− (1− 2α + α2)
=

1

2α− α2
=

1

α(2− α)
.

Por tanto,

Var(yt) = α2r(0) · 1

α(2− α)
=

α

2− α
r(0).

Ejercicio 16. Considera un proceso {yt}t∈Z débilmente estacionario con media
m(t) = −5 y función de autocovarianza

ry(τ) =


2, τ = 0,

1, τ = ±1,

0, en otro caso.

Halla el Best Linear Unbiased Predictor (BLUP) de y2 cuando se ha observado:

(a) y1.

(b) y1 e y0.

Obs.: El estimador BLUP es el estimador lineal insesgado con error de predicción
(ŷt|· − yt) de mı́nima varianza.
Solución.

Como el proceso es estacionario con media constante µ = −5, trabajamos con la
serie centrada

xt := yt − µ = yt + 5, E[xt] = 0, γx(τ) = ry(τ).

Si hallamos el mejor predictor lineal de x2 a partir de las observaciones, entonces el
predictor de y2 se obtiene restando/añadiendo la media:

ŷ2|I = µ+ x̂2|I .

(a) BLUP de y2 dado y1
Buscamos un predictor lineal de la forma x̂2|1 = a x1. Por el principio de ortog-

onalidad, el error debe ser ortogonal a x1:

Cov
(
x2 − ax1, x1

)
= 0 =⇒ γx(1)− aγx(0) = 0.
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Como γx(1) = 1 y γx(0) = 2, obtenemos

a =
γx(1)

γx(0)
=

1

2
.

Aśı,

x̂2|1 =
1

2
x1 =

1

2
(y1 + 5).

Volviendo a yt:

ŷ2|1 = µ+ x̂2|1 = −5 +
1

2
(y1 + 5) =

1

2
y1 −

5

2
.

Por tanto,
ŷ2|1 = 0.5 y1 − 2.5.

(b) BLUP de y2 dado y1 y y0
Buscamos x̂2|1,0 = ax1 + bx0. Las ecuaciones de ortogonalidad son:

Cov(x2 − ax1 − bx0, x1) = 0, Cov(x2 − ax1 − bx0, x0) = 0.

Usando γx(0) = 2, γx(1) = 1, γx(2) = 0, se obtiene el sistema:

γx(1)− aγx(0)− bγx(1) = 0 =⇒ 1− 2a− b = 0,

γx(2)− aγx(1)− bγx(0) = 0 =⇒ 0− a− 2b = 0.

De la segunda ecuación a = −2b. Sustituyendo en la primera:

1− 2(−2b)− b = 0 =⇒ 1 + 4b− b = 0 =⇒ b = −1

3
, a =

2

3
.

Entonces

x̂2|1,0 =
2

3
x1 −

1

3
x0 =

2

3
(y1 + 5)− 1

3
(y0 + 5).

Volviendo a yt:

ŷ2|1,0 = µ+ x̂2|1,0

= −5 +
2

3
(y1 + 5)− 1

3
(y0 + 5)

=
2

3
y1 −

1

3
y0 −

10

3
.

Equivalente a

ŷ2|1,0 =
1

3
(2y1 − y0 − 10).

Ejercicio 17. Considera un proceso Gaussiano yt con función media

my(t) = E[yt] = 3 + t

y función de covarianza

ry(t, s) =


t, t = s,

t/2, t = s+ 1,

s/2, t = s− 1,

0, en otro caso.
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(a) ¿Es el proceso estacionario?

(b) Halla el predictor óptimo BLUP de yt+k cuando se ha observado (solo) yt, para
k = 1, 2, . . ..

(c) Compara el resultado del apartado anterior con la esperanza condicional para
distribuciones Gaussianas:

E[yt+k | yt] =
ry(t, t+ k)

ry(t, t)

(
yt −my(t)

)
+my(t+ k).

Solución.
(a) Para que {yt} sea estacionario (en sentido débil) se requiere que my(t) sea

constante y que ry(t, s) dependa solo de t− s. Aqúı,

my(t) = 3 + t

no es constante, luego el proceso no es estacionario. Además, incluso la varianza

Var(yt) = ry(t, t) = t

depende de t, confirmando la no estacionariedad.

(b) Buscamos el BLUP de yt+k basándonos solo en yt. El mejor predictor lineal
en media cuadrática (y por tanto BLUP en el caso Gaussiano) tiene la forma

ŷt+k|t = λ yt + λ0,

donde los coeficientes se determinan imponiendo insesgadez y minimización de var-
ianza. Equivalentemente, podemos usar la fórmula general de regresión lineal:

ŷt+k|t = my(t+ k) +
Cov(yt+k, yt)

Var(yt)

(
yt −my(t)

)
.

Notamos que
Var(yt) = ry(t, t) = t.

Caso k = 1:

ry(t, t+ 1) =
t

2
(pues t = (t+ 1)− 1).

Por tanto,

ŷt+1|t = my(t+ 1) +
ry(t, t+ 1)

ry(t, t)

(
yt −my(t)

)
= (t+ 4) +

t/2

t

(
yt − (t+ 3)

)
.

Aśı,

ŷt+1|t =
1

2

(
yt − (t+ 3)

)
+ (t+ 4).

Equivalentemente,

ŷt+1|t =
1

2
yt +

t+ 5

2
.
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Caso k ≥ 2: Si k ≥ 2, entonces |(t+ k)− t| ≥ 2 y por la definición de ry(t, s),

ry(t, t+ k) = 0.

Luego,

ŷt+k|t = my(t+ k) + 0 · (yt −my(t)) = my(t+ k) = t+ 3 + k.

Por tanto,
ŷt+k|t = t+ 3 + k, k ≥ 2.

(c) Como el proceso es Gaussiano, el predictor óptimo (BLUP) coincide con la
esperanza condicional E[yt+k | yt]. Sustituyendo en la fórmula dada:

• Para k = 1: ry(t, t+ 1) = t/2 y ry(t, t) = t, con lo que se obtiene exactamente
el mismo resultado que en (b).

• Para k ≥ 2: ry(t, t+k) = 0, y la esperanza condicional se reduce a my(t+k) =
t+ 3 + k, coincidiendo también con (b).

En conclusión, el BLUP coincide con la esperanza condicional (como debe ocurrir
en el caso Gaussiano).

Ejercicio 18. Considera un proceso ARIMA(0,1,1)=IMA(1,1) de la forma

yt − yt−1 = et − θet−1, |θ| < 1,

donde {et} ∼ WN(0, σ2). Muestra que:

(a) ŷt+1|t = (1− θ)
1

1− θz−1
yt, o alternativamente ŷt+1|t = (1− θ)

∑∞
k=0 θ

kyt−k.

(b) Usando el apartado anterior, ŷt+1|t = (1− θ)yt + θŷt|t−1.

(c) Compara la expresión del apartado (b) con la fórmula de un suavizado expo-
nencial simple. ¿Qué conclusión puedes sacar?

Solución.
Partimos del modelo IMA(1,1):

∇yt := yt − yt−1 = et − θet−1.

(a) La ecuación se puede escribir con el operador de rezago B como

(1−B)yt = (1− θB)et.

Luego,

yt =
1− θB

1−B
et.

Para el predictor lineal óptimo a un paso, usamos la forma estándar (polinomio
predictor):

ŷt+1|t =
G(B)

C(B)
yt,
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donde para un IMA(1,1) se obtiene G(B) = 1− θ y C(B) = 1− θB. Por tanto,

ŷt+1|t =
1− θ

1− θB
yt.

En notación z−1 = B,

ŷt+1|t = (1− θ)
1

1− θz−1
yt.

Como |θ| < 1, podemos expandir en serie geométrica:

1

1− θB
=

∞∑
k=0

θkBk.

Entonces,

ŷt+1|t = (1− θ)
∞∑
k=0

θkyt−k.

(b) Partimos de la expresión en serie de (a):

ŷt+1|t = (1− θ)
(
yt + θyt−1 + θ2yt−2 + · · ·

)
.

Y análogamente,

ŷt|t−1 = (1− θ)
(
yt−1 + θyt−2 + θ2yt−3 + · · ·

)
.

Multiplicando por θ,

θŷt|t−1 = (1− θ)
(
θyt−1 + θ2yt−2 + θ3yt−3 + · · ·

)
.

Sumando (1− θ)yt a ambos lados,

(1− θ)yt + θŷt|t−1 = (1− θ)
(
yt + θyt−1 + θ2yt−2 + · · ·

)
= ŷt+1|t.

Por tanto,

ŷt+1|t = (1− θ)yt + θŷt|t−1.

(c) El suavizado exponencial simple se escribe como

ŷt+1 = αyt + (1− α)ŷt, 0 < α < 1.

Comparando con (b),
ŷt+1|t = (1− θ)yt + θŷt|t−1,

vemos que coincide exactamente con un suavizado exponencial simple tomando

α = 1− θ.

Conclusión: el predictor lineal óptimo a un paso de un modelo IMA(1,1) es
equivalente a aplicar un suavizado exponencial simple, con parámetro de suavizado
α = 1− θ.
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Ejercicio 19. Considera el proceso ARMA(1,1)

yt − 0.9yt−1 = et + 0.8et−1, {et} ∼ WN(0, σ2).

(a) ¿Es el proceso estacionario? ¿e invertible?

(b) Calcula ŷt+1|t y la varianza del error de predicción.

(c) Generaliza para ŷt+k|t, k = 2, 3, . . .. ¿Qué le pasa al error de predicción cuando
k → ∞?

¿Qué predicción daŕıas para un k ≫ 2 muy grande? Compárala con la
predicción real.

Solución.
Escribimos el modelo en la forma estándar ARMA(1,1):

ϕ(B)yt = θ(B)et, ϕ(B) = 1− 0.9B, θ(B) = 1 + 0.8B.

(a) Estacionariedad e invertibilidad
El proceso es estacionario si las ráıces de ϕ(B) = 0 están fuera del ćırculo unidad.

1− 0.9B = 0 =⇒ B =
1

0.9
≈ 1.111 > 1,

luego |B| > 1 y por tanto {yt} es estacionario.
El proceso es invertible si las ráıces de θ(B) = 0 están fuera del ćırculo unidad.

1 + 0.8B = 0 =⇒ B = − 1

0.8
= −1.25,

y |B| = 1.25 > 1, luego {yt} es invertible.
(b) Predictor a un paso y varianza del error
Como el modelo es invertible, podemos escribir et en función de observaciones

pasadas, y el predictor óptimo lineal a un paso se puede expresar como una combi-
nación lineal de yt, yt−1, . . .. Una forma conveniente es usar la expansión

1

1 + 0.8B
=

∞∑
k=0

(−0.8)kBk, (|0.8| < 1).

El predictor a un paso puede escribirse como

ŷt+1|t =
0.9 + 0.8

1 + 0.8B
yt =

1.7

1 + 0.8B
yt.

Por tanto,

ŷt+1|t = 1.7
∞∑
k=0

(−0.8)kyt−k.

Para la varianza del error de predicción a un paso, usamos que

yt+1 − ŷt+1|t = et+1,
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(en un ARMA invertible, el error a un paso es exactamente la innovación), luego

Var(yt+1 − ŷt+1|t) = σ2.

(c) Predictor k-pasos y varianza del error
Para k ≥ 2, como E[et+j | Ft] = 0 para j ≥ 1, la predicción se obtiene propagando

el estado AR:

ŷt+k|t = 0.9 ŷt+k−1|t, k ≥ 2,

de donde

ŷt+k|t = 0.9 k−1 ŷt+1|t, k = 2, 3, . . .

Para la varianza del error a k pasos, la representación MA(∞) del ARMA(1,1)
es

yt =
∞∑
j=0

ψjet−j, ψ(B) =
1 + 0.8B

1− 0.9B
= 1 +

∞∑
j=1

1.7(0.9)j−1Bj,

es decir,

ψ0 = 1, ψj = 1.7(0.9)j−1, j ≥ 1.

El error de predicción a k pasos contiene las innovaciones futuras et+1, . . . , et+k

con pesos ψ0, ψ1, . . . , ψk−1, por lo que

Var(yt+k − ŷt+k|t) = σ2

k−1∑
j=0

ψ2
j = σ2

(
1 +

k−1∑
j=1

(
1.72 · 0.92(j−1)

))
.

Como 0.92 = 0.81,

Var(yt+k − ŷt+k|t) = σ2

(
1 + 1.72

k−1∑
ℓ=1

0.81ℓ−1

)
.

Cuando k → ∞, la suma geométrica converge:

∞∑
ℓ=1

0.81ℓ−1 =
1

1− 0.81
=

1

0.19
.

Aśı,

Var(yt+k − ŷt+k|t) −−−→
k→∞

σ2

(
1 +

1.72

0.19

)
,

que coincide con la varianza incondicional del proceso (el error tiende a la incer-
tidumbre total cuando el horizonte crece).

Además,

ŷt+k|t = 0.9k−1ŷt+1|t −−−→
k→∞

0.

Por tanto, para k ≫ 2 la mejor predicción es aproximadamente la media del proceso.
Como no hay término constante, la media es 0, luego la predicción para horizontes
muy grandes es 0.
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Ejercicio 20. Halla la predicción de 3 pasos del proceso SARIMA

(1− 0.9z−1)∇12yt = (1 + 0.8z−1)et, ∇12 = 1− z−12.

Usa el polinomio predictor.
Solución.

Escribimos el modelo en la forma multiplicativa estándar

A(z)F (z) yt = C(z) et,

donde

A(z) = 1− 0.9z−1, F (z) = 1− z−12, C(z) = 1 + 0.8z−1.

Para el predictor lineal óptimo a k pasos (polinomio predictor) se usa la identidad

C(z) = A(z)F (z) + z−kG(z),

y entonces

ŷt+k|t =
G(z)

C(z)
yt.

En nuestro caso k = 3. Al efectuar la descomposición anterior (equivalente a
una división polinómica en z−1 ajustada al horizonte k = 3) se obtiene

G(z) = 1.377 + z−9 + 0.8z−10 − 1.377z−12, C(z) = 1 + 0.8z−1.

Por tanto,

ŷt+3|t =
G(z)

C(z)
yt =

1.377 + z−9 + 0.8z−10 − 1.377z−12

1 + 0.8z−1
yt.

Ejercicio 21 (Principio de Ortogonalidad). Sean X, Y dos variables aleatorias.
Muestra que

Cov
(
Y − E[Y | X], X

)
= 0.

Este resultado se conoce como principio de ortogonalidad y es útil en estad́ıstica,
procesamiento de señales y series temporales. Recuerda que nuestros predictores
son de la forma E[Y | X] (esperanzas condicionadas a la información actual).

Una reformulación de este principio (por ejemplo, tomando Y = yt+k y X = yt)
nos dice que:

Cov
(
yt+k − ŷt+k|t, yt

)
= 0,

es decir, el error de predicción es ortogonal a las observaciones.
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Solución.
Sin pérdida de generalidad supongamos que E[X] = E[Y ] = 0. Entonces

Cov
(
Y − E[Y | X], X

)
= E

[
X
(
Y − E[Y | X]

)]
= E[XY ]− E[X E[Y | X]] .

Vamos a probar que E[X E[Y | X]] = E[XY ]. Usamos la propiedad de la torre
(o iteración de la esperanza) y que X es medible respecto a σ(X):

E[X E[Y | X]] = E(E[X E[Y | X] | X]) = E(X E[Y | X]) ,

y por otro lado,

E[XY ] = E(E[XY | X]) = E(X E[Y | X]) ,

donde en el último paso usamos que, condicionado a X,

E[XY | X] = X E[Y | X].

Por tanto,
E[XY ]− E[X E[Y | X]] = 0,

y concluimos que

Cov
(
Y − E[Y | X], X

)
= 0.

Si E[X] y E[Y ] no fueran cero, el mismo argumento se aplica a las variables
centradas X̃ = X − E[X], Ỹ = Y − E[Y ], llegando al mismo resultado.

Ejercicio 22. Supón que se ha observado y1, y3, y4, y5 pero que se ha perdido el dato
y2, siendo {yt} un proceso Gaussiano ARMA(1,1) con a = −0.95, c = 0.95 e

yt + ayt−1 = et + cet−1, {et} ∼ WN(0, σ2).

Encuentra el interpolador óptimo de y2. ¿Cuál hubiese sido el resultado si simple-
mente hubieses hecho una interpolación lineal?

Pista: Utiliza el principio de ortogonalidad para construir un sistema de ecuaciones

lineal en los parámetros de interpolación.

Solución.
Buscamos el interpolador lineal óptimo (que, al ser Gaussiano, coincide con el

óptimo en MSE) en el subespacio generado por las observaciones disponibles. Es
decir, buscamos

ŷ2 = λ1y1 + λ3y3 + λ4y4 + λ5y5,

donde los coeficientes se obtienen imponiendo el principio de ortogonalidad :

Cov
(
y2 − ŷ2, yj

)
= 0, j ∈ {1, 3, 4, 5}.

Esto produce el sistema lineal∑
k∈{1,3,4,5}

λk γ(j − k) = γ(2− j), j ∈ {1, 3, 4, 5},

donde γ(h) = Cov(yt+h, yt) es la ACVF del ARMA(1,1).
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Autocovarianza del ARMA(1,1). Para el modelo

yt + ayt−1 = et + cet−1,

equivalentemente yt = −a yt−1+ et+ cet−1. Definimos ϕ = −a y θ = c, de modo que

yt = ϕyt−1 + et + θet−1, ϕ = 0.95, θ = 0.95.

La ACVF del ARMA(1,1) viene dada por (para |ϕ| < 1):

γ(0) = σ21 + θ2 + 2ϕθ

1− ϕ2
, γ(1) = ϕγ(0) + θσ2, γ(h) = ϕh−1γ(1) (h ≥ 2),

y γ(−h) = γ(h).
Con ϕ = θ = 0.95, se obtiene numéricamente (en unidades de σ2):

γ(0) = 38.0σ2, γ(1) = 37.05σ2, γ(2) = 35.1975σ2, γ(3) = 33.4376σ2, γ(4) = 31.7657σ2.

Sistema de ecuaciones. Usando las condiciones Cov(y2 − ŷ2, yj) = 0 para
j = 1, 3, 4, 5, se obtiene el sistema

γ(0) γ(2) γ(3) γ(4)
γ(2) γ(0) γ(1) γ(2)
γ(3) γ(1) γ(0) γ(1)
γ(4) γ(2) γ(1) γ(0)



λ1
λ3
λ4
λ5

 =


γ(1)
γ(1)
γ(2)
γ(3)

 .

Resolviendo este sistema (p. ej. con álgebra lineal numérica) se obtiene:

ŷ2 = 0.444 y1 + 0.9357 y3 − 0.5625 y4 + 0.1906 y5.

Interpolación lineal. Si se hiciera una interpolación lineal simple usando solo
los puntos circundantes y1 y y3, se tendŕıa:

ŷi.l.2 =
1

2
y1 +

1

2
y3.

Ejercicio 23. Escribe las ecuaciones del espacio de estados para un MA(1) y de-
muestra que

Φ =

(
0 1
0 0

)
, A =

(
0 1

)
, Q = σ2

(
1 −θ
−θ θ2

)
se verifican.
Solución.

Consideremos el proceso MA(1):

Yt = Zt + θZt−1, {Zt} ∼ WN(0, σ2).

Definición del estado. Definimos el vector de estado de dimensión 2 como

xt :=

(
Zt

Yt

)
.
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Tomamos la ecuación de observación sin ruido adicional:

Yt = Axt, A =
(
0 1

)
,

ya que efectivamente Axt = xt,2 = Yt.
Ecuación de transición. Observemos que

xt+1 =

(
Zt+1

Yt+1

)
=

(
Zt+1

Zt+1 + θZt

)
.

Separando la parte determinista (dependiente de xt) y la parte aleatoria, notamos
que (

0 1
0 0

)
xt =

(
Yt
0

)
=

(
Zt + θZt−1

0

)
.

Para completar xt+1, introducimos un ruido de estado vectorial wt+1 tal que:

xt+1 = Φxt + wt+1, Φ =

(
0 1
0 0

)
,

y elegimos wt+1 en función del ruido blanco escalar Zt+1 como

wt+1 :=

(
Zt+1

−θZt+1

)
= GZt+1, G =

(
1
−θ

)
.

Con esta elección, wt es ruido blanco vectorial (porque es una transformación
lineal instantánea de Zt) y además la covarianza contemporánea es

Q = Var(wt) = Var(GZt) = GVar(Zt)G
⊤ = σ2GG⊤ = σ2

(
1 −θ
−θ θ2

)
,

que es exactamente la matriz pedida.
Conclusión. Hemos escrito el MA(1) en forma de espacio de estados:

xt+1 = Φxt + wt+1, Yt = Axt,

con

Φ =

(
0 1
0 0

)
, A =

(
0 1

)
, Q = σ2

(
1 −θ
−θ θ2

)
.

Ejercicio 24. Escribe las ecuaciones del filtro de Kalman para hacer predicción en
un modelo AR(1) y verifica que se reducen a:

ẑt|t−1 = ϕzt−1, pt|t−1 = σ2.

Solución.
Considere el modelo AR(1)

zt = ϕzt−1 + wt, wt ∼ WN(0, σ2),

y suponga que observamos el estado sin error (esto equivale a un modelo espacio–
estado con ecuación de observación yt = zt y varianza de ruido de medición R = 0).
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Modelo en espacio de estados

Ecuación de estado:

zt = ϕzt−1 + wt, Q = σ2.

Ecuación de observación:

yt = zt + vt, vt ∼ WN(0, R),

y tomamos R = 0 y yt = zt.

Ecuaciones de predicción de Kalman

La predicción a un paso (antes de incorporar la observación en t) es

ẑt|t−1 = ϕ ẑt−1|t−1,

y la varianza del error de predicción es

pt|t−1 = ϕ2pt−1|t−1 +Q.

Reducción cuando la observación es exacta

SiR = 0, entonces al actualizar en el tiempo t−1 se conoce el estado exactamente:

ẑt−1|t−1 = zt−1, pt−1|t−1 = 0.

Sustituyendo esto en las ecuaciones de predicción:

ẑt|t−1 = ϕ ẑt−1|t−1 = ϕzt−1,

y

pt|t−1 = ϕ2 · 0 + σ2 = σ2.

Por lo tanto, las ecuaciones de predicción del filtro de Kalman se reducen a

ẑt|t−1 = ϕzt−1 , pt|t−1 = σ2 .

Ejercicio 25. Dado un proceso AR(1) filtrado por la diferencia estacional

∇4xt = xt − xt−4,

y sabiendo que

xt = ϕxt−1 + wt, |ϕ| < 1, wt ∼ WN(0, σ2),

(a) Encuentra la función de transferencia del filtro ∇4.

(b) Determina cómo afecta este filtro al espectro de potencia del proceso.
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Solución.
Definimos el proceso filtrado como

yt = ∇4xt = xt − xt−4.

(a) Función de transferencia del filtro ∇4. El filtro es lineal con coeficientes

a0 = 1, a4 = −1, aj = 0 para j ̸= 0, 4.

Por tanto, su función de transferencia es

Ayx(ν) =
∞∑

j=−∞

aje
−2πiνj = 1− e−2πiν·4 = 1− e−8πiν .

El módulo al cuadrado resulta

|Ayx(ν)|2 = (1− e−8πiν)(1− e8πiν)

= 2(1− cos(8πν)).

(b) Efecto sobre el espectro. El proceso original xt es AR(1), cuya densidad
espectral es

fx(ν) =
σ2

|1− ϕe−2πiν |2
.

Para un filtro lineal, el espectro del proceso filtrado viene dado por

fy(ν) = |Ayx(ν)|2fx(ν).

Sustituyendo:

fy(ν) = 2(1− cos(8πν))
σ2

|1− ϕe−2πiν |2
.

Interpretación
Las frecuencias anuladas por el filtro satisfacen

Ayx(ν) = 0 ⇐⇒ e−8πiν = 1 ⇐⇒ 8πν = 2πk,

de donde

ν =
k

4
, k ∈ Z.

Por tanto, el filtro elimina las componentes en

ν = 0, ±1

4
, ±1

2
, . . .

Esto implica que se suprimen la componente de baja frecuencia (tendencia) y
ciertas frecuencias estacionales, mientras que las restantes son amplificadas o aten-
uadas según el factor 2(1− cos(8πν)).
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Ejercicio 26. Sea el proceso

xt = A cos

(
2π

12
t

)
+ wt,

donde A es constante y wt ∼ WN(0, σ2).

(a) Encuentra la densidad espectral del proceso {xt}.

(b) Considera el filtro estacional ∇12 = 1 − B12. Encuentra su función de trans-
ferencia |A(ν)|2.

(c) Obtén la densidad espectral del proceso filtrado yt = ∇12xt.

(d) Interpreta el efecto del filtro sobre la señal sinusoidal. ¿Qué componentes
frecuenciales elimina?

Solución.
Escribimos

xt = st + wt, st = A cos

(
2π

12
t

)
,

donde st es determinista y wt es ruido blanco.

(a) Densidad espectral de xt. La densidad espectral del ruido blanco es

fw(ν) =
σ2

2π
.

Para la componente sinusoidal, usando que

γs(h) =
A2

2
cos(2πν0h), ν0 =

1

12
,

su transformada espectral corresponde a dos masas puntuales en ±ν0:

fs(ν) =
A2

4

[
δ

(
ν − 1

12

)
+ δ

(
ν +

1

12

)]
.

Como st y wt son no correlacionados, el espectro total es la suma:

fx(ν) =
A2

4

[
δ

(
ν − 1

12

)
+ δ

(
ν +

1

12

)]
+
σ2

2π
.

(b) Función de transferencia del filtro ∇12. El filtro estacional es

∇12 = 1−B12.

Su función de transferencia (con B = e−2πiν) es

A(ν) = 1− e−24πiν ,

y el módulo al cuadrado resulta
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|A(ν)|2 = (1− e−24πiν)(1− e24πiν)

= 2(1− cos(24πν)).

(c) Densidad espectral del proceso filtrado. Para un filtro lineal,

fy(ν) = |A(ν)|2fx(ν).

Sustituyendo los resultados anteriores:

fy(ν) = 2(1− cos(24πν))

[
A2

4

(
δ

(
ν − 1

12

)
+ δ

(
ν +

1

12

))
+
σ2

2π

]
.

(d) Interpretación. El filtro anula las frecuencias tales que

A(ν) = 0 ⇐⇒ e−24πiν = 1 ⇐⇒ 24πν = 2πk,

es decir,

ν =
k

12
, k ∈ Z.

Por tanto, se eliminan las componentes en

ν = 0, ± 1

12
, ± 2

12
, . . .

En particular:

• Se elimina la componente de baja frecuencia (ν = 0, tendencia).

• Se elimina exactamente la señal sinusoidal determinista en ν = 1
12
.

Aśı, el filtro estacional ∇12 suprime la estacionalidad de peŕıodo 12 y deja
únicamente el ruido blanco filtrado.

Ejercicio 27. Sea el proceso {Xt} con densidad espectral

f(ν) = 6(1 + cos(2πν)), ν ∈
(
−1

2
, 1
2

)
.

(a) Verifica que f(ν) es una función par. Luego calcula la autocovarianza γ(h)
para h = 0, 1, 2.

(b) Supón que la serie se filtra con

yt = Xt − 2Xt−1 +Xt−2.

(i) Encuentra la función de transferencia |A(ν)|2.
(ii) Encuentra el espectro del proceso filtrado {yt}.

(c) Calcula la varianza Var(yt).
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(d) Interpreta el efecto del filtro sobre las frecuencias del proceso original.

Solución.
(a) Como cos(2πν) es una función par,

f(−ν) = 6(1 + cos(−2πν)) = 6(1 + cos(2πν)) = f(ν),

por lo que f(ν) es par.
La función de autocovarianza viene dada por

γ(h) =

∫ 1/2

−1/2

f(ν) cos(2πνh) dν = 6

∫ 1/2

−1/2

(1 + cos(2πν)) cos(2πνh) dν.

Para h = 0:

γ(0) = 6

[∫ 1/2

−1/2

1 dν +

∫ 1/2

−1/2

cos(2πν) dν

]
= 6(1 + 0) = 6.

Para h = 1:

γ(1) = 6

∫ 1/2

−1/2

(1 + cos(2πν)) cos(2πν) dν

= 6

[∫ 1/2

−1/2

cos(2πν) dν +

∫ 1/2

−1/2

cos2(2πν) dν

]
.

La primera integral es cero y∫ 1/2

−1/2

cos2(2πν) dν =
1

2
,

por lo que

γ(1) = 6 · 1
2
= 3.

Para h = 2:

γ(2) = 6

∫ 1/2

−1/2

(1 + cos(2πν)) cos(4πν) dν.

Ambos términos integran a cero por ortogonalidad trigonométrica en (−1/2, 1/2),
de modo que

γ(2) = 0.

En resumen,

γ(0) = 6, γ(1) = 3, γ(2) = 0.
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(b) El filtro es

yt = Xt − 2Xt−1 +Xt−2,

con coeficientes a0 = 1, a1 = −2, a2 = 1. Su función de transferencia es

A(B) = 1− 2B +B2, B = e−2πiν ,

es decir,

A(ν) = 1− 2e−2πiν + e−4πiν .

Factorizando,

A(ν) = (1− e−2πiν)2,

y por tanto

|A(ν)|2 = |1− e−2πiν |4 =
(
2 sin(πν)

)4
= 4 sin4(πν) .

(b)(ii) El espectro del proceso filtrado es

fy(ν) = |A(ν)|2f(ν) = 4 sin4(πν) · 6(1 + cos(2πν)).

(c) La varianza del proceso filtrado es

Var(yt) = γy(0) =

∫ 1/2

−1/2

fy(ν) dν =

∫ 1/2

−1/2

4 sin4(πν) · 6(1 + cos(2πν)) dν.

Partimos de

Var(yt) = 24

∫ 1/2

−1/2

sin4(πν) (1 + cos(2πν)) dν.

Usamos la identidad
1 + cos(2πν) = 2 cos2(πν),

con lo que

Var(yt) = 48

∫ 1/2

−1/2

sin4(πν) cos2(πν) dν.

Haciendo el cambio de variable x = πν (de modo que dν = dx/π), los ĺımites
pasan a x ∈ [−π/2, π/2], y obtenemos

Var(yt) =
48

π

∫ π/2

−π/2

sin4(x) cos2(x) dx.

Como el integrando es par,
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Var(yt) =
96

π

∫ π/2

0

sin4(x) cos2(x) dx.

Usando la identidad estándar∫ π/2

0

sinm(x) cosn(x) dx =
1

2
B

(
m+ 1

2
,
n+ 1

2

)
,

con m = 4 y n = 2, se tiene∫ π/2

0

sin4(x) cos2(x) dx =
1

2
B

(
5

2
,
3

2

)
=

1

2
·
Γ(5

2
)Γ(3

2
)

Γ(4)
.

Como

Γ

(
5

2

)
=

3

4

√
π, Γ

(
3

2

)
=

1

2

√
π, Γ(4) = 6,

resulta ∫ π/2

0

sin4(x) cos2(x) dx =
π

32
.

Finalmente,

Var(yt) =
96

π
· π
32

= 3.

Por tanto,

Var(yt) = 3.

(d) Como

|A(ν)|2 = 4 sin4(πν),

se tiene |A(0)|2 = 0 y el comportamiento cerca de ν = 0 es de orden ν4. Por
tanto, el filtro anula completamente la componente de frecuencia cero y atenúa
fuertemente las bajas frecuencias.

En consecuencia:

• Elimina tendencias (frecuencia ν = 0).

• Atenúa componentes de baja frecuencia.

• Deja pasar relativamente más las frecuencias medias y altas.

Este filtro actúa como un filtro pasa-altos de orden dos.

Ejercicio 28. Sea un proceso {Xt} con densidad espectral definida por

f(ν) =

{
6(1− 4ν2), |ν| ≤ 1

4
,

0, |ν| > 1
4
.
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(a) Verifica que f(ν) es una función par.

(b) Interpreta la forma del espectro. ¿Qué tipo de frecuencias predominan y qué
propiedades temporales esperas del proceso?

(c) Calcula la función de autocovarianza γ(h) para h = 0 y h = 1.

(d) ¿Qué efecto tendŕıa ampliar el soporte del espectro a [−1/2, 1/2]? ¿Cómo
cambiaŕıan γ(0) y γ(1)?

Solución.
(a) Observamos que

f(−ν) = 6(1− 4(−ν)2) = 6(1− 4ν2) = f(ν),

por lo que f(ν) es una función par.

(b) La función f(ν) = 6(1 − 4ν2) es una parábola invertida centrada en ν = 0,
con soporte en [−1

4
, 1
4
]. Su valor máximo se alcanza en ν = 0 y decrece hasta anularse

en ν = ±1
4
.

Esto indica que predominan las bajas frecuencias. En el dominio temporal se
espera un proceso suave, con cambios lentos y fuerte dependencia entre observaciones
cercanas.

(c) La función de autocovarianza viene dada por

γ(h) =

∫ 1/2

−1/2

f(ν)e2πiνh dν =

∫ 1/4

−1/4

6(1− 4ν2)e2πiνh dν.

Como f(ν) es par,

γ(h) = 2

∫ 1/4

0

6(1− 4ν2) cos(2πνh) dν.

Caso h = 0

γ(0) = 12

∫ 1/4

0

(1− 4ν2) dν

= 12

[
ν − 4

3
ν3
]1/4
0

= 12

(
1

4
− 1

48

)
=

11

4
.

Caso h = 1

γ(1) = 12

∫ 1/4

0

(1− 4ν2) cos(2πν) dν.

Evaluando esta integral (por partes o con ayuda simbólica) se obtiene

γ(1) =
3

π2
.

Por tanto,
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γ(0) =
11

4
, γ(1) =

3

π2
.

(d) Si el soporte del espectro se ampliara a [−1/2, 1/2], se incorporaŕıan com-
ponentes de mayor frecuencia.

En consecuencia:

• γ(0) aumentaŕıa, ya que creceŕıa el área total bajo el espectro (mayor vari-
anza).

• La autocovarianza decaeŕıa más rápidamente con h; en particular, γ(1) ten-
deŕıa a disminuir en valor relativo, reflejando menor suavidad temporal.

Esto corresponde a un proceso con mayor contenido de altas frecuencias y menor
correlación entre observaciones cercanas.

Ejercicio 29. Considera el siguiente modelo de estado lineal con observaciones
ruidosas:

xt = 0.7xt−1 + wt, wt ∼ N (0, σ2
w = 1),

zt = xt + vt, vt ∼ N (0, σ2
v = 2).

Se parte de la estimación inicial

x̂0 = 0, P0 = 1,

y se dispone de las observaciones

z1 = 1.2, z2 = 0.9.

(a) Aplica el filtro de Kalman para calcular x̂1, x̂2 y sus respectivas varianzas P1,
P2.

(b) Realiza los cálculos paso a paso (predicción, ganancia de Kalman y actual-
ización).

(c) Comenta el comportamiento de la ganancia de Kalman y de la varianza con
el tiempo.

Solución.
Aqúı Φ = 0.7, Q = 1, A = 1 y R = 2.

(a)–(b) Aplicación del filtro de Kalman
Paso 1: Predicción para t = 1

x̂1|0 = Φx̂0|0 = 0.7 · 0 = 0,

P1|0 = ΦP0|0Φ
T +Q = 0.72 · 1 + 1 = 0.49 + 1 = 1.49.

Ganancia de Kalman
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K1 =
P1|0A

T

AP1|0AT +R
=

1.49

1.49 + 2
=

1.49

3.49
≈ 0.427.

Actualización

x̂1|1 = x̂1|0 +K1(z1 − Ax̂1|0) = 0 + 0.427(1.2− 0) ≈ 0.5124,

P1|1 = (1−K1A)P1|0 = (1− 0.427) · 1.49 ≈ 0.8562.

Paso 2: Predicción para t = 2

x̂2|1 = Φx̂1|1 = 0.7 · 0.5124 ≈ 0.3587,

P2|1 = ΦP1|1Φ
T +Q = 0.72 · 0.8562 + 1 ≈ 0.4195 + 1 = 1.4195.

Ganancia de Kalman

K2 =
P2|1

P2|1 +R
=

1.4195

1.4195 + 2
≈ 0.415.

Actualización

x̂2|2 = x̂2|1 +K2(z2 − x̂2|1)

= 0.3587 + 0.415(0.9− 0.3587) ≈ 0.5834,

P2|2 = (1−K2)P2|1 = (1− 0.415) · 1.4195 ≈ 0.8305.

Resumen

x̂1|1 ≈ 0.5124, P1|1 ≈ 0.8562,

x̂2|2 ≈ 0.5834, P2|2 ≈ 0.8305.

(c) La ganancia de Kalman decrece ligeramente con el tiempo (K1 ≈ 0.427 frente
a K2 ≈ 0.415), lo que indica que el filtro va confiando progresivamente más en el
modelo dinámico a medida que incorpora observaciones.

Asimismo, la varianza de estimación disminuye (P0|0 = 1, P1|1 ≈ 0.856, P2|2 ≈
0.831), mostrando que la incertidumbre sobre el estado se reduce conforme se dispone
de más información.

Ejercicio 30. Sea el siguiente modelo de estado:

xt =

[
µt

βt

]
, xt =

[
1 1
0 1

]
xt−1 + wt,

zt =
[
1 0

]
xt + vt,

donde

wt ∼ N (0, Q), vt ∼ N (0, R), Q = σ2
wI, R = σ2

v .
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(a) Interpreta este modelo: ¿qué significan µt y βt?

(b) Escribe las ecuaciones del filtro de Kalman para este sistema.

(c) ¿Qué ocurre si σ2
w → 0? ¿Qué interpreta el filtro en ese caso?

Solución.

(a) El vector de estado es

xt =

[
µt

βt

]
,

donde:

• µt representa el nivel del proceso observado zt.

• βt representa la tendencia o pendiente (ritmo de cambio del nivel).

La ecuación de transición

xt =

[
1 1
0 1

]
xt−1 + wt

equivale a

µt = µt−1 + βt−1 + w1t, βt = βt−1 + w2t.

Se trata de un modelo de nivel local con tendencia, en el que el nivel evolu-
ciona según la pendiente y esta, a su vez, sigue una caminata aleatoria.

(b) Identificamos las matrices del modelo:

Φ =

[
1 1
0 1

]
, A =

[
1 0

]
, Q = σ2

wI, R = σ2
v .

Las ecuaciones del filtro de Kalman son:

Predicción

x̂t|t−1 = Φx̂t−1|t−1,

Pt|t−1 = ΦPt−1|t−1Φ
T +Q.

Ganancia de Kalman

Kt = Pt|t−1A
T
(
APt|t−1A

T +R
)−1

.
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Actualización

x̂t|t = x̂t|t−1 +Kt

(
zt − Ax̂t|t−1

)
,

Pt|t = (I −KtA)Pt|t−1.

(c) Si σ2
w → 0, entonces Q → 0 y el modelo de estado se vuelve esencialmente

determinista:

xt = Φxt−1.

En este caso, el filtro de Kalman asume que el nivel y la tendencia evolucionan
sin perturbaciones aleatorias. Como consecuencia:

• El filtro conf́ıa casi completamente en el modelo dinámico.

• La ganancia de Kalman disminuye, dando menos peso a las observaciones.

• La matriz de covarianza Pt|t se reduce, reflejando una mayor confianza en la
trayectoria estimada.

Desde el punto de vista interpretativo, el filtro entiende que la tendencia y el
nivel son prácticamente fijos (o perfectamente suaves), y solo utiliza las observaciones
para pequeñas correcciones debidas al ruido de medición.

Ejercicio 31. Considera el siguiente modelo de movimiento uniforme:

xt =

[
posiciónt

velocidadt

]
, xt =

[
1 ∆t
0 1

]
xt−1 + wt,

zt =
[
1 0

]
xt + vt,

donde
wt ∼ N (0, Q), Q = σ2

wI, vt ∼ N (0, R), R = σ2
v .

(a) Interpreta qué estima el filtro de Kalman en este contexto f́ısico.

(b) Explica cómo se comporta el filtro cuando únicamente se observan las posi-
ciones.

(c) Calcula los dos primeros pasos del filtro de Kalman con:

∆t = 1, σ2
w = 0.1, σ2

v = 1,

x̂0 =

[
0
0

]
, P0 = I, z1 = 1.2, z2 = 2.1.

Solución.
(a) El filtro estima el estado

xt =

[
posiciónt

velocidadt

]
.

A partir de observaciones ruidosas de la posición, reconstruye simultáneamente:
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• la posición del objeto,

• la velocidad (aunque no se observe directamente),

usando el modelo de movimiento uniforme para ligar ambas magnitudes.

(b) Aunque solo se observa la posición, la velocidad se infiere indirectamente
porque determina cómo cambia la posición entre instantes. Con suficientes obser-
vaciones, el filtro reduce la incertidumbre sobre la velocidad, que al inicio suele ser
mayor que la de la posición.

(c) Aqúı

Φ =

[
1 1
0 1

]
, A =

[
1 0

]
, Q = 0.1I, R = 1.

Paso 1: Predicción (t = 1)

x̂1|0 = Φx̂0|0 =

[
1 1
0 1

] [
0
0

]
=

[
0
0

]
.

P1|0 = ΦP0Φ
T +Q

=

[
1 1
0 1

] [
1 0
0 1

] [
1 0
1 1

]
+ 0.1I =

[
2.1 1
1 1.1

]
.

Ganancia de Kalman

K1 = P1|0A
T (AP1|0A

T +R)−1 =
1

3.1

[
2.1
1

]
≈
[
0.677
0.323

]
.

Actualización

x̂1|1 = x̂1|0 +K1(z1 − Ax̂1|0)

=

[
0
0

]
+

[
0.677
0.323

]
(1.2) ≈

[
0.812
0.388

]
.

P1|1 = (I −K1A)P1|0 ≈
[
0.677 0.323
0.323 0.777

]
.

Paso 2: Predicción (t = 2)

x̂2|1 = Φx̂1|1 =

[
1 1
0 1

] [
0.812
0.388

]
=

[
1.200
0.388

]
.

P2|1 = ΦP1|1Φ
T +Q ≈

[
2.2 1.1
1.1 0.877

]
.

Ganancia de Kalman

K2 =
1

2.2 + 1

[
2.2
1.1

]
=

1

3.2

[
2.2
1.1

]
≈
[
0.688
0.344

]
.
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Actualización
Como z2 − Ax̂2|1 = 2.1− 1.2 = 0.9,

x̂2|2 = x̂2|1 +K2(0.9)

≈
[
1.200
0.388

]
+ 0.9

[
0.688
0.344

]
=

[
1.819
0.697

]
.

P2|2 = (I −K2A)P2|1 ≈
[
0.688 0.344
0.344 0.499

]
.

En particular,

x̂1|1 ≈
[
0.812
0.388

]
, x̂2|2 ≈

[
1.819
0.697

]
.
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Ejercicio 1. Sea {Xt} una serie temporal m-variante con

Xt =

Xt1
...

Xtm

 .

Definimos

µt = E[Xt], Γ(t+ h, t) = Cov(Xt+h, Xt) = E
[
(Xt+h − µt+h)(Xt − µt)

⊤].
(a) Da la definición de estacionariedad débil multivariante.

(b) Muestra que, si {Xt} es débilmente estacionaria, entonces

Γ(h) = Γ(−h)⊤.

Ejercicio 2. Sea el proceso bivariante estacionario {Xt} definido por{
Xt1 = Zt,

Xt2 = Zt + 0.75Zt−10,
{Zt} ∼ WN(0, 1).

Calcula:

(a) El vector de medias µ.

(b) La matriz de covarianza Γ(h) = Cov(Xt+h, Xt).

(c) La matriz de correlación R(h).

Ejercicio 3. Sea {Zt} ∼ WN(0,Σ) con Σ una matriz m × m simétrica definida
positiva.

(a) Escribe µ y ΓZ(h).

(b) Si Xt = AZt para una matriz fija A ∈ Rm×m, demuestra que {Xt} es ruido
blanco multivariante e identifica su matriz de covarianza.

Ejercicio 4. Sea un proceso lineal multivariante

Xt =
∞∑

j=−∞

CjZt−j, Zt ∼ WN(0,Σ),

donde Cj son matrices m×m absolutamente sumables.
Muestra que

Γ(h) =
∞∑

j=−∞

Cj+h ΣC
⊤
j .
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Ejercicio 5. Sea {Xt} una serie estacionaria m-variante con matriz de covarianza
Γ(h), y sea γij(h) su entrada (i, j).

Muestra que para todo i, j y todo h,

|γij(h)| ≤
√
γii(0)γjj(0).

Ejercicio 6. Sea el proceso bivariante

Xt =

(
X1t

X2t

)
, Xt = AXt−1 + Zt,

con

A =

(
0.6 0.2
0.1 0.5

)
, Zt ∼ WN(0,Σ), Σ =

(
1 0.3
0.3 2

)
.

(a) Determina si el proceso es débilmente estacionario.

(b) Halla la matriz de covarianza contemporánea Γ(0).

(c) Obtén Γ(1).

(d) Calcula la correlación cruzada ρ12(0).

Ejercicio 7. Sea

Xt = C0Zt + C1Zt−1, Zt ∼ WN(0, I2),

con

C0 =

(
1 0
0 1

)
, C1 =

(
0.5 0
0.2 0.4

)
.

(a) Calcula Γ(0) y Γ(1).

(b) Encuentra el BLUP de Xt+1 basado en Xt.

(c) Calcula la matriz de covarianza del error de predicción.

Ejercicio 8. Sea (Xt, Yt) un proceso bivariante estacionario con densidades espec-
trales:

fX(ν) = 2, fY (ν) = 8,

y espectro cruzado

fXY (ν) = 2e−i2πν .

(a) Calcula la función de coherencia cuadrada CXY (ν).

(b) Interpreta el resultado.

(c) Calcula la fase.

(d) ¿Qué relación temporal sugiere entre Xt y Yt?
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Ejercicio 9. Sea el proceso bivariante

Yt = Xt−1 +Wt,

donde Xt es estacionario con espectro fX(ν) y Wt es ruido blanco independiente
con varianza σ2.

(a) Halla fY (ν).

(b) Halla el espectro cruzado fXY (ν).

(c) Calcula la coherencia.

(d) ¿Cuándo es máxima?

Ejercicio 10. Una empresa quiere predecir el número de llamadas que recibe su
centro de atención al cliente cada d́ıa. Para ello, dispone de datos históricos diarios
durante los últimos dos años, incluyendo:

• Número de llamadas yt cada d́ıa.

• Dı́a de la semana (lunes, martes, etc.).

• Indicador de si fue festivo o no.

• Temperatura media del d́ıa.

(a) ¿Qué tipo de modelo de aprendizaje automático (lineal o no lineal) propondŕıas
para este problema? Justifica tu respuesta considerando la naturaleza de las
variables.

(b) ¿Por qué puede ser útil incluir el d́ıa de la semana o si es festivo como variables
de entrada al modelo?

(c) Supón que entrenas un modelo LSTM. ¿Cómo estructuraŕıas los datos para
alimentar al modelo LSTM teniendo en cuenta la secuencia temporal?

(d) ¿Cómo evaluaŕıas si el modelo generaliza bien en diferentes tipos de d́ıas (lab-
orables, festivos, fines de semana)?

Ejercicio 11. Se entrena una LSTM y una GRU para predecir ventas diarias yt a
partir de su histórico y algunas variables de calendario.

(a) ¿Por qué una GRU puede entrenar más rápido que una LSTM?

(b) El error de entrenamiento es bajo pero el de test es alto. ¿Qué fenómeno está
ocurriendo?

(c) Nombra dos técnicas para reducir este problema.

(d) ¿Qué indicios te haŕıan pensar que la longitud de ventana temporal usada es
demasiado pequeña?
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Ejercicio 12. Se desea predecir los próximos 7 d́ıas de una serie yt usando una red
recurrente.

(a) Explica la diferencia entre forecasting directo y recursivo para horizonte 7.

(b) ¿Cuál de los dos enfoques acumula más error y por qué?

(c) ¿Cómo adaptaŕıas la arquitectura para producir una salida multistep directa?

(d) Propón una métrica adecuada para evaluar simultáneamente las 7 predicciones.

Ejercicio 13. Se dispone de una serie temporal diaria yt con clara estacionalidad
semanal y dinámica no lineal residual. Se propone un modelo h́ıbrido:

yt = ŷARIMA
t + rt,

donde ŷARIMA
t es la predicción de un modelo SARIMA y rt son los residuos, que se

modelan con una LSTM.

(a) Explica la motivación de este enfoque h́ıbrido.

(b) ¿Qué propiedades debeŕıan tener los residuos rt antes de entrenar la LSTM?

(c) Describe el flujo completo de entrenamiento del sistema h́ıbrido.

(d) ¿Qué ventaja tiene este enfoque frente a usar únicamente una LSTM?

Ejercicio 14. Un modelo LSTM entrenado para predecir tráfico web muestra un
aumento progresivo del error durante varios meses.

(a) ¿Cómo se denomina este fenómeno en aprendizaje automático?

(b) Da dos posibles causas en un contexto real.

(c) Propón dos estrategias para mitigarlo.

(d) ¿Cómo diseñaŕıas una validación que permita detectar este problema?
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Ejercicio 1. Sea {Xt} una serie temporal m-variante con

Xt =

Xt1
...

Xtm

 .

Definimos

µt = E[Xt], Γ(t+ h, t) = Cov(Xt+h, Xt) = E
[
(Xt+h − µt+h)(Xt − µt)

⊤].
(a) Da la definición de estacionariedad débil multivariante.

(b) Muestra que, si {Xt} es débilmente estacionaria, entonces

Γ(h) = Γ(−h)⊤.

Solución.
(a) {Xt} es débilmente estacionaria si:

• µt no depende de t, es decir µt = µ.

• Γ(t+ h, t) depende solo del retardo h, es decir Γ(t+ h, t) = Γ(h).

(b) Para cualquier h,
Γ(h) = Cov(Xt+h, Xt).

Por propiedades de la covarianza matricial,

Cov(Xt+h, Xt) = Cov(Xt, Xt+h)
⊤.

Pero Cov(Xt, Xt+h) = Γ(−h). Por tanto,

Γ(h) = Γ(−h)⊤.

Ejercicio 2. Sea el proceso bivariante estacionario {Xt} definido por{
Xt1 = Zt,

Xt2 = Zt + 0.75Zt−10,
{Zt} ∼ WN(0, 1).

Calcula:

(a) El vector de medias µ.

(b) La matriz de covarianza Γ(h) = Cov(Xt+h, Xt).

(c) La matriz de correlación R(h).
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Solución.
Como E[Zt] = 0, se tiene µ = E[Xt] =

(
0
0

)
.

Denotemos γZ(h) = Cov(Zt+h, Zt). Para ruido blanco con varianza 1:

γZ(h) =

{
1, h = 0,

0, h ̸= 0.

Recordemos Γ(h) =

(
γ11(h) γ12(h)
γ21(h) γ22(h)

)
.

1) γ11(h).

γ11(h) = Cov(Zt+h, Zt) = γZ(h) =

{
1, h = 0,

0, h ̸= 0.

2) γ12(h).

γ12(h) = Cov(Xt+h,1, Xt,2) = Cov(Zt+h, Zt + 0.75Zt−10) = γZ(h) + 0.75 γZ(h+ 10).

Por tanto,

γ12(h) =


1, h = 0,

0.75, h = −10,

0, en otro caso.

3) γ21(h). Usando la propiedad γ21(h) = γ12(−h),

γ21(h) =


1, h = 0,

0.75, h = 10,

0, en otro caso.

4) γ22(h).

γ22(h) = Cov(Zt+h + 0.75Zt+h−10, Zt + 0.75Zt−10)

= γZ(h) + 0.75γZ(h+ 10) + 0.75γZ(h− 10) + 0.752γZ(h).

Luego

γ22(h) =


1 + 0.752 = 1.5625, h = 0,

0.75, h = 10,

0.75, h = −10,

0, en otro caso.

En conjunto:

Γ(h) =

(
γZ(h) γZ(h) + 0.75γZ(h+ 10)

γZ(h) + 0.75γZ(h− 10) (1 + 0.752)γZ(h) + 0.75γZ(h+ 10) + 0.75γZ(h− 10)

)
.

Para la correlación:

ρij(h) =
γij(h)√

γii(0)γjj(0)
.
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Aqúı γ11(0) = 1, γ22(0) = 1.5625. Por tanto,

ρ12(0) =
1√

1 · 1.5625
=

1

1.25
= 0.8, ρ12(−10) =

0.75

1.25
= 0.6,

y análogamente ρ21(10) = 0.6, etc.

Ejercicio 3. Sea {Zt} ∼ WN(0,Σ) con Σ una matriz m × m simétrica definida
positiva.

(a) Escribe µ y ΓZ(h).

(b) Si Xt = AZt para una matriz fija A ∈ Rm×m, demuestra que {Xt} es ruido
blanco multivariante e identifica su matriz de covarianza.

Solución.
(a) Por definición de ruido blanco multivariante:

µ = E[Zt] = 0, ΓZ(h) =

{
Σ, h = 0,

0, h ̸= 0.

(b) Como Xt = AZt,

E[Xt] = AE[Zt] = 0.

Además,

ΓX(h) = Cov(Xt+h, Xt) = Cov(AZt+h, AZt) = ACov(Zt+h, Zt)A
⊤ = AΓZ(h)A

⊤.

Por tanto,

ΓX(h) =

{
AΣA⊤, h = 0,

0, h ̸= 0,

y {Xt} ∼ WN(0, AΣA⊤).

Ejercicio 4. Sea un proceso lineal multivariante

Xt =
∞∑

j=−∞

CjZt−j, Zt ∼ WN(0,Σ),

donde Cj son matrices m×m absolutamente sumables.
Muestra que

Γ(h) =
∞∑

j=−∞

Cj+h ΣC
⊤
j .

Solución.
Como E[Zt] = 0, se tiene E[Xt] = 0. Además,

Xt+h =
∑
k

CkZt+h−k, Xt =
∑
j

CjZt−j.
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Entonces

Γ(h) = Cov(Xt+h, Xt) = E[Xt+hX
⊤
t ]

= E

(∑
k

CkZt+h−k

)(∑
j

CjZt−j

)⊤


=
∑
k

∑
j

Ck E
[
Zt+h−kZ

⊤
t−j

]
C⊤

j .

Como Zt es ruido blanco,

E[Zt+h−kZ
⊤
t−j] =

{
Σ, t+ h− k = t− j ⇔ k = j + h,

0, en otro caso.

Por tanto solo sobrevive k = j + h, y queda

Γ(h) =
∞∑

j=−∞

Cj+hΣC
⊤
j .

Ejercicio 5. Sea {Xt} una serie estacionaria m-variante con matriz de covarianza
Γ(h), y sea γij(h) su entrada (i, j).

Muestra que para todo i, j y todo h,

|γij(h)| ≤
√
γii(0)γjj(0).

Solución.
Considera las variables escalares U = Xt+h,i y V = Xt,j. Entonces γij(h) =

Cov(U, V ), γii(0) = Var(U), γjj(0) = Var(V ).
Por la desigualdad de Cauchy–Schwarz,

|Cov(U, V )| ≤
√

Var(U)Var(V ).

Sustituyendo:

|γij(h)| ≤
√
γii(0)γjj(0).

Ejercicio 6. Sea el proceso bivariante

Xt =

(
X1t

X2t

)
, Xt = AXt−1 + Zt,

con

A =

(
0.6 0.2
0.1 0.5

)
, Zt ∼ WN(0,Σ), Σ =

(
1 0.3
0.3 2

)
.

(a) Determina si el proceso es débilmente estacionario.

(b) Halla la matriz de covarianza contemporánea Γ(0).

(c) Obtén Γ(1).
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(d) Calcula la correlación cruzada ρ12(0).

Solución.
(a) Un VAR(1) es estacionario si el radio espectral de A es menor que 1. Los

autovalores de A satisfacen

|A− λI| = (0.6− λ)(0.5− λ)− 0.02 = 0.

Esto da
λ2 − 1.1λ+ 0.28 = 0,

cuyas ráıces son aproximadamente

λ1 = 0.7, λ2 = 0.4.

Ambas tienen módulo menor que 1, luego el proceso es estacionario.

(b) Para un VAR(1),
Γ(0) = AΓ(0)A⊤ + Σ.

Esta es una ecuación de Lyapunov matricial.
Escribiendo

Γ(0) =

(
g11 g12
g12 g22

)
y sustituyendo, se obtiene el sistema lineal:

g11 = 0.36g11 + 0.24g12 + 0.04g22 + 1

g12 = 0.06g11 + 0.32g12 + 0.10g22 + 0.3

g22 = 0.01g11 + 0.10g12 + 0.25g22 + 2

Resolviendo:

Γ(0) ≈
(
1.86 0.63
0.63 2.77

)
.

(c) Para VAR(1):
Γ(1) = AΓ(0).

Aśı,

Γ(1) =

(
0.6 0.2
0.1 0.5

)(
1.86 0.63
0.63 2.77

)
=

(
1.30 1.03
0.50 1.46

)
.

(d) La correlación cruzada contemporánea es

ρ12(0) =
g12√
g11g22

=
0.63√

1.86 · 2.77
≈ 0.28.

Ejercicio 7. Sea

Xt = C0Zt + C1Zt−1, Zt ∼ WN(0, I2),

con

C0 =

(
1 0
0 1

)
, C1 =

(
0.5 0
0.2 0.4

)
.
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(a) Calcula Γ(0) y Γ(1).

(b) Encuentra el BLUP de Xt+1 basado en Xt.

(c) Calcula la matriz de covarianza del error de predicción.

Solución.
(a) Para un proceso lineal:

Γ(h) =
∑
j

Cj+hC
⊤
j .

Solo existen C0, C1.

Γ(0) = C0C
⊤
0 + C1C

⊤
1 = I +

(
0.25 0.10
0.10 0.20

)
=

(
1.25 0.10
0.10 1.20

)
.

Γ(1) = C1C
⊤
0 = C1.

(b) El BLUP viene dado por

X̂t+1|t = Γ(1)Γ(0)−1Xt.

Invertimos:

Γ(0)−1 ≈
(

0.81 −0.07
−0.07 0.84

)
.

Por tanto,

X̂t+1|t =

(
0.5 0
0.2 0.4

)
Γ(0)−1Xt.

(c) La covarianza del error es

Σe = Γ(0)− Γ(1)Γ(0)−1Γ(1)⊤.

Sustituyendo:

Σe ≈
(
0.75 0.02
0.02 0.86

)
.

Ejercicio 8. Sea (Xt, Yt) un proceso bivariante estacionario con densidades espec-
trales:

fX(ν) = 2, fY (ν) = 8,

y espectro cruzado

fXY (ν) = 2e−i2πν .

(a) Calcula la función de coherencia cuadrada CXY (ν).
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(b) Interpreta el resultado.

(c) Calcula la fase.

(d) ¿Qué relación temporal sugiere entre Xt y Yt?

Solución.

(a) La coherencia cuadrada es:

CXY (ν) =
|fXY (ν)|2

fX(ν)fY (ν)
=

|2e−i2πν |2

2 · 8
=

4

16
= 0.25.

(b) Existe dependencia lineal parcial entre ambas series en todas las frecuencias,
pero no perfecta (coherencia < 1).

(c) La fase es:

ϕ(ν) = arg fXY (ν) = −2πν.

(d) Indica que Yt es aproximadamente una versión retardada de Xt en una unidad
temporal.

Ejercicio 9. Sea el proceso bivariante

Yt = Xt−1 +Wt,

donde Xt es estacionario con espectro fX(ν) y Wt es ruido blanco independiente
con varianza σ2.

(a) Halla fY (ν).

(b) Halla el espectro cruzado fXY (ν).

(c) Calcula la coherencia.

(d) ¿Cuándo es máxima?

Solución.

(a) Como Yt = Xt−1 +Wt,

fY (ν) = |e−i2πν |2fX(ν) +
σ2

2π
= fX(ν) +

σ2

2π
.

(b) El espectro cruzado es:

fXY (ν) = e−i2πνfX(ν).
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(c) La coherencia:

CXY (ν) =
|fXY (ν)|2

fX(ν)fY (ν)
=

fX(ν)
2

fX(ν)
(
fX(ν) +

σ2

2π

) =
fX(ν)

fX(ν) +
σ2

2π

.

(d) Es máxima cuando fX(ν) es grande frente al ruido, es decir, en las frecuencias
dominantes del proceso Xt.

Ejercicio 10. Una empresa quiere predecir el número de llamadas que recibe su
centro de atención al cliente cada d́ıa. Para ello, dispone de datos históricos diarios
durante los últimos dos años, incluyendo:

• Número de llamadas yt cada d́ıa.

• Dı́a de la semana (lunes, martes, etc.).

• Indicador de si fue festivo o no.

• Temperatura media del d́ıa.

(a) ¿Qué tipo de modelo de aprendizaje automático (lineal o no lineal) propondŕıas
para este problema? Justifica tu respuesta considerando la naturaleza de las
variables.

(b) ¿Por qué puede ser útil incluir el d́ıa de la semana o si es festivo como variables
de entrada al modelo?

(c) Supón que entrenas un modelo LSTM. ¿Cómo estructuraŕıas los datos para
alimentar al modelo LSTM teniendo en cuenta la secuencia temporal?

(d) ¿Cómo evaluaŕıas si el modelo generaliza bien en diferentes tipos de d́ıas (lab-
orables, festivos, fines de semana)?

Solución.

(a) Para este problema puede funcionar tanto un modelo lineal como uno no lin-
eal. Sin embargo, debido a posibles interacciones entre variables (por ejemplo,
temperatura y festivo) y relaciones no lineales, es razonable proponer modelos
no lineales como árboles de decisión, random forests o redes neuronales, que
capturan dependencias complejas entre las variables de entrada y la respuesta
yt.

(b) El número de llamadas suele depender del calendario: hay patrones sistemáticos
por d́ıa de la semana (p. ej. lunes vs. sábado) y cambios relevantes en festivos.
Estas variables aportan información estacional/ćıclica que ayuda al modelo
a diferenciar comportamientos esperables según el tipo de d́ıa y, por tanto,
mejora la predicción.
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(c) En una LSTM los datos se organizan como secuencias. Cada ejemplo se con-
struye con una ventana temporal deslizante. Por ejemplo, con una ventana de
tamaño L = 7, para predecir yt se usa como entrada[

(yt−7, ut−7), (yt−6, ut−6), . . . , (yt−1, ut−1)
]
,

donde ut−j incluye las variables exógenas (d́ıa de la semana codificado, festivo,
temperatura). La salida asociada a esa secuencia es yt.

(d) Para evaluar generalización, se puede segmentar el conjunto de test por tipo
de d́ıa (laborables, fines de semana y festivos) y calcular métricas como MAE
o RMSE en cada subconjunto. Si el error es mucho mayor en festivos que
en laborables, el modelo no generaliza bien a ese contexto. También es re-
comendable usar particiones temporales (validación tipo walk-forward) para
evitar fuga de información.

Ejercicio 11. Se entrena una LSTM y una GRU para predecir ventas diarias yt a
partir de su histórico y algunas variables de calendario.

(a) ¿Por qué una GRU puede entrenar más rápido que una LSTM?

(b) El error de entrenamiento es bajo pero el de test es alto. ¿Qué fenómeno está
ocurriendo?

(c) Nombra dos técnicas para reducir este problema.

(d) ¿Qué indicios te haŕıan pensar que la longitud de ventana temporal usada es
demasiado pequeña?

Solución.

(a) La GRU tiene menos parámetros que la LSTM (estructura de puertas más
simple), lo que reduce el coste computacional por iteración y suele acelerar el
entrenamiento.

(b) Está ocurriendo sobreajuste (overfitting): el modelo se ajusta demasiado a
patrones espećıficos del entrenamiento y no generaliza bien a datos no vistos.

(c) Por ejemplo:

• Regularización (dropout en capas recurrentes/densas, penalización L2).

• Early stopping usando un conjunto de validación temporal.

• Reducir la complejidad del modelo (menos unidades/capas).

• Aumentar datos o hacer data augmentation temporal (cuando proceda).

(d) Si la ventana es demasiado pequeña, el modelo no captura estacionalidades o
dependencias largas (p. ej. semanales/mensuales). En la práctica se observa
que:

• Las predicciones reaccionan solo a cambios recientes (muy “miopes”).
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• Fallan sistemáticamente en patrones recurrentes de mayor periodo (p. ej.
fin de semana).

Ejercicio 12. Se desea predecir los próximos 7 d́ıas de una serie yt usando una red
recurrente.

(a) Explica la diferencia entre forecasting directo y recursivo para horizonte 7.

(b) ¿Cuál de los dos enfoques acumula más error y por qué?

(c) ¿Cómo adaptaŕıas la arquitectura para producir una salida multistep directa?

(d) Propón una métrica adecuada para evaluar simultáneamente las 7 predicciones.

Solución.

(a) Directo: el modelo predice en una sola pasada el vector (yt+1, . . . , yt+7). Re-
cursivo: el modelo predice yt+1 y luego usa ŷt+1 como entrada (junto con el
resto de variables) para predecir yt+2, y aśı sucesivamente hasta yt+7.

(b) El enfoque recursivo suele acumular más error porque los errores de predicción
se realimentan: un fallo en ŷt+1 afecta a ŷt+2, etc.

(c) Una opción t́ıpica es usar una salida densa de dimensión 7:

RNN/LSTM −→ Dense(7),

entrenando con una función de pérdida sobre el vector completo de horizonte.

(d) Por ejemplo, un RMSE multihorizonte:

RMSE1:7 =

√√√√1

7

7∑
k=1

(
yt+k − ŷt+k

)2
,

o también MAE promedio en el horizonte.

Ejercicio 13. Se dispone de una serie temporal diaria yt con clara estacionalidad
semanal y dinámica no lineal residual. Se propone un modelo h́ıbrido:

yt = ŷARIMA
t + rt,

donde ŷARIMA
t es la predicción de un modelo SARIMA y rt son los residuos, que se

modelan con una LSTM.

(a) Explica la motivación de este enfoque h́ıbrido.

(b) ¿Qué propiedades debeŕıan tener los residuos rt antes de entrenar la LSTM?

(c) Describe el flujo completo de entrenamiento del sistema h́ıbrido.
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(d) ¿Qué ventaja tiene este enfoque frente a usar únicamente una LSTM?

Solución.

(a) El ARIMA captura estructura lineal y estacional expĺıcita, mientras que la
LSTMmodela patrones no lineales restantes. El h́ıbrido combina interpretabil-
idad estad́ıstica con flexibilidad no lineal.

(b) Idealmente los residuos deben ser estacionarios, de media cercana a cero y con-
tener la parte no explicada por el ARIMA (estructura no lineal o dependencias
complejas).

(c) Flujo t́ıpico:

• Ajustar SARIMA sobre yt.

• Calcular residuos rt = yt − ŷARIMA
t .

• Entrenar la LSTM usando ventanas de rt.

• En predicción: sumar ambas salidas

ŷt = ŷARIMA
t + r̂LSTM

t .

(d) Reduce carga de la LSTM (no aprende estacionalidades simples), mejora esta-
bilidad, requiere menos datos y suele generalizar mejor al separar componentes
lineales y no lineales.

Ejercicio 14. Un modelo LSTM entrenado para predecir tráfico web muestra un
aumento progresivo del error durante varios meses.

(a) ¿Cómo se denomina este fenómeno en aprendizaje automático?

(b) Da dos posibles causas en un contexto real.

(c) Propón dos estrategias para mitigarlo.

(d) ¿Cómo diseñaŕıas una validación que permita detectar este problema?

Solución.

(a) Se denomina concept drift o cambio de régimen.

(b) Por ejemplo:

• Cambio en comportamiento de usuarios.

• Nuevas campañas, productos o eventos externos.

(c) Algunas estrategias:

• Reentrenamiento periódico con datos recientes.

• Ventanas deslizantes.

• Modelos adaptativos u online learning.

• Detección expĺıcita de drift.

(d) Validación temporal continua: evaluar error por bloques de tiempo y monitor-
izar métricas. Un incremento sistemático del error indica drift.
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