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Resumen

La caracterizacién anatémica de la auricula izquierda en imagenes de resonancia
magnética con realce tardio de gadolinio es clave para el diagnéstico y seguimiento de la
fibrilacion auricular. Sin embargo, la segmentacion manual de la pared auricular presenta
una elevada complejidad debido a su escaso grosor, la baja visibilidad de sus contornos y
su limitada representacion en la literatura cientifica. Este trabajo desarrolla un sistema
automatico basado en redes neuronales convolucionales del tipo U-Net capaz de segmentar
la pared auricular izquierda a partir de estas imagenes, incorporando un preprocesado
anatomico y validacion tridimensional mediante herramientas de visualizacion. Se ha
evaluado el impacto del preprocesado aplicando mascaras originales y dilatadas, y
analizado la segmentacién mediante métricas cuantitativas, medidas anatémicas (volumen
y didmetros) y reconstrucciones tridimensionales. Las mallas generadas ofrecen una

herramienta adicional para el diagndstico computacional y la simulacion anatémica.

Los resultados muestran que el sistema es capaz de segmentar la pared auricular
con una coherencia razonable respecto a las segmentaciones manuales, permitiendo
obtener medidas anatomicas aproximadas de forma automatica. La eleccion del
preprocesado influye en el equilibrio entre precision anatéomica y cobertura morfologica,
en funcion del objetivo clinico. Este trabajo constituye un primer paso hacia la
automatizacién del andlisis morfolégico de la auricula izquierda, proporcionando una
base reproducible y ampliable para futuros desarrollos orientados a la caracterizacion

anatomica automatizada.



Indice general

Indice de Figuras VIIT
Listado de Ecuaciones X
Indice de Tablas XI
Acrénimos XI1
1. Introduccién 1
1.1. Contexto y motivacion . . . . . . . . .. .. .. 1
1.2. Objetivos del trabajo . . . . . . . . . ... 4
1.3. Organizacién y planificacién . . . . . . . .. ... 4
1.4. Estructura de la memoria . . . . . . . ... ... 5)

2. Conceptos previos 7
2.1. Relevancia clinica de la auricula izquierda en la fibrilaciéon auricular . . . . 7
2.1.1. Fibrilacién auricular: implicaciones clinicas . . . . . . . . . . .. .. 8

2.1.2. Importancia de la evaluacion estructural de la auricula izquierda . . 8

2.1.3. Biomarcadores morfoldgicos: volumen y didmetro auricular . . . . . 9

2.1.4. Necesidad de segmentacion anatéomica precisa . . . . . . . . . ... 11

2.2. Imégenes médicas para el estudio de la auricula izquierda . . . . . . . . .. 12



INDICE GENERAL %

2.2.1. Fundamentos de la ecnica LGE-MRI . . . .. ... ... ... ... 12
2.2.2. \Ventajas frente a otras modalidades . . . . ... ... ... ..... 13
2.2.3. Dicultades de segmentar la pared auricular . . . .. ... .. ... 13
2.3. Segmentacon automatica mediante redes neuronales . . . ... .. .. .. 15
2.3.1. Redes convolucionales en segmentacon nedica . . . . .. ... ... 16
2.3.2. Comparativa entre arquitecturas 2Dy 3D ... .. .. ....... 17
2.3.3. Con guracon habitual del entrenamiento . . . . . .. .. ... ... 18
2.3.4. Estrategias de particon del dataset y validacon . . . ... ... .. 21
2.4. Evaluacon de la calidad de la segmentacon . . . ... ... ........ 22
24.1. Metricasmas utilizadas . . . . .. .. ... Lo 22
2.4.2. Errores computacionales frecuentes en modelos de segmentacon . . 25
2.4.3. Validacon cualitativa mediante herramientas visuales . . . . . . . . 26
2.5. Reconstruccon 3D y aralisis cuantitativo . . . . . .. ... ... ... ... 27
2.5.1. Tecnicas de reconstruccon a partir de mascaras binarias . . . . . . 27
2.5.2. Aplicaciones clnicas y futuras extensiones . . ... .. ... .... 28
3. Materiales y netodos 30
3.1. Conjuntodedatos . . .. ... .. . . .. ... 31
3.1.1. Origeny caractersticas generales . . . .. ... ... ........ 32
3.1.2. Contenido de labasededatos . . ... ... ............. 33
3.1.3. Estandarizacon y segmentaciones manuales . . . .. ... ... .. 33
3.1.4. Distribucon en conjuntos de entrenamientoytest . . . . ... ... 34
3.2. Preprocesamientodedatos . . . . . ... ... ... 35

3.2.1. Estrategia general y versiones del preprocesado . . ... ... ... 35



INDICE GENERAL Vi

almacenamiento . . . . . . . ... 44
3.3. Arquitectura y entrenamiento del modelo U-Net . . . . . . ... ... ... 45
3.3.1. Disenodelaarquitectura. . . . .. ... ... ... ... ...... 45
3.3.2. Paametros de entrenamiento . . . . . ... ... 47
3.4. Estrategiasde evaluacon . . . . . . . . . . ... .. .. e 48
3.4.1. Metricasdeevaluacon . . ... ... ... ... ... .. ... 48
3.4.2. Validacon visual cualitativa . . . . . . .. .. ... ... ...... 49
3.4.3. Evaluacon funcional: medidas clnicas . . . . ... ... ... ... 50
3.5. Reconstruccon 3D . . . . ... 52
3.5.1. Generacon de mallas a partir de segmentaciones binarias . . . . . . 52
3.5.2. Herramientas de visualizacon y aralisis anabmico . . . . ... .. 53
4. Resultados 4
4.1. Entrenamiento delmodelo . . . . .. .. ... ... .. L oo oL 54
4.1.1. Verson 1. Segmentacon con nmascaras originales . . . . ... .. .. 55
4.1.2. \erson 2: Segmentacbn con mascaras dilatadas . . . . .. .. ... 56
4.2. Evaluacon cuantitativa sobre el conjuntodetest. . . ... .. ... .. .. 58
4.2.1. Verson 1: Evaluacon del modelo con mascaras originales . . . . . . 59
4.2.2. Verson 2: Evaluacon del modelo con mascaras dilatadas . . . . . . 60
4.2.3. Comparacon entre versiones . . . . . . . . . . . e 62

3.2.2. Recorte y organizacon de voumenes . . . .. ... ... ... ... 36
3.2.3. Normalizacon de intensidades: comparacon de estrategias . . . . . 38
3.2.4. Correccon anabmica delawall mediante dilatacon . . .. .. .. 41

3.2.5. Codicacon de imagenes preprocesadas Yy estructura de

4.3. Evaluacbn funcional: medidas anabmicas . . . . . . . . . ... ... ... 62



INDICE GENERAL vii

6.

4.3.1. Visualizacon de medidas anabmicas por estructura . . . . .. ... 63
4.3.2. Comparacon con la cavidad auricular: estudio del error relativo . . 66
4.4. Validaconvisual 3D . . . . . . . .. .. 69
4.4.1. Reconstruccon 3D corBD Slicer . . . . .. ... ... ... .... 69
4.4.2. Visualizacon y medicon de mallas erParaView . . . . . ... ... 71
Discuson 75
5.1. Anralisis del entrenamiento y de los resultados cuantitativos . . . . . . . .. 75
5.1.1. Evolucon del aprendizaje delmodelo . . . . ... .. ... ..... 76
5.1.2. Rendimiento en el conjuntodetest . .. ... ... ......... 77
5.2. Interpretacon funcional de las medidas anabmicas . . ... ... .. ... 78
5.2.1. Diferencias en volumen y dametros anabmicos . . ... ... ... 79
5.2.2. Analisis del error relativo y sesgos respecto a la referencia. . . . . . 81
5.3. Valoraconvisual 3D . . .. . .. ... .. 82
Conclusiones y Ineas futuras 84
6.1. CoONCIUSIONES . . . . . . . . 84
6.2. Limitacionesylneasfuturas . . . . .. .. .. ... ... ... ... ..., 85
6.3. Competencias aplicadas y adquiridas . . . . .. ... ... ......... 87

Bibliografa 88



Indice de guras

1.1.

1.2.

2.1

2.2.

2.3.

2.4,

2.5.

2.6.

3.1.

3.2.

3.3.

3.4.

3.5.

3.6.

3.7.

3.8.

3.9.

Prevalencia de la brilacon auricularen Espana . . . . ... ... .. ... 2
Cronograma del proyecto . . . . . . . . . . . . . .. 5
Anatomadelcoraon. . . . . . . ... 9
Remodelado auricular tras ablacon de brilacon auricular . . . . . .. .. 10
Di cultades en la segmentacon de la aurcula izquierda . . . . . .. .. .. 15
Comparativa de arquitecturas de redes neuronales convolucionales . . . . . 18
Arquitectura tpica de una red neuronal convolucional . . . . ... .. ... 20
Con guraciones lasicas de Marching Cubes . . . . .. ... ... ..... 28
Flujo de trabajo del estudio propuesto . . . . . .. ... ... ... .... 31
Flujo de trabajo en el Left Atrium Segmentation Challenge . . . . . . . .. 32
Visualizacon 3D de las mascaras manuales . . . . . . ... ... ... ... 34
Comparacon de tamanos derecorte . . . . . . . .. ... 37
Ejemplo de imagen preprocesada . . . . . . .. ... ... 37
Histogramas con normalizacon global . . . . . . ... .. ... ... .. .. 39
Histogramas con normalizacon individual . . .. ... ... ... ..... 40
Boxplots comparativos de las normalizaciones . . . . ... ... ... ... 41
Dilatacon de las mascaras de la pared auricular . . . .. .. .. ... ... 42

viii



INDICE DE FIGURAS IX

3.10.

3.11.

3.12.

4.1.

4.2.

4.3.

4.4.

4.5.

4.6.

4.7.

4.8.

4.9.

4.10.

4.11.

4.12.

4.13.

4.14.

4.15.

4.16.

4.17.

Pxeles en la mascara multicategora en el conjunto de entrenamiento . . . 43
Pxeles en la mascara multicategora en el conjunto de test . . . . . . . .. 44
Arquitectura original de U-Net . . . . . . .. ... .. ... ... ..... 46
Evolucon de las netricas durante el entrenamiento (V1) . . ... ... .. 55
Ejemplos de segmentaciones durante el entrenamiento (V1) . . . . . .. .. 56
Evolucon de las netricas durante el entrenamiento (V2) . . . . ... ... 57
Ejemplos de segmentaciones durante el entrenamiento (V2) . . . . .. ... 58
Metricas por slice paralaverson1l . ... ... ... ............ 59
Superposicon de predicciones paraV1l . .. ... ... ... ... 60
Metricas por slice paralaverson2 . .. ... ... ... ... ....... 61
Superposicon de predicciones paraV2 . . . . . ... Lo 61
Evolucon de medidas por paciente . . . . .. ... ... ... . ... 64
Visualizacon de los ejes sobre las segmentaciones . . . .. ... ...... 65
Diagramas de caja con la distribucon de medidas . . . . .. .. ... ... 67
Error relativo de las medidas respectolaendo . . . . .. .. ... .. .. 68
Reconstruccon 3D Verson 1 . . . . . . . . . . . ... ... 70
Reconstruccon 3D Verson 2 . . . . . . . . . .. 71
Mallas 3D Verson 2 . . . . . . . . 72
Mediciones manuales sobrelasmallas3D . . . . .. .. ... ... ..... 73
Funcionamiento de la herramientaClip . . . . . . .. ... .. ... .... 74



Listado de ecuaciones

2.1.

2.2.

2.3.

2.4,

3.1.

3.2.

3.3.

Coe ciente Dice (Dice Similarity Coe cient (DSC)) sequn Taha et al. [1]. . 22
Indice de Interseccon sobre Unon (Intersection over Union (loU)) segun
Tahaetal. [1].. . . . . . . . . . . e 23
Verson simpli cada de la Hausdor Distance (HD), calculada como el
promedio de las distancias mnimas desde los puntos de la prediccith

a la referenciaG, sequn Nawaz etal. [2]. . .. .. .. ... ... ... ... 24
Distancia media entre super cies (MSD), basada en la de nicon descrita
porJamartetal. [3]. . . . . . . . . . ... 24
Normalizacon z-score de intensidades, segun el enfoque aplicado en el
®digo de referencia delLeft Atrium Segmentation Challengg4,5]. .. .. 38
Error relativo (%) calculado respecto daendo. . . . . ... .. ... ... 51
Sesgo mediobfas relativo calculado como la media de errores relativos

paciente a paciente sequn Bland y Altman [6]. . . . .. .. ... .. .... 51



Indice de tablas

4.1.

4.2.

4.3.

4.4.

4.5.

4.6.

Valores mnimos y nmaximos en el entrenamiento (V1) . . . ... ... ... 56
Valores mnimos y maximos en el entrenamiento (V2) . . . . .. ... ... 58
Comparacon entre versiones en el conjuntodetest . .. .. .. ... ... 62
Resumen de medidas anabmicas por estructura . . . . . .. ... ... .. 65
Bias relativo por mediday netodo . . ... ... ... ... ........ 69
Medidas manuales sobre mallas 3D &araView . . . . . .. .. ... ... 74

Xi



AcCDNIMosS

2D Bidimensionales

3D Tridimensionales

Al Aurcula Izquierda

CNN Convolutional Neural Network (Red Neuronal Convolucional)
DAP Dametro Anteroposterior

DL Deep Learning (Aprendizaje Profundo)

DLL Dametro Laterolateral

DSC Dice Similarity Coe cient(Coe ciente de Dice)

FA Fibrilacon Auricular

FN False Negative(Falso Negativo)

FP False Positive(Falso Positivo)

FWHM  Full-Width at Half-Maximum (Anchura a media altura)

HD Hausdor Distance(Distancia de Hausdor )

IA Inteligencia Arti cial

IR Inverson-Recuperacon

loU Intersection over Union(Interseccon sobre Unbn)

LASC Left Atrium Segmentation Challenge(Desafo de Segmentacon de la Aurcula

lzquierda)

Xii



Aconimos Xiii

LAVi Left Atrial Volume Index( Indice de Volumen Auricular Izquierdo)

LGE-MRI Late Gadolinium-Enhanced Magnetic Resonance Imaging(Resonancia
Magretica con Realce Tardo de Gadolinio)

MSD Mean Surface Distance(Distancia Media de Super cie)

PSIR Phase-Sensitive Inversion Recovery(Recuperacon por Inversbn Sensible a la Fase)
ROI Region of Interest (Regon de Intees)

SD Standard Deviation (Desviacon Esandar)

SSFP Steady-State Free Precession(Preceson en Estado Estacionario)

TC Tomografa Computarizada

TN True Negative(Verdadero Negativo)

TP True Positive(Verdadero Positivo)

VP Venas Pulmonares



Captulo 1
Introduccon

La Fibrilacon Auricular (FA) representa un importante reto clnico por su elevada
prevalencia y su impacto en la salud cardiovascular global. En este contexto, el
presente trabajo surge con el objetivo de desarrollar herramientas computacionales que
automaticen procesos y reemplacen los netodos manuales que requieren mas tiempo. A
lo largo de este captulo se contextualiza el problema, se detallan los objetivos del trabajo
y se expone la plani cacon seguida para su desarrollo.

1.1. Contexto y motivacon

La FA es la arritmia cardaca sostenida nas frecuente a nivel mundial y supone una
importante carga en el sistema sanitario debido a su elevada prevalencia y a su asociacbon
con complicaciones cardiovasculares graves como el ictus y el envejecimiento progresivo
de la poblacon [7, 8]. A nivel nacional, distintos estudios han puesto de mani esto la
elevada incidencia de la FA en personas de edad avanzada, con una prevalencia que supera
el 20% en mayores de 80 anos y que tiende a ser superior en varones [9]. Una muestra
de esta distribucon epidemiobgica en la poblacon espanola se presenta en la Figura 1.1,
tomada del estudio OFRECE. Aunque estos datos corresponden al ano 2016, permiten
llustrar visualmente el peso de esta patologa en grupos de riesgo, reforzando la motivacon
para el desarrollo de herramientas diagrosticas nmas e cientes y accesibles que permitan
caracterizar la patologa de forma autonatica.
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Figura 1.1: Prevalencia de brilacon auricular en Espafna segin el estudio OFRECE,
estrati cada por sexo y grupo de edad. Reproducido de Gomez-Doblas et al. [9].

Una de las ecnicas mas prometedoras para estudiar la FA es la resonancia magretica
con realce tardo de gadolinio (Late Gadolinium-Enhanced Magnetic Resonance Imaging
(LGE-MRI)), que permite visualizar zonas de brosis en la pared auricular, o que resulta
clave para comprender el sustrato arrtmico [10, 11]. Asimismo, el aralisis estructural de
la Aurcula Izquierda (Al) resulta clave para detectar cambios morfobgicos provocados
por esta condicon. Sin embargo, segmentar la Al en estas inagenes plantea importantes
desafos, como el bajo contraste entre la sangre y la pared auricular, la escasa resolucon
espacial de la pared y la alta variabilidad anabmica entre pacientes [3, 11].

Con el objetivo de avanzar en este campo, eeft Atrium Segmentation Challenge
(LASC), planteado en el congreso MICCAI 2018 [5], propuso una base de datos
estandarizada compuesta por estudios LGE-MRI y segmentaciones manuales llevadas a
cabo por distintos expertos . Esta base de datos inclua nascaras tanto de la cavidad
auricular (laendo) como de la pared lawall ), permitiendo evaluar la funcionalidad
de distintos algoritmos de segmentacon. Este reto puso las bases para el desarrollo de
modelos autorraticos reproducibles para la caracterizacon de la Al, y supuso un punto
de partida para investigaciones orientadas al aralisis clnico de la FA.

Adenas, la posibilidad de reconstruir modelos tridimensionales (3D) a partir de estas
segmentaciones automaticas permite superar las limitaciones del aralisis de inagenes
bidimensionales (2D), ofreciendo nuevas oportunidades en elambito de la plani cacon
quiurgica, el modelado computacional y la visualizacon anabmica [12, 13]. La generacbn
de mallas 3D facilita la inspeccon precisa de estructuras complejas y la extraccon
de netricas morfobgicas y geonetricas como el volumen o los dametros auriculares,
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fundamentales en el diagrostico y seguimiento de pacientes con FA [13, 14].

Aungue la segmentacon de la cavidad auricular es en principio nas robusta y ha
sido empleada conexito en numerosos estudios previos para obtener medidas anabmicas
ables, en este trabajo se pretende afrontar el reto de segmentar la pared auricular.
Esta eleccon se fundamenta en el hecho de que existen muchas menos implementaciones
centradas en esta estructura, debido a su escaso grosor, la baja relacon de contraste
entre sangre y pared auricular y la incluson de estructuras vecinas como las venas
pulmonares (VP). Afrontar esta di cultad permite explorar nuevas aproximaciones para
el aralisis de la FA, lo que proporciona al trabajo un valor anadido tanto ecnico como
clnico.

La construccon manual de modelos 3D de la Al a partir de segmentaciones es una
tarea altamente laboriosa, sujeta a variabilidad dependiendo del experto que la lleve a cabo
y difcilmente escalable en la pactica clnica. Sin embargo, disponer de estos modelos
es clave para realizar aralisis estructurales, simulaciones personalizadas y evaluaciones
detalladas del sustrato auricular, fundamentales en el diagrosti¢o silico de la FA. Frente
a la complejidad del proceso manual, este trabajo propone una solucon automatizada
basada en redes neuronales convoluciona{€onvolutional Neural Network (CNN)), que
permitia segmentar de forma autonatica la pared auricular directamente sobre inagenes
LGE-MRI. A partir de las segmentaciones 2D generadas por la red, se desarrollaa
un netodo para calcular de forma autonatica el volumen de la pared de la Al y sus
principales dametros anabmicos. Estos biomarcadores anabmicos han demostrado ser
de gran utilidad en la deteccon y caracterizacon de la FA, especialmente en fases iniciales
0 en pacientes con remodelado auricular [11, 3]. La comparacon de estas medidas con
valores anabmicos de referencia y con las segmentaciones manuales permitia validar
la precison funcional del netodo de medicon automatica, as como analizar el impacto
gue tiene la incluson de estructuras como las VP en los resultados. Finalmente, a partir
de estas segmentaciones binarias, se generaan mallas 3D listas para su aralisis visual y
computacional en herramientas com8D Slicer o ParaView, facilitando su aplicacon
como apoyo al diagrostico en cardiologa intervencionista [13, 12].
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1.2. Objetivos del trabajo

Los objetivos generales de este trabajo son disenar e implementar un sistema
automatico de segmentacon de la pared de la Al a partir de inagenes nedicas de
LGE-MRI . Esto permitia generar modelos 3D con coherencia anabmicagalcular de
forma precisa medidas clnicas de intees como el volumen y los dametros
auriculares . Esta estrategia pretende facilitar el diagrostico no invasivo de la FA
mediante herramientas computacionales que automaticen procesos actualmente realizados
de forma manual y que requieren mayores recursos.

Para alcanzar los objetivos generales se de nen los siguientes objetivs espec cos:

= Preprocesado de la inagenes

= Diserno y entrenamiento de una CNN tipo U-Net para la segmentacon
de la pared auricular

= Generacon automatizada de modelos anabmicos 3D a partir de las
segmentaciones

= Gilculo del volumen y dametro de la Al

1.3. Organizacon y plani cacon

El desarrollo de este proyecto se ha estructurado en seis bloques de trabajo, distribuidos
cronobgicamente desde enero hasta nales de junio de 2025. La Figura 1.2 muestra el
diagrama de Gantt, donde se representa la duracon estimada de cada una de las fases.

Las tareas comenzaron con la recopilacon y aralisis de la base de datos del LASC,
seguida de una revison detallada del estado del arte en segmentacon auricular y CNN.
Posteriormente, se abord el preprocesado de los datos, una de las etapas con mayor
duracon debido al gran impacto que tiene sobre el rendimiento nal del modelo.

En una segunda fase, se desarrolb el modelo de segmentacbn y se entrero utilizando
las imagenes procesadas. A partir de los resultados obtenidos, se implementaron nmetodos
para la extraccon automatica de medidas clnicas y la generacon de mallas 3D. De
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forma paralela, se ha llevado a cabo la redaccon progresiva de la memoria, integrando los
resultados y las conclusiones a medida que avanzaba el trabajo.

Figura 1.2: Diagrama de Gantt con la distribucon temporal de las principales tareas del
proyecto entre enero y junio de 2025.

1.4. Estructura de la memoria

Este trabajo se organiza en seis captulos, estructurados de forma bgica para facilitar
la comprenson del proceso seguido y los resultados obtenidos. En el primer captulo
se introduce la motivacon y el contexto del estudio, as como los principales objetivos
planteados y la plani cacon llevada a cabo para su desarrollo.

El segundo captulo recoge un aralisis exhaustivo de los conceptos previos y del estado
del arte. Se profundiza en la relevancia clnica de la FA, la importancia de su diagrostico
temprano y el papel que desempenan las imagenes nedicas en la segmentacon anabmica.
Adenas, se describen los principales tipos de CNN aplicados en este contexto y las ecnicas
empleadas habitualmente para la reconstruccon 3D de estructuras cardacas.

En el tercer captulo se detallan los materiales y netodos utilizados, incluyendo
las caractersticas del conjunto de datos, las ecnicas de preprocesamiento aplicadas, la
con guracon de la red neuronal empleada y las estrategias de evaluacon. Tamben se
describe el procedimiento seguido para extraer medidas anabmicas y reconstrucciones
3D a partir de las segmentaciones obtenidas.
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El cuarto captulo presenta de forma objetiva todos los resultados del trabajo,
mostrando los datos nunericos y visualizaciones relevantes obtenidas en cada etapa.

En el quinto captulo se realiza un aralisis crtico e interpretacon de los resultados,
comparandolos con los hallazgos de la literatura cient ca y discutiendo su relevancia

clnica y ecnica.

Porultimo, el sexto captulo resume las principales conclusiones alcanzadas y propone
posibles Ineas de trabajo futuras para continuar el desarrollo de esta investigacon.



Captulo 2
Conceptos previos

Este captulo presenta los fundamentos clnicos, ecnicos y computacionales necesarios
para contextualizar el desarrollo del presente trabajo. Se introduce la relevancia de la
Al en la FA, se describen las caractersticas de la LGE-MRI como tcnica de imagen de
referencia, y se analizan los principales enfoques de segmentacon automatica empleados
en elambito nmedico. Asimismo, se detallan los desafos que plantea la segmentacon de la
pared auricular, las estrategias de validacon habitualmente empleadas y los netodos de
reconstruccon 3D a partir de mascaras binarias. Todo este conocimiento previo permite
entender y justi car las decisiones adoptadas respecto de la metodologa implementada.

2.1. Relevancia clnica de la aurcula izquierda en la
brilacon auricular

La evaluacon anabmica precisa de la Al ha adquirido un papel central en el
diagrostico, seguimiento y estrati cacon del riesgo en pacientes con FA. Biomarcadores
morfobgicos como el volumen o el dametro auricular permiten estimar el grado de
remodelado estructural y predecir la recurrencia tras procedimientos terapeuticos como la
ablacon. En este contexto, la segmentacon automatizada de la Al a partir de imagenes
medicas se presenta como una solucon tecnobgica esencial que permite una medicon

objetiva, reproducible y e ciente.
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2.1.1. Fibrilacon auricular: implicaciones clnicas

La FA es la arritmia cardaca sostenida nas conun y supone una carga creciente
en los sistemas sanitarios debido a su elevada prevalencia, que incrementa con el
envejecimiento, y a las complicaciones clnicas asociadas [7, 8]. Desde un punto de vista
siopatobgico, la FA se caracteriza principalmente por una actividad ekctrica auricular
|apida, desorganizada e irregular, que tiene como resultado una contraccon me@nica
ine caz de la Al. Esto puede favorecer la formacon de trombos, aumentando as el riesgo
de complicaciones tromboemiwlicas [8].

Este paton ekctrico caotico puede ser originado por distintos mecanismos. Uno de
ellos es la presencia de focos ecbpicos, que son zonas del tejido auricular que generan
impulsos ekctricos aromalos y muy apidos fuera del nodo sinusal. Otro mecanismo es
la reentrada ekctrica, donde una misma senal se recicla en un circuito cerrado dentro de
la aurcula y genera actividades repetitivas. Tamben se han descrito ondas de activacon
conocidas como rotores, que giran sobre s mismas y mantienen este ritmo desordenado.
La probabilidad de que ocurran estos feromenos aumenta cuando existen alteraciones
estructurales en la aurcula, como la dilatacon de sus paredes o la presencia de brosis,
donde se reemplaza el tejido muscular normal por tejido broso menos funcional. Adenas,
la FA tiende a perpetuarse a s misma mediante la remodelacon auricular, proceso por el
gue se modi can progresivamente las propiedades ekctricas, estructurales y autoromicas
de la aurcula, facilitando que la arritmia se mantenga en el tiempo [15].

En referencia a la importancia clnica, la FA se relaciona directamente con un
mayor riesgo de eventos adversos como accidente cerebrovascular isquemico, insu ciencia
cardaca, deterioro cognitivo e incremento global de la mortalidad [7, 8]. Teniendo esto
en cuenta, la evidencia sugiere que diagrosticos mas tempranos y e caces mejoran los
resultados clnicos [7].

2.1.2. Importancia de la evaluacon estructural de la aurcula
izquierda

La Al es una cavidad de paredes musculares muy nas y situada en la parte posterior
del coramn. Juega un papel esencial en la siologa cardaca ya que actila como @amara
de reservorio, conducto y bomba, regulando el ujo de sangre oxigenada que proviene de
las VP hacia el ventrculo izquierdo a trawes de la \alvula mitral, tal y como se muestra en
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la Figura 2.1. Su correcto funcionamiento es clave para mantener una diramica cardaca
e ciente, y est estrechamente relacionado con las presiones de llenado del ventrculo y la
funcon diasblica global [16].

Figura 2.1: Anatoma del coran humano, con la aurcula izquierda destacada en la parte
superior derecha de la imagen. Adaptado de [17].

En condiciones patobgicas como la hipertenson, insu ciencia cardaca o FA, la Al
experimenta cambios estructurales y funcionales. Estos incluyen dilatacon auricular,
engrosamiento de la pared y desarrollo de brosis, que afectan su contractilidad y
capacidad de conduccon ekctrica. Como ya se ha mencionado antes, estas alteraciones
no solo re ejan el avance de la enfermedad, sino que tamben contribuyen activamente a
Su progreson, especialmente en el caso de la FA, donde el remodelado auricular perpetia
la arritmia [15].

2.1.3. Biomarcadores morfobgicos: volumen 'y dametro
auricular

El tamano de la Al es uno de los principales indicadores del remodelado estructural
en pacientes con FA. El volumen auricular indexado por super cie corporal, conocido
como Left Atrial Volume Index (LAVi), se considera actualmente el biomarcador nas
able para evaluar dicho remodelado. De acuerdo con las guas de la Sociedad Briainica
de Ecocardiografa, un LAVi menor a 34 mL/n? se clasi ca como normal, entre 34{
38 mL/m? como limtrofe, y valores superiores indican dilatacon auricular [18]. Adenas,
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estudios recientes han demostrado que un LAVi elevado se asocia con peores resultados
clnicos en el contexto de la FA. Raniga et al. (2024) encontraron que, por cada incremento
de 1 mL/m? en el LAV, el riesgo de recurrencia tras cardioversbn ekctrica aumenta en un

6 % [19]. Esta asociacbn se observa claramente en estudios clnicos, como el representado
en la Figura 2.2, donde se ilustra la normalizacon del LAVi tras ablacon y su relacon

con la recuperacon funcional de la Al. Adenas de la reduccon de volumen, tambéen se
observa una mejora en sus funciones de reservorio y bomba, lo que re eja una mayor
recuperacon del tejido auricular.

Figura 2.2: Inagenes ecocardiogia cas representativas del remodelado auricular tras
ablacon de brilacon auricular. (A) Imagen basal con dilatacon auricular izquierda.
(B) Imagen de seguimiento un ano desptes, con volumen normalizado y mejora en las
funciones de reservorio y bomba. Adaptado de Kawakami et al. [20].

Aunque el LAVi suele ser el biomarcador mas empleado como referencia 3D, el
Dametro Anteroposterior (DAP) de la Al sigue siendo una netrica clnica ampliamente
empleada, sobre todo en ecocardiografa transtomacica [19]. Su f&cil obtencon y su
aceptacon en la pactica diaria han mantenido su relevancia, especialmente en contextos
donde no se dispone de estimaciones volunetricas ables. Segun el estudio de Sohrabi et
al. (2015) [21], en pacientes con FA se considera dilatacon signi cativa de la Al cuando
el DAP supera los 43 mm, alcanzando una sensibilidad del 84 % y una especi cidad
del 61 % para detectar agrandamiento auricular mediante Tomografa Computarizada
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(TC). Aunque estos valores fueron obtenidos en poblacon con FA avanzada, constituyen
una referencia aproximada sobre los umbrales de dilatacon. En el caso del Dametro
Laterolateral (DLL), el mismo estudio describe valores medios poximos a 73 mm en
pacientes con dilatacon auricular.

No obstante, dado que el crecimiento de la aurcula puede ser asinetrico y afectar a
nultiples dimensiones, el uso exclusivo de medidas lineales puede subestimar el grado de
dilatacon real; por ello, se promueve el uso complementario del LAVi y del DAP.

2.1.4. Necesidad de segmentacon anabmica precisa

La segmentacon precisa de la Al se ha convertido en un aspecto clave tanto en el
ambito asistencial como en la investigacon, debido a su papel central en la cuanti cacon
de biomarcadores morfobgicos y funcionales, como los mencionados en los parrafos
anteriores. Medidas como el LAVi, el DAP y el DLL o la presencia de brosis auricular
dependen directamente de que se lleve a cabo una delimitacon anabmica able y precisa
[16, 19]. En la pactica clnica, estas nmetricas estructurales permiten identi car pacientes
con remodelado auricular en estado avanzado, predecir la probabilidad de recurrencia
tras ablacon y orientar la eleccon del tratamiento. No obstante, si la obtencon de estas
netricas se lleva a cabo de forma manual, adenmas de ser un proceso laborioso, puede
haber gran variabilidad entre observadores y no sera escalable a estudios en nultiples
centros o0 a registros poblacionales [5].

La automatizacon de esta tarea mediante herramientas de segmentacon permite
estandarizar el proceso, reducir los tiempos de aralisis y mejorar la reproducibilidad,
lo que resulta fundamental para su integracon en ujos clnicos asistidos por sistemas
de Inteligencia Arti cial (IA) [11]. Aderas, una segmentacbn anabmicamente precisa es
imprescindible para generar modelos 3D ables de la aurcula.

Por tanto, la necesidad de segmentar de forma automatica y precisa la Al no solo
responde a una cueston tcnica, sino que es un factor clave para el tratamiento de la FA,
desde el diagrostico hasta el tratamiento y seguimiento personalizado para cada paciente.
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2.2. Inagenes nedicas para el estudio de la aurcula
izquierda

La evaluacbn estructural de la Al requiere ecnicas de imagen capaces de visualizar
con precisbn tanto su geometra como las posibles alteraciones del tejido, como la brosis
o la dilatacon. En la actualidad existen nultiples modalidades de imagen aplicables a
este n, cada una con sus ventajas y limitaciones.

En esta seccbon se analizan las principales ecnicas empleadas en la pactica clnica
para el estudio de la Al, comparando sus caractersticas diagrosticas. A continuacon, se
expone por gte la LGE-MRI se ha consolidado como una de las opciones mas adecuadas
en el contexto de la FA, frente a otras alternativas como la TC o la ecocardiografa.
Finalmente, se describen los principales desafos que plantea la segmentacon de la pared
auricular en este tipo de imagenes.

2.2.1. Fundamentos de la e€cnica LGE-MRI

La LGE-MRI es una ecnica avanzada de imagen cardaca que permite visualizar zonas
de brosis, necrosis o cicatrizacon mediante la administracon de un agente de contraste
basado en gadolinio. Inicialmente, este agente se distribuye en el espacio extracelular,
pero su aclaramiento vara segun el tipo de tejido. En tejido sano, el gadolinio se
elimina apidamente, mientras que en zonas con alteraciones estructurales (como brosis
mioardica) se acumula durante mas tiempo, generando un aumento de sefal en las
imagenes ponderadas en T1 adquiridas tras un periodo de espera de entre 10 y 20 minutos
post-inyeccon [10].

El protocolo tpico de adquisicon en esta ecnica incluye secuencias de Inverson-
Recuperacon (IR) o Phase-Sensitive Inversion Recovery (PSIR), que permiten una mejor
supreson de la senal mioardica y un mayor contraste entre tejido normal y lesionado.
Gracias a su alta resolucon espacial y su excelente contraste tisular, esta ecnica ha
supuesto un gran avance en el estudio estructural del corazn, permitiendo no solo detectar
la brosis en ventrculos, sino tamben visualizar con gran detalle las estructuras de paredes
nas como la de la Al [10].

En el contexto de la FA, la LGE-MRI ha adquirido un papel fundamental para evaluar
la carga de brosis en la Al, identi car regiones cicatriciales tras ablacon y monitorizar
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el remodelado anabmico de la cavidad. Ademas, proporciona un modelo anabmico

preciso que puede integrarse en herramientas de segmentacon automatica para cuanti car
biomarcadores como el volumen auricular, el grosor de la pared o la distribucon de brosis
[11].

2.2.2. \lentajas frente a otras modalidades

En el estudio anabmico de la Al, existen varias modalidades de imagen que pueden
emplearse segun los nes clnicos. Las nmas utilizadas son la ecocardiografa, la TC y
la LGE-MRI. Cada una presenta caractersticas particulares, pero la LGE-MRI se ha
consolidado como la tcnica preferente para visualizar con mayor precison la brosis
auricular y otras alteraciones estructurales relacionadas con la FA[11].

La ecocardiografa es una herramienta ampliamente utilizada por su bajo coste,
portabilidad y accesibilidad. Sin embargo, su capacidad para visualizar la pared de la Al
y detectar brosis es limitada debido a su baja resolucon espacial y su alta dependencia
del operador. Esto puede di cultar una evaluacon precisa en pacientes con anatomas
complejas o ventanas aasticas desfavorables [11].

Por su parte, la TC ofrece una resolucon espacial elevada y permite obtener inagenes
apidas del coraon. No obstante, su uso implica la exposicon del paciente a radiacon
ionizante y al uso de contrastes yodados, lo que puede limitar su aplicacon en estudios
repetidos o en pacientes con enfermedad renal. Adenas, su contraste tisular es inferior al
de la LGE-MRI, lo que di culta la identi cacon de brosis o cambios sutiles en la pared
auricular [11].

En comparacon a estas tcnicas, la LGE-MRI ofrece un excelente contraste entre
tejidos, no utiliza radiacon ionizante y es especialmente sensible para detectar brosis y
otras formas de remodelado auricular. Estas propiedades la convierten en una herramienta
ideal para la plani cacon de la ablacon, la cuanti cacon de biomarcadores anabmicos
y el seguimiento estructural a largo plazo en pacientes con FA [11].

2.2.3. Dicultades de segmentar la pared auricular

La segmentacon de la pared auricular en inagenes LGE-MRI conlleva una serie de
desafos tcnicos derivados tanto de las caractersticas anabmicas de la aurcula como
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de las limitaciones propias de la tcnica de adquisicon. Como ya se ha mencionado
previamente, la pared de la Al es extremadamente delgada, normalmente de solo unos
pocos milmetros de grosor, lo que complica su diferenciacon frente a estructuras
adyacentes [10]. Adenms, las secuencias convencionales de LGE-MRI suelen utilizar
imagenes en modobright-blood lo que signica que la sangre intracavitaria aparece
brillante en las inagenes. Este tipo de contraste diculta la distincon entre el
tejido danado que aparece realzado y la sangre, reduciendo la visibilidad de zonas
subendoardicas brosas [10].

Asimismo, los artefactos por movimiento respiratorio o arritmias son otro problema a
tener en cuenta, especialmente en pacientes con FA. En estos casos, la frecuencia cardaca
irregular puede interferir con la sincronizacon de la adquisicon y deteriorar la calidad de
las imagenes obtenidas [10]. Estos artefactos pueden provocar desenfoque en los bordes
de la aurcula, comprometiendo tanto la segmentacon manual como la automatica. Por
otro lado, la duracon prolongada de los protocolos de alta resolucon, necesarios para
visualizar con detalle la pared auricular, tamben representa un inconveniente. Durante
este tiempo, el lavado progresivo del gadolinio puede reducir el contraste entre tejidos
sanos Yy lesionados, afectando negativamente la calidad del realce tardo [10].

Aungue se han propuesto diversos netodos cuantitativos para segmentar el realce,
como el uso de umbrales basados en desviaciones esandar, el nmetodo de mitad del
maximo (Full-Width at Half-Maximum (FWHM)) o enfoques no binarios, ninguno de
ellos ha sido validado de forma concluyente para su uso clnico rutinario. Esta falta
de estandarizacon reduce la reproducibilidad entre estudios y di culta la comparacon
sistematica de resultados [10].

Estas limitaciones se ejemplican en la Figura 2.3, donde se muestran diferentes
factores que dicultan la segmentacon precisa de la Al en imagenes LGE-MRI. Estas
imagenes re ejan problemas habituales como la baja calidad general de adquisicon, la
escasa visibilidad de las paredes auriculares debido a su reducido grosor y la presencia de
realce en estructuras anabmicas cercanas, lo cual puede inducir a errores de delimitacon.
Todos estos factores rearman la complejidad del proceso, especialmente en contextos
clnicos donde se requiere alta precison.
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Figura 2.3: Di cultades frecuentes en la segmentacon de la aurcula izquierda en imagenes
LGE-MRI.(a) Formas habituales de la aurcula y las venas pulmonares; (b) Ejemplos de
imagenes con baja calidad; (c) Realce tenue de paredes muy delgadas; (d) Estructuras
adyacentes realzadas (1: aorta descendente, 2: aorta ascendente, 3: aurcula derecha).
Adaptado de [11]

2.3. Segmentacon autonmatica mediante redes
neuronales

La segmentacon automatica de la Al en imagenes nedicas ha conseguido tener un
protagonismo creciente ante la necesidad de obtener biomarcadores precisos de forma
reproducible y escalable. Los avances recientes en IA, especialmente en aprendizaje
profundo (Deep Learning (DL)), han permitido automatizar esta tarea con altos niveles
de exactitud.

En esta seccon se describen las principales estrategias basadas en redes neuronales
aplicadas a la segmentacon nedica, analizando sus fundamentos, la evolucon desde
arquitecturas chsicas a modelos especializados, y su aplicacon concreta en inagenes
LGE-MRI. Posteriormente, se abordaan comparativas entre redes 2D y 3D, las
con guraciones habituales de entrenamiento y las estrategias de validacon, para
contextualizar la metodologa seguida en este trabajo.
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2.3.1. Redes convolucionales en segmentacon nedica

Las CNN han transformado el campo de la segmentacon nedica, permitiendo
automatizar tareas que antes requeran una alta especializacon y eran propensas a la
variabilidad interobservador. En el contexto de la segmentacon de la Al en imagenes
LGE-MRI, estas redes permiten extraer de forma able la cavidad, la pared o las regiones
de brosis con un alto grado de precison y reproducibilidad [3, 11].

Una de las arquitecturas nas utilizadas es l&J-Net , introducida originalmente para
segmentacon bionedica. Combina un codi cador (encoder), para captar el contexto
global, y un decodi cador (decoder) sinetrico, para recuperar la resolucon espacial y
re nar los bordes segmentados. Esta arquitectura ha servido como base para mnultiples
variantes posteriores y sigue siendo la mas utilizada en competiciones sobre segmentacon
de Al [5].

Entre sus variantes destacan:

= Attention U-Net , propuesta por Oktay et al. [22], introduce mecanismos de
atencon que permiten a la red centrarse en las regiones anabmicamente mas
relevantes. Esto resulta especialmente util en tareas de segmentacon donde las
estructuras de intees ocupan una porcon reducida de la imagen.

= V-Net , propuesta por Milletari et al. [23], est disenada espec camente para
imagenes volunetricas. Utiliza convoluciones 3D y una arquitectura codi cador-
decodi cador sinetrica.

= Dense U-Net , inspirada en el modelo DenseNet propuesto por kgou et al. [24],
utiliza conexiones densas entre capas para mejorar la propagacon de gradientes y
promover la reutilizacon de caractersticas, lo cual resulta especialmente util en
tareas de segmentacon nmas complejas.

Sequn el benchmark de Xiong et al. [5], la mayora de participantes que obtuvieron
buenos resultados utilizaron variantes de U-Net, combinadas en ocasiones con nodulos de
atencon o ecnicas de preprocesamiento espec cas. En trabajos nas recientes centrados
en la segmentacon de la pared auricular, como el de Karim et al. [13], se han empleado
arquitecturas personalizadas con estrategias de re namiento por etapas, para solventar la
complejidad anabmica y la baja relacon sefal/ruido en esa regon.
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Por tanto, las CNN constituyen la base de los netodos actuales de segmentacon en
imagenes nedicas, y su eleccon tanto en erminos de arquitectura como de estrategia de
entrenamiento debe adaptarse al objetivo espec co (segmentacon de la cavidad, brosis
o pared). En la siguiente subseccon se discutian las diferencias entre arquitecturas 2D y
3D, aspectos clave a la hora de disenar una red e caz para este tipo de tareas.

2.3.2. Comparativa entre arquitecturas 2D y 3D

Las arquitecturas basadas en CNN pueden operar sobre imagenes en dos o tres
dimensiones, por lo que se debe tener en cuenta la aplicacon para la que van a ser
empleadas. En el caso de la segmentacon de la Al en inagenes LGE-MRI, tanto las
redes 2D como 3D han sido ampliamente utilizadas y evaluadas, como muestran varios
participantes del benchmark de Xiong et al. [5].

Las redes 2D procesan cortes individuales del volumen de imagen (por ejemplo, cortes
axiales), lo que reduce signi cativamente la carga computacional y permite entrenar con
conjuntos de datos mas grandes. Esta e ciencia ha hecho que muchas soluciones iniciales
se basen en versiones 2D de U-Net o sus variantes. Sin embargo, este enfoque puede
perder informacon contextual entre cortes consecutivos, lo que di culta la segmentacon
de estructuras nas y continuas [3].

Las arquitecturas 3D, por el contrario, tienen la capacidad de procesar directamente
volumenes completos o subvolmenes, lo que permite capturar correlaciones espaciales
entre distintos slices. Esta propiedad mejora la consistencia espacial de la segmentacon,
lo que resulta especialmente valioso en regiones anabmicamente complejas como las
uniones entre las VP y la Al. No obstante, los modelos 3D requieren mayor capacidad
computacional y de memoria, lo que restringe el tamano del conjunto de datos y puede
afectar negativamente a la estabilidad del entrenamiento [11, 13].

En el benchmark de Xiong et al., varios de los netodos con mejores resultados
empleaban redes 3D basadas en V-net y U-Net 3D, en ocasiones combinadas con
estrategias de entrada multicanal, como mapas de distancia o nmascaras auxiliares, para
reforzar la segmentacon de la pared [5]. Otros enfoques hbridos han utilizado redes 2.5D
0 estructuras en cascada que primero identi can la cavidad con una red 2D y luego re nan
la pared con una red 3D especializada [11]. Por tanto, la eleccon entre una red 2D o 3D
depende de los requisitos computacionales del proyecto, la calidad y homogeneidad de los
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datos y la precison esperada. Estas diferencias entre enfoques se ilustran en la Figura 2.4,
donde se resumen las tres estrategias mas empleadas en el benchmark de Xiong et al. [5]:
metodos con CNN 2D aplicadas corte a corte, redes 3D sobre el volumen completo y
arquitecturas dobles con deteccon de regon de intees (Region of Interest (ROI)) seguida
de segmentacon.

Figura 2.4: Comparativa visual de diferentes arquitecturas de redes neuronales
convolucionales (CNN) utilizadas en el benchmark internacional de segmentacon de la
aurcula izquierda. (A) Redes 2D aplicadas corte a corte; (B) redes 3D aplicadas al
volumen completo; (C) doble red 3D con deteccon de regon de intees (ROI) previa
a la segmentacon. Adaptado de Xiong et al. [5].

2.3.3. Con guracon habitual del entrenamiento

El entrenamiento de CNNs para segmentacon de inagenes nedicas suele realizarse
mediante aprendizaje supervisado, donde el modelo aprende a mapear imagenes de
entrada con sus correspondientes etiqguetas o nascaras de segmentacon. Este proceso
sigue una serie de etapas estructuradas comunes, disenadas para garantizar un alto grado
de precisbn, generalizacon y estabilidad durante el entrenamiento [25]:
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1. Preprocesamiento: antes de usar las inagenes como entrada para la red, se suele
llevar a cabo una normalizacon de intensidades para reducir la variabilidad entre
pacientes y acelerar la convergencia durante el entrenamiento [11]. Tamben se
recortan las ROIs alrededor de la Al y en caso de necesitarlo, se realizan ecnicas de
aumento de datos Data Augmentation) para aumentar el conjunto de entrenamiento
a partir de los datos originales aplicando transformaciones geonetricas como
rotaciones, traslaciones, escalados o simetras horizontales. Todos estos pasos sirven
para mejorar la robustez del modelo frente a diferencias anabmicas o de adquisicon
[5, 26].

2. Arquitectura tpica: se emplean variantes dé&J-Net con estructura codi cador-
decodi cador y conexiones de salto (skip connections), que permiten preservar
detalles espaciales relevantes a distintas escalas [27]. Las variantes pueden incluir
nodulos de atencon (Attention U-Net) o conexiones densas (Dense U-Net),
adaptadas a las distintas tareas [11, 3]. Un ejemplo visual de esta arquitectura
puede verse en la Figura 2.5.

3. Componentes clave:

= Capas convolucionales:extraen caractersticas relevantes como bordes o
texturas [25].

» Funciones de activacon: introducen no linealidad, permitiendo que la red
aprenda relaciones complejas entre caractersticas. Las mas comunes en redes
convolucionales sorReLU (Recti ed Linear Unit), sigmoidy softmax [25].

= Capas de pooling: reducen la resolucon espacial de los mapas de
activacon, manteniendo la informacon nas signi cativa y reduciendo el coste
computacional [25].

» Capas fully connected: En algunos casos se incluyen capas totalmente
conectadas, las cuales conectan todas las neuronas de una capa con todas las
neuronas de la siguiente capa [25].

4. Funciones de prdida (loss functions): evalian el rendimiento de la CNN
durante el entrenamiento, cuanti cando la discrepancia entre las etiquetas predichas
y las reales [25]. En segmentacon nedica, una de las funciones mas empleadas es la
Dice loss ya que favorece una mayor superposicon entre la mascara generada por
el modelo y la nmascara de referencia. En algunos casos, se combina con la entropa



CAPITULO 2. CONCEPTOS PREVIOS 20

cruzada (inary cross-entropy para mejorar la optimizacon en regiones pequefas
o con mucho desequilibrio de clases [11].

5. Optimizador:  habitualmente se empleaAdam, un algoritmo ampliamente
adoptado en CNNs por su capacidad de adaptar la tasa de aprendizalgatning
rate) de forma individual para cada paametro [28].

6. Epocas y batch size : El entrenamiento se realiza en nultiples vueltas completas
sobre el conjunto de datos de entrada, conocidas coempcas En cada una de
ellas, los datos se dividen en pequefos subconjuntos llamaohisi-batches lo que
permite ir actualizando los pesos del modelo con mayor frecuencia y menor carga
computacional por cada iteracon. El tamano debatch in uye directamente en la
estabilidad del gradiente y la e ciencia del entrenamiento [29].

7. Normalizacon de capas: La ecnica de Batch Normalization, se ha generalizado
en CNNs modernas. Consiste en estandarizar las salidas intermedias de las
capas convolucionales dentro de cadaini-batch, con el objetivo de acelerar la
convergencia, estabilizar la distribucon interna de activaciones y reducir el riesgo
de sobreajuste [29].

Figura 2.5: Ejemplo de arquitectura tpica de una red neuronal convolucional (CNN),
con capas de convoluconmax-pooling capas totalmente conectadas y activacon RelLU.
Adaptado de GeeksForGeeks [25].

Este ujo de entrenamiento, desde el preprocesado hasta el ajuste de hiperpaametros,
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ha demostrado ser e caz en el contexto de segmentacon de la Al en LGE-MRI, como se
observa en los participantes del benchmark de Xiong et al., que emplean variantes de
U-Net con estas con guraciones [5].

2.3.4. Estrategias de particon del dataset y validacon

Una correcta divison del conjunto de datos y una validacbn adecuada son aspectos
fundamentales en el entrenamiento de CNNs para segmentacon nedica. Estas decisiones
afectan directamente a la capacidad del modelo para generalizar a nuevos pacientes, evitar
el sobreajuste y producir resultados clnicamente ables.

En la mayora de trabajos, como el de Xiong et al. [5], se emplea una divison del
conjunto de datos en tres subconjuntos distintos: entrenamiento, validacon y test. Esta
particon permite optimizar los paametros del modelo de forma independiente al conjunto
de test, lo que garantiza una evaluacon objetiva del rendimiento una vez acabado el
entrenamiento del modelo. Asimismo, Li et al. [11] tamben destacan la importancia de
separar de forma adecuada los datos y evitar la fuga de informacon entre pacientes
durante el entrenamiento y validacon, ya que esto puede alterar los resultados y que
parezcan mejores de lo que en realidad son.

En cuanto a las tcnicas de validacon, el uso de validacon cruzada pdplds es una
estrategia muy empleada en estudios con pocos sujetos. Por ejemplo, Karim et al. [13]
utilizaron validacon cruzada generando varios subconjuntos para comparar distintas
estrategias de segmentacon y estimacon del grosor de la pared. Esto permitd evaluar
la robustez de su netodo en diferentes distribuciones del conjunto de datos y ayud a
reducir el riesgo de generar sesgos derivados de la variabilidad interpaciente. Por su parte,
Jamart et al. [3] insisten en que, adenas de emplear netricas globales, es importante
analizar el comportamiento del modelo sobre distintos subgrupos separlandolos segun
diferentes carcatersticas, as como detectar los errores de segmentacon que se repiten mas
frecuentemente. Esta prctica mejora la interpretabilidad del sistema y permite identi car
posibles limitaciones.

En conjunto, la literatura revisada demuestra la gran importancia que tienen las
estrategias de particon y validacon para garantizar la abilidad de los modelos de
segmentacon autonmatica.
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2.4. Evaluacon de la calidad de la segmentacon

Otro aspecto fundamental para asegurar la validez clnica es la evaluacon de la calidad
de las segmentaciones generadas mediante DL. En esta seccbn se presentan las netricas
mas utilizadas en la literatura, los errores mas comunes que suelen afectar al rendimiento
de los modelos y las herramientas visuales que permiten interpretar los resultados de las
metricas estudiadas.

2.4.1. Metricas nas utilizadas

Uno de los pilares fundamentales en la etapa de evaluacon de modelos automaticos
es la seleccon de netricas. Estas deben re ejar tanto la precisbn espacial como la
similitud anabmica entre las predicciones hechas por el modelo y las mascaras originales
de referencia. La literatura especializada presenta un conjunto de netricas cuyo uso est
muy extendido y que se han convertido en el esandar en competiciones o estudios clnicos.
Entre ellas destacan:

Coe ciente Dice (DSC): El coe ciente Dice (Ecuacon 2.1) es la netrica nas
utilizada, ya que ofrece una evaluacon de la superposicon entre dos nmascaras binarias.
Calcula la similitud entre la segmentacon predichaR) y la de referencia dGround Truth
(G), expresada como un valor entre 0 y 1, por lo que valores cercanos a 1 indican una gran
coincidencia entre ambas segmentaciones. EI DSC combina en un solo valor la informacon
sobre la sensibilidad y la precison del modelo a la hora de segmentar lo que supone una
gran ventaja [1]. Es por ello por lo que ha sido el criterio principal de evaluacon en el
benchmark de Xiong et al. [5] y en otros estudios como los de Li et al. [11] y Jamart et
al. [3].

2IP\ Gj 2TP
DSC= ———-= =
JPj+]G] 2TP+FP+ FEN

Ecuacon 2.1: Coe ciente Dice (DSC) segun Taha et al. [1].

Donde:

= True Positive (TP) o verdadero positivo: pxeles correctamente segmentados como
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pertenecientes a la estructura de intees.

» False Positive (FP) o falso positivo: pxeles incorrectamente segmentados como
pertenecientes a la estructura.

= False Negative (FN) o falso negativo: pxeles que pertenecen a la estructura pero no
han sido correctamente segmentados.

Intersection over Union (loU): 0 coe ciente de Jaccard (Ecuacon 2.2) mide la
fraccon de interseccon sobre la unon entre dos nmascaras, y aunque es similar al DSC,
suele penalizar mas los errores en regiones pequefas [1]. En el estudio de Xiong et al. [5],
se emplea como netrica secundaria junto a DSC, mostrando comportamientos similares
pero ligeramente mas exigentes.

P\ Gj _ TP
jP[ Gj TP+FP+FN

loU =

Ecuacon 2.2: Indice de Interseccon sobre Unbn (loU) sequn Taha et al. [1].

Accuracy : mide el porcentaje total de clasicaciones correctas, teniendo en
cuenta tanto los verdaderos positivos (TP), que representan los pxeles correctamente
identi cados como pertenecientes a la estructura de intees, como los verdaderos negativos
(True Negative (TN)), correspondientes a los pxeles correctamente clasi cados como
fondo o fuera de la estructura. Se calcula a partir de la matriz de confusbn como:

TP+ TN

[H]Accuracy = TP+ TN+ EP + EN

(2.1)

Esta netrica re eja el rendimiento global del modelo, pero puede resultar poco
representativa en contextos con clases muy desbalanceadas, como suele ocurrir en tareas
de segmentacon nedica [25].

Hausdor Distance (HD): La distancia Hausdor (Hausdor Distance (HD))
(Ecuacbn 2.3) mide la mayor distancia entre los bordes de la segmentacon predicha y la
de referencia, por lo que se utiliza para identi car el peor error de borde. Sin embargo, su
sensibilidad a valores extremos puede di cultar la interpretacon clnica directa. Xiong et
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al. [5] y Li et al. [11] incluyen esta netrica como parte de su evaluacon esandar, junto
con medidas de error medio como el Mean Surface Distance (MSD).

HD (P; G) = meanp,p n;ré kp gko
9

Ecuacon 2.3: Versbn simplicada de la Hausdor Distance (HD), calculada como el
promedio de las distancias mnimas desde los puntos de la prediccéna la referenciaG,
segun Nawaz et al. [2].

Distancia media de super cie (MSD): La MSD tamben mencionada en algunos
artculos como ASD (Ecuacbn 2.4) estima el error medio entre las super cies externas
de la mascara real y la predicha en milmetros. Proporciona una vison mas estable del
ajuste de contornos que la HD, y es especialmente relevante en estructuras nas [3].

« !
d(p; Sg) + d(g; S)

p2 Sp 92Sc

1 X

(P:G) 1Sp] + ]Sq)

Ecuacon 2.4: Distancia media entre super cies (MSD), basada en la de nicon descrita
por Jamart et al. [3].

Donde:

P y G representan la segmentacbn predicha y la segmentacon de referendizrqund
Truth ), respectivamente.

Sp Y Sg son los conjuntos de puntos de las super cies ey G.

d(p; Ss) indica la distancia mnima desde el puntop 2 Sp a la super cie Sg.

d(g; $) indica la distancia mnima desde el puntog 2 Sg a la super cie Sp.

ISpj Y jSgj denotan el rumero total de puntos en las superciesSp y Sg,

respectivamente.

Sensibilidad y especicidad: aunque son netricas menos frecuentes en estudios de
segmentacon, tamben se pueden usar como netricas complementarias. La sensibilidad
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re eja la capacidad del modelo para detectar correctamente la regon positiva, mientras
gue la especicidad evalia su capacidad para no marcar falsos positivos. Estas netricas
se utilizan en el benchmark de Xiong et al. [5] para comparar el comportamiento de los
modelos en casos Imite o con alta variabilidad anabmica.

Combinar el uso de netricas basadas en superposicon (DSC, IoU) con netricas
basadas en distancias (HD, MSD), permite llevar a cabo una evaluacon robusta del
rendimiento del modelo. Asimismo, posibilita analizar tanto la calidad global de la
segmentacon como su delidad en los bordes, lo que resulta esencial para asegurar que los
modelos automaticos puedan emplearse en contextos clnicos con garantas de precison y
seguridad.

2.4.2. Errores computacionales frecuentes en modelos de
segmentacon

Adenas de las limitaciones anabmicas y tcnicas asociadas a la imagen LGE-MRI
que se han mencionado en apartados anteriores, los modelos de segmentacbn
autorratica pueden verse gravemente afectados por errores computacionales derivados
del entrenamiento o la estructura de los datos.

Uno de los problemas nas habituales en este tipo de situaciones es el desequilibrio de
clases, ya que la proporcon de pxeles correspondiente a la pared auricular es muy baja
en comparacon con los pxeles que pertenecen al fondo. Este sesgo puede provocar que
el modelo minimice la funcon de perdida prediciendo correctamente la clase mayoritaria
(fondo), lo que produce resultados con una alta precisbn aparente pero escasa sensibilidad.
Para tratar de compensar este efecto, es habitual aplicar funciones de erdida adaptadas
(como Dice loss [23]) o ecnicas espec cas de aumento de datos que puedan aumentar
la representacon de la clase minoritaria en el conjunto de entrenamiento [1, 26]

Otro error relevante es el sobreajusteoyer tting ), especialmente en conjuntos de
entrenamiento que cuentan con pocas inagenes 0 que son poco diversos. En estos casos,
se corre el riesgo de que el modelo aprenda caractersticas individuales de las inagenes
como patrones de intensidad o formas anabmicas concretas, perdiendo as capacidad de
generalizacon cuando recibe pacientes nuevos con caractersticas diferentes a las que ha
memorizado. Se puede detectar si el modelo est sobreajustando mediante el aralisis de
las netricas de entrenamiento y validacbn, ya que se apreciara una gran diferencia entre
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ambas. Este feromeno puede mitigarse mediante regularizacon, validaciones cruzadas o
ecnicas de aumento de datos que introduzcan variabilidad en el entrenamiento [1].

Detectar y controlar este tipo de problematica es fundamental para garantizar la
e ciencia y robustez del modelo de segmentacon.

2.4.3. Validacon cualitativa mediante herramientas visuales

Aunque las netricas cuantitativas como el DSC o la HD permiten una evaluacon
nunerica y objetiva de la segmentacon, pueden no ser tan representativas cuando
existen errores localizados o patrones sistematicos que resultan difciles de cuanti car.
Por ello, cobra especial importancia la validacon mediante herramientas visuales como
complemento para evaluar el rendimiento de los modelos.

Una de las herramientas nas empleadas en estos contextos es 3D Slicer, una plataforma
de software libre que permite llevar a cabo acciones como la superposicon de inagenes y
mascaras segmentadas, la navegacon multiplanar (ejes axial, sagital y coronal), as como
la generacon de modelos en 3D a partir de voumenes segmentados [12]. Todas estas
funciones facilitan la comparacon visual entre las predicciones hechas por la red y las
mascaras reales, de forma que los errores en zonas delgadas o de baja visibilidad puedan
ser localizados.

Adernas, 3D Slicer incluye tamben herramientas para registrar imagenes, medir
distancias o voumenes y exportar los resultados para analizarlos posteriormente, lo que lo
convierte en una opcon icbnea para la revison cualitativa de los resultados de los modelos
[12]. De este modo, la inspeccon visual permite detectar artefactos como discontinuidades
0 desajustes anabmicos en las predicciones, que podran no re ejarse completamente en
las metricas tradicionales.

Por tanto, la visualizacon multiplanar y 3D representa una herramienta valiosa para
identi car errores concretos en la segmentacon y poder re nar el diserno de los modelos
0 guiar el postprocesado.
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2.5. Reconstruccon 3D y aralisis cuantitativo

Tras realizar segmentaciones mediante CNN 2D, es posible reconstruir la estructura
anabmica segmentada en 3D. Como ya se haba mencionado en el apartado anterior, esta
reconstruccon posibilita el aralisis de forma visual y cuantitativa de la morfologa de la
estructura segmentada, facilitando el estudio de voumenes, dametros y otras netricas
geonetricas de gran utilidad para el diagrostico clnico.

2.5.1. Eecnicas de reconstruccon a partir de nascaras binarias

Uno de los netodos mas empleados para generar supercies a partir de las
reconstrucciones volunetricas binarias, es el algoritmidarching Cubes que permite
extraer isosuper cies con alta resolucon a partir de conjuntos de \oxeles [30].

Este algoritmo ha sido ampliamente adoptado debido a su e ciencia computacional y a
su capacidad para generar representaciones detalladas en 3D de estructuras segmentadas.
Su uso es especialmente util en contextos donde se necesita visualizar con precisbn la
geometra de organos, cavidades o regiones con realce de contragWarching Cubes
trabaja explorando el volumen en bloques de 22 2 \oxeles, identi cando los patrones
de borde entre regiones etiquetadas y generando una super cie poligonal que sigue la
frontera del objeto segmentado [30].

Con el objetivo de mejorar la robustez y resolver ambigsedades locales en la
triangulacon, se han propuesto multiples variantes del algoritmo. Por ejemplo, Wang
et al. [31] desarrollan una verson basada en el crecimiento por aristas, que permite
representar con guraciones complejas del cubo de forma nas estable. En la Figura 2.6.
aparecen representadas las distintas topologas que se pueden adoptar con este enfoque.
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Figura 2.6: Con guraciones topobgicas lasicas del algoritmo Marching Cubes. Imagen
adaptada de Wang et al. [31].

Las supercies generadas mediante este netodo pueden exportarse en formatos
esandar como STL o VTK, y visualizarse posteriormente en entornos como 3D Slicer
o ParaView. Este ultimo es un software de visualizacon cient ca avanzada basado en
VTK, que permite representar en 3D modelos complejos y realizar aralisis cuantitativos de
geometra, de voumenes y de super cies. En elambito nedico, ParaView se ha empleado
para llevar a cabo aralisis de estructuras anabmicas y realizar inspecciones visuales de
segmentaciones, modelos generados por IA o simulaciones basadas en imagenes [14, 12].

2.5.2. Aplicaciones clnicas y futuras extensiones

La reconstruccon 3D de estructuras anabmicas a partir de imagenes nedicas tiene
nultiples aplicaciones, sobre todo en plani cacon quiurgica, modelado computacional,
aralisis morfobgico, simulaciones biomea@nicas o registro multimodal [12]. Estas tcnicas
permiten representar de forma precisa la geometra de organos complejos, facilitando su
manipulacon tanto para la exploracon visual como para la cuanti cacon automatizada.

En el caso especco de la Al, la reconstruccon 3D basada en segmentaciones
automaticas supone un gran avance en el estudio de la FA. Entre sus principales
aplicaciones clnicas destacan el seguimiento anabmico longitudinal, la plani cacon de
procedimientos como la ablacon por cagter, y la evaluacon del remodelado estructural
de la aurcula. Adenas, las mallas reconstrudas pueden emplearse en simulaciones
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hemodiramicas o en estudios para una caracterizacon nas precisa del sustrato arrtmico
[13].

Entre las extensiones mas prometedoras se encuentra el desarrollo de herramientas que
permitan la medicon autormatica del grosor de la pared auricular o la identi cacon de
regiones con brosis. Estas Ineas futuras de trabajo podran contribuir notablemente a
una caracterizacon nas precisa de la enfermedad y a la personalizacon del tratamiento
en cardiologa intervencionista [13].



Captulo 3
Materiales y netodos

Este captulo presenta la base de datos utilizada, junto con las herramientas
y procedimientos aplicados para el preprocesado, entrenamiento, evaluacon vy
reconstruccon 3D de las imagenes. El estudio se basa en imagenes de LGE-MRI del reto
internacional LASC [5], que incluyen segmentaciones manuales de la caviddakdo)
y la pared auricular (awall ). Se abordan las ecnicas empleadas para estandarizar y
preparar los datos, el enfoque de evaluacon funcional mediante medidas clnicas, y la
generacon de modelos 3D visualizables en entornos coBid Slicer y ParaView.

La correcta seleccon y preparacon del conjunto de datos es fundamental en cualquier
tarea de segmentacon nedica, ya que determina tanto la calidad de los modelos como
la abilidad de los resultados clnicos obtenidos. En este contexto, la segmentacon de la
pared auricular izquierda supone un desafo debido a su escaso grosor, la baja relacon de
contraste en las imagenes LGE-MRI, y la presencia de regiones anabmicas adyacentes
como las VP, que pueden inducir errores durante el entrenamiento y la evaluacon de los
modelos con medidas anabmicas. Por este motivo, se ha prestado especial atencon a los
procedimientos de preprocesado y normalizacon, as como a la eleccon de las netricas
de evaluacon y a la validacon funcional de las segmentaciones generadas.

El ujo completo de trabajo seguido en este estudio, desde la obtencon de los datos
hasta la evaluacon nal del modelo, se resume en la Figura 3.1.

30
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Figura 3.1: Resumen del ujo de trabajo llevado a cabo en este estudio, desde el conjunto
de datos inicial hasta la evaluacon de los resultados y reconstruccon 3D.

3.1. Conjunto de datos

En esta seccon se describe la base de datos empleada como fuente principal para
el desarrollo de este proyecto. Se proporciona informacon detallada sobre su origen,
las caractersticas tcnicas de las imagenes, el tipo de segmentaciones disponibles y la
estructura del dataset. Dado que estas imagenes constituyen la base anabmica sobre la
gue se entrenan y evabian los modelos propuestos, es fundamental comprender el contexto
clnico de adquisicon as como las propiedades estructurales de las mascaras. Adenas,
se explican las diferencias entre las estructuras segmentadierfdo y lawall ) y la
estrategia adoptada para dividir el conjunto en entrenamiento y test.
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3.1.1. Origen y caractersticas generales

La base de datos utilizada en este trabajo corresponde al reto internacioh#{SC,
organizado como parte del congreso MICCAI [4, 5]. El objetivo principal de este challenge
era comparar algoritmos autonmaticos de segmentacon de la Al a partir de imagenes de
LGE-MRI.

El conjunto de datos est formado por un total de 154 pacientes, adquiridos en distintos
centros clnicos con esaneres de 1.5T o 3T. De estos 154 pacientes, 60 presentaban
diagrostico con rmado de FA, aunque no se especi ca cuales. Las adquisiciones presentan
una resolucon espacial isotopica de 25 0,625 0;625mn?, es decir, el tamano de
oxel es igual en las tres dimensiones espaciales: X (ancho) =Y (alto) = Z (profundidad).
Asimismo, el rumero de cortes axiales (slices) es de 88 por paciente, con dimensiones en el
plano axial de 576 576 0 640 640 pxeles dependiendo del centro donde se llewo a cabo
la prueba [5]. Las imagenes se adquirieron entre 20 y 25 minutos tras la administracon
intravenosa de gadolinio. La Figura 3.2 muestra de forma visual todo este proceso, desde
la adquisicon clnica hasta la evaluacon nal de los algoritmos participantes en el reto.

Figura 3.2: Resumen del ujo de trabajo del Left Atrium Segmentation Challenge de
MICCAI 2018. Incluye la adquisicon de inagenes LGE-MRI, la segmentacon manual
por expertos, la reconstruccon 3D, y el desarrollo y evaluacon de algoritmos. Adaptado
de Xiong et al. [5].
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3.1.2. Contenido de la base de datos

Por cada paciente se proporcionan tres voumenes 3D en formatarrd , alineados
espacialmente:

= Imagen original de LGE-MRI, adquirida en cortes axiales 2D y apilados formando
el volumen nal.

= Segmentacon manual del volumen sanguneo de la cavidad auriculdaéndo.nrrd ).

= Segmentacon manual de la pared mioardica auricularl@wall.nrrd ).

Estas archivos representan cortes axiales apilados en formato [X, Y, Z] y pueden
visualizarse directamente en plataformas con®D Slicer [12].

3.1.3. Estandarizacon y segmentaciones manuales

Las mascaraslaendo y lawall fueron generadas por expertos clnicos mediante el
software Corview y asegurando la validacon por consenso entre tres observadores [5].

Primero, la segmentacon laendo delimita el volumen intracavitario de la Al,
incluyendo el apendice auricular, la \alvula mitral y las mangas de las VP. Se trata
de una estructura maciza, anabmicamente continua y ®lida, la cual podra emplearse
como referencia para evaluar el volumen auricular.

Por su parte, la mascaralawall representaunicamente la na pared mioardica que
rodea la cavidad auricular delimitada porlaendo. Como ya se ha mencionado, debido
a su escaso grosor y a la complejidad anabmica que supone la segmentacon de la Al,
lawall suele presentar discontinuidades o huecos, especialmente en las regiones de unon
con las VP. Estas limitaciones di cultan la reconstruccon 3D directa, por lo que sean
tratadas mas adelante mediante cnicas de preprocesado, descritas en la Seccon 3.2.

Ambas estructuras se complementan de forma anabmica, ya queendo cubre
completamente el interior delimitado podawall . Esta relacon se aprecia en la Figura 3.3,
donde se muestra por un lado, la segmentacon dawall con sus discontinuidades y por
otro la superposicon 3D delawall (verde) conlaendo (rojo), lo que permite observar
®mo estaultima rellena completamente los huecos. Esta caracterstica sel especialmente
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util para la reconstruccon de mallas continuas y el posterior aralisis morfobgico del
modelo auricular generado a partir de las segmentaciones.

Figura 3.3: Visualizacon 3D de la segmentacon manual de la aurcula izquierda para
un paciente del conjunto de entrenamiento. (a) Mascaréawall , que representa la pared
auricular con nultiples discontinuidades (b) Superposicon ddawall (verde) y laendo
(rojo), donde se observa mmo la mascara de la cavidad auricular rellena anabmicamente
las regiones huecas de la pared.

3.1.4. Distribucon en conjuntos de entrenamiento y test

Los 154 pacientes que forman el conjunto inicial de datos, fue dividido en dos
subconjuntos: uno de entrenamiento y otro de test. En este trabajo, se emplearon 100
pacientes para entrenamiento y los 54 restantes para la posterior evaluacon del modelo.
Esta divisbn garantiza que no exista solapamiento entre los subconjuntos y permite
una evaluacon objetiva de la capacidad de generalizacon del modelo, siguiendo las
recomendaciones del artculo original del que provienen los datos [5].

Asimismo, se han explorado dos enfoques complementarios para el tratamiento de las
mascaras lawall . En una primera verson del preprocesado, las mascaras se utilizaron
tal y como se proporcionaron en la base de datos, respetando sus huecos originales tanto
en el conjunto de entrenamiento como en el de test. En una segunda verson, se apli®
una dilatacon anabmica controlada sobre las nascaras de entrenamiento y de test con el
objetivo de corregir las discontinuidades y facilitar una reconstruccon 3D nmas coherente.
Ambas estrategias seran descritas en detalle en la Seccon 3.2.
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3.2. Preprocesamiento de datos

El preprocesamiento de los datos es un paso previo imprescindible para asegurar la
e ciencia del entrenamiento y la calidad de las predicciones generadas por el modelo de
segmentacon. Es necesario aplicar una serie de transformaciones al conjunto de datos
original para estandarizar las entradas, corregir limitaciones en la anatoma y preparar
las mascaras para su uso como entrada a la red.

En esta seccbn se describen los pasos seguidos para organizar y recortar los voumenes
originales, aplicar tcnicas de correccon anabmica sobre las nmascaras de la pared
auricular (lawall ), codicar las etiquetas en formato compatible con el modelo y
normalizar las intensidades de entrada. Adenas, se detallan las diferencias entre las dos
versiones empleadas en este estudio: una primera en la queunicamente se lleva a cabo la
normalizacon y el recorte de las inagenes, y una segunda en la que se incluye, adenas, la
correccon estructural delawall mediante dilatacon controlada con apoyo en la nascara
laendo. Cabe destacar que para el desarrollo del preprocesado se ha tomado como punto
de partida el archivo preprocess _data.py proporcionado junto con la base de datos
original del LASC [4], el cual fue modi cado y ampliado para adaptarse a los requisitos
espec cos de este trabajo.

3.2.1. Estrategia general y versiones del preprocesado

Durante la fase de preprocesamiento, se implementaron dos versiones diferenciadas con
el objetivo de evaluar el impacto de distintas estrategias sobre el rendimiento del modelo
de segmentacon:

= Verson 1 (V1) : se mantuvieron las mascarasawall originales sin llevar a cabo
ninguna modi cacon estructural. Unicamente se apli® normalizaconz-score para
estandirazar las intensidades y recorte espacial para centrar la imagen en la Al. Esta
primera verson sirvo como Inea base para entrenar un modelo con los datos tal
como se proporcionan en la base de datos original.

= Verson 2 (V2) : Adenas de lo ya mencionado para la verson anterior, se introdujo
una etapa adicional de correccon anabmica mediante dilatacon controlada. Esta
ecnica se apli® a las mascaraslawall del conjunto de entrenamiento y de test,
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utilizando la informacon de las mascaraslaendo como referencia para rellenar los
huecos presentes en la pared auricular. Esta modi cacon permite generar mallas
3D mas completas y anabmicamente coherentes con la estructura de la Al.

Ambas versiones comparten los mismos pasos de organizacon, recorte y codi cacon
de los datos. Adenas, tamben se evaluaron dos estrategias distintas de normalizacon de
intensidades: una basada en paametros globales del conjunto de datos, media y desviacon
esaindar (Standard Deviation (SD)) global, y otra basada en la normalizacon individual
con los valores de media y SD de cada imagen. Tras comparar ambas opciones analizando
sus histogramas y su distribucon de intensidades, se opb por aplicar normalizacon por
imagen en las dos versiones, dado que ofreca mejores resultados en cuanto a robustez y
contraste.

En los apartados siguientes se describe con mayor detalle cada una de estas fases,
explicando los criterios utilizados y las decisiones ecnicas tomadas para garantizar la
calidad del conjunto de datos nal que servia para alimentar las dos versiones de la red.

3.2.2. Recorte y organizacon de volimenes

El primer paso del preprocesado consistd en transformar los voumenes 3D originales,
almacenados en formatonrrd , en cortes axiales 2D. Cada volumen fue dividido en 88
imagenes correspondientes a los planos transversales, tanto para las inagenes LGE-MRI
como para sus nascaras asociadas. Estos cortes se almacenaron en arrays derpo
para su posterior uso durante el entrenamiento y la evaluacon.

Por otro lado, para garantizar que el modelo contase con un tamano de entrada
uniforme y reducir el coste computacional, se apli® un recorte centrado en torno alarea
auricular. Esta operacon se llewo a cabo mediante una funcon personalizadzenter _-
crop() , que extrae una ventana cuadrada centrada en cada imagen, tomando como
paametro el tamano deseado y conservando la regon central en el eje axial.

Con el n de asegurar que se abarcase la Al completa en todos los cortes, se evaluaron
distintos tamanos de recortel12x112 128x128 144x144 160x160 mediante inspeccon
visual y comparacon anabmica sobre las nmascaras. Como se observa en la Figura 3.4,
estos tamanos resultaban insu cientes para cubrir adecuadamente la regon auricular
en cortes representativos del conjunto de test. Finalmente, se seleccioro un tamano de
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256x256 ya que ofreca un equilibrio adecuado entre contexto espacial y resolucon de
detalle. Este tamano permito incluir completamente la ROI y sus estructuras adyacentes
en la mayora de pacientes sin recortar partes relevantes ni introducir mucho fondo, como

se aprecia en la Figura 3.5.

Figura 3.4: Comparacon entre diferentes tamanos de recorte centradl@x112 128x128
144x144y 160x160 aplicados al slice 44 del paciente 30 del conjunto de test.

Figura 3.5: Ejemplo de preprocesado en imagenes del conjunto de entrenamiento. (a)
Imagenes originales sin recortar ni normalizar. (b) Resultado tras recorte centrado y
normalizacon z-score, con sus correspondientes mascatasvall .

Debido a que la base de datos ya estaba separada en conjunto de entrenamiento (100
pacientes) y test (54 pacientes), el recorte y el almacenamiento se hizo por separado para
cada grupo, conservando la correspondencia entre imagen original y mascara, y evitando
cualquier solapamiento entre los conjuntos.
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3.2.3. Normalizacon de intensidades: comparacon de
estrategias

La normalizacon de intensidades es un paso que cobra especial importancia
en imagenes de resonancia magretica, donde las intensidades pueden variar
signi cativamente entre pacientes, adquisiciones y es@aneres. Esta variabilidad puede
di cultar que el modelo aprenda patrones robustos, por lo que resulta fundamental
transformar los datos a un rango homogneo de intensidades. Para ello, se emplea la
normalizacon z-score que transforma la distribucon de cada imagen para que tenga
media cero y SD uno. Esta operacon estandariza la escala de los datos y elimina el sesgo
introducido por diferencias absolutas de intensidad, facilitando que la CNN trate todos
los valores con el mismo rango de importancia relativa [32].

En este trabajo se evaluaron dos estrategias principales de normalizacerscore
una normalizacon global, que emplea la media y la SD calculadas a partir de todas las
imagenes del conjunto de entrenamiento; y una normalizacon individual, que normaliza
cada imagen de forma independiente con su propia media y SD. La brmula aplicada en
este trabajo es:

I norm

Ecuacon 3.1: Normalizacon z-score de intensidades, segun el enfoque aplicado en el odigo
de referencia deleft Atrium Segmentation Challengd4, 5].

dondel representa la imagen original, es su media de intensidades, ysu desviacon
esandar.

En la Figura 3.6 se muestran histogramas antes y desptes de aplicar la normalizacon
global a dos pacientes del conjunto de entrenamiento. Aunque se consigue centrar los
valores en torno a cero con una SD pioxima a uno, se observa una menor capacidad para
adaptar el rango diramico de intensidades a las particularidades de cada paciente.
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Figura 3.6: Histogramas de intensidades originales (gris) y normalizadas (azul) tras aplicar
normalizacon global a los pacientes 0 y 70 del conjunto de entrenamiento.

Por otro lado, la normalizacon individual se aplica de forma independiente a cada
imagen, utilizando su propia media y desviacon tpica. Esta estrategia preserva mejor el
contraste espec co de cada volumen, lo cual resulta especialmente util para estructuras
nas como la pared auricular [33]. Adenas, destaca por su robustez ante variaciones
intercentro, siendo recomendada en entornos multientricos como en el LASC [33]. Este
efecto se observa en la Figura 3.7
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Figura 3.7: Histogramas de intensidades originales (gris) y normalizadas (azul) tras aplicar
normalizacon individual a los pacientes 0 y 70 del conjunto de entrenamiento.

Tal y como indican trabajos recientes comparando nmetodos de normalizacon en
entornos multisede [34], mientras la normalizacon global puede mejorar la consistencia
general, suele aplanar los detalles anabmicos nos; por su parte, la individual conserva
mejor las variaciones locales.

Para profundizar en esta comparacon, se realio un aralisis cuantitativo mediante
diagramas de caja (Figura 3.8), que recogen estadsticas tras aplicar ambas ecnicas. La
normalizacon global mosto una compreson estadstica mas marcada, mientras que la
individual evidenco mayor disperson, re ejando mejor la anatoma individual. Dado el
bajo grosor y contraste de las estructuras a segmentar, se opb por la normalizacon
individual como netodo de nitivo.
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Figura 3.8: Boxplots comparativos de las estadsticas de las inmagenes tras aplicar
normalizacon global (Train G y Test G) e individual (Train | y Test I).

3.2.4. Correccon anabmica de lawall mediante dilatacon

Uno de los principales desafos que presentaba esta base de datos es la presencia
de discontinuidades en las mascaras de la pared auricular izquierdeawall ). Estos
agujeros en las mascaras pueden di cultar la reconstruccon 3D y afectar a la calidad
del entrenamiento del modelo si se emplean como referencia anabmica. Para abordar
este problema en la segunda verson del preprocesamiento, se disefb un preprocesado que
permite rellenar de forma anabmicamente coherente los huecosldevall , aprovechando
su complementariedad con la mascara de la cavidad auriculdaéndo), como ya se haba
adelantado al incio del captulo.

El procedimiento se basa en la aplicacon de la funcohinary _dilation de SciPy [35]
para llevar a cabo una dilatacon 3D suave del volumelaendo mediante un kernel 3x3x3
y 2 iteraciones, consiguiendo aumentar el volumen de la sangre. Posteriormente, se lleva
a cabo una multiplicacon anabmica conlawall de forma que solo se toman las partes
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dilatadas que caen fuera de la pared, es decir, se toman lo las partes que cubren los
huecos. Finalmente, se suma la capa de relleno a las mascal@asall para crear una
mascara continua y se resta desples la mascarlaendo original para conseguir que el
interior ese completamente vaco. Es importante el orden de los pasos ya que, si se resta
la mascara original de la sangre a la dilatacon antes de sumarlo al nmusculo, se pierde
control sobre la operacon y no se asegura la eliminacon de cualquier intruson en el
interior de la estructura.

En cuanto a las salidas generadas, por un lado se guardan las mascaras binarias (0
= fondo, 1 = pared completa sin huecos) en formatmpy, para poder emplearlas junto
con las imagenes originales como entrada a la red. Por otro lado, se guardan tamben las
mascaras multicategora (0 = fondo, 1 = pared original, 2 = relleno) en formato.tiff
para visualizacon en 2D y.nrrd para la reconstruccon 3D y visualizacon en3D Slicer .

En la Figura 3.9 se muestra un ejemplo visual del proceso, comparando la mascara original
lawall con la verson corregida mediante relleno y dilatacon, tanto en 3D como en 2D.

Figura 3.9: Visualizacon del efecto del proceso de relleno aplicado sobre la nmascara
lawall en el paciente 92 del conjunto de entrenamiento. (a) Reconstruccon 3D: se
observa de izquierda a derecha la malla original dawall con nultiples huecos (verde),

la regbn anadida mediante dilatacon (amarillo), la mascara combinada tras el relleno y
porultimo, un corte que permite visualizar el hueco interno resultante. (b) Algunos cortes
axiales representativos del mismo paciente, donde se aprecian las tres clases de la nascara
multicategora: fondo (negro), pared original (gris) y relleno (blanco).
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Para poder cuanti car el efecto de esta correccon, se analio el rumero de pxeles
correspondientes a cada clase en todas las nascaras del conjunto de entrenamiento y test,
empleando la funconnumpy.unique de NumPy [36]. Como se muestra en las Figuras 3.10
y 3.11, se pueden ver exactamente cuantos pxeles de la clase 2 se han anadido en cada
paciente y se comprueba que no se ha sobresaturado el volumen. Asimismo, se observa
gue hay un equilibrio entre pacientes, sin clases desproporcionadas que puedan sesgar
el entrenamiento, ya que en los pacientes donde la pared tiene mas agujeros hay mayor
rumero de pxeles de clase 2 y en los que hay menos tamben se anaden menos pxeles de
relleno.

Figura 3.10: Distribucon del rumero de pxeles por clase en las nascaras multicategora
del conjunto de entrenamiento.
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