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Resumen

En los dltimos afios, la robdtica aérea y la inteligencia artificial han tenido un
impulso enorme y empiezan a tener un impacto importante en nuestra sociedad.
Ejemplos de ello son la comercializaciéon y diversos usos de los drones, asi como las
diferentes inteligencias artificiales y modelos de redes neuronales que se estin
desarrollando hoy en dia. No obstante, la inteligencia artificial ain tiene varios

campos donde su desarrollo no esta tan explorado, como es el caso de los drones.

Habitualmente, se utilizan algoritmos de programacién clasica para el control
de drones. El control de los mismos suele hacerse con cdmaras y diversos sensores
que requieren un procesamiento intensivo. Esto provoca que el dron necesite como
carga ttil una unidad de procesamiento para poder tratar todos los datos, o en su
defecto, procesarlos en la estaciéon de tierra, lo que afiade un retraso en las
comunicaciones y posibles errores que podrian afectar a un sistema que es critico

manejar en tiempo real.

Este trabajo consiste en la aplicacién de redes neuronales para programar drones
y asi comprobar su rendimiento en este tipo de sistemas. Se implementard en dos
aplicaciones: inicialmente, una aplicacién sigue lineas, donde el drone debera seguir
una linea en varios circuitos con el menor error posible; y paralelamente, debera
cruzar ventanas, que consistird en un control mixto donde el dron sera teleoperado,
pero si el piloto lo desea, la red neuronal tomara el control del dron y tratara de

cruzar las puertas que se presenten en su angulo de vision.

Gracias a estas dos aplicaciones, podremos cuantificar la mejora que pueden
ofrecer las redes neuronales tanto en rendimiento computacional como en la propia
aplicaciéon, probando también diferentes arquitecturas neuronales para un andlisis
completo.

Palabras clave: robética, drones, inteligencia artificial, redes neuronales, control de

drones, procesamiento de datos, teleoperacion.
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1. Introduccidon

En este captulo situaremos el contexto de este trabajo. Se explica@ el origen
etimol 6gico y literario de la palabra Robot as como los avances en la inteligencia
arti cial y el machine learningPosteriormente, se expondra lo que es un robot desde
una perspectiva técnica, su clasi cacion y la posicion de los drones en este contexto.

1.1. Roboética

La palabra robot deriva de la palabra checa robota que signi ca trabajador o
sirviente. Se popularizé a partir de la obra R.U.R. (Rossum's Universal Robots)
escrita por Karel Capek en 1920. En esta obra se plantea la construcén de robots
para liberar a las personas de la pesada carga del trabajo.

El término robobticafue acufiado por Isaac Asimov, quien de ni 6 la robotica
como la ciencia que estudia a los robots. En su libro Yo, Robotpublicado en 1950,
Asimov postul 6 las Tres Leyes de la Roldtica, las cuales han tenido un impacto
signi cativo en la forma en que pensamos sobre la interacci bn entre humanos y
robots. Ademas de las Tres Leyes, Asimov introdujo la Ley Cero en obras
posteriores, ampliando el marco ético y moral para los robots:

1. Ley 0O: Un robot no debe actuar simplemente para satisfacer intereses
individuales, sino que sus acciones deben preservar el bene cio coman de la
humanidad.

2. Ley 1: Un robot no puede herir a un ser humano ni dejar de intervenir si este
esta en peligro de sufrir alg 4n dafio.

3. Ley 2: Un robot debe obedecer las 6rdenes de los humanos, salvo si estas
contradicen la primera ley.

4. Ley 3: Un robot debe proteger su propia existencia, siempre y cuando dicha
proteccion no contradiga las leyes primera y segunda.

Asimov tambi én explor6 la psicolog'a y sociolog’a de las sociedades
robotizadas, proponiendo escenarios en los que robots y humanos coexisten y



colaboran.

Un robot se compone principalmente de cuatro elementos: sensores,
actuadores, una unidad computacional y el software. Los sensores recopilan
informaci 6n del entorno, los actuadores interactian con ese entorno, la unidad
computacional procesa la informacion recibida y generan sefiales para los
actuadores. Sin embargo, es el software el componente crucial que dota de
autonom’a a los robots, ya que procesa la informacion sensorial y la traduce en
acciones, permitiendo que el robot pueda entender e interactuar con su entorno.
Los robots estan disefiados para ayudar y mejorar la vida de las personas, y las
tareas que suelen realizar se conocen como las 4D:

= The dirty son aquellos que involucran tareas con altos niveles de suciedad,
residuos o materiales nocivos que pueden ser desagradables o peligrosos
para los seres humanos. La automatizacbn de estos trabajos con robots ayuda
a minimizar la exposici 6n humana a entornos insalubres y potencialmente
dafinos. Muestra de ello es el siguiente brazo robotico 1.1 cuya nalidad es la
recoleccion de basura en una planta de reciclaje.

Figura 1.1: Brazo robbtica en planta de reciclaje

= The dangerous: Son aquellos robots que presentan altos riesgos para la
seguridad y la vida de los trabajadores humanos. El uso de robots en estos
entornos permite realizar tareas que podr“an ser mortales o causar lesiones
graves, en la imagen 1.2 se muestran varios modelos de robots usados en
expediciones de zonas afectadas por radicacon nuclear.



Figura 1.2: Robot de limpieza de restos nucleares

= The dull consiste en trabajos morbtonos y repetitivos son aquellos que
pueden llevar a la fatiga y desmotivaci 6n en los trabajadores humanos. Los
robots pueden realizar estas tareas con gran e ciencia y sin perder precision,
liberando a los humanos para actividades m as creativas y de mayor valor. Un
ejemplo de esto puede ser la tarea de organizar un almacn como se puede
ver en la imagen 1.3 donde un sistema compuesto de varios robots permite
organizar el almacén de forma autbnoma.

Figura 1.3: Robots en almacenes

= The delicate son trabajos delicados que requieren precision extrema y un alto
grado de control que puede ser dif cil de mantener consistentemente por los
seres humanos. Los robots pueden operar con la exactitud necesaria para estas
tareas, mejorando los resultados y reduciendo el margen de error, un ejemplo
de ello es en la cirug’a 1.4, con un cirujano especializado en este tipo de robots,
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se puede obtener una colaboracbn humano-robot mucho mas precisa'y menos
invasiva que una operacion convencional.

Figura 1.4: Robot en cirug'a

Existen diversas formas de clasi car robots, se pueden clasicar por su
inteligencia, separacion entre robots industriales y robots de servicio o por tarea.
De manera general los robots se pueden dividir en:

» Poliarticulados: Son artilugios mecanicos y electronicos destinados a realizar
de forma autom atica determinados procesos de fabricacbn o manipulaci on.
Suelen ser jos, aunque también pueden realizar desplazamientos limitados y
poseen un espacio de trabajo concreto y limitado. Los mejores ejemplos son los
robots industriales 1.5, manipuladores o cartesianos. Estos robots se utilizan
ampliamente en la fabricacion de automaoviles, electronica y otras industrias
donde se requieren operaciones precisas y repetitivas.

Figura 1.5: Robots poliarticulados



= Moviles : Estan provistos de algun tipo de mecanismo que les permite
desplazarse autbonomamente, como patas o ruedas 1.6, y reciben informacbn
de su entorno a través de sus propios sensores. Son ampliamente utilizados
en el transporte de mercancas o en la exploracion de lugares de dif ‘cil acceso.
Pueden ser terrestres, acuticos, aéreos o espaciales. Ejemplos notables
incluyen los robots exploradores como el Rover de Marte y los drones de
entrega.

Figura 1.6: Summit: Robot m 6vil

= ZoomoOr cos: Son aquellos que tratan de reproducir en mayor o menor grado
de realismo los sistemas de locomocbn de diversos seres vivos. Un ejemplo
destacado hoy en da es Spot 1.7, desarrollado por Boston Dynamics'. Spot es
un robot cuadr Upedo disefiado para imitar la movilidad de los animales,
permiti éndole moverse con agilidad en terrenos dif ciles y variados. Es
utiizado en una amplia gama de aplicaciones, desde inspecciones
industriales y mapeo hasta operaciones de blsqueda y rescate.

Figura 1.7: Spot: Robot zoomor cos

Lhttps://bostondynamics.com/



» Androides: Intentan reproducir total o parcialmente la forma y el
comportamiento del ser humano. No solo imitan la apariencia humana, sino
gue emulan también la conducta de forma autbnoma. Los androides tienen
aplicaciones en entretenimiento, asistencia a personas mayores Yy
discapacitadas, y en estudios de interaccbn humano-robot. Un ejemplo
destacado de estos es el robot Sophia 1.8, desarrollada por Hanson Robotics
Sophia es conocida por su avanzada capacidad de interaccdn verbal y facial,
lo que le permite participar en conversaciones naturales con humanos.

Figura 1.8: Sophia: Robot androide

1.1.1. Roboética area

La robética aérea se encarga del estudio del comportamiento autbnomo de
aeronaves no tripuladas, conocidas como UAV (Veh’culos Aéreos No Tripulados) o
UAS (Sistemas de Aeronaves No Tripuladas). Estos sistemas pueden realizar
misiones sin necesidad de tener una tripulacién embarcada y su uso es cada vez
mas extendido. Los drones son un ejemplo comin de este tipo de sistemas. Con el
avance de la tecnologa, los drones esén siendo equipados con capacidades
avanzadas de navegacbn autdbnoma, inteligencia articial y sensores de alta
precision, sus principales areas de uso son las siguientes:

2https://www.hansonrobotics.com/



Robotica aérea en agricultura

Figura 1.9: DJI P4 multiespectral

La agricultura es uno de los sectores mas importantes hoy en d'a. Debido al
crecimiento de la poblacion, cada vez se requiere mas alimento. Para una correcto
analisis y cuidado de los cultivos, los drones son una herramienta muy Gtil y
versatil. Principalmente hay 2 funciones que se estan comercializando hoy end’ay
gue surgieren un avance realmente importante en el cuidado de cultivos:

= Monitorizacion: Al tener una imagen aérea, los drones pueden realizar un
analisis exhaustivo del estado del cultivo. Con un coste reducido se puede
utilizar un dron con ¢ amaras termicas (NIR) para obtener el NVDI (Normalized
Difference Vegetatio Indextl NVDI muestra las zonas donde el cultivo est & mas
sano, permitiendo conocer al agricultor que secciones requieren fertilizantes
o riego. Adem as también ofrece informacién respecto a la densidad real del
cultivo. Un ejemplo de dron aplicado a la monitorizaci 6n de cultivos es el dron
DJI P4 multiespectrdl el cual también aparece ilustrado en la gura 1.9.

= Control de malas hierbas: Otro problema cr’tico en la agricultura son las
malas hierbas y plagas. Los drones permiten fumigar el campo de manera
efectiva, usando la cantidad justa de fungicida. Esto permite que el dron
contribuya a usar el m’nimo fungicida posible y bajar la contaminaci 6n
producida por los mismos. Otra ventaja a destacar es que al tener al operario
alejado de la zona de accbn, este mismo evitara aspirar el fungicida. Lo que
es un bene cio directo a la salud del propio agricultor.

3https://dronity.com/drones/drone-diji-p4-multispectral/



Inspeccion y mantenimiento

Figura 1.10: Cartograf’a autbnoma

Hay inspecciones que pueden ser peligrosas para un humano, sin embargo un
dron permite realizar estas expediciones sin riesgos mayores. Estas misiones
pueden ser tanto teleoperadas, en caso de situaciones excepcionales, o con control
autbnomo en caso de inspecciones rutinarias, ayudando a los operarios centrarse
en otras tareas mas importantes.

La cartograf’a con drones es una €cnica que cada da se esh ampliando mas 'y
consiste en la construccbn de un mapa, ya sea en 2 o 3 dimensiones del entorno. Al
tener una vista aérea, los drones pueden realizar un modelo completo de super cies
extensas. Ademas debido al desarrollo de algoritmos en este area, el dron es capaz
de cartogra ar una super cie sin necesidad de la atenci 6n constante de un operario.
En la imagen 1.10 se puede ver el posible recorrido que puede hacer un dron para
la inspeccion de una area extensa.

Otro uso interesante de los drones es el uso de @maras en el espectroMWIR.
Este espectro de frecuencia permite la deteccbn de gases, permitiendo anticipar
males mayores y fugas en maquinaria. Ambas caractersticas sirven especialmente
tanto en situaciones rutinarias como inspecciones de cables de alta tensbn o
maquinaria de miner “a, como en situaciones especialmente peligrosas como s€an
inspecciones de zonas contaminadas por radiacbn o misiones militares.



Drones de rescate

Figura 1.11: Dron de rescate en nieve

La robotica area est generando un especial impacto en las misiones de rescate,
debido a las caractersticas de los drones, estos permiten explorar y localizar a
v’'ctimas tanto de inundaciones, terremotos o0 accidentes. En entornos que pueden
ser peligrosos para las personas o presentar di cultades para el desplazamiento,
estas caracteisticas hacen que los drones esén siendo una herramienta muy (til
para los equipos de rescate. En la imagen 1.11 podemos ver un ejemplo de un dron
de rescate en entornos nevados. Gracias al dron se puede localizar a una persona
en una situacion cr’tica permitiendo a los equipos de rescate desplazarse al punto
exacto donde se encuentra la persona en apuros. Esto supone un riesgo menor
tanto personal como econdmico, ademas de una mayor e ciencia.

1.2. Inteligencia Arti cial

La Inteligencia Arti cial (IA) se re ere a la capacidad de una m &aquina para
imitar las funciones cognitivas que los humanos asocian con otras mentes
humanas, como aprender y resolver problemas. Este campo interdisciplinario
combina conocimientos de inform atica, matematicas, ingeniera, psicologa,
ling U'stica y otras ciencias para crear sistemas que puedan realizar tareas que,
hasta hace poco, requefan de la inteligencia humana.

En 1936 se postula que el razonamiento se puede sistematizar de una forma
l6gica y, teniendo en cuenta que una maquina puede realizar cualquier c alculo que
haya sido formalmente de nido, se plantea una cuesti 6n tebrica en la que se
discute si las maquinas realmente pueden pensar. Esta idea se re eja en el libro
Computing Machinery and Intelligen¢@ublicado en 1950, donde se introduce el Test
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de Turing como un criterio para determinar si una m aquina exhibe
comportamiento inteligente indistinguible del de un humano.

Afos después, en la Conferencia de Dartmouth en 1956, se usdea el término de
inteligencia arti cial formalmente. A esta conferencia asistieron cient “cos
destacados en el campo como John McCarthy, Marvin Minsky, Nathaniel Rochester
y Claude Shannon. Un concepto interesante que surgid al afo siguiente fue el de
singularidad tecnol 6gica, que marca el punto donde las maquinas seran capaces
de pensar por s solas, y al no tener las limitaciones humanas, superaran a los
humanos con gran velocidad. Este concepto formo las bases del transhumanismo.

La IA se puede clasi car de varias maneras, dependiendo de su capacidad y
funcionalidad:

= |A débil : Disefiada y entrenada para realizar tareas especcas, como
reconocimiento de voz, clasicacion de imagenes o recomendaciones
personalizadas. Ejemplos incluyen asistentes virtuales como Siri, Alexa y
Google Assistant.

= |Afuerte : Se re ere a sistemas con capacidades cognitivas generales similares
a las de los seres humanos. Estos sistemas no solo pueden realizar tareas
espec cas, sino que tambi én pueden aprender y adaptarse a una amplia
variedad de actividades. Esta forma de IA aln no se ha logrado.

= Superinteligencia arti cial : Es una forma hipotética de 1A que supera la
inteligencia humana en todos los aspectos, desde la creatividad hasta la
resolucion de problemas y la toma de decisiones.

Dentro de lo que conocemos hoy como inteligencia arti cial, se utilizan varias
técnicas para que las naquinas tengan estos comportamientos inteligentes, como se
puede ver en la gura 1.12. Aunque en este trabajo se trabaje en 3 ramas; rolbtica,
vision y machine learningNos centraremos en la explicacion del machine learning
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Figura 1.12: Rami caciones de la IA

El Machine learninges una subdisciplina de la inteligencia arti cial que se
centra en el desarrollo de algoritmos y modelos que permiten aprender y hacer
predicciones o tomar decisiones basadas en datos. En lugar de seguir instrucciones
programadas de forma expl'cita, los sistemas de machine learningidenti can
patrones y regularidades en los datos para mejorar su rendimiento en una tarea
espec ca a trav és de la experiencia. Esta subdisciplina se divide en 3 ramas:

= Aprendizaje supervisado: Es un tipo de machine learningen el cual el modelo
se entrena utilizando un conjunto de datos etiquetados, es decir, datos que
incluyen tanto las entradas como las salidas deseadas. El objetivo es aprender
una funcion que mapee las entradas a las salidas correctas. El desarrollo de
este trabajo se realizad en esta rama del machine learning El aprendizaje
extremo a extremo consiste en una red neuronal donde a partir de una
entrada, en nuestro caso una imagen, la red neuronal se@& capaz de inferir
una salida (las velocidades del dron). Para conseguir esto entrenaremos la red
con los fotogramas obtenidos a partir de un piloto experto y las velocidades
comandadas al dron asociadas a cada fotograma.

» Aprendizaje no supervisado: En este enfoque, el modelo se entrena
utilizando un conjunto de datos que no est an etiquetados, lo que signi ca que
solo se proporcionan las entradas sin las salidas correspondientes. El objetivo
es encontrar patrones o estructuras ocultas en los datos, como agrupaciones
(clustering)o reduccion de dimensionalidad.
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» Aprendizaje por refuerzo: Es untipo de machine learning en el cual un agente
aprende a tomar decisiones mediante la interaccion con un entorno din amico.
El agente recibe recompensas o penalizaciones basadas en sus accionesy ajusta
Su comportamiento para maximizar la recompensa acumulada a lo largo del
tiempo.
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2. Objetivos y plan de trabajo

Una vez presentado el contexto, se expondran los objetivos propuestos en el
trabajo y el procedimiento seguido para completar cada objetivo y subobjetivo
especi cado, ademas de las estrategias y puntos claves para la realizacbhn del
trabajo.

2.1. Objetivos

El objetivo principal de este trabajo es demostrar que un piloto de dron
controlado por una red neuronal, usando como entrada las im agenes de la @mara
ventral de abordo, puede llegar a producir iguales o mejores resultados que un
piloto humano o programado de manera cl asica en dos aplicaciones usando
imitation learning Para desarrollar este trabajo, a parte del objetivo principal, se
establecieron una serie de subobjetivos para el desarrollo del trabajo.

El objetivo principal consistir & en demostrar que un sistema deimitation learning
es capaz de aprender y pilotar adecuadamente un dron. Dividiremos este objetivo
en 2 subobijetivos:

= Realizar una aplicacion sigue I'neas donde el dron tenga como entrada la
imagen de la camara frontal. Para la creacion del datasetse programara un
piloto experto.

= Del mismo modo que la aplicaci 6n del sigue |I'neas, se haé otra aplicacion
donde el dron tenga que cruzar ventanas, complementando con deepPilotla
componente de altura. Como entrada a ambas redes neuronales, se utiliza@&
también la imagen frontal de la camara del dron. Sin embargo, la obtencion
del datasesera a partir de un piloto manual.

2.2. Metodolog'a

Este proyecto se ha abordado combinando la metodologa agil de Kanban con
el desarrollo en espiral para un control e ciente de tareas generales y subtareas. El
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modelo en espiral se caracteriza por la realizacion de subtareas que dividen la tarea
principal en un n umero determinado de ciclos que seran marcados por cada
objetivo mencionado anteriormente. En cada ciclo existen cuatro etapas:

1. Analisis de requisitos: En esta etapa se incluyen las reuniones semanales con
el tutor, donde se discuten los avances realizados cada semana y se plani ca
lo que se haréa en la siguiente iteracion o incremento.

2. Disefio e implementacion: Una vez de nido lo que se realizar a durante la
semana, se lleva a cabo un estudio térico o blusqueda de herramientas
necesarias para la tarea semanal. Posteriormente, se procede a implementar
segin lo acordado en la reuni 6n.

3. Pruebas: Durante este periodo se prueba el funcionamiento robusto del
codigo. Si las pruebas son satisfactorias, se utiliza el repositorio de GitHub
como herramienta para la gestion de codigo y control de versiones.

4. Plani cacion de la siguiente iteracion: Esta etapa incluye la redaccion del
blog! semanal o bitacora, donde se detallan todos los pasos y el trabajo
realizado cada semana.

Figura 2.2: Pizarra de Kanban
Figura 2.1: Modelo en espiral

Respecto a la metodologa de Kanban, se trata de un método visual de gestion
de proyectos que permite organizar las tareas pendientes de manera visual en
columnas. Cada columna representa una etapa de trabajo, en nuestro caso, "Trabajo
Pendiente”, “En proceso” y “Terminado”.

Lhttps://roboticslaburjc.github.io/2023-tfg-adrian-madinabeitia/
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Aunque esta técnica suele emplearse en equipos, tambén permite una
adecuada organizacion personal al visualizar de manera gr a ca las tareas. Debido
a la familiaridad con proyectos anteriores, se utiliz 6 la herramienta virtual Trello 2
para organizar el trabajo semanal. Este trabajo semanal se ia especi cando en
reuniones semanales con el tutor, donde se expondran los avances de cada semana,
los objetivos conseguidos y el plan para la siguiente semana o fase. Estas reuniones
permitir an ajustar la plani caci 6n segin las necesidades del proyecto y asegurar
gue se mantenga un progreso constante y alineado con los objetivos establecidos.

Todo el desarrollo del proyecto es open sourcey accesible en el siguiente
repositorio de GitHub 3.

2.2.1. Estandarizacion

En proyectos de machine learningla estandarizacion del repositorio es crucial
para facilitar su reutilizaci 6n y mantenimiento. Este tipo de proyectos se suele
organizar de la siguiente manera:

= data/: Para almacenar conjuntos de datos y archivos relacionados.
= models/: Para guardar los modelos entrenados.

= notebooks/ : Para notebooks de Jupyter utilizados en la exploracion de datos y
experimentacion.

» src/: Para el ddigo fuente del proyecto, incluyendo scripts de entrenamiento,
evaluacion y utilidades.

= docs/: Para la documentacion del proyecto, como instrucciones de instalacion
y USoO.

Siguiendo estas practicas de estandarizacbn® junto al uso de gitHub °, se puede
mejorar la organizacion, reproducibilidad y mantenibilidad de los proyectos de
machine learning faciltando su uso y colaboracion por parte de otros
desarrolladores.

2https://trello.com/

3https://github.com/RoboticsLabURJC/2023-tfg-adrian-madinabeitia
4https://medium.com/analytics-vidhya/folder-structure-for-machine-learning-projects-a7e451a8caaa
Shttps://github.com/
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2.3. Plan de trabajo

Para ambas aplicaciones se segu@én los siguientes puntos principales,
permitiendo desglosar la aplicacion en problemas mas pequdios, siguiendo la
losof “a del pensamiento computacional:

1. Estudio del estado del arte enimitation learningaplicado a drones para obtener
una vision panoramica del problema y ayudar a tomar decisiones y avanzar
en el proyecto.

2. Preparacibn de driversen simulacion.

3. Diseflo de un piloto experto o teleoperado con el n de recoger una gran
cantidad de muestras y as” generar el datasepara la red neuronal.

4. Automatizaci 6n de la generacion del dataset

5. Analisis del datasete investigacion en técnicas de aumento de datos y
tratamiento de dataset

6. Entrenamiento de la red neuronal.
7. Implementacion del piloto neuronal.

8. Evaluacion de los resultados.
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3. Marco teobrico

En este captulo se explicaran, a nivel tebrico, aspectos kasicos de las redes
neuronales, enfocandonos en aquellos que conciernen almachine learning imitation
learning Ademas, se describian los elementos basicos de un dron y su modelo.

3.1. Redes Neuronales

Las redes neuronales son un modelo computacional que se inspira en el
cerebro humano y trata de replicar la forma en la que las neuronas biol 6gicas se
conectan entre S. Una red neuronal esta compuesta de un conjunto de neuronas y
cada neurona se conecta a otra teniendo un peso y umbral asociados. En el marco
del machine learningy del imitation learning se utilizan diversas arquitecturas de
redes neuronales, entre las que se encuentran:

3.1.1. Redes Neuronales Convolucionales

Las Redes Neuronales Convolucionales (CNN) tienen un papel signi cativo en
el ambito del imitation learning especialmente debido a su capacidad para la
clasi caci6n y extraccion de informaci 6n en imagenes. Con las @maras siendo
sensores ecodmicos que proporcionan una gran cantidad de datos visuales, las
CNN se convierten en una herramienta esencial.

Este tipo de redes neuronales recibe tpicamente una entrada de 3 dimensiones,
w X h x cdonde w de ne el n imero de p’'xeles que tiene la imagen de ancho, h
el nimero de p“xeles que tiene de altura y ¢ el nUmero de canales de la imagen.
Su arquitectura se basa en la corteza visual del cerebro humano donde se aplican
diferentes tipos de capas de neuronas para extraer las caracteisticas necesarias de
la imagen:

= Capa convolucional: Esta capa recibe una imagen como entrada y aplica un
Itro o kernel para producir un mapa de caracter sticas, o que reduce la
cantidad de parametros. Los hiperparametros importantes incluyen el
nimero de Itros (que afecta la profundidad de la salida), el stride (la
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distancia que se mueve el Itro), y el zero-paddindpara manejar los bordes de
la imagen). Después de la operacbn de convolucion, se aplica una funcion de
activacion, siendo ReLU la mas comin.

= Capa completamente conectada o fully connected: En este tipo de capa, se
conecta cada neurona de la capa de entrada con cada neurona de la capa de
salida. La funcion de esta capa es realizar la tarea de clasi cacbn basandose
en las caractefsticas obtenidas de las capas anteriores a la misma.

= Capa LSTM: Puede agregar o eliminar informaci 6n a través de estructuras
llamadas puertas, que actian como mecanismos de control para regular el
ujo de informaci 6n, permitiendo que ciertas sefales pasen mientras
bloquean otras. Su caractefstica mas importante es que son capaces de
almacenar estados y dependencias temporales, actuando como la memoria
del sistema.

= Capa de pooling : Se utilizan para reducir las dimensiones espaciales. Opera
mediante una ventana deslizante sobre el volumen de entrada. Las clases de
submuestreo mas comunes son:

* Max Pooling: Conserva los valores maximos de un grupo de neuronas.

» Average Pooling: Calcula el promedio de los p'xeles dentro de una
ventana para cada p xel del volumen de salida.

3.1.2. Redes Neuronales Recurrentes (RNN)

Las Redes Neuronales Recurrentes (RNN) son adecuadas para modelar datos
secuenciales. La idea principal detras de las RNN es utilizar informaci 6n secuencial
en lugar de informaci 6n independiente. Este tipo de red neuronal aprende a emplear
informaci 6n pasada en casos donde esa informaddn es relevante, funcionando a
modo de memoria a corto plazo. Esto se debe a que la salida de este tipo de redes,
retorna como entrada. Gracias a esta retroalimentacbn, la red es capaz de tener en
cuenta su estado anterior y esto les permite capturar dependencias temporales en
los datos y generar predicciones o clasi caciones mas precisas. Las RNN puede ser
especialmentetiles para tener en cuenta posiciones anteriores del dron y actuar en
Su consecuencia.
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3.1.3. Redes de regresion

Las Redes de Regresin se utilizan para predecir el valor real, gradual y
continuo de una variable num érica en funcién de los valores de una o varias
variables independientes. A diferencia de las redes de clasi cacion, las redes de
regresion estan disefiadas para estimar relaciones continuas entre variables.

3.1.4. Entrenamiento

El entrenamiento de una red neuronal es un proceso crucial en el que se ajustan
los pesos de la red para que pueda aprender a realizar una tarea especca.
Durante el entrenamiento, la red neuronal se expone a un conjunto de datos de
entrada junto con las salidas supervisadas. El objetivo es minimizar la discrepancia
entre las salidas predichas por la red y las salidas esperadas.

El algoritmo encargado de ajustar los pesos de cada neurona es conocido como
retropropagacion. La retropropagaci on consiste en calcular el gradiente del error con
respecto a los pesos de la red y ajustar estos pesos para minimizar el error. Durante
la retropropagacion, el error se propaga hacia atras desde la salida de la red hasta
las capas anteriores, permitiendo actualizar los pesos en funcion de su contribuci 6n
al error total. Esto se realiza utilizando la derivada parcial del error con respecto a
cada peso, lo gue permite un ajuste preciso de los mismos.

Durante el entrenamiento tenemos que tener en cuenta los siguientes conceptos:

» Learning Rate: Determina la magnitud de los ajustes de peso en cada
iteracion del algoritmo de optimizaci 6n. Una tasa de aprendizaje mas alta
puede acelerar el entrenamiento, pero también puede causar oscilaciones o
incluso divergencia en el proceso de optimizaci on.

= Momentum: Es un parametro que ayuda a acelerar la convergencia y suaviza
el proceso de optimizacion. Permite que el optimizador acumule velocidad
en la direccion del gradiente y reduce la cantidad de oscilaciones durante el
entrenamiento.

» Batch Size: Es el nimero de ejemplos de entrenamiento que se utilizan en una
iteracion del algoritmo de optimizaci 6n. El uso de lotes mas grandes puede
acelerar el entrenamiento al permitir el procesamiento paralelo de ejemplos,
pero también puede requerir m as memoria.

» Funcion de pérdida: Es una medida que cuanti ca la discrepancia entre las
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predicciones de la red y los objetivos reales en los datos de entrenamiento.
Durante el entrenamiento, el objetivo es minimizar esta funci 6n de pérdida
para mejorar la precision de la red.

» Epoch: Es un ciclo completo a través de todo el conjunto de datos de
entrenamiento. En cada época, la red procesa y actualiza sus paametros
utilizando cada ejemplo al menos una vez. El entrenamiento puede constar
de mdultiples épocas para permitir que la red aprenda de manera mas
completa los patrones en los datos.

= Qvertting: Ocurre cuando la red se ajusta demasiado a los datos de
entrenamiento y no generaliza bien a nuevos datos. Para evitar el sobreajuste,
se pueden utilizar t écnicas como la regularizacibn y la validaci 6n cruzada
durante el entrenamiento.

= Criterio de nalizacion de entrenamiento:  Determina el momento o situaci 6n
gue marca el n del entrenamiento. Hay diversos criterios para nalizar el
entrenamiento de una red neuronal, aunque en nuestro caso sela por un error
de prediccion menor a cierto umbral, hay otras t €cnicas como maximo numero
de iteraciones y estabilizacion del error en los datos de entrenamiento.

3.1.5. PilotNet

Podemos encontrar referencias del uso y aplicacon de esta red en [1], donde
PilotNet se utiliza para el control aut 6nomo de veh’culos. En este trabajo, se esta
red para predecir la direcci 6n de conduccion a partir de im agenes de la @mara del
veh’culo, lo que permite a un coche autébnomo tomar decisiones en tiempo real sobre
el rumbo a seguir. Adem as en otro trabajo de Bhattacharyya [2], se revisa el uso de
esta red para la conduccion de veh’culos autbnomos.
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Figura 3.1: Infraestructura PilotNet

PilotNet consta de 9 capas, que incluyen una capa de normalizacion, 5 capas
convolucionales y 3 capas fully-connected o densas. Las 2 primeras capas
convolucionales usan un stride de 2x2 y un kernel de 5x5, mientras que las 3
Gltimas no tienen stridey poseen un kernel de 3x3.

Las 3 capas fully-connected fueron disefiadas para funcionar como un
controlador de direcci 6n, pero no es posible saber exactamente q& partes actian
como tal. Las activaciones de los mapas de nivel superior se convierten en
mascaras para las activaciones de niveles inferiores utilizando el siguiente
algoritmo:

1. En cada capa, las activaciones de los mapas de caractésticas se promedian.

2. El mapa con el promedio mas alto se escala se@n el tamafio del mapa de la
capa de abajo.

3. El mapa promediado aumentado de un nivel superior se multiplica despu és
con el mapa promediado de la capa de abajo, lo que resulta en una mascara de
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tamano intermedio.

4. La mascara intermedia se escala al tam&o de los mapas de la capa inferior de
la misma manera que en el paso 2.

5. EI mapa intermedio mejorado se multiplica nuevamente con el mapa
promediado de la capa de abajo.

6. Los pasos 4 y 5 se repiten hasta que se alcanza la entrada. Laltima m ascara,
que tiene el tamario de la imagen de entrada, se normaliza a un rango de 0-1y
se convierte en la mascara de visualizacion nal.

3.1.6. DeepPilot

Figura 3.2: Infraestructura DeepPilot

Podemos encontrar en la literatura ejemplos como el caso del artculo publicado
por Leticia Oyuki Rojas-Perez, DeepPilot: A CNN for Autonomous Drone Racifg],
donde se analiza y muestra esta red como una de las nas ables para el control de
drones con redes neuronales extremo a extremo.

El fundamento de esta CNN, consiste en que recibe imagenes de la @mara del
dron y predice 4 6rdenes de vuelo que representan la posicion angular del dron en
yaw, pitch y roll, y la componente vertical de la velocidad, re ri  éndose a la altitud.

Se basa en tener 3 modelos que corren paralelamente, uno para pitch y roll,
otro para yaw y otro para la altitud. Debido a la exibilidad de Keras !y
TensorFlow?, se pueden ejecutar a la vez estos 3 modelos con la misma arquitectura
(la Unica diferencia seran los pesos). Cada rama tendié 4 capas convolucionales, 3

Ihttps://keras.io/
2https://lwww.tensorflow.org/
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modulos de interceptacion, 1 capa totalmente conectada y 1 capa de regresin.
Cuando se entrena esta red neuronal, a cada ndbdulo se le pasa un conjunto de
datos donde el movimiento predominante sea el que se quiere entrenar.

En trabajos como el de Conduccion autbnoma de un veh’culo en simulador mediante
aprendizaje extremo a extremo basado en vd@Nanessa Martnez [4] se plantea el
uso de imagenes consecutivas como entrada, para &adir una tendencia de
movimiento y reducir el n Umero de capas. Primero se hace una aproximacdn con
un fotograma, pero haciendo pruebas con 2, 4, 6 y 8 fotogramas se observa que al
afadir m as fotogramas a la entrada, se adla con un proceso de memoria, ya que
contienen una tendencia de movimiento.

Figura 3.3: Fotogramas apilados DeepPilot

3.2. Infraestructura de un UAS

El control en drones es una disciplina compleja que implica la gestion y
coordinacion de varios subsistemas para asegurar un vuelo estable y seguro. Para
entender completamente como operan los drones y disefiar aplicaciones
espec cas, es esencial desglosar sus componentes y analizar cada uno de ellos en
detalle. Un UAS consta de seis elementos principales, cada uno de los cuales
desempeiia un papel fundamental en el funcionamiento general del sistema. Estos
elementos son:
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3.2.1. UA (Unmanned Aircraft)

ElIUA, o Aeronave No Tripulada, es la parte principal del sistema. Es la aeronave
en s misma, que puede variar en tamafio, formay capacidad segin su uso previsto.
En nuestro caso se considera que trabajaremos con UAS de tipo MAV o Small UAS.
En su caso el Crazy ie 3 como MAV y el Tello 4 como Small UAS. Los MAV ( Micro Air
Vehicle$ son drones pequefios, ligeros y altamente maniobrables, disefiados para
misiones espec cas como la inspecci6n de infraestructuras o la vigilancia. Por otro
lado, los Small UASson drones de tamafio compacto, faciles de transportar y operar,
ideales para tareas como la fotografa aérea, la cartografa o el entretenimiento. Otras
caractersticas que podemos encontrar en la literatura, como es el caso del trabajo de
Fin de Master de Pedro Arias Perez, Infraestructura de programacion de robots aereos y
aplicaciones visuales con aprendizaje profudilee describen en laimagen 3.4.

Figura 3.4: Clasi caci 6n de UAV's

3.2.2. Estacion de control

La estacibn de control es desde donde se maneja el UA. Puede ser una estadn
terrestre, una consola de control remoto u otro dispositivo desde el cual el
operador humano interactta con el sistema. Tenemos 2 modos principales,
automatico y semi-automatico. La idea del trabajo es que el dron se controle de
manera automatica ante estmulos reactivos, aunque implementaremos tambi én

Shttps://www.bitcraze.io/products/crazyflie-2-1/
4https://store.dji.com/es/shopl/tello-series
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soluciones semi-automaticas para la implementacion del autopiloto.
QGroundControl °® es un ejemplo de software que nos permite usar un ordenador
como estacbn de control, este software nos permite comunicarnos con el dron
mostrando sus métricas, parametros de vuelo y herramientas de plani caci 6n de
vuelo. Se puede ver una vista de la aplicacion en laimagen 3.5

Figura 3.5: QGroundControl

3.2.3. Enlace de datos y puertos

El enlace de datos y los puertos son los canales de comunicaddn que permiten la
transmisi 6n de datos entre el UA y la estacion de control. Esto puede incluir enlaces
de radio, redes de comunicacion por satélite u otros medios de comunicacion. Es
crucial garantizar una comunicaci 6n estable y segura entre la estacbn de control y
el UA para una operaci 6n efectiva y segura del sistema.

3.2.4. Cargade pago

La carga de pago se re ere a cualquier equipo o dispositivo que se transporte y
utilice en el UA para llevar a cabo una tarea espec’ ca. Esto puede incluir c amaras,
sensores, sistemas de entrega u otros dispositivos especializados. En nuestro caso,
la carga de pago consistira en dos camaras. La ventral sera utilizada para tener la
referencia del suelo y mantener la altura, mientras que la camara frontal servir a
para la aplicacion en s, ya sea el seguimiento de I'neas o el cruce de ventanas. Esto

Shttp://ggroundcontrol.com/
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