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Resumen

El céncer de pancreas es una de las neoplasias mds agresivas, caracterizada por su baja tasa de
supervivencia y una elevada heterogeneidad molecular. En los dltimos afos, la creciente dis-
ponibilidad de datos multi-6micos ha abierto nuevas oportunidades para caracterizar subtipos
moleculares que puedan mejorar el diagndstico, el prondstico y la personalizacion del trata-

miento.

El objetivo principal de este trabajo ha sido implementar y evaluar algoritmos de integra-
cién multi-Omica con el propodsito de identificar subtipos moleculares en cohortes de pacientes
con cancer de pancreas. Para ello, se han utilizado datos publicos del proyecto LinkedOmics
(CPTAC-PDAC), y los métodos aplicados han sido Group Aggregation via UMAP Data Inte-
gration (GAUDI), Recursive Embedding and Clustering (REC), desarrollado por Spotify y que
combina UMAP y HDBSCAN, y Deep Recursive Embedding (DRE).

Frente a estos algoritmos se encuentran otros enfoques previamente exitosos en otros con-
textos de andlisis multi-6mico, como Similarity Network Fusion (SNF), NEighborhood based
Multi-Omics clustering (NEMO) o Multi-Omics Factor Analysis (MOFA).

Cabe senalar que los métodos de integracion multi-omica probados no han ofrecido resul-
tados 6ptimos de manera inmediata, por lo que el trabajo se ha centrado en ajustar y optimizar
distintos parametros de cada algoritmo, buscando maximizar su desempefio. Una posible aplica-
cion futura de este tipo de andlisis es la implementacion de tratamientos personalizados: cono-
cer el subtipo molecular al que pertenece un paciente permitiria disefiar estrategias terapéuticas

mucho més especializadas y dirigidas.

La supervivencia ha sido el principal indicador utilizado para validar los resultados, ana-
lizando si existe relacién entre los clusters identificados y las tasas de supervivencia de los
pacientes. El principal desafio abordado ha consistido en el uso de métodos de aprendizaje no
supervisado, dado que no se dispone de etiquetas previas que indiquen a qué clister pertenece
cada paciente. Como aproximacion inicial, se ha empleado el paquete InterSIM, una herramien-
ta bioinformatica que permite generar datos multi-6micos sintéticos con estructuras de cldsteres
conocidas, facilitando la evaluacion, calibraciéon y comparacion de la efectividad de los algorit-

mos aplicados en un entorno controlado.
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Capitulo 1

Introduccion

En este primer capitulo se exponen las motivaciones y el contexto que sustentan el presente
Trabajo de Fin de Grado (TFG). Asimismo, se detallan los objetivos principales de nidos al
inicio de la investigacion, los cuales se han intentado alcanzar mediante la metodologia desa-
rrollada y descrita en detalle. Finalmente, se ofrece un breve resumen de la estructura de la
memoria, indicando los temas abordados en los capitulos siguientes, asi como en este.

1.1. Contexto y motivacion

El andlisis 6mico ha experimentado un avance exponencial en las ultimas décadas, permi-
tiendo estudiar de forma masiva y simultdnea diferentes capas de informacion biolégica, como
el genoma, el transcriptoma y el proteoma. Esta capacidad ha abierto nuevas posibilidades para
entender la complejidad molecular de enfermedades como el cancer. No obstante, la investi-
gacién en cancer de pancreas todavia depende en gran medida de fuentes no 6micas: datos
clinicos, de imagen, histoldgicos, biomarcadores séricos y modelos predictivos basados en es-
tas variables. Si bien estos enfoques han permitido importantes avances en el diagndéstico y
prondstico, sus limitaciones para captar la heterogeneidad molecular del tumor han impulsa-
do el interés por integrar datos tradicionales con datos moleculares, combinandolos de manera
coherente mediante nuevos algoritmos y estrategias computacionales.

El cancer de pancreas es actualmente uno de los mayores retos de la oncologia, siendo uno
de los tumores mas letales y dificiles de tratar, con una tasa de supervivencia a cinco afos infe-
rior al 10% [1]. Desde nales del siglo XIX, cuando comenzé a describirse clinicamente, hasta
hoy, el progreso ha sido limitado, debido principalmente a su diagnéstico tardio, la ausencia

1



CAPITULO 1. INTRODUCCION

de sintomas especi cos en fases tempranas y la alta resistencia a tratamientos convencionales
[2]. A partir de los afios 2000, los avances en tecnologias émicas y la generacion de grandes
consorcios internacionales, como The Cancer Genome Atlas (TCGA), han permitido mapear
Su paisaje genético y molecular, identi cando mutaciones recurrentes en genes como KRAS,
TP53, CDKN2A y SMAD4 [3]. Sin embargo, aspectos clave como la pureza del tumor (es
decir, la proporcion real de células tumorales frente a otras células del microambiente) siguen
representando un desafio para interpretar adecuadamente los datos moleculares generados.

Entre los métodos mas destacados para la integracion multi-Omica se encuentran enfoques
basados en redes, como Similarity Network Fusion (SNF), que combinan datos de diferentes
Omicas para mejorar la agrupacion de muestras; métodos probabilisticos y bayesianos, que per-
miten capturar la incertidumbre y las relaciones complejas entre capas de datos; técnicas de
factorizacion matricial, como MOFA (Multi-Omics Factor Analysis), que identi can factores
latentes compartidos representando la variabilidad comun; y aproximaciones basadas en apren-
dizaje profundo, que aplican redes neuronales para modelar integraciones no lineales y de gran
complejidad. Estos enfoques han mostrado resultados prometedores en la identi cacidén de sub-
tipos moleculares y en la mejora de la prediccion clinica en cancer [4][5].

La motivacion principal de este trabajo surge, por tanto, de la necesidad y el interés cienti-
co por mejorar la caracterizacion bioldgica del cancer de pancreas, una enfermedad altamente
agresiva y con mal pronéstico, aprovechando las oportunidades que ofrecen los datos dmicos
de alta resolucién y los algoritmos de integracion multi-Omica.

1.2. Objetivos

El objetivo nal de este proyecto es contribuir al avance hacia una medicina personalizada en
cancer de pancreas mediante el andlisis integrado de datos multi-6micos, utilizando algoritmos
avanzados de clusterizacion para identi car subtipos moleculares y superar las limitaciones de
los enfoques tradicionales basados Unicamente en datos clinicos [6][7].

Como objetivos especi cos y que se pueden diferenciar en este proyecto, existen:

1. Analizar criticamente el estado del arte sobre el uso de técnicas de clusterizacion en el
contexto del cancer de pancreas, con especial atencion a enfoques multi-Omicos.

2. Disefiar un marco experimental que combine el uso de datos simulados y reales para
evaluar el rendimiento de diferentes algoritmos de integracion y clusterizacion.
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3. Seleccionar y preparar una base de datos publica de muestras de pacientes con adenocar-
cinoma ductal pancreatico (PDAC), asegurando su adecuacion técnica y biolégica para el
analisis multi-6mico.

4. Evaluar el rendimiento y la robustez de diversos algoritmos de clusterizacion (como
GAUDI, REC y DRE), aplicandolos tanto a datos simulados como reales.

5. Explorar la estructura latente de los datos utilizando técnicas de reduccién de dimensio-
nalidad para facilitar la interpretacion biolégica de los subgrupos identi cados.

6. Investigar la relacién entre los clusters obtenidos y factores biologicos relevantes (meti-
lacion, expresion génica, proteinas), asi como su asociacion con la supervivencia clinica.

1.3. Metodologia

En el presente TFG, los lenguajes de programacion utilizados han sido Python y R, selec-
cionados para aprovechar al maximo las capacidades de cada algoritmo y asegurar su imple-
mentacion en los entornos o ciales recomendados.

La metodologia adoptada en este trabajo ha sido disefiada para dar respuesta a los objetivos
planteados, mediante un enfoque progresivo que incluye el andlisis de datos simulados y reales,
y la implementacion de algoritmos avanzados de integracion y clusterizacion.

Primero, se llevé a cabo una revision sistematica de la literatura cienti ca y de las herra-
mientas disponibles para la integracion multi-Gmica, identi cando enfoques prometedores para
el andlisis de datos en cancer de pancreas.

Para el analisis con datos reales, se seleccioné el conjunto de datos CPTAC-PDAC disponi-
ble en la plataforma LinkedOmics [8], que proporciona informacion gendmica, transcriptomica
y protedmica de pacientes con PDAC. Estos datos fueron descargados, preprocesados y limpia-
dos para garantizar su compatibilidad con los algoritmos seleccionados.

De forma complementaria, se generaron datos sintéticos con el paquete InterSIM [9], que
permite simular estructuras multi-6micas con clusters conocidos. Esto permitié validar experi-
mentalmente la capacidad de los algoritmos para recuperar la estructura subyacente en condi-
ciones controladas.

Se aplicaron los algoritmos GAUDI, REC y DRE, disefiados especi camente para integrar
multiples capas 0micas y detectar patrones latentes no lineales. Su implementacion se realiz6 en
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entornos computacionales apropiados, siguiendo las recomendaciones metodoldgicas originales
de cada herramienta.

La evaluacién de resultados incluyé métricas internas consdheluette scorgy externas
como la concordancia con los clisters conocidos en los datos simulados. Ademas, se utilizd
el paquete MOVICS [10] como herramienta de apoyo para estimar el nUmero 6ptimo de clus-
ters mediante criterios como ghap statisticy clustering prediction indeXCPl), y validar la
estabilidad de los agrupamientos obtenidos.

En el andlisis con datos reales, se exploré la relevancia clinica de los clisters mediante
analisis de supervivencia (Kaplan-Meielog-rank tesf [11, 12].

Para facilitar la interpretacion, se aplicaron técnicas de reduccién de dimensionalidad como
UMAP, permitiendo visualizar los clusters en el espacio latente. También se analizaron los
factores dmicos que mas in uian en la clusterizacion medi&hkt&P value$13] aplicados a
los modelos de clustering.

1.4. Estructura de la memoria
En este punto se hace un breve resumen de los temas que se han tratado en cada capitulo:

= Capitulo 1. Introduccion y objetivos. Este capitulo inicial ofrece una vision general
del contexto en el que se enmarca el trabajo, abordando la relevancia de la integracion
multidmica en el estudio del cancer y los retos actuales en la identi cacion de subtipos
moleculares. Se presentan los objetivos generales y especi cos del proyecto, seguidos de
una descripcién de la metodologia global adoptada. Por ultimo, se introduce la estructura
del documento, facilitando la comprension del hilo conductor del trabajo.

= Capitulo 2: Conceptos previosEn este apartado se recogen los conocimientos tedricos
necesarios para entender el enfoque adoptado en el estudio. Se explican los fundamentos
de la clusterizacién no supervisada, la reduccién de dimensionalidad y la integracion
de datos multidmicos. Asimismo, se justi ca la eleccién del cancer de pancreas como
patologia de interés, destacando sus caracteristicas moleculares y su complejidad desde
el punto de vista del analisis bioinformético.

= Capitulo 3. Datos y métodosSe establece la necesidad de crear un conjunto de datos
sintéticos desde cero y de variar los parametros y procesos seguidos con el objetivo de que
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se parezcan lo maximo posible a los reales con los que se va a trabajar mas adelante. Se
comentan también los datos seleccionados de una base de datos reales, con los que poner
a prueba los algoritmos tras haber observado su desempefio con los datos sintéticos.

Este capitulo aborda tanto la generacién de datos sintéticos como la preparacion de datos
reales. Se describe el uso del paquete InterSIM [9] para simular datos multiGmicos con
caracteristicas similares a las observadas en estudios reales, detallando los parametros
utilizados y su impacto en la estructura de los datos. También se explican los criterios
de seleccion de los datos reales (procedentes de LinkedOmics [8]), asi como el prepro-
cesamiento realizado. Finalmente, se presentan los distintos algoritmos de integracién y
clustering utilizados, y las herramientas de validacion empleadas.

= Capitulo 4: Experimentos y resultados.En este capitulo se exponen y analizan los re-
sultados obtenidos a partir de los distintos conjuntos de datos. La seccion se organiza en
funcion del tipo de datos utilizados: en primer lugar, se muestran los resultados sobre un
primer conjunto de datos simulados, seguido de una segunda simulacidon mas ajustada a
las caracteristicas del cancer de pancreas. Posteriormente, se presentan los resultados ob-
tenidos con datos reales. Cada seccion incluye visualizaciones, comparaciones entre algo-
ritmos, evaluacién de la estabilidad de los clusters y analisis de su signi cado biolégico.
Se dedica ademas un apartado especi co al analisis de supervivencia, como herramienta
de validacion clinica de los resultados.

= Capitulo 5: Conclusiones y lineas futurasl documento concluye con un analisis cri-

tico de los principales resultados, identi cando las limitaciones metodolégicas, técnicas
y conceptuales encontradas a lo largo del proyecto. Se re exiona sobre la utilidad de
los algoritmos empleados y sobre el impacto de los parametros y caracteristicas de los
datos en los resultados obtenidos. A continuacion, se proponen lineas de trabajo futuras
orientadas a mejorar la calidad de las simulaciones, incorporar nuevas fuentes de datos,
explorar otros enfoques de integracion y validar clinicamente los cllsters identi cados
mediante variables adicionales como supervivencia, respuesta al tratamiento o expresion
de biomarcadores. El capitulo cierra con una breve mencién a los aprendizajes adquiridos
durante el desarrollo del proyecto a nivel técnico y cienti co.



CAPITULO 1. INTRODUCCION




Capitulo 2

Conceptos previos

Con el n de facilitar la comprensién de la metodologia y los resultados presentados en
este trabajo, se introduce a continuacién una breve explicacion de los conceptos fundamentales
sobre los que se sustenta el analisis realizado. Este apartado tiene como objetivo proporcionar
el contexto necesario para que cualquier lector, independientemente de su formacién especi-
ca en bioinformética o biologia molecular, pueda interpretar adecuadamente los contenidos
desarrollados.

2.1. Cancer de pancreas

El cancer de pancreas, y en particular el PDAC, representa una de las neoplasias mas agre-
sivas y con peor prondstico dentro de la oncologia actual. Su diagndstico se produce habitual-
mente en fases avanzadas debido a la ausencia de sintomas especi cos en etapas tempranas, lo
gue limita notablemente las opciones terapéuticas y reduce signi cativamente la supervivencia
media de los pacientes [14].

Desde el punto de vista molecular, el PDAC se caracteriza por una elevada heterogeneidad,
tanto intertumoral como intratumoral, con mutaciones frecuentes en genes clav&KR#8§o
TP53 SMAD40 CDKN2A[15]. Sin embargo, estas alteraciones genéticas no explican por si
solas la diversidad clinica y biologica observada en los pacientes. A ello se suma un microam-
biente tumoral particularmente complejo, con una abundante presencia de tejido estromal que
di culta la obtencidn de muestras tumorales puras y compromete la interpretacion precisa de los
datos 6micos. Esta baja pureza tumoral representa un obstaculo considerable para los estudios
de clasi cacién molecular y analisis de subtipos tumorales [6].

7
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En este contexto, la integracion de datos multi-omicos (gendémicos, transcriptomicos, epige-
ndémicos, protedmicos, entre otros) adquiere una relevancia fundamental [16]. En primer lugar,
permite abordar de manera mas completa la complejidad del PDAC, al combinar distintas capas
de informacion que aportan perspectivas complementarias sobre la biologia tumoral. Esta apro-
ximacién facilita la identi cacion de subtipos moleculares robustos, mejora la estrati cacion
de pacientes y puede revelar rmas bioldgicas con valor prondstico o predictivo que no serian
detectables mediante analisis uniémicos.

Asimismo, la integracion multi-6mica permite superar algunas de las limitaciones derivadas
de la baja pureza tumoral, ya que la combinacion de multiples fuentes de informacién puede
ayudar a distinguir con mayor precision las sefales especi cas del tumor de aquellas derivadas
del estroma o del tejido normal adyacente. Ademas, este enfoque incrementa la capacidad para
identi car nuevas dianas terapéuticas, al poner de relieve alteraciones funcionales que emergen
solo cuando se consideran conjuntamente los distintos niveles de regulacion molecular [17].

En de nitiva, la aplicacion de estrategias integrativas en el analisis del cancer de pancreas
resulta esencial para avanzar hacia una caracterizacion mas profunday precisa de la enfermedad,
y constituye un paso clave en el desarrollo de enfoques de medicina personalizada mas e caces
para este tipo tumoral de tan mal prondstico.

2.1.1. Datos 6micos e integracion multiomica

Los datos dmicos, ya mencionados, hacen referencia a diferentes niveles de informacion
biolégica obtenida a través de tecnologias de alto rendimiento. Cada una de estas capas 6micas
ofrece una perspectiva complementaria sobre el funcionamiento de las células y tejidos. Entre
las capas mas comunes se encuentran:

» Gendmica: analiza la secuencia del ADN, identi cando mutaciones, variantes estructura-

les y alteraciones genéticas asociadas a enfermedades.

= Transcriptomica: mide la expresion génica a partir del ARN mensajero, permitiendo de-
terminar qué genes se encuentran activos en un momento determinado.

= Protedmica: estudia la cantidad, estructura y modi caciones de las proteinas expresadas
por una célula, las cuales son responsables directas de funciones bioldgicas especi cas.
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= Metilacion del ADN (epigenomica): analiza modi caciones quimicas del ADN que regu-
lan la expresion génica sin alterar la secuencia, siendo clave para procesos de desarrollo
celular y patologias como el cancer.

La disponibilidad conjunta de estos datos permite una caracterizacion integral del estado mole-
cular de las células.

La integracion de datos 6micos (multidmica) consiste en combinar varias de estas capas para
obtener una visibn mas completa y robusta del sistema bioldgico. Esta aproximacion permite
identi car interacciones entre distintas capas de regulacién molecular y mejorar la capacidad
de identi car subgrupos biolégicamente relevantes [18, 19].

Esta puede realizarse mediante distintas estrategias [20]:

= Integracion tempranaérly integratior): se concatenan todos los datos en una unica ma-
triz antes del analisis. Dicha integracion se puede observar en el algoritmo REC, donde
primero se agrupan todas las 6micas y luego se pasa a la reduccion de dimensionalidad.

= Integracion intermedia: se extraen representaciones intermedias (por ejemplo, mediante
reduccion de dimensionalidad) y luego se combinan. Este método es el usado por el algo-
ritmo GAUDI, que aplica primero UMAP a cada uno de los datos 6micos, tras lo que se
concatenan en una Unica matriz.

= |ntegracion tardialdte integration): se analizan los datos por separado y se integran los
resultados.

El proceso de integracion presenta multiples desafios metodoldgicos, como la heterogeneidad
en escalas, distribuciones y niveles de ruido entre las diferentes capas. Para abordar estos retos,
se han desarrollado numerosos algoritmos que permiten una fusién efectiva de los datos, inclu-
yendo métodos estadisticos, enfoques basados en redes y técnicas de aprendizaje automatico y
aprendizaje profundo [21].

2.1.2. Subtipos moleculares

Los subtipos moleculares hacen referencia a categorias biolégicas derivadas de la expresion
génica, mutaciones u otros patrones émicos, que permiten dividir una enfermedad en grupos
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biologicamente mas homogéneos. Esta estrati cacion se basa en caracteristicas internas de la
enfermedad, no visibles clinicamente, y puede ofrecer informacién crucial para el diagnéstico,
prondstico y tratamiento personalizado.

En el contexto del cancer de pancreas, diversos estudios han propuesto clasi caciones mo-
leculares basadas en transcriptomica, metilacion y protedmica, revelando la existencia de sub-
grupos con diferente prondstico y respuesta terapéutica [6]. Algunos ejemplos son:

= Collissonetal. (2011) identi caron tres subtipos transcriptomictassical quasi-mesenchymal
y exocrine-likeg22].

= Moftt et al. (2015) propusieron dos subtipos epitelialetagsicaly basal-lik§ y dos
estromalesr(ormaly activated [23].

= Bailey et al. (2016) ampliaron esta vision con cuatro subtipggamougpancreatic pro-
genitor, ADEX e immunogeni¢6].

= Lomberk et al. (2018, 2020) y otros autores han integrado transcriptémica y metilacion
para de nir subtipos mixtos epiteliales y estromales [24].

= En el &mbito protedmico, Sinkala et al. (2020) identi caron dos subgrupos asociados a
diferentes rutas de sefalizacion (nTOR vs SMAD) [25].

Aunque existen matices entre estudios, se ha consolidado una distincion general entre tumores
classical(mas diferenciados, mejor prondsticobasal-like(menos diferenciados, mas agresi-
VOS) [26].

2.2. Aprendizaje no supervisado

El aprendizaje no supervisado es un paradigma del aprendizaje automéatico que permite ana-
lizar datos no etiquetados con el n de descubrir patrones, relaciones internas o agrupaciones
naturales. A diferencia del aprendizaje supervisado, que requiere conjuntos de datos con resul-
tados conocidos, el aprendizaje no supervisado explora la estructura latente de los datos para
generar hipotesis o segmentaciones iniciales [27].

Este enfoque resulta especialmente Gtil en el analisis dmico, donde muchas veces no se dis-
pone de una clasi cacion previa de los pacientes o de las caracteristicas moleculares. La clus-
terizacion y la reduccion de dimensionalidad son ejemplos clasicos de técnicas de aprendizaje
no supervisado [28].
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2.2.1. Clusterizacion

La clusterizacion constituye una técnica de aprendizaje automatico no supervisado que per-
mite agrupar elementos en subconjuntos denomineldsteres de manera que los elementos
dentro de un mismo grupo presentan una mayor similitud entre si que con los de otros grupos.
En el ambito biomédico, esta metodologia resulta especialmente Util para identi car subtipos
de enfermedades, caracterizar per les moleculares diferenciados o detectar patrones comunes
entre pacientes, sin necesidad de contar con etiquetas previamente de nidas [29].

Existen multiples enfoques para llevar a cabo la clusterizacion, desde métodos tradicionales
como k-means o la clusterizacion jerarquica, hasta algoritmos mas avanzadodiecanchi-
cal Density-Based Spatial Clustering of Applications with N¢i#BBSCAN), o incluso mode-
los basados en aprendizaje profundo, que permiten capturar relaciones no lineales y estructuras
complejas presentes en los datos [30].

El algoritmo k-means agrupa los datosketilsteres en funcion de sus caracteristicas. Re-
guiere de nir previamente el nUmero de cllsteres que se desea obtener. Inicialmente, se asignan
aleatoriamenté centroides a determinados puntos del espacio. A continuacion, cada muestra
se asigna al centroide mas cercano, y estos se actualizan como el promedio de todas las mues-
tras asignadas a cada clUster. Este proceso se repite iterativamente hasta que la posicion de los
centroides converge y deja de cambiar signi cativamente [31].

En contraste, la clusterizacion jerarquica no requiere especi car el nimero de clusteres con
antelacién, ya que este puede determinarse posteriormente a partir del dendrograma (estructura
de arbol) generado por el algoritmo. En este método, se parte considerando cada muestra como
un cluster individual. A continuacién, se calcula la distancia entre todos los clusteres y se fu-
sionan los dos mas cercanos. Este proceso se repite de forma sucesiva hasta agrupar todos los
elementos en un Unico cluster, generando una jerarquia que re eja las relaciones de similitud
entre los datos [32].

El algoritmo HDBSCAN representa un enfoque mas avanzado, ya que combina conceptos
de densidad (cantidad de puntos en una region del espacio) y jerarquia. A partir de un grafo de
distancias basado en densidad, construye un arbol jerarquico de cllsteres, que posteriormen-
te condensa para eliminar divisiones poco signi cativas. Finalmente, extrae los cliusteres mas
estables y clasi ca los puntos como pertenecientes a un cluster o nadw(outliers), sin
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necesidad de especi car el niumero de clusteres de forma previa [33].

2.2.2. Reduccidon dimensional

La reduccion de dimensionalidad comprende un conjunto de técnicas destinadas a trans-
formar conjuntos de datos con un elevado niumero de variables en representaciones de menor
dimensién, tratando de preservar la maxima cantidad de informacion relevante posible. Esta
transformacion es especialmente valiosa también en el analisis de datos émicos, donde cada
muestra puede contener miles de caracteristicas (como genes, proteinas o sitios de metilacion),
lo cual di culta tanto el andlisis estadistico como su visualizacion [34].

Este proceso ha adquirido un papel clave en el presente trabajo, ya que ha permitido visua-
lizar los clUsteres en un espacio bidimensional, facilitando asi la supervision y validacion de los
algoritmos de clusterizacién aplicados (GAUDI, REC y DRE).

Entre los métodos mas utilizados para la reduccién de dimensionalidad se encuentran el
Andlisis de Componentes Principales (PCiAJjstributed Stochastic Neighbor Embedditg
SNE) y Uniform Manifold Approximation and ProjectioJMAP). Estas técnicas permiten
representar los datos en dos o tres dimensiones, facilitando la identi cacion visual de clusteres
y estructuras internas complejas en el conjunto de datos [35] [36] [37].

En este proyecto se ha empleado principalmente UMAP, dado que se ha demostrado mas
e ciente computacionalmente que t-SNE y con una mejor preservacion de la estructura global
del espacio original. UMAP se fundamenta en principios del dlgebra topolégicay el aprendizaje
de manifolds, y opera en dos fases principales [38, 39]:

1. Construccién del grafo en el espacio de alta dimension:
» Se estima la distribucion de probabilidad de los vecinos mas cercanos de cada punto
(mediante el pardmetiode vecinos).

= Se construye un grafo ponderado (o red de puntos) que re eja la estructura del es-
pacio original, donde los pesos asignados a las aristas representan la similitud entre
puntos.

2. Optimizacion en el espacio de baja dimensién:

= Se proyectan los puntos en un espacio de 2 o 3 dimensiones tratando de conservar
las relaciones del grafo original.



2.2. APRENDIZAJE NO SUPERVISADO 13

= Se aplica una técnica de minimizacion de una funcion de pérdida (analoga a la uti-
lizada en t-SNE), con el objetivo de mantener préximos entre si a los puntos origi-
nalmente vecinos y alejar aquellos que no lo eran.

Los parametros mas relevantes de UMAP son [38]:

= n_neighbors: nimero de vecinos (muestras) considerados para de nir la escala de la es-
tructura local a preservar. Valores bajos enfatizan detalles locales, mientras que valores
altos re ejan patrones globales.

= min_dist: controla la distancia minima entre los puntos en el espacio reducido. Cuanto
menor sea este valor, mas compactas seran las agrupaciones resultantes.

= n_components: nimero de dimensiones del espacio proyectado (habitualmente 2 o 3).

2.2.3. Validacion

A diferencia del aprendizaje supervisado, donde se dispone de etiquetas conocidas para eva-
luar el rendimiento de los modelos, en el aprendizaje no supervisado la validacion de resultados
representa un desafio considerable. No obstante, existen métricas e indicadores que permiten
evaluar la coherencia interna de los clusteres y su relevancia bioldgica o clinica.

Estas métricas pueden clasi carse en validacion interna, que evalla la calidad de los clus-
teres en funcion de la estructura de los datos, y validacion externa, que se basa en informacion
adicional, como variables clinicas o resultados prondsticos.

Uno de los enfoques de validacion externa mas relevantes en estudios oncologicos es el
andlisis de supervivencia, particularmente mediante el método de Kaplan-Meier, que estima la
probabilidad de supervivencia a lo largo del tiempo para cada grupo de pacientes (cluster). Silos
clusteres identi cados presentan curvas de supervivencia signi cativamente distintas —evalua-
das mediante el log-rank test— se considera que la segmentacion podria tener un valor clinico.

Este tipo de validacion es crucial en contextos biomédicos, donde no basta con detectar
patrones estadisticos, sino que es necesario demostrar su aplicabilidad clinica y prondstica.

Silhouette score

Entre las métricas internas mas utilizadas se encuentra el indice de sillnetagtte scorg
gue permite cuanti car la calidad de una clusterizacion midiendo qué tan bien esta asignado
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cada punto a su cluster [40, 41].

Para cada punto, se calcula la distancia media a los puntos de su propio cllster y se compara
con la distancia media al cluster mas cercano. El valor del indice de silueta varia entre -1y 1
[40, 41]:

= Valores cercanos a 1 indican que el punto esta bien agrupado (alta cohesion y buena
separacion).

= Valores cercanos a 0 sugieren solapamiento entre clUsteres.

= Valores negativos indican una asignacion errénea.

Esta métrica es util para comparar distintas con guraciones de algoritmos de clusterizacion,
especialmente cuando no se dispone de etiquetas verdaderas.

Andlisis de supervivencia

El andlisis de supervivencia es una técnica clave en estudios clinicos, y se emplea con fre-
cuencia para validar la relevancia de clusteres obtenidos mediante métodos no supervisados en
datos de pacientes [42].

Las curvas de Kaplan-Meier permiten estimar la probabilidad de supervivencia de una co-
horte a lo largo del tiempo, considerando eventos como fallecimiento o recaida. Esta herramien-
ta es fundamental en oncologia para evaluar el impacto de diferentes caracteristicas moleculares
o clinicas sobre la supervivencia [42].

Para comparar la supervivencia entre varios grupos (por ejemplo, clisteres generados por
un algoritmo), se utiliza el log-rank test, una prueba estadistica que evalla si existen diferencias
signi cativas entre las curvas [42]:

= Si p> 0;05, no se puede rechazar la hip6tesis nhlg,(que establece que no hay dife-
rencias signi cativas entre los grupos.

= Sip 0,05, se rechaza la hipétesis nuldp], lo que indica que si existen diferencias en
la supervivencia entre los clUsteres.

La combinacion de estas dos herramientas permite evaluar si los clisteres de nidos tienen un
impacto clinico potencial.
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Ademas, se suele complementar este analisis con el modelo de riesgos proporcionales de
Cox, que permite estimar el efecto de mdultiples variables (como caracteristicas moleculares o
clinicas) sobre la supervivencia [43].

A diferencia de Kaplan-Meier, que es no paramétrico, el modelo de Cox ajusta el riesgo en
funcién de variables explicativas, proporcionando un analisis mas robusto del tiempo hasta el
evento. El parametro principal que se obtiene es el hazard ratio (HR) o razon de riesgos [43]:

= HR = 1: no hay diferencia de riesgo entre los grupos.
= HR >1: el grupo comparado tiene mayor riesgo que el grupo de referencia.

= HR <1: el grupo comparado tiene menor riesgo que el de referencia.

Este modelo resulta especialmente util cuando se desea comprobar si la segmentacién obtenida
mantiene relevancia clinica tras ajustar por posibles factores de confusion.



16

CAPITULO 2. CONCEPTOS PREVIOS




Capitulo 3

Datos y metodologia

El presente capitulo describe en detalle los datos utilizados, el proceso de simulacion, los
algoritmos aplicados y las metodologias empleadas para llevar a cabo el analisis de integraciéon
y clusterizacion multi-6mica.

3.1. Descripcion de los datos

Para llevar a cabo este trabajo, se han empleado dos tipos de datos: simulados y reales. A
continuacion se detallan las caracteristicas, el propdsito de uso y el tratamiento de cada uno de
ellos.

3.1.1. Datos simulados

Dado que el presente estudio se enmarca en un problema de aprendizaje no supervisado,
la primera aproximacién metodoldgica consistié en la generacion de datos simulados. Esta es-
trategia permite trabajar con estructuras de cllsteres conocidas de antemano, lo cual resulta
esencial para validar el rendimiento de los algoritmos de integracién, clustering y reduccion de
dimensionalidad.

Para la simulacion de datos se utilizé el paquete InterSIM [6], desarrollado en R, disefiado
especi camente para generar conjuntos de datos multi-6micos que reproduzcan correlaciones y
estructuras latentes similares a las observadas en datos reales. En particular, se generaron tres
matrices correspondientes a distintos tipos de datos 6micos [44]:

17
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= Genomica (sim.methyl): matriz que recoge los niveles de metilaciéon del ADN en distintas
regiones. Cada la representa una sonda (probe) de metilacién, y los valores se expresan
comobeta valuescon una escala de 0 a 1. El valor O indica ausencia de metilaciony el 1
metilacidn maxima (es decir, la proporcion de citosinas metiladas en cada region).

= Transcriptémica (sim.expr): matriz que representa los niveles de expresion génica de mR-
NA. Cada la corresponde a un gen, y los valores se transforman mediante logaritmo en
base 2 a partir de unidades originales como TPM o FPKM.

= Protedmica (sim.protein): matriz que recoge los niveles relativos de expresion de protei-
nas. Cada larepresenta una proteinay los valores indican la abundancia relativa respecto
a un conjunto de referencia. Los valores negativos indican menor presencia en compara-
cion con la referencia y los positivos, mayor presencia.

El conjunto simulado representa un escenario de andlisis multi-6mico, donde cada muestra (su-
jeto) representa un tumor analizado en su totalithatk), replicando patrones inter- e intradmi-
cos observados en el estudio de cancer de ovario del consorcio TCGA.

Ventajas del uso ddnterSIM

El paquete InterSIM presenta multiples ventajas que lo hacen especialmente adecuado para
estudios metodoldégicos [45]:

= Permite simular multiples capas de datos 6micos de forma simultanea.

= Proporciona control total sobre el nimero de clusteres y su tamafio.

= Mantiene la correlacion tanto dentro de cada capa émica como entre distintas capas.
= Facilita la reproducibilidad mediante el uso de semillas (set.seed()).

= Es util para validar algoritmos de integracion como MOFA, SNF, iCluster o NEMO, asi
como métodos de reduccion de dimensionalidad como UMAP o t-SNE.

InterSIM se basa en la generacién de matrices multivariantes gaussianas que pueden ser enrique-
cidas con estructuras de correlaciéon extraidas de datos reales, permitiendo al usuario especi car
diversos parametros para controlar la simulacion.

Un ejemplo basico de uso en R seria:
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library(InterSIM)
sim <- InterSIM(
n.sample = 100,
cluster.sample.prop = c¢(1/3, 1/3, 1/3),

n.cluster = 3,

n.genes = c¢(100, 100, 100),
do.plot = TRUE

)

Este codigo genera tres matrices émicas correspondientes a las muestras que se requieran,
distribuidas equitativamente en distintos clusteres, con un numero determinado de caracteris-
ticas por tipo de dato. El objeto resultante contiene las matrices simuladas y las etiquetas de
clusteres verdaderas.

Parametros principales de InterSIM

A continuacion, se detallan los pardmetros mas relevantes del paquete [46]:

n.sample: nimero total de muestras (sujetos) a simular.

n.cluster: nimero de cllsteres latentes presentes en los datos.

= cluster.sample.prop: vector con la proporcion de muestras en cada cluster. Debe sumar 1.
Permite simular clisteres homogéneos o heterogéneos.

= n.genes: vector que indica el nimero de variables (genes, proteinas, etc.) por tipo 6mico.

= p.DMP: proporcion de probes que son diferencialmente metilados entre clusteres. Con-
trola la capacidad discriminativa del set de metilacién.

= delta.methyl: magnitud de la diferencia de metilacion entre clisteres.
= delta.expr: magnitud de la diferencia de expresion génica entre clisteres.
= delta.protein: magnitud de la diferencia en la expresion proteica entre clusteres.

= do.plot: booleano que indica si se deben mostrar gra cos representativos de los datos
simulados.
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= sigma.gene, sigma.methyl, sigma.protein: varianzas intra-cluster para cada tipo de dato
(controlan el ruido).

= rho: matriz de correlacion entre los tipos 6micos (si se desea introducir correlacion inter-
omica).

Fases de simulacion

En una primera fase, se generaron cinco conjuntos de datos con 500 sujetos cada uno, va-
riando los parametradelta _methyl, delta_expression, delta_protein y p_ DRI& ejemplo:

= delta_methyl = 0.01, delta_expression = 0.01, delta_protein = 0.8 y p_ DMP = 0.05

(@)

» delta_methyl = 1, delta_expression = 0.02, delta_protein = 0.05y p_DMP =0.05

Posteriormente, en una segunda fase, tras seleccionar los datos reales que se utilizarian en el
analisis, se procedio a realizar simulaciones mas ajustadas a la realidad. Se generaron conjuntos
de datos con 140 sujetos (igual al nimero de sujetos en los datos reales), y se probaron distintas
con guraciones de numero de clusteres (3, 5 y 10), tanto con distribucién homogénea (igual
namero de muestras por clister) como heterogénea (proporciones diferentes).

Para cada con guracion (por ejemplo, 3 clisteres homogéneos o 10 heterogéneos), se rea-
lizaron 10 simulaciones distintas, variando los parametros mencionados anteriordetnte (
ta_methyl, delta_expression, delta_protein y p_ DME objetivo de generar tantos conjuntos
de datos ha sido identi car qué combinacion de parametros generaba datos mas adecuados para
el andlisis y facilitaba una mejor recuperacion de la estructura de clisteres mediante los métodos
empleados posteriormente.

3.1.2. Datos reales

Los datos reales utilizados en este estudio han sido extraidos de LinkedOmics, una plata-
forma web integradora desarrollada para facilitar el andlisis y la visualizacion dendaltibs
omicosderivados de estudios de cancer a gran escala. Esta herramienta forma parte del consor-
cio TCGA (The Cancer Genome Atlas) y actualmente alberga informacién de mas de 10.000
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pacientes pertenecientes a mas de 30 tipos distintos de cancer, convirtiéndose en una fuente
clave para la investigacion oncolégica [47].

LinkedOmics [48] destaca por su capacidad para integrar y proporcionar acceso simultaneo
a datos de naturaleza diversa —transcriptomica, gendmica, epigendémica, proteémica y clini-
ca—, todo ello en un entorno interactivo. Ademas, incorpora herramientas bioinforméaticas que
permiten realizar andlisis estadisticos, comparativos y de correlacion directamente desde la pla-
taforma, lo que facilita estudios exploratorios incluso sin experiencia previa en programacion.

Entre los tipos de datos disponibles en LinkedOmics se incluyen:

= Transcriptémica:

* ARN mensajero (MRNA): niveles de expresion génica cuanti cados mediante tec-
nologias de secuenciacion de Ultima generacion.

* microARN (miRNA) y ARN largos no codi cantes (INcRNA): implicados en la
regulacion epigenética y postranscripcional.

= Gendmica:

» Mutaciones somaticas: alteraciones genéticas adquiridas a lo largo del desarrollo
tumoral.

* SCNV (Somatic Copy Number Variations): variantes estructurales que afectan el
namero de copias de segmentos génicos.

= Protedmica: Datos derivados del CPTAC (Clinical Proteomic Tumor Analysis Consor-
tium), que cuanti ca la abundancia relativa de proteinas mediante espectrometria de ma-
sas, representando una capa funcional clave en el estudio de la biologia tumoral.

= Datos clinicos: Variables como tipo histoldgico, estadio del tumor, supervivencia global y
libre de progresién, edad, sexo, y estado vital, entre otros factores clinicos de relevancia.

Una de las principales ventajas de LinkedOmics es que permite la descarga directa de estos
conjuntos de datos, lo cual resulta esencial para su tratamiento y aofiies Esto posibilita

la aplicacién de algoritmos propios o personalizados, como técnicas avanzadas de integracion
multi-Omica, reduccion de dimensionalidad, clustering no supervisado o modelos de supervi-
vencia, tal como se ha llevado a cabo en el presente trabajo.
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En este estudio, se ha seleccionado una cohorte concreta dentro de la plataforma (detalla-
da en la siguiente seccién) [8], extrayendo matrices de expresion correspondientes a las capas
transcriptomica, proteémica, mutacional y de SCNV, junto con las variables clinicas asociadas
a cada paciente para un posterior analisis de la supervivencia. Estas matrices fueron preproce-
sadas, normalizadas y empleadas en los experimentos de integracion y agrupamiento con el n
de explorar la estructura latente de los subtipos tumorales presentes en la cohorte seleccionada.

3.2. Meétodos

La metodologia empleada en este estudio se ha centrado en la aplicacion y evaluacion de tres
algoritmos de integracion y agrupamiento multi-6mico: GAUDI, REC y DRE. Estos métodos
se han aplicado de forma independiente tanto a los datos simulados como a los reales obtenidos
de LinkedOmics, con el objetivo de identi car subgrupos moleculares latentes.

La eleccidn de estos algoritmos se basa en su demostrado rendimiento en tareas de reduccion
de dimensionalidad e identi cacion de patrones en datos de alta dimensidn, especialmente en
contextos no dmicos. Como ya se ha comentado, el presente trabajo tiene como nalidad evaluar
si estas metodologias mantienen su e cacia al ser aplicadas al complejo entorno de los datos
multi-Omicos, caracterizado por su heterogeneidad y elevada dimensionalidad.

Para validar los agrupamientos generados por cada método, se han empleado métricas cli-
nicas y estadisticas, entre las que destaca el andlisis de supervivencia (Kaplan-Meier y tests
delog-rank), permitiendo evaluar la relevancia bioldgica de los clusters descubiertos. Ademas,
se ha hecho uso del paquégeilti-Omics Integration and Visualization in Cancer Subtyping
(MOVICS [10]) para estimar el numero 6ptimo de clisters. Este integra multiples estrategias
de consenso para el andlisis de subtipos moleculares, entre ellas el mégao statistics
una técnica robusta y ampliamente utilizada para la estimacion de la estructura latente en pro-
blemas de agrupamiento no supervisado. El métodgagestatisticcalcula la diferencia entre
la dispersion intra-cluister de los datos y la esperada bajo permutacion aleatoria, evaluando asi
en qué punto se alcanza una mejora signi cativa en la compactacion de los clusters. El nimero
optimo de clusters corresponde al valor de k que maximiza esta diferencia, es decir, donde el
gapentre los datos observados y los esperados es mayor, indicando una estructura mas solida 'y
no atribuible al azar.
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3.2.1. Algoritmo 1: GAUDI

GAUDI [49] es un algoritmo no supervisado propuesto recientemente para la integracion
de datos multi-6micos y la deteccion de subgrupos biolégicamente relevantes. Fue desarrollado
por el laboratorio de Hirschey en la Universidad de Duke y destaca por combinar técnicas
avanzadas de reduccién de dimensionalidad y agrupamiento basado en densidad, junto con un
enfoque orientado a la interpretabilidad.

Entre sus principales caracteristicas se encuentran:

= |ntegracion multi-6mica simultanea: GAUDI permite integrar distintos tipos de datos
Omicos (como transcriptémica, metilacion del ADN y protedmica) de forma simultanea,
proyectandolos en un espacio comun que capta las relaciones no lineales entre capas, lo
cual es crucial para re ejar la complejidad biolégica de los datos.

= Reduccion de dimensionalidad con UMAP [37]: Cada capa dmica se reduce por separado
utilizando el algoritmo UMAP, que conserva tanto la estructura local como global de los
datos. Esta estrategia facilita una proyeccion informativa en espacios de baja dimension,
optimizando la representacion conjunta de las distintas capas.

= Agrupamiento con HDBSCAN [50]: Una vez concatenados los embeddings UMAP de
cada capa, se aplica HDBSCAN, un algoritmo de agrupamiento robusto que identi ca
clusters de densidad variable sin requerir la especi cacion del nimero de grupos a priori.
Esto es especialmente util en contextos biomédicos, donde la estructura de los datos puede
ser desconocida o heterogénea entre cohortes.

= Interpretabilidad: Una caracteristica diferencial de GAUDI es su enfoque interpretativo.
El algoritmo permite analizar los factores latentes que de nen cada agrupamiento, lo
gue proporciona informacion directa sobre la contribucién especi ca de cada capa 6mi-
ca. Esto favorece tanto la identi cacion de biomarcadores como la comprension de los
mecanismos moleculares subyacentes.

GAUDI se encuentra implementado como un paquete en R, con una interfaz clara que facilita
su incorporacion en ujos de analisis bioinformaticos. El paquete incluye funciones para la pre-
paracion de datos, ejecucion del pipeline, visualizacion interactiva y ajuste de parametros clave
(como el nimero de componentes de UMAP o los umbrales de densidad para HDBSCAN). Su
cbdigo y documentacién estan disponibles publicamente en GitHub [49].

El algoritmo ha sido validado en mdltiples contextos [47]:
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= Cohortes de cancer del proyecto TCGA [51], donde identi c6 subgrupos moleculares con
diferencias signi cativas en supervivencia global.

= Datos multi-Omicos de célula unica, en los que GAUDI permitio revelar subestructuras
celulares ocultas.

= Datos funcionales del proyecto DepMap [52], en los que demostré una notable robustez
frente a la variabilidad biol6gica y técnica.

En el presente estudio, GAUDI se ha aplicado tanto a datos simulados como a datos reales
extraidos del proyecto LinkedOmics, con el objetivo de evaluar su capacidad para identi car
subgrupos tumorales clinicamente relevantes. Los resultados se analizaran en términos de cohe-
rencia interna de los clusters, concordancia con variables clinicas y separacion estadisticamente
signi cativa en curvas de supervivencia.

3.2.2. Algoritmo 2: REC

REC [53] es un enfoque no supervisado de integracion y agrupamiento desarrollado por
ingenieros de Spotify con el objetivo de identi car estructuras jerarquicas complejas en grandes
volumenes de datos. Aunque fue concebido inicialmente para aplicaciones en el analisis de
comportamiento de usuarios y generacion de playlists, su disefio lo convierte en una herramienta
prometedora para el analisis de datos biomédicos, particularmente en el &mbito multi-6mico,
donde las relaciones entre variables suelen presentar multiples niveles de organizacion.

La principal innovacién de REC frente a otros métodos radica en su naturaleza recursiva. En
lugar de realizar un Unico paso de clusterizacion, REC aplica sucesivos analisis "zoom-in"sobre
clusteres de gran tamafio o con alta heterogeneidad interna. De este modo, es capaz de descubrir
subestructuras latentes que podrian pasar desapercibidas en un analisis convencional de una sola
capa.

El proceso general de REC se compone de cuatro etapas principales:
1. Reduccion de dimensionalidad con UMAP [37]

Los datos de alta dimension son proyectados a un espacio de menor dimension (usual-
mente 2D) utilizando UMAP, un algoritmo que preserva la estructura local y global. Esto
facilita la visualizacion y mejora el rendimiento del agrupamiento posterior.
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2. Agrupamiento con HDBSCAN [50]

A partir del embedding generado por UMAP, se aplica HDBSCAN, un algoritmo de agru-
pamiento basado en densidad que permite detectar cllsteres sin necesidad de especi car
el nimero de grupos. Su tolerancia al ruido y a los outliers lo hace especialmente adecua-
do para datos biolégicos complejos.

3. Aplicacion recursiva o “zoom-in”

Una vez identi cados los clusteres principales, se evalian en funcion de su tamafio y
cohesion interna. Aquellos que presenten una elevada heterogeneidad son seleccionados
para ser reanalizados mediante nuevos pasos de UMAP y HDBSCAN, repitiendo el pro-
ceso hasta un numero maximo de niveles.

En este trabajo se ha establecido un limite de tres iteraciones recursivas (max. 3 zoom-

ins), con el n de evitar sobreajuste, mantener la interpretabilidad jerarquica y controlar

el coste computacional. Los identi cadores jerarquicos (por ejemplo: Cluster_1, Clus-

ter_1.1, Cluster_1.1.2) se conservan en cada nivel para reconstruir el arbol de relaciones.
4. Interpretabilidad mediante XGBoost [54] y SHAP [55]

Una vez de nidos los cllusteres nales, se entrena un modelo supervisado XGBoost uti-
lizando las variables originales como predictores y las etiquetas de cluster como variable
objetivo. Posteriormente, se aplica SHAP (SHapley Additive exPlanations) para estimar
la contribucién individual de cada variable a la pertenencia de un sujeto a un cluster deter-
minado, dotando al modelo de una capa interpretativa clave para aplicaciones biomédicas.

Durante su implementacion en este trabajo, se ajustaron los siguientes parametros clave
[56]:

= UMAP:

* n_neighbors = 30: equilibrio entre estructura local y global.
« min_dist = 0.1: permite una cierta compactacion de los datos.
* n_components = 2: proyeccion bidimensional.

* metric = 'euclidean'.
= HDBSCAN:

» min_cluster_size = 15: tamafio minimo de un cluster.
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» min_samples = 10: estimacion local de densidad.
* cluster_selection_method = 'eom": método de exceso de masa.

* prediction_data = True: permite analisis posterior con fuerza de pertenencia.
= Zoom-in:

¢ max_zoom = 3: nUmero maximo de niveles recursivos.
« Se de ne un umbral de heterogeneidad basado en varianza intra-cluster o dispersion
para decidir la division.

s XGBoost + SHAP:

* max_depth =4, n_estimators = 100, learning_rate = 0.1.
» Evaluacion mediante validacion cruzada.

* Interpretabilidad con TreeExplainer.

Estos parametros fueron optimizados progresivamente a través de distintas iteraciones sobre los
datos, buscando maximizar tanto la estabilidad de los clusteres como la coherencia interpretativa
de los resultados.

Entre los principales aportes de REC destacan:

= Descubrimiento jerarquico: permite explorar la estructura interna de los datos a multiples
niveles.

= Adaptabilidad a distintas escalas: captura patrones tanto globales como locales.

= Interpretabilidad: gracias a la combinacién con modelos explicativos, facilita la identi -
cacion de variables clave.

= Escalabilidad: ha sido validado en contextos con millones de datos, lo que lo hace idoneo
para grandes cohortes biomédicas.

En conjunto, REC representa una alternativa potente y exible para el analisis jerarquico de
datos multi-Omicos, especialmente Gtil cuando se busca comprender estructuras ocultas en pro-
fundidad y asociarlas con factores moleculares interpretables.
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3.2.3. Algoritmo 3: DRE

El algoritmo DRE [57] es una propuesta reciente basada en redes neuronales profundas,
disefiada para abordar la integraciéon no lineal y jerarquica de datos multi-6micos. Su nalidad
principal es aprender una representacion conjunta (embedding) de bajo nivel dimensional que
capture estructuras latentes complejas, facilitando la identi cacion de subtipos moleculares o
patrones clinicos ocultos en enfermedades heterogéneas como el cancer.

A diferencia de métodos clasicos como la concatenacion directa de matrices émicas o téc-
nicas lineales de reduccion de dimensionalidad (e.g., PCA, SNF [58]), DRE se basa en una
arquitectura jerarquica y recursiva que permite una integracién estructurada, capaz de aprender
representaciones mas robustas y biolégicamente relevantes. Sus principales aportes son:

= La integracion explicita y jerarquica de distintas modalidades 6micas.
= La extracciéon de embeddings compactos y signi cativos.

= El descubrimiento de agrupaciones latentes sin imponer su nimero de forma previa.

Estructura del modelo DRE

El modelo se compone de las siguientes etapas [59]:
1. Entrada multi-6mica separada

Cada tipo de datos (por ejemplo, transcriptdmica, metilacién, proteémica) se introduce por
separado en subredes especi cascpdery que actian como extractores de caracteristicas
independientes. Estas subredes estan adaptadas a la naturaleza de cada capa dmica.

2. Fusion jerarquica y recursiva de representaciones

Las salidas intermedias de leacodersse fusionan progresivamente en multiples niveles
mediante capas de integracion que permiten capturar interacciones entre omicas. Este proceso se
realiza de formarecursiva, generando una jerarquia de representaciones cada vez mas abstractas,
similar al funcionamiento de redesitoencodergrofundas, pero orientadas a la integracion
intermodal [60].

3. Generacion del embedding conjunto

La salida nal del modelo es una representacion vectorial conjunta de baja dimension, que
resume la informacion contenida en todas las modalidades. Esta representacion puede ser utili-
zada posteriormente para tareas como:
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Clusterizacion (e.g., HDBSCAN, KMeans).

Visualizacion de la estructura de los datos (e.g., UMAP, t-SNE [61]).

Andlisis de supervivencia (e.g., Kaplan-Meier, modelos de Cox).

Clasi cacion supervisada o semi-supervisada.

El rendimiento del algoritmo DRE [62] depende de un ajuste adecuado de sus hiperparametros,
gue pueden agruparse en las siguientes categorias:

Categoria Parametro Descripcion
Arquitectura num_layers Numero de capas ocultas por subred.
embedding_dim Dimension nal del embedding (tipicamente
entre 8y 64).
units_per_layer Neuronas por capa, ajustables por 6mica.
dropout_rate Prevencion de sobreajuste (entre 0.2 y 0.5).
Entrenamiento | batch_size Tamafio de minibatch (e.g., 32, 64, 140).
learning_rate Tasa inicial de aprendizaje (e.g., 1e-3).
epochs Numero de iteraciones (habitualmente >100).
optimizer Algoritmo de optimizacion (Adam o RMS-
prop).
Pérdidas loss_reconstruction Error de reconstruccion para cada omica.
loss_cluster Pérdida asociada a la separabilidad del em-
bedding (e.g., triplet loss).
omic_weight_balance | Ponderacion relativa entre 6micas.
Regularizacion | 12_weight_decay Penalizacion L2 para prevenir sobreajuste
early_stopping Criterio para parar el entrenamiento tem-
prano.

Cuadro 3.1: Principales hiperparametros de DRE agrupados por categoria

En este TFG, se ha implementado DRE con el objetivo de reducir la dimensionalidad de
datos multi-6micos y facilitar la clusterizacion de pacientes [57]. En una primera fase, se uti-
lizaron datos simulados generados mediante el padpiteteSIM, que incluye transcriptomica,
metilacidén y proteGmica. Posteriormente, se aplicé el modelo a datos reales del proyecto Lin-
kedOmics.

Durante el entrenamiento del modelo, se usaron las siguientes con guraciones:
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= Optimizacion: tasa de aprendizaje de 1le-3, batch size of 140.

= Pérdidas combinadas: reconstruccion de cada ormipket losspara reforzar la separa-
bilidad, regularizacion L2 giropoutpara controlar el sobreajuste.

Tras el entrenamiento, se analizaron los embeddings generados mediante:

= Clusterizacién con HDBSCAN, que detecta clUsteres de densidad variable sin necesidad
de prede nir el nimero de grupos.

= Clusterizacion con KMeans, para facilitar una comparacion con técnicas de particiona-
miento clasico.

Categoria Aspectos

Ventajas  Captura relacioneso linealesentre multiples capas émicas.
* Fusionjerarquica progresiva que permite modelar estructuras complejas.
» Alta robustezfrente a ruido, redundancia y #dta dimensionalidadtipica
en datos biomédicos.

* Flexibilidad para integrar distintos tipos de datos, incluso si tienentn
mero desigual de muestras

Limitaciones | ¢ Alto coste computaciona) especialmente al integrar muchas capas omi-
cas.
* Necesitaajuste no de hiperpardmetros, lo que puede requerir grid
search o Bayesian optimization.
» Menor explicabilidad frente a métodos como REC, aunque puede miti-
garse con analisis post-hoc co®BIAP o clasi cadores supervisados.

Cuadro 3.2: Ventajas y limitaciones del modelo DRE
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Capitulo 4

Experimentos y resultados

En este capitulo se presentan los experimentos realizados para evaluar el rendimiento de
distintos algoritmos de integracién multi-6mica aplicados a datos tanto simulados como reales.
El objetivo principal es identi car subtipos moleculares en cancer de pancreas mediante técnicas
de clustering no supervisado, y valorar su coherencia biolégica y relevancia clinica. Para ello,
se han empleado datasets generados arti cialmente mediante el paquete InterSIM, asi como
datos reales extraidos del consorcio LinkedOmics, que incluyen informacion transcriptomica,
proteémica, mutacional y de alteraciones del nimero de copias (SCNV).

Los algoritmos comparados incluyen métodos clasicos y recientes como GAUDI [49], REC
[53], NEMO [63] y DRE [62]. Cada uno ha sido evaluado bajo distintas con guraciones de
parametros, aplicando posteriormente técnicas de reduccion de dimensionalidad como UMAP
y t-SNE para facilitar la visualizacion de los clusters. La calidad de la agrupacion se ha valorado
mediante métricas internas, analisis de correspondencia con clusters simulados (en el caso de
datos sintéticos) y estimacién del numero éptimo de agrupaciones utilizando la herramienta
MOVICS.

Finalmente, con el n de validar clinicamente los resultados obtenidos sobre datos reales,
se ha llevado a cabo un andlisis de supervivencia a partir de variables clinicas disponibles. Este
analisis busca determinar si los subgrupos identi cados presentan diferencias signi cativas en
cuanto a prondstico, lo cual permitiria apoyar la utilidad clinica del enfoque propuesto.
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4.1. Evaluacion sobre los primeros datos simulados con In-

terSIM

Para evaluar el rendimiento de los algoritmos de integracion, se generaron multiples con-
juntos de datos multi-6micos simulados utilizando el paquete InterSIM [45]. Este generador
permite controlar la separacion entre cllsters biologicos reales mediante los para&haktros
ta_expr(expresion de genegjelta_methy(metilacion de los genesjielta_protein(cantidad
de proteinas) y_DMP (proporcion de proteinas diferencialmente expresadas). Se realizaron
simulaciones con diferentes combinaciones de estos parametros (Cuadro 4.1), generando data-
sets que representan distintos grados de di cultad para la tarea de clustering.

Simulacion | delta_methyl | delta_expr | delta_protein | p_DMP
Simulacion 1 0.01 0.01 0.8 0.05
Simulacién 2 0.08 1.8 1 0.2
Simulacién 3 2 0.08 0.05 0.15
Simulacion 4 0.01 1.4 0.08 0.1
Simulaciéon 5 1 0.02 0.05 0.05

Cuadro 4.1: Parametros utilizados en InterSIM para las primeras 5 simulaciones de conjuntos
de datos multiomicos.

Los datos de cada simulacion se guardaron en formato .csv, Un ejemplo de una de ellas se
puede ver debajo, donde cada una de las lineas es un sujeto y cada una de las columnas es una
caracterisitica, empezando por los lugares de metilacion (Figura 4.1), siguiendo por los niveles
de expresion de los genes (Figura 4.2) y terminando con las distintas proteinas (Figura 4.3).

Figura 4.1: Ejemplo de datos de metilacion en una simulacion de InterSIM.
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Figura 4.2: Ejemplo de datos de expresion en una simulacién de InterSIM.

Figura 4.3: Ejemplo de datos de protedmica en una simulacion de InterSIM.

4.1.1. Reduccion dimensional

Las matrices simuladas contienen datos de 500 sujetos, cada una con diferentes caracteris-
ticas en cuanto a sefial y ruido. Como primer paso, se procedio a la visualizacion de los datos
generados mediante técnicas de reduccion de dimensionalidad, transformando el espacio origi-
nal (con un numero elevado de variables) a un espacio bidimensional. Para ello, se empled la
técnica UMAP, ampliamente reconocida por su capacidad para preservar la estructura local y
global de los datos [37]. No obstante, dado lo drastico del proceso de reduccion, es esperable
gue cierta informacion se haya perdido.

Posteriormente, se aplicaron los algoritmos de integracion GAUDI, REC y NEMO, esti-
mando previamente el nUmero 6ptimo de clusters mediante el paguete MOVICS.
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Figura 4.4: Reduccion dimensional con UMAP de la Simulacion 1.

Figura 4.5: Reduccion dimensional con UMAP de la Simulacion 2.
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Figura 4.6: Reduccion dimensional con UMAP de la Simulacion 3.

Figura 4.7: Reduccion dimensional con UMAP de la Simulacion 4.



36 CAPITULO 4. EXPERIMENTOS Y RESULTADOS

Figura 4.8: Reduccion dimensional con UMAP de la Simulacion 5.

Se puede observar que la distribucién de sujetos en la Simulacion 2 y la Simulacion 4 pre-
senta tres grupos claramente diferenciados, lo que sugiere que seran relativamente faciles de
clusterizar por cualquier algoritmo con un rendimiento minimo aceptable. En cambio, en las
otras tres simulaciones, los puntos correspondientes a los distintos sujetos aparecen mezclados
sin una separacion visual evidente. Esto indica, ya desde el andlisis exploratorio inicial, que la
tarea de agrupamiento sera mas compleja y, probablemente, los resultados de la clusterizacion
serdn menos precisos.

4.1.2. MOVICS

Tras la observacion de la reduccion dimensional, se observan a continuacion los resultados
obtenidos tras aplicar MOVICS a cada uno de los conjuntos de datos obtenidos con InterSIM.
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Figura 4.9: Cluster Prediction Index con MOVICS de la Simulacién 1.

Figura 4.10: Cluster Prediction Index con MOVICS de la Simulacion 2.
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Figura 4.11: Cluster Prediction Index con MOVICS de la Simulacién 3.

Figura 4.12: Cluster Prediction Index con MOVICS de la Simulacion 4.
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Figura 4.13: Cluster Prediction Index con MOVICS de la Simulacién 5.

En todos los casos, InterSIM ha generado datos con una estructura de tres clisters, segun
lo especi cado mediante el parAmetluster_sample_pro@in embargo, los resultados obte-
nidos posteriormente mediante MOVICS no coinciden con esta estructura esperada, ni siquiera
en aquellas simulaciones (como la 2 y la 4) en las que la separacion visual entre grupos es clara-
mente evidente. Esto pone de mani esto las di cultades inherentes a la deteccion de estructuras
latentes en datos multidmicos, incluso cuando la sefial subyacente es fuerte.

4.1.3. NEMO

Se probo el algoritmo NEMO [63], uno de los més validados en el &mbito de la integracion
multibmica, aunque no se obtuvieron resultados coherentes en cuanto a la estructura de clus-
ters generada. En el contexto del PDAC, la identi cacién de un numero adecuado de clusters
biol6gicamente relevantes representa un desafio, pero también una necesidad fundamental para
de nir subtipos moleculares con valor clinico.

Diversos estudios previos han propuesto entre dos y cuatro subtipos moleculares principales
de PDAC, basados en per les transcriptdmicos y otras caracteristicas moleculares [6, 22, 23,
24, 25]. Este rango resulta razonable si se considera la heterogeneidad limitada del PDAC en
comparacion con otros tipos de cancer, como el de mama o pulmén [64]. Por el contrario,
obtener un nimero elevado de clusters (por ejemplo, mas de cinco o seis) puede conllevar
la generacién de grupos con muy pocos pacientes, lo que los hace estadisticamente fragiles,
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clinicamente poco interpretables y, en consecuencia, menos utiles.

Por tanto, restringir el nUmero de clusters a un rango bajo-moderado no solo se alinea con
la evidencia cienti ca previa, sino que también favorece la estrati cacion clinica y la toma de
decisiones terapéuticas potencialmente personalizadas.

En el método NEMO, se incluye un parametro opcional denominaduclustergjue per-
mite especi car el numero de clusters que se desea identi car en el analisis. En este estudio se
evaluaron ambas con guraciones: ejecutando NEMO sin un nimero prede nido de cllisters y
con un numero jo de cllsters igual a tres. Los resultados obtenidos mostraron una gran va-
riabilidad en funcion de esta parametrizacion. Para facilitar el analisis y la comparacion, las
diferencias encontradas se documentaron en una hoja de calculo Excel, siguiendo un formato
estructurado que se presenta a continuacion:

Figura 4.14: Diferencias entre los clusters reales (InterSIM) y los identi cados por el
algoritmo NEMO.

La asignacion ideal y 6ptima consistiria en que cada cluster obtenido mediante NEMO coin-
cidiera completamente con un unico cluster real, es decir, que todos los elementos de un clister
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de NEMO correspondieran a un mismo cluster en la clasi cacion real. Por ejemplo, que todos
los elementos asignados al cluster '1' por NEMO se correspondieran exclusivamente con los
elementos del cluster '3' en los datos reales. No obstante, se observo cierta variabilidad en esta
correspondencia, ya que los elementos asignados al cluster '1' por NEMO se distribuian entre
los clusters '1', '2'y '3' del conjunto real.

Figura 4.15: Clusterizacion con NEMO (sin numero de clusters jo) sobre los datos de la
Simulacion 1.

Figura 4.16: Clusterizacion con NEMO (con numero de clusters jo) sobre los datos de la
Simulacion 1.
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