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Resumen

El objetivo de este trabajo es el estudio y la aplicacion de modelos de aprendizaje
profundo (deep learning) al problema de reduccion de ruido aditivo gaussiano en
imagenes digitales (denoising). Concretamente, se aplica la tecnica Deep Image
Prior, ampliamente empleada en procesamiento de imagen al no necesitar someter
a la red a un entrenamiento previo.

A ra z del modelo de ruido empleado, planteamos un criterio de parada au-
tomatica que entrelaza el error cuadratico promedio {una funcion de coste habi-
tual en el trabajo con redes neuronales{ con la varianza del ruido aplicado a la
imagen.

Asimismo, visualizamos el proceso de generacion de imagenes sin ruido que
realiza la red neuronal escogida utilizando la metrica de calidad SSIM, que per-
mite evidenciar las secciones de similitud respecto a la imagen original, previa a
la aplicacion de ruido. Concluimos que el proceso de reduccion de ruido se realiza
incorporando informacion en orden creciente de detalle, lo que resalta en ultima
instancia la importancia del criterio de parada obtenido.
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Abstract

The purpose of this work is the study and application of deep learning models
to the digital image noise reduction problem (denoising). Concretely, the Deep
Image Prior technique is applied, which is widely used in image processing tasks
because it does not require subjecting the deep learning model to any previous
training.

As a result of the noise model taken into consideration, we propose an auto-
matic stopping criterion that thoughtfully ties the mean squared error (a common
loss function for deep learning tasks) with the variance of the noise applied to the
image.

Moreover, we visualize the image generation process that is carried out by the
chosen model by means of the SSIM quality metric, which accurately identi es
the sections of similarity with regard to the original, noiseless image. We conclude
that the image generation process gets done by incorporating image features in an
increasing order of detail (up to and including noise), which ultimately highlights
the importance of the formulated stopping criterion.

Keywords:

= Neural networks
Additive gaussian noise
Digital image processing
Python

PyTorch



Indice de contenidos

Indice de tablas IX
Indice de guras XV
Indice de ®odigos XVII
1. Introduccon 1
2. Objetivos 4
2.1. Descripcon del contexto y del problema abordado . . . . ... .. 5
2.2. Formulacon y cumplimiento de objetivos . . . . . ... .. .. .. 5
2.3. Resultados, conclusionesy discuson. . . . ... ... ....... 5
2.4. Metodologadetrabajo. .. ..................... 5
3. Preliminares 8
3.1. Elruido aditivo gaussiano . . . . . . . .. ... ... 10
3.2. Inteligencia articial . ... ... ... ... ... .. .. ..... 11
3.3. Arquitectura de los proyectos denachine learning. . . . . .. .. 13
3.4. Aproximacon de funciones . . . . . ... ... oo 21
4. Metodologa 29
4.1. Deep Image Prior. Aplicacon al problema delenoising . . . . . . 29
41.1. Modelo. . . .. ... . .. .. 31
4.1.2. Objetivos . .. ... ... . . . ... e 36
4.1.3. Input. . . . . e e e 36
4.1.4. EIror. . . . . . e e e e 37
4.1.5. Optimizador . . . . . . . . .. e 39
4.1.6. Eleccon de tecnologa del proyecto . . ... .. ... ... 39
4.2. Metricasdecalidad . . .. ... ... ... ... .. .. .. 39
5. Resultados 44
5.1. Inagenes seleccionadas . . . ... ... .. ... ... ... ..., 45
5.2. Formulacbn de experimentos . . .. ... ... .. ... ..... 47
5.3. Resultados cuantitativos . . . . .. ... ... ... ... ... 48



5.4. Ejemplo de aralisis cualitativo . . . . .. ... .. ... ...... 52

5.5. Visualizacon del aprendizaje delmodelo . . . . ... ... .... 56
6. Conclusiones y trabajos futuros 62
Bibliografa 64
Arendices 69
A. Metodos de diferenciacon 71
B. Gradio 78

VII






2.1.

4.1.

5.1.

5.2.
5.3.

5.4.

A.l

Indice de tablas

Organizacon temporal seguida, midiendo el tiempo en semanas. . 6

Tabla que recoge los valores de PSNR y SSIM para cada una de
las imagenes sequn los artefactos aplicados enella. . . . ... ... 43

Formulas para las imagenes sineticas consideradas junto con su
representacbn gaCa. . . . . . . v v it e e e e e 47
Resultados para etlenoisingde inagenes naturales. . . . . . . .. 50
Resultados para etlenoising de imagenes sineticas. Observamos

gue, incluso para aquellas inagenes que produjerdimeout en el
proceso de reduccon de ruido, su SSIM era muy poxima a 1, lo

gue revela la e cacia del proceso de generacon de imagen sin ruido

delared. . ... . . . .. e 51
Resultados del proceso de generacon de imagen sin ruido. . ... 54
Resultados de calcular la traza primal y de la derivada. . . . . . . 75






1.1.

3.1.

3.2.

3.3.

3.4.

3.5.

3.6.

3.7.

3.8.

3.9.

Indice de guras

Comparacon entre las motos de la primera pelcula dé&ron, cuyo
diseno siguArmagetron, y susecuela. . ... ... ... ... .. 2
A la izquierda, una imagen en un solo canal de una or. A su

derecha, la representacon de la misma imagen como una super cie. 9

A laizquierda, una imagen que suponemos en un continuo. A trawes

de un proceso de muestreo (ver imagen central), localizamos en una
cuadrcula los puntos donde vamos a efectuar la cuanti cacon. La
imagen digital resultado del proceso de cuanti cacon sobre la red
escogida se ilustra en la imagen a laderecha. . . . . .. ... ... 10

A la izquierda, la or vista como una super cie ruidosa contami-
nada con una nascara de ruido aditivo gaussian® (0; = 0:15),
expresada a la derecha como supercie. . . .. ... ... ..... 12

Descripcon visual de la estrategia abordada para la resolucon de
problemas commachine learning Encerramos el ermino (paame-

tros) en una circunferencia para resaltar que se trata de un com-
ponente de la arquitectura que, en general, no se manipula explci-
tamente, sino a trawes del optimizador. . . . . ... ... ... .. 14

Una gl ca que muestra unos puntos en el plano, generados a
traes de la perturbacon de la funcon seno con valores muestrea-
dos de una distribucon normal. . . . .. ... ... ... L. 16

Aproximacon, por la funcon seno, de la nube de puntos de la
gura3.5. ... 17

Gr ca de f. Observamos que tenemos dos candidatos a mnimo:
uno local y otro absoluto. . . . .. ... ... ........... 18

Actuacon del metodo del gradiente en su primera iteracon. Obser-
vamos que la husqueda de minimizadores dese realiza de forma
distinta en funcon del punto de partida. . . ... ... ... ... 19

Comparacon del desempeno de los cuatro algoritmos, en su mini-
mizacon de la funcon f (x;y) = (x  3)?+(y 3)? partiendo del
punto inicial xq = (4;3) y concluyendo en el mnimo %; %). Lo 21

3.10. Funciones de activacon sigmoide, tangente hipertolica y RelLU.

Observamos que se trata de funciones estrictamente no decrecientes. 23

Xl



3.11. Descripcon ga ca de la convolucon def y g en un dominio discre-
to unidimensional nito para el punto 2, 3y 4. En esta descripcon,
(deslizamo} el vectorg en un sentido descendente y, para aquellas
entradas deg alineadas horizontalmente cof, calculamos la suma
de los productos de estas entradas. . . . ... .. .........

4.1. De izquierda a derecha: una imageground-truth, la representa-
con gl ca de su a priori, y la representacon ga ca del ermino
jr uj® de la imagen contaminada con un ruido aditivo gaussiano
de desviacon estndar = 0:875. Lo que observamos es lo senala-
do anteriormente: el ermino  jr uj® dx nos da una netrica de la
incidencia del ruido y de los bordes de la imagen. En efecto, las re-

giones homogeneas se demarcan por colores oscuros, mientras que

los bordes y el ruido (cambios en la intensidad de iluminacon) se
capturan correctamente enlaimagen. . . . . ... ... ... ...

4.2. Esquema de alto nivel de la arquitectura de la red neuronal consi-
derada, donde indicamos las dimensiones de los datos en su ujo

26

porlared. . ... .. . ... ... e 31

4.3. Arquitectura utilizada para el procesamiento de la informacon a

traves de las conexioneskip. . . . . . . ... o o o 32

4.4. Arquitectura utilizada para el casou;;i = 1;2;3;4. Para el caso
Uo, Se sustituye elultimo nodulo de upsamplingpor una capa de
convolucon con paametros channels out=3, kernel _size=1 y
stride=1 , seguida de la aplicacon de la funcon sigmoide. Para el

casous se empleaunicamente una sola capa, dgsampling . .. 33

4.5. Arquitectura utilizada para el casod;. Destacamos que, a trawes
de la primera capa de convolucon, se aplica implcitamente una
reduccon a la mitad de las dimensiones de la entrada. Esto se

puede observar debido al paametrstride=2 .. .. ... ... .. 34

4.6. Representacbon del recangulo encerrado por los semiplanos para

la introduccon a la interpolacon bilineal. . . . ... ....... 35

4.7. De izquierda a derecha, y arriba abajo: la imageground-truth,
la imagen con una seccon de la imagefborrada), la imagen
con desenfoque de lente pentagonal, y la imagen con el operador
bgico and aplicada, canal a canal, con una mascaraR;G;B) =
(245,245 245) en el fondo yR; G; B) = (225; 225 225) en el frente.
Los procesos de decaimiento se han generado utilizando el software

libre de dibujo Krita [1]. . . . . . .. .. .. ... ... ...... 42



4.8. Imagenes de SSIM generadas siguiendo la ordenacon de la gura
4.7. Observamos ahora que la operacon de desenfoque produce
los errores mas evidentes (mas secciones de la imagen en negro),
seguido del operadoand y nalmente la imagen con la seccon
borrada. Un mayor ndice SSIM en un patch se traduce en una
imagen mas blanca en ese patch, mientras que un menor ndice se
traduce en una imagen mas oscura. Para representar correctamente
las inagenes SSIM cuando los ndices son negativos, jamos todos
BSOS A CEIO. . . . . . v e e e e e e e 43

5.1. Seleccon de imagenes naturales utilizadas para los experimen-
tos, dispuestas siguiendo la ordenacon establecida en la carpe-
ta natural _images selection del material suplementario: as, la
imagen de arriba a la izquierda recibe el nombmng_0, y la imagen
de abajo a la derecha recibe el nombmng 11. . . . . .. .. ... 45

5.2. Grca de la MSE del experimento dedenoising llevado a cabo
sobre la imagen natural 2 contaminada con ruido de per| =0:10. 51

5.3. En la la superior: imagenes generadas por la red en la iteracon

8310y 8340, respectivamente. En la la inferior, las correspondien-

tes imagenes SSIM. Se observa que en la primera de las imagenes

SSIM, la red esh teniendo un mayor problema con la aproxima-

con del pelaje del gato, una caracterstica de la imagen que tiene

un importante grado de detalle. . . . . ... ... ......... 52
5.4. Verson ruidosa de laimagen 9 del material suplementario de inage-

nes naturales con algunas regiones de intees seleccionadas. . . . . 53

5.5. De izquierda a derecha: la seccon de la imagen ruidosa, la ac-
tuacon del Deep Image Prior de reduccon de ruido, y la imagen
SSIM respecto a la imageiground-truth. Observamos que la ima-
gen SSIM, mas blanca en los bordes de la gura, indica que el
proceso de reduccon de ruido ha tenido una especial considera-
con con las formas de los individuos de la imagen.. . . . ... .. 55

5.6. De izquierda a derecha: la seccon de la imagen ruidosa, la ac-
tuacon del Deep Image Prior de reduccon de ruido, y la imagen
SSIM respecto a la imagen ground truth. Nuevamente la imagen
SSIM nos indica que el DIP ha intentado preservar todo lo posible
la informacon estructural del grati. . ... ... ......... 55

5.7. De arriba abajo: la seccon de la imagen ruidosa, la actuacon del
Deep Image Prior de reduccon de ruido, y la imagen SSIM res-
pecto a la imagen ground truth. En este caso, podemos evidenciar
(ver imagen SSIM) que el DIP ha preservado aquella informacbn
estructural de las escaleras que se encontraba marcada de forma
mas intensa, pero parte del detalle no, tales como los peldanos de
la escalera se ha perdido, ya que esas secciones son mas oscuras en
laimagen SSIM. . . . . . . . ... 56



5.8. Representacon de las curvas de MSE con criterio de parada, PSNR
y SSIM para la imagen natural 9 contaminada con ruido aditivo
gaussiano de desviacon tpica = 0:15. Observamos la efectividad
del criterio de parada autornatico, concluyendo el experimento al-
rededor de la iteracon 3500, lejos de las 10000 iteraciones previstas
comotimeout. . . . . . . . .. e e 57

5.9. Alaizquierda, la imagenmg_11 en escala de grises. A su derecha,
su transformada de Fourier (denotada por el logaritmo del valor
absoluto punto a punto, para que se pueda representar en una
pantalla). . . . .. . ... 58

5.10. De izquierda a derecha, y de arriba abajo: reconstruccon de la ima-
gen de Barbara anadiendo progresivamente cada vez nmas detalle.
El rumero de funciones perodicas empleadas para la reconstruc-
con en cada caso son: 1000, 3000, 5000, 7000, 9000, 11000, 13000,
18000y 25000. . . . v v i i e e 59

5.11. De izquierda a derecha, y de arriba abajo: la aplicacon del Itro
de bandas para cada una de las bandas descritas en la gura 5.10. 60

5.12. Imagenes de SSIM del proceso denoisingpara la iteracon 1350.
Observamos que etlenoising de la imagen reconstruida con me-
nor detalle (recogida en la regon superior izquierda) se ha llevado
a cabo correctamente, dado que la imagen SSIM es pacticamen-
te blanca. Si avanzamos progresivamente por la cuadrcula, vemos
tamben que las otras imagenes de la cuadrcula contienen regiones
gue son progresivamente nmas oscuras, siendo su causa la incorpo-
racon de frecuencias cada vez nmas altas en la reconstruccon de la
IMAgEN. . . . o e e e e e e e e 61

A.1. Comparacon en el tratamiento decoq3) por parte de NumPy
y SymPy. Asimismo, vemos que SymPy intenta obtener el valor
explcito del coseno cuando sea posible (en este caso, al calcular
(070 1 () ) T 72

A.2. Representacon de la traza de evaluacondé. . . ... ... ... 74

B.1. Mbdulo de carga de imagen y contaminacon con ruido aditivo
gaussiano. Este nodulo permite al usuario aplicar ébrward model
alaimagen. . . . .. . ... . e 79

B.2. Modulo de calibracon de pamametros del modelo. Observamos que
los pammetros con los que puede interactuar el usuario por defecto
son las iteraciones maximas del modelo y si utilizar o no nuestro
criterio de parada autonatico. Adenas, las opciones nmas avanza-
das del modelo (tasa de aprendizaje, perturbacon de la semilla en
cada iteracon) se encuentran detas del meru desplegable titulado
Advanced parameters. . . . . . . ... Lo 79



B.3. Mbdulo de resultados, que muestra el avance del modelo iteracon
a iteracon, indicando la imagen aproximada por la red, la imagen
SSIMy las gacas de MSE, PSNRyY SSIM. . ... ... ... ..

XV






Indice de amdigos

A.1l. Funcon de nida segun una sentencia condicional. . . . ... ... 74

XVII






Introduccon

Hacia el ano 2008, llegp a mis manos una copia en CD del juego de software
libre Armagetron Advanced todava desarrollado a da de hoy. Para aquellos que,
nacidos a principios de siglo, no tenamos acceso a Internet, se trataba de un juego
gue habramos descrito como ui{Snake futurista): como jugador, controlabas una
moto que dejaba un muro a su paso, y tu mison era evitar los muros creados
tanto por los jugadores contrarios con sus motos como los tuyos propios.

Dos anos desples, se lanzaba la pelculron: Legacy, una secuela afron
(1982). Por casualidad o destino, esta sera la primera pelcula que vera en el
cine y, por tanto, que mejor recuerdo. Mas alb de la impresbn que me caus los
efectos especiales, que todava se sostienen a da de hoy, esta pelcula contena una
secuencia en la que el protagonista controlaba una moto que dejaba un muro a
Su paso, y tena que hacer que los jugadores contrarios chocasen contra ese muro.
Completamente ajeno a que esta escena era un guifo a la pelcula original, cre
haber asistido a un caso de plagio del videojuego que tanto me haba entretenido.

Con el advenimiento de las reediciones de pelculas en 4K, me lane a la
husqueda del correspondiente relanzamiento déon: Legacy, solo para encontrar
que, al ser grabada con @maras digitales de resolucon 1080p, su existencia sera
solo posible si se llevan a cabo tcnicas de procesamiento de imagen, en este caso
de super-resolucon.

Nos referimos a [2], sequn el cual el procesamiento de imagen es aquel cuya
entrada y salida es una imagen digital, pudiendo asimismo extraer caractersticas
de la imagen, tales como la presencia o no de cierto objeto. En el contexto de
este trabajo, vamos a abordar el problema de la reduccon de ruido en inagenes
digitales, uno de los mas estudiados en elambito del procesamiento de imagen,



Figura 1.1: Comparacon entre las motos de la primera pelcula d&ron, cuyo
diseno siguéArmagetron, y su secuela.

desde laoptica deldeep learning

Antecedentes

La idea de adoptar esta perspectiva para el problema de reduccon de ruido
surge durante la realizacon de mi anterior Trabajo de Fin de Grado, donde se
estudop rigurosamente un modelo matemnatico de reduccon de ruido formulado a

trawes del @lculo variacional. La resolucon de dicho modelo llevaba a considerar

una ecuacon en derivadas parciales, cuya formulacon no resultaba ajena a las
presentadas en la asignatura hononima del Grado en Matematicas.

El cumplimiento con creces de los objetivos planteados durante el desarrollo
del trabajo motivo una extenson a ecnicas alternativas empleadas para abordar
el problema de reduccon de ruido. Siendo el trabajo por parte del Grado en
Matematicas uno que tena como idea principal el justi car rigurosamente cada
operacon y formulacon que se presentaba, el trabajo por parte del Grado en
Informatica busca preservar este mismo espritu, abordando un problema icentico
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Captulo 1. Introduccon

desde una perspectiva alternativa.

Mas espec camente, en el trabajo anterior se planteo una(limpieza progre-
siva) (a trawes de un algoritmo iterativo) de la imagen ruidosa para obtener
asinbticamente (con un rumero su cientemente grande de iteraciones) una ver-
son sin ruido.

Sin embargo, en la propuesta de este trabajo se plantea un modelo de re-
construccon de la imagen sin ruido partiendo de una imagen cuya informacon
inicial es aleatoria y cuyo estado asinbtico del modelo es la imagen ruidosa. Di-
cha reconstruccon venda mediada por un modelo basado en redes neuronales
profundas que, en ausencia de datos etiquetados y entrenamiento previo, sea
capaz de dar resultados notables en netricas de calidad de imagen.

Naturalmente, el desarrollo [marcadamente positivo para mi formacon| de
ambos proyectos no habra sido posible sin la implicacon y la paciencia de mis
tutores, siempre capaces de guiarme en la direccon de maximo ascenso.

Esta memoria se distribuye bajo la licencia Attribution-ShareAlike 4.0 Inter-
national (CC BY-SA 4.0).



Objetivos

El objetivo general de este trabajo es el estudio de tcnicas de reduccon
de ruido en imagen digital. Para ello, formulamos la siguiente lista de objetivos
espec cos:

1. Introducir los fundamentos matematicos que permiten modelar y manipular
una imagen digital.

2. Introducir los fundamentos teoricos deldeep learning lo que permita pre-
sentar de forma autocontenida el proyect®eep Image Prioraplicado a la
reduccon de ruido en imagen con criterio de parada automatico.

3. Realizar un aralisis cuantitativo, por medio de las medidas de calidad per-
tinentes, de los resultados recogidos en nuestras simulaciones.

4. Realizar un aralisis cualitativo de los resultados mas relevantes de las si-
mulaciones de eliminacon de ruido de imagen. Este estudio cualitativo se
desarrolla|a a traves de dos maneras:

a) Por un lado, se observaa el desempeno del criterio de parada au-
tomatico propuesto en esta memoria para las tareas de reduccon de
ruido.

b) Por otro lado, se evaluaa el proceso de formacon de la imagen sin
ruido por parte del modelo empleado.

Dada la extenson en mginas de un aralisis cualitativo, complementamos
esta memoria con un material suplementario que contiene todos los aralisis

4



Captulo 2. Objetivos

cualitativos que se siguen de los experimentos llevados a cabo durante este
trabajo.

2.1. Descripcon del contexto y del problema
abordado

A trawes del captulo 3, presentamos dos marcos teoricos: por un lado, formaliza-
mos el concepto de imagen digital y presentamos un modelo de contaminacon de
imagenes digitales. A continuacon, se da un contexto hisbrico de la inteligencia
arti cial para identi car el deep learningcomo una eleccon particular de modelo
en la disciplina demachine learning

Concretamos el marco teorico planteado en los preliminares en el captulo 4,
abordando una estrategia concreta de resolucon del problema de reduccon de
ruido en imagenes digitales, el ya anticipad®eep Image Prior

2.2. Formulacon y cumplimiento de objetivos

En este mismo captulo hemos realizado la formulacon de objetivos del trabajo.
Damos cuenta de su consecucbn en el captulo 6.

2.3. Resultados, conclusiones y discuson

Abordamos, en el captulo 5, los resultados que se siguen de la aplicacon del
marco teorico a un grupo de imagenes digitales. En el captulo 6 presentamos las
conclusiones observadas a raz de los experimentos.

2.4. Metodologa de trabajo

De igual forma a como se realio en el Trabajo de Fin de Grado de Matematicas,
la estrategia seguida para este trabajo resulta de la mezcla de dos netodos de
presentacon de la informacon.

Por un lado, se identica la metodologa caracterstica de la Matenmatica
Aplicada, donde planteamos, analizamos, resolvemos y validamos un modelo ma-
termatico. Sin embargo, tampoco renunciamos a una perspectiva m§divulgativa)),

5



2.4. Metodologa de trabajo

Tabla 2.1: Organizacon temporal seguida, midiendo el tiempo en semanas.
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gue nos lleva a acompanar buena parte de las de niciones presentadas con ejem-
plos ga cos.

Esta segunda idea ha sido precisamente el motor detas de querer visualizar el
proceso de aprendizaje de la red neuronal, fomentando la generacon de amplios
resultados cualitativos que den cuenta del rendimiento del proyecto desarrollado.

La organizacon temporal seguida para llevar a cabo estos objetivos se indica
en la tabla 2.1.






Preliminares

De nicon 1. Diremos imagen digital de n canales a un tensorf : !
[0; 1]", donde es un subconjunto nito de N N. Diremospxel a cada punto
de la forma &;y;f (X;y)).

En particular, diremosimagen digital en escala de grises al cason =1,
y diremosimagen digital RGB al cason = 3.

Ejemplo 1. Una imagen digital en escala de grise$, : ! [0;1], se puede
representar en 3D a trawes de una super cie explcita, en la formaxy; f (x;y)).
Esta representacon alternativa permite revelar informacon adicional sobre la
imagen, que ilustramos considerando la imagen digital en un solo canal recogida
en el lado izquierdo de la gura 3.1, que tintamos adicionalmente con el esquema
de colorcividis para facilitar su visualizacon. A su derecha, observamos la imagen
como una super cie en el espacio 3D.

Adoptando la visbn de la imagen como super cie, podemos ver que cada una
de las formas que distinguimos en la imagen son regiones cuya intensidad de
iluminacon, f (x;y), es similar. Ademas, los bordes estructuras) de la gura
se evidencian a trawes de cambios abruptos en estas intensidades de iluminacon.

Bajo esta perspectiva, podemos hacer uso de herramientas propiasaiali-
sis en varias variables y senalar que, en erminos del gradiente de la imagen,
operacbn que denotamos por f, el interior de cada una de las formas de la
imagen verica kr f (x;y)k, ' 0. Por contra, los bordes seran aquellas regiones
gue maximizaran jjr f (x;y)jj2.
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Figura 3.1: A la izquierda, una imagen en un solo canal de una or. A su derecha,
la representacon de la misma imagen como una super cie.

El proceso de formacon de una imagen  se puede describir a trawes del
modelo propuesto en [2], bajo el cual las imagenes que percibimos en nuestro da
a da (no necesariamente digitales) se pueden describir como el producto entre
los erminos deiluminacon vy re ectancia . En efecto, denotando pof a una
imagen cualquiera, se tiene

f(xy) = i(x;y)r(xy), siendo 0 i(x;y)y 0 r(x;y) 1L (3.1)

La re ectancia es una medida de la capacidad de absorcon de la luz del
objeto. Por otro lado, la iluminacon es una medida de la intensidad del foco de
iluminacon de la escena.

En el proceso de formacon de una imagen digital , Se realiza una trans-
formacon de f, percibida en un continuo en la formulacon (3.1), al formato
digital a trawes de los procesos denuestreo y cuanti cacon . El muestreo es la
localizacon de los datos percibidos en un eje de coordenadas, y la cuanti cacbn
es la medicon y almacenamiento de la intensidad de luz captada. llustramos la
actuacon de los procesos de muestreo y cuanti cacon en la gura 3.2.

Una vez delineado el proceso de formacon de una imagen digital, observa-
mos que las imagenes digitales pueden describirse, al menos informalmente, como
agrupaciones de{cuadradog, presentados en la de nicon 1 comxeles , que
componen una aproximacon del mundo continuo que somos capaces de observar
con nuestros 0jos.

Esta intuicon permite el trabajo sobre una imagen digital desde una perspec-
tiva complementaria a la del aralisis de varias variables. Consideramos para ello
una imagen digital arbitraria de un solo canalf : ! [0;1], dondej j = wh,
siendow el ancho yh el alto de la imagen. Podemos describir a trawes de

9
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Figura 3.2: A la izquierda, una imagen que suponemos en un continuo. A trawes
de un proceso de muestreo (ver imagen central), localizamos en una cuadrcula
los puntos donde vamos a efectuar la cuanti cacon. La imagen digital resultado
del proceso de cuanti cacon sobre la red escogida se ilustra en la imagen a la
derecha.

una matriz A 2 [0;1]" ", donde cada una de sus entradas; = f (i;j ). Bajo
una descripcon matricial de la imagen digital, podemos habilitar el uso todas las
herramientas vistas en asignaturas tales confdgebra Lineal.

Es inmediata la extensbn de la descripcon matricial al caso de una imagen
digital de n canales. Para ello, describiramos cada uno de sus canales siguiendo
el procedimiento anterior, obteniendo como resultado un tensor de dimensiones
[0;1]" W N,

Conforme la tecnologa de captura de imagenes digitales avanza, los procesos
de muestreo y cuanti cacbn son progresivamente mas so sticados y precisos,
teniendo como resultado imagenes cada vez mas poximas a lo que podemos ver
con el ojo humano.

La aplicacon de ecnicas de procesado de imagen a pelculas y fotografas
tomadas con amaras digitales resulta clave para poder apreciarlas con laultima
tecnologa, cada vez mas capaz de revelar el detalle no de una imagen digital. En
el contexto de nuestro trabajo, abordaremos el problema de reduccon de ruido
en imagenes digitales, que presentamos y motivamos a continuacon.

3.1. El ruido aditivo gaussiano

De forma paralela a las mejoras que se llevan a cabo en los procesos de forma-
con de imagen digital, la informacon capturada por las instananeas de nuestras
@maras digitales se puede ver expuesta a feromenos imprevisibles. Estas ocurren-

10
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cias se acentian en el contexto de la toma de imagenes nedicas: re mmonos, por
ejemplo, a la toma de inagenes digitales a traves de tomografa computerizada
(TAC). Para aquellos que puedan no estar familiarizados con esta terminologa,
se trata de una ecnica cuyo tiempo de generacon de imagen es superior, en va-
riosordenes de magnitud, a los tiempos de formacon de imagen a los que nos
tiene acostumbrados un teefono novil(moderng).

El efecto de cada uno de estos feromenos sobre la imagen digital resultante
puede ser modelado individualmente para revertir sus efectos sobre la imagen ge-
nerada. Sin embargo, el Teorema Central del Lmite permite estudiar el @mputo
total de estos procesos, formuhndolo como ununico feromeno que sigue una
distribucon gaussiana. Esto motiva la de nicon del modelo de decaimiento de
imagen digital por ruido aditivo gaussiano, al que nos referiremos de forma sucinta
comoforward model

Seau una imagen digital deN canales (a la que nos referiremos comunmente
comoground-truth ). De nimos ahora la imagen digital deN canales, denotada
n, como aquella cuyas dimensiones de ancho y alto son icenticas a lasudg
cuyas intensidades de iluminacon canal a canal se muestrean de una distribucon
normal,N (0; ), =O0sumediaycon < +1 sudesviacon esandar. Apelando
a la vison de una imagen digital como como tensor, ébrward modeles la suma
deuyn,

f:=u+n; (3.2)

gue nos permite generar la versor(ruidosa) de u, denotadaf . llustramos, a
trawes de la gura 3.3, la aplicacon del forward model a la imagen presentada
con anterioridad en la gura 3.1. Observamos que la mascara de ruido aditivo
gaussiano introduce sendas discontinuidades, que anteriormente habamos aso-
ciadounicamente a los bordes de la imagen. En otras palabras, el detalle no de
la imagen podra llegar a ser(confundidg) con el ruido que se le ha aplicado, lo
gue indica que, en general, el problema de reduccon de ruido aditivo gaussiano
no tiene una resolucon tan directa como a priori uno podra pensar.

Finalmente, nos referiremos comawverse model a la tarea de hallar una
imagenu , lo su cientemente poxima o (idealmente) icentica a u, conociendo
unicamente f . En este trabajo, vamos a utilizar una ecnica innovadora deleep
learning, conocida comdeep Image Prior  (DIP), para plantear una estrategia
de resolucon delinverse model Para poder dar cuenta del signi cado de estos
erminos, es necesario aportar un breve contexto hisbrico.

3.2. Inteligencia arti cial

Si comenzamos por el nal, etleep learninges una de las muchas vas por las que
se ha desarrollado linteligencia arti cial . En un sentido amplio, la inteligencia

11
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Figura 3.3: A la izquierda, la or vista como una super cie ruidosa contaminada
con una mascara de ruido aditivo gaussianoN (0; = 0:15), expresada a la
derecha como super cie.

arti cial es un campo del saber que, ademnas de intentar esclarecer el proceso de
pensamiento y formacon del conocimiento, propio de disciplinas tales como la

losofa, pretende formalizar el proceso de resolucon de problemas para replicarlo

a trawes de un sistema. En esteambito, en [3] se proponen de niciones alternativas

de inteligencia arti cial, que a grandes rasgos se pueden encasillar en cuatro
bloques:

Sistemas que piensan como seres humanos.

Sistemas que piensan racionalmente.

Sistemas que actilan como seres humanos.

Sistemas que actian racionalmente.

Podemos encuadrar el trabajo de Turing [4] (1950), que presenta la actual-
mente conocida com@rueba de Turing como uno de los primeros trabajos en
elambito de la inteligencia arti cial. Poco desptles surgiran sistemas tales como
Logic Theorist [5] (1956), que sera utilizado para hallar demostraciones alterna-
tivas a los teoremas d®rincipia Mathematica de Russell y Whitehead, yGeneral
Problem Solving Progran6] (1959), cuyo objetivo era la resolucon de problemas
aplicando los patrones de pensamiento que seguiramos los seres humanos.

Los resultados positivos en los desarrollos bgicos y formales, basados en ex-
plorar buena parte de los caminos posibles para resolver un problema y realizar

LAnticipamos que se trata de de niciones amplias, que guardan poca relacon con elambito
en el que se desarrolla este trabajo, donde emplearemos redes neuronales para ajustar una cierta
funcon de error.

12
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sencillas manipulaciones sintcticas [3], se englobaran dentro de lo que denomi-
namos como inteligencia arti cialabil . Poco desples, en la cecada de los 60, se

pondra de mani esto las limitaciones de estos sistemas para abordar problemas
donde es necesario un conocimiento profundo del dominio, como la internaciona-
lizacon (i18n).

La integracon del conocimiento experto con los sistemas probados hasta ahora
desembocara en el desarrollo del programa informatic®endral [7] (1969), que
permita formular hiptesis acerca de la estructura geonetrica de un compuesto
gumico. Para ello, reciba como entrada un aralisis de espectro de masas del
compuesto, y elaboraba las hipotesis con arreglo a la teora de estabilidad qumica.

A trawes de este conocimiento especializado, el sistema era capaz de descartar
estructuras geonetricas fsicamente inviables.

Para la inteligencia arti cial cebil, el volumen de con guraciones computables
(pero no necesariamente viables en la realidad) que podan describir un mismo
compuesto qumico era tan amplio que se antojaba intratable en un tiempo ra-
zonable. Sin embargoPendral supona el primero de lossistemas expertos
gue dominaran buena parte de los afos 70 por su rendimiento en esta clase de
problemas.

Los sistemas expertos aportaban cada vez resultados mas prometedores en los
problemas bien de nidos, donde podemos establecer una serie axiomas sobre los
gue efectuar inferencias. Sin embargo, la di cultad de estos netodos para resolver
ill-de ned problems, tales como la clasi cacon de imagen, motivara el siguiente
de los avances en este campo, conocido comachine learning

La caracterstica distintiva de esta disciplina es la ruptura con el camino que
se haba venido siguiendo hasta ahora con los sistemas expertos: no sera un
individuo el que determinara una serie de reglas a veri car por el programa, sino
gue sera el propio sistema el que, conociendo una serie de datos de entrada y de
salida, tratara de dilucidar las reglas que obedece cada panfut, output). De
esta forma, ante la entrada de umput para el que el sistema no fugentrenadg),
las reglas aprendidas hasta entonces permitiran al sistema formular un output o
prediccon verosmil [8]2.

3.3. Arquitectura de los proyectos de machine
learning

El diseno estructural empleado en el del desarrollo de un modelo ™achine
learning coincide, en Ineas generales, con el diagrama recogido en la gura 3.4,

2Captulo 1.1.2, sobre machine learning
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una adaptacon de la propuesta que gura en [§]

Figura 3.4: Descripcon visual de la estrategia abordada para la resolucon de
problemas conmachine learning Encerramos el ermino (paametros) en una
circunferencia para resaltar que se trata de un componente de la arquitectura
gue, en general, no se manipula explcitamente, sino a traves del optimizador.

La pieza fundamental de la arquitectura es ehodelo . Como primera aproxi-
macon, podemos entender el modelo como una funcon que transforma la entrada
o input en una salida, tamben llamada en ocasiongzediccon o inferencia .
Decimos que estamos en un egimen de entrenamiento cuando pa@ametros
gue de nen el modelo pueden ver su valor alterado.

A lo largo de esta fase de entrenamiento, contamos no solo agputs (conver-
tidos en predicciones a trawes del modelo) sino tamben con lasbjetivos , esto
es, los valores que nos gustara que devolviese nuestro modelo. A trawes de una
nmetrica de error , podemos comparar el desempeno de nuestro modelo y los ob-
jetivos y actuar sobre los paametros que gobiernan el modelo para minimizar el
valor de esta netrica. Informalmente, nos referimos con el erminoptimizador
a la estrategia que adoptamos para manipular tales paametros.

Modelo y netrica de error

Mas formalmente, diremosmodelo a una aplicaconf : A'! B. En erminos
de la gura 3.4, nuestrosinputs pertenecen al conjuntoA y las predicciones
pertenecen al conjuntoB. Llamando C al espacio de objetivos que nos gustara
cumplir con f, el problema de ajuste de modelo eseldedenirf :A!l C
con la propiedad de sobreyectividad, es decir,

8¢c2C 9a2A tg. f(a=c:

SCaptulo 1.1.5., gura 1.9.
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Informalmente, si nuestro modelo quisiese dar cuenta de las incidencias de
un feromeno natural, la propiedad de sobreyectividad se podra enunciar como
(todas las observaciones se pueden explicar a trawesidputs de nuestro model).

Ejemplo 2. Consideramos el conjunto de objetivagd = f:::; 2; 1,0;1,2;:::g.
Supongamos querer ajustar una aplicacoh a Z. Para ello, podemos de nirf
como
f: N ! Z
2p ! p 1; paratodop2 N:
2p 1] p

Observamos qud actia de forma distinta segin el rumero natural de entra-
da: sobre los rumeros naturales pares (denotados en la formg),2los enva al
conjunto N[f Og. Sobre los rumeros naturales impares (representados en la forma
2p 1), los relaciona con el conjuntd 1; 2; 3;:::9. En otras palabras,f es
sobreyectiva enZ y por tanto es un modelo que ajust&. Esquenaticamente, la
actuacon de f sera

N = f1, 20 3 4 5 6 :::g
# # # # # #
Z = f 1 0 2 1 3 2 g

La funcon presentada en el ejemplo anterior es empleada conunmente pa-
ra probar que N y Z pueden ser identi cados unvocamente entre s, teniendo
entonces la misma cardinalidad.

Una tarea propia de las ciencias experimentales es la recogida de datos sobre
un feromeno (en nuestros erminos, la elaboracon de un espacio de objetivos)
con el uso de instrumentos de medida. Lgcalidad) de los datos obtenidos puede
verse afectada por dos factores: por un lado, que el feromeno bajo estudio se
encuentre bajo la in uencia de alguna(perturbacon) externa; por otro lado,
por la precison de los instrumentos de medida, es decir, por el rumero de cifras
decimales que pueden representar nuestros instrumentos.

En el contexto de una simulacon por computador de un feromeno, aunque
seamos capaces de controlar el primero de los factores, siempre nos encontraremos
limitados por la capacidad de representacon decimal de nuestro ordenatidesto
explica la ubicuidad de netricas deerror , asumiendo un modelo como \alido
cuando el error entre los objetivos y las predicciones no supere un cierto valor
umbral.

Ejemplo 3. Observamos el conjunto de puntos en el plano recogido en la gura
3.5. DenotandoP a este conjunto, buscamos un modelo que ajud®e

4Salvo, quias, si recurrimos a ecnicas como el @lculo simholico por ordenador; como vamos
a abordar nuestro problema desde la perspectiva del @lculo nunerico, evitaremos realizar
sucesivamente esta clase de precisiones.
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Figura 3.5: Una gl ca que muestra unos puntos en el plano, generados a trawes
de la perturbacon de la funcon seno con valores muestreados de una distribucon
normal.

Superponemos a la nube de puntos la funcon sk tal y como vemos en
la gura 3.6. Observamos que siR no ajusta P en el sentido del problema de
ajuste del modelo (interpolacbn). Sin embargo, si consideramos el cuadrado de
la 2 norma como netrica de error de nuestro modelo en el ajuste & se puede
plantear el problema de regresbn

mn jjy fX)iji3 3.3

ooy (X)iiz (3.3)
para el cual la funcon sinx podra resultar un ajuste adecuado al problema
anterior. En efecto, se observa que para toda;fy) 2P jjy sinxjjz < 1.

Por consiguiente, si consideramos una netrica de error como el error cuadati-
co y aceptamos un modelo cuando su error de prediccon es menor a 1, la funcon
sinx ajustara P.

Para este caso particular, es directo intuir la funcon seno como un buen
modelo para la nube de puntos. Sin embargo, esta estrategia no es viable para
problemas mas complejos, o que motivaa la posterior introduccon de tcnicas
de aproximacon de funciones, donde presentaremos las redes neuronales como
una herramienta de aproximacon de funciones.

16



Captulo 3. Preliminares

Figura 3.6: Aproximacon, por la funcon seno, de la nube de puntos de la gura
3.5.

Optimizadores

Supongamos querer minimizar la funcon

f. [ L2] ! R
X o x® 2x?

que recogemos en la gura 3.7.

Observamos que el mnimo global o absoluto de la funcon se da paxa= 1
y el local se da parax = ‘5‘ La estrategia de minimizacon def por descenso
de gradiente se puede fundamentar a trawes de la siguiente idea del aralisis de
una variable:

Observacon 1. Seag: D ! R una funcon derivable en un abiertoD R,y
seax 2 D un mnimo de g. Entonces, existé' > 0 tal que

8x2(x "x) dgix) Oy
82 (x:x +") ogix) O
En las hipotesis de esta observacon, si nos encontramos en el intervako(x +
") podemos observar qugavanzar hacia la izquierdy nos permite reducir el

valor de g. Asimismo, (avanzar hacia la derechpen el intervalo xk  ";x ) nos
permitira tambéen reducir el valor de g.

La husqueda de un mnimo local por el netodo del gradiente es un proceso
iterativo que sigue esta misma idea informal: seleccionamos un punto de partida,
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Figura 3.7: Grca de f. Observamos que tenemos dos candidatos a mnimo:
uno local y otro absoluto.

digamosx, que actualizamos en cada iteracon segun la regla

x:=x g

donde > 0 es un paametro que depende del problema a abordar y determina
cuanto se actualizax en la direccon dictada por g¥{x).

Ejempli camos la aplicacon del netodo del gradiente af con =0:1. Por un
lado arrancamos con el puntag = % de dondef qxo) = % < 0y actualizaramos
X1= 1+ 2=0:625.

-2

Por otro lado, si partimos del puntoxy = % tenemosf {xq) = 171 >0y
actualizaramos x; = % 171 = 0:775. Observamos la actuacon del netodo

del gradiente en la gura 3.8.

Concluimos que el netodo del gradiente nos puede llevar a un mnimo local,
gue se halle en veri cacon de condiciones necesarias de punto estacionario de
primer orden ( {x) = 0), pero tambéen nos lleve a encontrar soluciones en los
extremos del dominio de nuestro problema.

Generalizamos al caso multivariable lo recen explicado para una variable:
dadaf : D! R,conD R" un abierto, la extenson del nmetodo del descenso
de gradiente al casm dimensional se realiza bajo la regla

X 1= X r f(x); siendox = (Xq;:::;%,) 2 R™:
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Figura 3.8: Actuacon del metodo del gradiente en su primera iteracon. Obser-
vamos que la husqueda de minimizadores de se realiza de forma distinta en
funcon del punto de partida.

0 o 1

@x
donder denota el operador gradiente; f = %b : % ; que indica la direccon
@f

@x
de maximizacon def. Evidentemente en el caso unidimensional recuperamos
r f(x) = fqx). Presentamos en el algoritmo 1 un posible pseudomdigo del des-
censo gradiente.

Algoritmo 1 Descenso gradienteinput =(x; ;f , stop); output =x.
1. if not stop then

2:  x := Descenso gradientex  r f(x); ;f;stop)

3: end if

4. devolverx

La primera modi cacon que podemaos aplicar al metodo del gradiente la cono-
cemos com@daGrad, que consiste en aplicar un factor multiplicativo a la tasa de
aprendizaje, inversamente proporcional a lenerga) del gradiente. I?recogemos
el pseudomdigo asociado a esta modi cacon en el algoritmo 2, donde denota
el producto elemento a elemento de dos vectores.

Algoritmo 2 AdaGrad; input =(x; ;f; r, stop, ); output =x.
if not stop then
g:=r f(x)
3 ri=r+g ¢
4:  x:= AdaGrad(x  —k= g;;f; r;stop;)
5
6

A

: end if
: devolver x
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Partiendo de un punto inicialx o, emprenderamos la lusqueda de un mnimo
local de una cierta funconf lanzando

AdaGrad(xo; ;f; r = 0;stop; =10 ):

De nimos el algoritmo RMSProp aplicando una modi cacon inmediata, que
consiste en ponderar por un factor de aprendizaje adicional, 2 (0;1), bajo
la expresonr = r +(1 )g g. Este es un recurso habitual en el alculo
numerico, que permite establecer lgimportancia) de lo aprendido hasta ahora
en relacon con los nuevos @lculos.

Finalmente, modi cando tambéen el numerador del factor multiplicativo de la
tasa de aprendizaje , de nimos el algoritmo de optimizacon Adam que recoge-
mos en el algoritmo 3.

Algoritmo 3 Adam; input =(x; ;f; r;s;stop; ; 1; 2;t); output =x.
1. if not stop then

2. g:=rf(x)

33 s:= ;s+(1 1)9

4 1= o+l 29 9

5: 8= l%

6: r:= 1%1—

7. x:= Adam(x = g f; ris;stop; ;1 ot+1)
8: end if

9: devolverx

Dadas ahoraf una funcon a minimizar, y Xo un punto inicial, llamaramos
este algoritmo como

Adam(xo; :f; r = 0;s=0;stop; =10 8 ;=0:9; ,=0:999t=0):
Ejemplo 4. Consideramod (x;y) = ( X %)2+(y %)2, Cuyo mnimo es eviden-
temente (%; %) su mnimo. Comparamos a trawes de la gura 3.9 la actuacon del

descenso de gradientéddaGrad, RMSProp y Adam. Para ello, jamos el factor
de aprendizaje =0:1, partimos dex, = (3;4) y observamos nalmente que

FHOGYT =@ 2 )

Nuestra condicon de paradastop, es la condicon necesaria de primer orden, que
diremos que se cumple cuando

jir f(X)jj»< 10 3
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Figura 3.9: Comparacon del desempeno de los cuatro algoritmos, en su mini-
mizacon de la funcon f (x;y) = (x %)2 +(y %)2 partiendo del punto inicial
Xo = (4;3) y concluyendo en el mnimo §; 3).

3.4. Aproximacon de funciones

Habiendo presentado la organizacon usual de un proyecto deachine learning

estamos en condiciones de introducir eleep learning El deep learninges una
disciplina de machine learning que sitia el foco de atencon en una eleccon
particular de modelo.

En erminos imprecisos, un modelo deleep learningse caracteriza por contar
con un cierto rumero de(capag que contribuyen sucesivamente a la representa-
con y manipulacon de los datos de entrada. La herramienta mas empleada en los
proyectos de deep learning para llevar a cabo estas operaciones esdaneuro-
nal, dada su utilidad en el problema de la aproximacon universal de funciones.

La idea de aproximar funciones nos debera resultar familiar. Si recordamos
las primeras asignaturas de aralisis, ya conocemos una tcnica para aproximar
funciones, mediada por el teorema a continuacon que enunciamos siguiendo la
formulacon de Apostol [9F:

Teorema 1 (teorema de Taylor) Seaf una funcon con derivadas de ordem en
el punto x = a. Entonces, existe un polinomid, y solo uno, de grado n que
satisface las + 1 condiciones

P(0) = f(0); PY0) = f Y0);:::;PM™M(©0) = f™ =0:

SCaptulo 7.2, Polinomios de Taylor engendrados por una funcon.
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Tal polinomio viene dado por la brmula

xXn (k)
P(x) = fk!(a)(x a): (3.4)

k=0

Observacon 2. En la brmula (3.4) observamos quef ¥(a) 2 R, y que k! 2
N. Por tanto, la brmula de Taylor nos devuelve una aproximacon, en forma
poliromica, de una funcon derivable al menos veces.

Presentamos ahora los componentes fundamentales de las redes neuronales en
el contexto de nuestro trabajo.

Percepton multicapa

El elemento kasico que de ne una red neuronal es el percepton multicapa, de -
nido a continuacon apoyandonos en la formulacon presentada en [10]:

De nicon 2  (Percepton multicapa). SeanL 2 Ny fN;gy,; N. El per-
cepton de L capas es una funcon

L . N N
ey I' \ITVtNLl(x)+bL; (35)
siendoNt 1:RNo 1 RNu 1 de nida segin la regla
N' Y(x)= X L 1pgL 2 L 1y. sik=1 .
L (W= "N* 4(x)+ b~ 7); en caso contrario
Nos referiremos a cadd' 2 RV:1 i L comosesgode la capai esima, y a

cadaW ' 2 RN Ni 1 comomatriz de pesos de la capai esima. Finalmente, se
de ne la funcon de activacon de la capai esima, ; como

. RN ! RN
(X Xosiinoxi) b (i) i(X2);:it; i(Xn))

es decir, la aplicacon elemento a elemento de una cierta funcon.

Al percepton multicapa tamben se le denominafeedforward network

Comunmente se emplean, como funcon de activacon, la funcon sigmoide,

s: R ! R

1
O
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tangente hiperlolica,

tanh: R ! R
e)( X
X ’I ef+e
0 RelLU,
ReLU: R ! R
x J}  maxf0;xg (3.6)

recogidas en la gura 3.10.

Figura 3.10: Funciones de activacon sigmoide, tangente hipertolica y ReLU. Ob-
servamos que se trata de funciones estrictamente no decrecientes.

La utilidad del percepton de una sola capa como aproximador universal de

funciones se sigue a partir del teorema de Cybenko, tamben conocido como teo-

rema de aproximacon universal. Lo enunciamos a continuacon, siguiendo la pro-
puesta de [11;

Teorema 2 (teorema de Cybenko) Sea una funcon no constante, acotada y
morotona creciente. Siendd , = [0; 1]" el cubo unitarion dimensional, denota-
mos porC(l,) el espacio de funciones continuas éR. Entonces, las sumas nitas
de la forma

F:ol, ! R

P . - n.
x 1 Fe)= TN wixepy 2RWD2RY (3.7)

son densas e (l,), es decir, para todod 2 C(l,);" > 0 existe una suma nita
de la forma (3.7), digamod~, para la cual

8x 21, jF(x) fXx)<™

Uno de los resultados que obtuvo nas atencon a este respecto lo localizamos

en [12]. Se trata de un resultado mas fuerte, mas restrictivo, que prueba ma-

6Captulo sobre Redes Neuronales.
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3.4. Aproximacon de funciones

tematicamente que, siendo una funcon de tipo sigmoide en la formulacon del
teorema 2, esta clase de funciones actia como aproximador universal de funciones.

Observacon 3. De forma similar al teorema de Taylor, el teorema de Cybenko
propone la aproximacon de una funcon cualquiera a traves de un sumatorio. A
diferencia del teorema de Taylor, el teorema de Cybenko no requiere la derivabi-
lidad de la funcon a aproximar, sino tan solo su continuidad.

Redes convolucionales

Dadasf;g : R! R, se dene laconvolucon de f y gena?2 R, como
Z.,,
(f a)(a)= f(x)g(a x)dx;

1
cuya formulacon bajo un dominio discreto unidimensional resulta

Xl

(f o(a)= f(x)gla x): (3.8)

x=1
Centraremos nuestro aralisis en el caso en que este dominio es, ademas) .
(1;2;:::;m), conn;m 2 N. De nimos, por tanto,
f(x)=0, si x< 10 bienx>n; (3.9)
y g(x) =0, si x< 1 o bienx > m: (3.10)

Con arreglo a la de nicon (3.8), reformulamos (3.10) como

g@a x)=0sia x< lobiena x>m: (3.11)

Nos interesa saber para qLe valores deno se tiene por defectd (x)g(a x) =
0. Para ello, consideramos los opuestos bgicos de las condiciones (3.9) y (3.11),
gue se haban de satisfacer simulaneamente:

» La negacon de la condicon (3.11) se puede escribir de forma equivalente
como
Xx+1 a x+m

= La negacon de la condicon (3.9) es1 x n.

Como estas condiciones se han de satisfacer simulaneamente, las combinamos en
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la forma
2 x+1 a xXx+m n+m;

y se sigue
2 a n+m (3.12)

Por tanto, a puede tomarn+ m 1 valores diferentes para los cuales no se
tiene por defectof (x)g(a x)=0.

Tamben es de nuestro intees dar una regla general de @lculo para la opera-
con de convolucon. Para ello, observaremos una serie de ejemplos. Comenzamos
con el alculo del primer valor dea que podemos escoger segun (3.12), que desgra-
naremos en detalle. Para el resto de ejemplos emplearemos las mismas ecnicas,
por lo que se seguian desarrollos mas breves. Comenzamos con

def: X

(f 9)(2) =

xXo
fg@ = fxee x %=

x= 1 x=1 x=1

f(x)a2 x)=f(1)9d):

Aplicando los mismos razonamientos,

X2
f 9@ = f(x)9B x)=f(1)92)+ f(2)9(1):
x=1
x3
f 9= f(x)9@4 x)=1(1)9B)+ f(2)9(2)+ f(3)g(1):

Tal y como se indica en el pie de foto de 3.11, el producto de convolucbn
en un punto a en veri cacon de (3.12) se puede expresar en erminos de su-
ma de productos. Este supone el indicio fundamental para expresar el producto
de convolucon entref y g como un producto matricial. Llamandovector de
convolucon def y g al vector

(f 9)2);( 9)3);:::;(f g(n+ m)):

Podemos denotar este vector en erminos del producto matricial
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3.4. Aproximacon de funciones

Figura 3.11: Descripcon gia ca de la convolucon def y g en un dominio discreto
unidimensional nito para el punto 2, 3 y 4. En esta descripcon,(deslizamo}
el vector g en un sentido descendente y, para aquellas entradas glalineadas
horizontalmente conf , calculamos la suma de los productos de estas entradas.

(o} 0 0 0 0 1
R O 0 0 0
B R 01 0 0
. : . ) . . 0 1 0
: : ' o ; fq f 92
On On 1 Om 2 @ O f2§ f 9@d)
0 On Om 1 : O B ;
0 0 gm gm 2 fn n o1 (f g)(n+ m 1) (n+m 1) 1
0 0 0 gm 1 gm 2
5 On  Om 1
0 0 0 0 Om

(n+m 1) n
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donde la matriz de la izquierda se corresponde conrtatriz de Toeplitz de g,
un tipo especial de matriz cuyo intees reside en que sus diagonales descendentes
tienen el mismo valor.

Concluimos que la convolucon discreta en un dominio unidimensional de dos
vectores se puede expresar como el producto de una matriz por un vector.

La extenson de (3.8) al dominio discretdbidimensional , donde se de ne

Xt xt
(f o(aib= f(x;y)aa x;b y);

y=1 x=1

la realizamos considerando un problema nmas poximo al que abordaremos, donde
supondremos una imagen digital de dimensionas n,

0 1
X1:1 X122 i Xin
X211 X2 it Xon )
X = _ , _ 2 [0; 2"
Xm;l Xm;2 Xm;n

gue vectorizamos en la forma

X" = (Xp1;, Xp2; Xiz ;i X1n;
X2:1,  X2:2, X233 il X2:n .
Xm:1; Xm:2i Xm:z 5iiis Xmn) 2 [0;2]7 M

Consideraremos asimismo una matriz kernel de dimensiones 3 3,

0 1
k1;1 k1;2 k1;3

K= @ k2;1 k2;2 k2;3 A, (313)
k&l kaz k$3

gue invertimos a lo largo de los ejes horizontal y vertical, obtenendose la matriz

0 1
k&S kaz k&l

@ Koz Koo Koz A ;
kLS kLZ krl

gue (completamod con ceros hasta tener rumero de columnas icentico X,

teniendo 0 1
k3;3 kg;z kg;l 0 ::: 0

K‘ = @ k2;3 k2;2 k2;l 0 ::: 0 A
k1;3 k1;2 k]_;]_ 0 ::: 0
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3.4. Aproximacon de funciones

que vectorizamos como

k= (kaz ka2 ka; 0 ;iii; O
kaa;  Kazy kza; O ;i O
Kia,  Kiay Kii)
con dimensione®k?"*3 . Hemos eliminado los ceros en laultima la d&k para ge-

nerar con rigor la matriz de Toeplitz dek, denotadaW, que nos permite describir
la convolucon de X conK y se expresa a trawes del producto matricial

0 ksz O 0O ::: 0 0 1

kso kaz O ::: 0 O

Ksn Ksz Kas 0 0 0 1

Kia Kz Kis ksz O X1;2

Wx = 0 kyx kiz - 1 Kags XTB : (3.14)
0 0 kl;l . k1;3 : X '
m;n

0 0 0 . kiz kis
: : : k1;1 k1;2
0 0 0 0 ki

Se sigue, por tanto, que la operacon de convolucon de una imagen con un
kernel se puede observar como una matriz dispersa, para la que solo contamos
con algunas entradas que, adenas, se encuentrggompartidag) por las diferentes
entradas deW.

En elambito del deep learning una red convolucional consiste en rede nir la
funcon que de ne el percepton, (3.5), por una operacon de la forma

K X + B;

siendoX 2 [0;1]™ " una imagen,K 2 RX X es un kernel de taman& ky B
seguira siendo una matriz de sesgos.

A tenor de (3.14), la operacon de convolucon se puede reescribir como un
producto matricial; por consiguiente, una red convolucional no es mas que el uso
de una matriz dispersa como pesos de un percepton multicapa.
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4.1. Deep Image Prior. Aplicacon al problema
de denoising .

Presentamos brevemente el modelo de reduccon de ruido mgyularizacon de
Tikhonov generalizada , cuya formulacon se realiza en [11]y recogemos a
continuacon:

Z Z

u =argmn 5 (u f)zdx+F—1) jruifdx; > 0p 1L (4.1)

segun la cualf es una imagen contaminada con ruido aditivo gaussiano a trawes
de la aplicacon delforward model Distinguimos dos sumandos:

R
» Elermino  (u f)2dx se dice dedelidad , dependiente de la tarea de
procesamiento de imagen. En el contexto de la tarea de reduccon de ruido,
mide (cwanto de diferenteg) son la imagen obtenida y la imagen ruidosa.

= Siobservamos una imagen ruidosa como super cie (por ejemplo, a trawes de
la gura 3.3), su gradiente da cuenta de la informacon no solo de los bordes,
sino tamben dgl ruido. Si sumamos al ermino de delidad lap norma
del gradiente, jr ujPdx, este ermino favorece la aparicon de regiones
homogeneas.

1Captulo sobre el Galculo Variacional, seccon (La regularizacon de Tikhonov. Generaliza-
con).
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4.1. Deep Image Prior. Aplicacon al problema delenoising

Figura 4.1: De izquierda a derecha: una imageground-truth, la representacon

gl ca de su a priori, y la representacon ga ca del ermino jr uj® de la imagen
contaminada con un ruido aditivo gaussiano de desviacongesandar = 0:075.

Lo que observamos es lo senalado anteriormente: el erminojr uj®dx nos da

una netrica de la incidencia del ruido y de los bordes de la imagen. En efecto, las
regiones homogeneas se demarcan por colores oscuros, mientras que los bordes y
el ruido (cambios en la intensidad de iluminacon) se capturan correctamente en

la imagen.

Por consiguiente, el segundo sumando de (4.1) se dicaegularizacon 0

a priori , al tratarse de una informacon que conocemos del problema con el
gue vamos a trabajar. Matermaticamente estamos restringiendo el espacio
de husqueda de las soluciones al penalizar s(isscilacione}, por lo cual
estamos regularizando.

Mas en general, tanto esta como otras tareas de procesamiento de imagen
(\wease super-resolucon o inpainting) se formulan por medio de la suma de un
ermino relativo a la tarea de procesamiento , E, y un ermino de regulari-
zacon , R,

u =argmn E(u;f)+ R(u): (4.2)

Consideramos ahora una red neurondy N , y sea una eleccon concreta de
valores para los pamametros déN N . Denotamos porNN (z; ) a la actuacon de
NN sobrez bajo los paametros .

En el trabajo de Ulyanov et al [13], se propone el problema de minimizacon

=argmn E(NN (z; );f)conu = NN (z; ) (4.3)

para una tarea de procesamiento de imagen cualquiera, denotada [or En
erminos de (4.2), podramos sefalar que nuestro ermino de regularizacon en
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(4.3) esR(NN (z; )) 0, un a priori implcitamente de nido por la red que
podemos identi car como una funcon indicatriz del conjunto de las inagenes
gue pueden ser generadas a trawes de la red, es decir,

0; si9z; talqueNN (z; )=u .

R(u) = )
(u) +1 ; en caso contrario

(4.4)

Nos referiremos poiDeep Image Prior  a la resolucon de un problema de
la forma (4.3). Particularizamos elDeep Image Prior al problema de reduccon
de ruido en imagen digital. Para ello, detallaremos nuestro proyecto en £rminos
de la descripcbon propuesta en la gura 3.4.

4.1.1. Modelo

Figura 4.2: Esquema de alto nivel de la arquitectura de la red neuronal conside-
rada, donde indicamos las dimensiones de los datos en su ujo por la red.

Empleamos una red neuronal cuyo ujo de la informacon se recoge en la imagen
4.2. Se observa que, a nivel estructural, esta arquitectura es similar a la de una U-
Net, formulada originalmente en [14] en el contexto de la segmentacon de imagen
nmedica.

Podemos evidenciar esta similitud a traves de dos factores caractersticos: el
primero de ellos es la combinacon de operaciones dewnsampling (denotadas
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4.1. Deep Image Prior. Aplicacon al problema delenoising

d;, d, ..., ds) y posteriormente deupsampling (denotadasug?, Uy, U, ..., Us),
gue modi can sucesivamente el tamano de la imagen de entrada, extrayendo de
ella diferentes caractersticas. Ambas operaciones las detallamos en las guras 4.5
y 4.4, respectivamente.

El segundo factor caracterstico es la presencia de conexios&gp (denotadas
S1, S2, .-+, S5), CUYO Objetivo es preservar la informacon generada a trawes de cada
una de las operaciones que se llevan a cabo. Un hito de desarrollo que tiene como
protagonista las conexioneskip es la arquitectura ResNet [15]. Detallamos de
forma pormenorizada las operaciones que se llevan a cabo en una conesdip
en la gura 4.3.

En estas tres guras, parametrizamos las capas convolucionales (denotadas
Cony con los atributos channels out, kernel _size y stride y que explicamos
a continuacon.

= El paametro kernel _size se re ere a las dimensiones en ancho y en al-
to que caracteriza el kernel. En el ejemplo (3.13), al tenerse un kernel de
dimensiones 3 3, diramos kernel _size=3 y se aplica directamente la for-
mulacon (3.14). Por otra parte, el casokernel _size=1 se identi ca con el
caso en que el kernel es de dimenson 11. En ese caso, la matrixN en
(3.14) vera sus entradask;; modi cadas bajo la condicon k;; = 0 para
todo (i;j) 6 (1;1).

Figura 4.3: Arquitectura utilizada para el procesamiento de la informacon a
trawes de las conexioneskip.

= Para dar cuenta de las variaciones introducidas por el paametrstride ,
un buen punto de partida es la representacon ga ca de la gura 3.11. Ob-
servamos que el alculo del vector de convoluconf ( g)(a), se describe
ga camente ((deslizandg) el vector g y operando entre aquellas entradas
def y de g que se encuentrar{alineadag. El paametro stride=1 se co-
rresponde con el caso recogido en dicha gura, donde se tiene el vector de

2Esta capa no efectia propiamente una operacon de supermuestreo sobre la imagen que
recibe, sin embargo, la denotamos de esta forma dado que el resto de operaciones coincide con
las de unau; (gererica).
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Figura 4.4: Arquitectura utilizada para el casou;;i = 1;2;3;4. Para el casauy,
se sustituye elultimo nodulo de upsampling por una capa de convolucon con
paametros channels out=3, kernel _size=1 y stride=1 , seguida de la aplica-
con de la funcon sigmoide. Para el casais se empleaunicamente una sola capa,
de upsampling

convolucon
(f 9@):Ff 9@);(f 9@);:s(f gn+m 1))

Por su parte, el paametro stride=2 provoca, observando la gura 3.11,
el @alculounicamente de los £ Qg)(i), coni un rumero par. El vector de
convolucon resultante sera

((f 9@:(f 9@;(fE g®6);=5F g(n+m 1))

suponiendon+ m 1 un rumero par. En erminos de (3.14), la modi cacon
que habra que aplicar es rede nirW excluyendo sus las de ndice par.

= Finalmente, el paametro channels _out indica el rumero de kernels que se
van a considerar en cada capa de convolucon. As, en el cadzannels _out=1
se llevara a cabo una sola operacon de la forma (3.14), lo que produce un
solo vector como salida. Mas en general, en el casloannels _out=i , se lle-
vara a cabo i operaciones de la forma (3.14), lo que produciravectores
como salida.

Otra de las capas que podemos observar en las guras es la denot@dschNorm
(batch normalization). Para de nirla, primero hemos de introducir la nocon de
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Figura 4.5: Arquitectura utilizada para el casa;. Destacamos que, a trawes de la
primera capa de convolucbn, se aplica implcitamente una reduccon a la mitad
de las dimensiones de la entrada. Esto se puede observar debido al paametro
stride=2 .

normalizacon . Dado un vector de datosx = (X1;X2;:::;Xn) 2 R", de nimos
su media,
1 X
X= — X
n.

y su desviacon estandar,

R = : (4.5)

De esta forma, garantizamos que la incidencia de cada uno de los valores de
X se distribuya en torno a una distribucon gaussianaN( = 0; = 1). La
normalizacon se lleva a cabo durante la fase de preprocesado deilgauts de

un modelo dedeep learning al haberse observado que tiene un impacto positivo
sobre el proceso de aprendizaje de los paametros del modeld.[8]

Recuperamos ahora la expreson (3.5) en la de nicon de percepton multi-
capa. Suponiendo aplicada la normalizacon a los datos de entrada en la red,
tenemos la garanta de que, en el cash = 1, los valores deN°x) = x se

3Captulo 3.6.2.
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distribuyen en torno a la distribucon normal. Sin embargo, eso no nos garanti-
za que ninguna de las salidas dé 1(x), N2(x), N3(x);:::, vayan a seguir una
distribucon normal.

BatchNormpermite abordar este problema en cada una de las capas del modelo
[16]. Consiste en aplicar, en primer lugar, a umput gererico X la normalizacon
(4.5), teniendo®. En segundo lugar, escalamos y desplazamos por 2 R cada
una de las entradas de, siendo la salida deBatchNormde nida como

y= R+
con ; paametros modi cables conforme el proceso de aprendizaje se lleva a
cabo, que nos permitiran recuperar = s; = X en el caso de que esos fuesen

los pammetrosoptimos para el modelo.

Por otra parte, podemos de nir la funcon LeakyReLltomo una modi cacbon
de la funcon de activacon ReLU3.6), de nida como

X; X 0 |

LeakyRelL (k) = w x< 0 -

En coherencia con la arquitectura propuesta por Ulyanov et al, utilizaremos=
0:2.

Por ultimo, empleamos en la capaUpsampleel netodo de interpolacon
bilineal . Para ilustrarla, sean &i;Vy1); (X2;V¥1); (X1;¥2); (X2;¥2) con X; < X, €
yi<Yyo.

Figura 4.6: Representacon del recangulo encerrado por los semiplanos para la
introduccon a la interpolacon bilineal.

Dado (x;y) en el interior del recangulo encerrado por los semiplanos> x 1,
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X< Xp Yy >y ey <y, (ver gura 4.6), en primer lugar realizaremos una
interpolacon a lo largo de las aristas horizontales del recangulo, obteniendo

f(y2) = 7251 (Xasy2) + 220 (%27 2)
f(y1) = 7251 (X ya) + 225 (%25 y1)

Combinamosf (y,) y f (y1) como sigue para obtener la interpolacon bilineal de
f en (x;y) como

Y2 yf (y2) + Yy ¥

f :
Y2 Y1 Y2 Y1 (v2)

f (xy)=

A trawes de lo ilustrado en las guras 4.2, 4.3, 4.4y 4.5, contamos con una red
neuronal de 2 millones de pamametros. En otras palabras, el conjunto de imagenes
representables por nuestra red constituye uaspacio de dimenson nita

4.1.2. Objetivos

En £rminos de la gura 3.4, nuestra netrica de error tenda como objetivouni-
camente la imagen ruidosa. Esta es una innovacon clave que introduceDsep
Image Prior, pues la ecnica habitual en procesado de imagen es el entrenamiento
de unared a trawes de un volumen cuantioso de imagenes digital§¢stiquetaday),
produciendo como resultado un modelo capaz de eliminar el ruido de una imagen
arbitraria. Esto quiere decir que, asinbticamente, nuestra red tiende a la imagen
ruidosa. Por el contrario, una red entrenada tiende a la imageground-truth.

Como este proceso el proceso de elaboracon del modelo puede dilatarse en el
tiempo hasta hallar la combinacon adecuada de elementos tales como la arquitec-
tura de la red, datos etiquetados de entrenamiento, o la funcon de coste ibnea,
el Deep Image Prior constituye una alternativa e caz que permite abordar un
amplio espectro de problemas de procesamiento de imagen.

4.1.3. Input

Tal y como se anticipa en la gura 4.2, el modelo recibe como entrada un tensoy,
de dimensiones 32 w h. Este tensor se de ne partiendo de umput auxiliar,
2, de dimensbn icentica a z y cuyos valores se muestrean de una distribucon

uniforme U 0; 55 .

Siendo iterativo el proceso de lusqueda de paametrosoptimos para el modelo,
en cada iteracon contaminaremo< “‘con ruido aditivo gaussianoN( =0; =
0:1), obteniendo el tensoz que recibe el modelo. Esta ecnica es clave desde el
proceso de reduccon de ruido, al comprobarse experimentalmente que favorece

36



Captulo 4. Metodologa

la impedanciaal ruido de las predicciones realizadas por el modelo.

La nocon de partir de una imagen que no guarda ninguna clase de relacon
con la imagen ruidosa puede parecer contraintuitiva al principio, ya que la es-
trategia (bgica) a la hora de resolver un problema de procesamiento de imagen
es, al menos en primera instancia, la de operar con la imagen de entrada para
eliminar aquellas caractersticas que no nos resulten utiles, en nuestro caso el
ruido. A la familia de metodos que parten de la imagen contaminada se diseale
space methodsPrecisamente en el contexto del anterior TFG [17] planteamos la
resolucon del modelo variacional (4.1), cuya resolucon llevaba a considerar la
ecuacon paralplica en derivadas parciales

8 @u
% @t: div(jr uj® ?r u) (u f); (x;t)2 ©0;T)

3 jruiP2ru n=0 (x;)2@ (0;T)
ux;0)=f X 2

Observamos que en este modelo partimos de la imagen ruidosa, algo que
se evidencia por la condicon inicialu(x;0) = f. Los scale space methodse
caracterizan por(suavizai) las caractersticas asociadas al ruido aditivo gaussiano
durante los primeros instantes del proceso de difuson, lo que favorece la aparicon
de regiones homogeneas.

A diferencia de esta estrategia de resolucon, en el contexto de este trabajo
hacemos uso de umverse scale space metho&sta clase de netodos se carac-
terizan por partir de tensores cuyos valores son nulos o han sido inicializados
aleatoriamente y aproximar sucesivamenté en orden creciente de detalle [18].
De tal forma, si se detiene el proceso de reconstruccon de la imagen bajo un
criterio adecuado, las caractersticas del ruido presente gnquedaran sin incor-
porarse a la reconstruccon (as como las texturas mas detalladas presentes en la
imagen).

4.1.4. Error

La eleccon de la netrica de error se sigue de forma directa cuando observamos
el modelo de ruido aditivo gaussiano. En efecto, si en (3.2) despejanios
u+n() n=f uycalculamos su energa se tiene

Z Z

(u f)2dx= n2dx= 3 j (4.6)

dondej j se corresponde cow h ¢, el producto del ancho, alto y rumero de
canales de las imagene$ y u; por su parte, 2 se corresponde con la varianza
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del ruido aditivo gaussiano aplicado a. Dividiendo (4.6) porj |, se sigue
1 Z

7 (u f)2dx = 2 (4.7)
siendo el lado izquierdo de la igualdad elrror cuadatico promedio deu res-
pectof , que denotamos en notacon funcional como MSH(f ). Por consiguiente,
el problema de la forma (4.3) particularizado al problema de reduccon de ruido
es

=argmn MSE(NN (z; );f)conu = NN (z; ) (4.8)

Indicamos, asimismo, que se estn llevando a cabo trabajos prometedores
mediante la incorporacon de ermino a priori adicional al de nido implcitamente
por la red, propio de la tarea de procesamiento de imagen que se desea realizar.
Mas espec camente y a modo de ejemplo, para el problema de reduccon de
ruido, en [19] se formula el modelo

=argmn MSE(NN (z; );f)+ TV(NN (z; );f); > 0 (4.9)
siendo TV el operador de variacon total aplicado albutput de la red. Tiene el
papel de regularizante como el a priori del modelo 4.1 para el case 1.

En cualquier caso, hemos hallado a trawes de (4.6) una relacon entre la ima-
gen ground-truth y su correspondiente imagen ruidosa. Esto motiva el siguiente
algoritmo de reduccon de ruido con criterio de parada autonatico

Algoritmo 4 Criterio de parada; input =(f;z; NN ; ); output =u .
1: 2 := contaminar z con N (0; 0:1)

2: if MSE(NN (z; );f) < 2then

33 U :=NN(z )

4: else

5: := actualizar con optimizador escogido
6: U := Criterio de parada(f;z; NN ; )

7. end if

8: devolveru

Este criterio de parada se puede observar tambéen en [{38gxpresado como
kf u kz < 2

donde 2 es la varianza del ruidon, aplicado en el modelo de reduccbn de ruido,
f es laimagen ruidosa y es la reconstruccon def por un inverse scalepspace

method En erminos del criterio de parada del algoritmo 4 pondramos = g

4Seccbn delterated Re nement.
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4.1.5. Optimizador

Finalmente, eloptimizador escogido para el proyecto es Adam. Sin embargo,

a lo largo del desarrollo de la seccon de Optimizadores, dimos una vison de los
nmetodos de lusqueda de mnimos locales de funciones de coste sin hacer referencia
a ®mo trabajaran sobre redes neuronales. La actualizacon de los paametros de
la red se realiza a trawes de la ecnica de diferenciacon automatica, y parten de

la vison de observar las redes neuronales como composicon de funciones.

Por ello, podemos referirnos al anexo A para realizar una comparativa entre
los nmetodos de diferenciacon que podemos haber utilizado a lo largo de la carrera,
gue ponga de relieve la utilidad de la diferenciacon autonatica para resolver el
problema de ajuste de paametros de una red neuronal.

4.1.6. Eleccon de tecnologa del proyecto

Para la construccon y evaluacon del rendimiento de este modelo, vamos a utilizar
PyTorch [20], un framework de software libre paradeep learning implementado
en Python, que exhibe la capacidad de trabajar tanto con GPU como con CPU.

Habiendo llevado a cabo experimentos preliminares con TensorFlow en el con-
texto del Trabajo de Fin de Grado de Matenaticas, una idea razonable para este
trabajo era la de ganar soltura con tecnologas alternativas y prometedoras.

4.2. Metricas de calidad

Para evaluar nunericamente el rendimiento de una reconstruccon, vamos a uti-
lizar dos netricas que se utilizan comunmente en el procesamiento de imagen:
la proporcon maxima de senal a ruido peak signal-to-noise ratioo PSNR) y el
ndice de similitud estructural (SSIM). Estas medidas de calidad se dicefull-
reference ya que comparamos el rendimiento de nuestros algoritmos respecto a
la imagenground-truth [21].

PSNR

Seal una imagenground-truth de dimensionesn n. Denotamos porf a la
actuacon sobre | del forward model con una cierta mascara de ruido aditivo
gaussiano. Finalmente, llamamos a la (reconstruccon) de | a partir de f por
la actuacbon de uninverse model

Para de nir la PSNR, recuperamos la idea del error cuadatico promedio
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(mean squared erroro MSE), de nida a vuelapluma en (4.7), y que formalizamos
a continuacon en el caso discreto.

De nicon 3  (Error cuadatico promedio (MSE)).

1 XX
MSE(; 1) = — (u(xi;y) Ty

i=1 j=1

De nicon 4  (Proporcon maxima de senal a ruido (PSNR))
!

MAX
PSNR(u:1)=20lo A
CHY) 910 piMSE(u; 0

Suponiendo que las imagenes digitales esan normalizadas, es decir, que su
rango de iluminacon canal a canal se encuentra en el intervalo; [, se tiene
MAX = 1.

La PSNR, por tanto, es una funcon del error cuadiatico promedio. En otras
palabras, no es capaz de dar cuenta de los matices del sistema de visualizacon
humana, segun el cual una netrica como la PSNR podra no ser la mas adecuada
bajo todos los casos. Para atajar las limitaciones en el apartado visual de la
PSNR, Wang et al [22] propusieron la similitud estructural (SSIM) como una
medida que combina nociones del proceso de formacon de una imagen digital e
informacon estructural de la imagen. Seguimos la formulacon de la SSIM que
propusimos previamente en [17].

SSIM

Dadas dos inmagenes digitales de icentica resolucon,; e I, la SSIM se de ne
como una medida de comparacoiocal, trabajando con secciones de las inagenes
o patches Dadosx, y patches dd ; el , respectivamente de tamanbl N;N 2 N,

la SSIM dex ey se de ne como funcon de la luminancia)(x;y), el contraste,
c(x;y), y la comparacon estructural de los patchess(x;y).

Para de nir estos tres erminos, introducimos en primer lugar la intensidad
promedio del patchx, . Para ello, reescribimos los patches y como un vector
N? dimensional, y tenemos
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con lo que podemos de nir lacomparacon de luminancia

2x y+C1

;C160:
2+ §+C1

I(x;y) =

Asimismo, un estimador del contraste del patch,, se de ne segin

a partir del cual podemos de nir la funcon decomparacon de contraste  entre
patches como

x yt Co .
= S 60

Finalmente, de nimos la funcon de comparacon estructural como

2
o + Ca 1 X

—= = -C360; donde = —
«y*+Cs ° YTNZ 1

s(x;y) = i Oy )

i=1

Con estas herramientas, podemos plantear nalmente la de nicon de SSIM:

Denicon 5 (Indice de similitud estructural (SSIM)). El ndice de simili-
tud estructural de cada patch se de ne como el producto de la luminancia, el
contraste y la similitud estructural,

SSIM(x;y) = I(x;y) c(x;y) s(x;y) 2[ L1l con;; > O

Comunmente se trabajaenelcaso = = =1, C3= C,=2, por el cual se
obtiene la forma mas compacta

(2 X Yy + Cl)(2 Xy + CZ)

SSIM(X: = :
W)= e ze ey 2+ 2+ G

Ejemplo 5. Presentamos en la gura 4.7 una imageground-truth y otras tres
imagenes que han sufrido algun tipo de proceso de decaimiento que recogemos en
el pie de la gura.

En la tabla 5 recogemos los valores de PSNR y SSIM para cada una de estas
imagenes, observando que los artefactos que pueden resultar a priori mas eviden-
tes, como una imagen oscurecida y una imagen con una seccon borrada, no se
traducen necesariamente en evaluaciones mas negativas por parte de las netricas
de calidad presentadas anteriormente. Una pregunta bgica entonces(g$onde
eshn las diferencias entre las imageney?
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Figura 4.7: De izquierda a derecha, y arriba abajo: la imageground-truth, la
imagen con una seccon de la imagefborradad), la imagen con desenfoque de lente
pentagonal, y la imagen con el operador bgicand aplicada, canal a canal, con
una mascara R; G; B) = (245; 245 245) en el fondo y R; G; B) = (225; 225 225)

en el frente. Los procesos de decaimiento se han generado utilizando el software
libre de dibujo Krita [1].

Para localizar de forma @apida las disparidades entre las imagenes, podemos
utilizar la imagen SSIM respecto a la imagen ground-truth . Esta imagen
se genera a partir de los ndices obtenidos en cada patch empleado en el alculo
del ndice SSIM y nos precisa cnde tiene lugar la disimilitud entre dos inagenes.
Recogemos las imagenes SSIM para las inagenes anteriores en la gura 4.8.

Estas imagenes ponen de mani esto la importancia complementar las netri-
cas puramente numericas con herramientas que ayuden a percibir mapidamente
las diferencias entre dos inagenes dadas, como pueden ser las inagenes SSIM.
De hecho, esta netrica resultaa clave en la formulacon y evaluacon de los ex-
perimentos que realicemos con 8leep Image Prior
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Artefacto aplicado | PSNR (dB) | SSIM

Seccon borrada 26.26 0.9898
Desenfoque 21.59 0.5316
Operadorand 26.08 0.9529

Tabla 4.1: Tabla que recoge los valores de PSNR y SSIM para cada una de las
imagenes segun los artefactos aplicados en ella.

Figura 4.8: Imagenes de SSIM generadas siguiendo la ordenacon de la gura
4.7. Observamos ahora que la operacon de desenfoque produce los errores mas
evidentes (mas secciones de la imagen en negro), seguido del operaaat y
nalmente la imagen con la seccon borrada. Un mayor ndice SSIM en un patch se
traduce en una imagen mas blanca en ese patch, mientras que un menor ndice se
traduce en una imagen mas oscura. Para representar correctamente las imagenes
SSIM cuando los ndices son negativos, jamos todos estos a cero.
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Resultados

El objetivo de este captulo es medir la efectividad, a trawes de varios experi-
mentos, delDeep Image Prior de reduccon de ruido en imagenes digitales con
criterio de parada autormatico.

Para ello, damos cuenta, en primer lugar, de la estructura de carpetas de
una muestrd de material suplementario del proyecto a n de poder localizar
los resultados cualitativos y cuantitativos pormenorizados de cada experimento.
Detallaremos los contenidos de estas carpetas segin sea necesario en el desarrollo
de este captulo. Indicamos que los resultados de todos los experimentos que se
llevaron a cabo, as como algin ejemplo de uso del proyecto, se pueden encontrar
en la ruta https://github.com/hegro/dip-denoising

Arbol de directorios 1  Directorio raz del proyecto.
/

natural _images_selection/
synthetic _images selection/
results/

gradio/

1La restriccon de tamano de la plataforma de TFG impide la subida del material suplemen-
tario al completo.
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