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Resumen

La vision arti cial ha tomado un papel central en la sociedad actual, donde gran parte
de las actividades requieren del uso de pantallas. En este contexto, las imagenes digitales se
han convertido en una fuente primaria de informacion visual, utilizada en una amplia gama de
aplicaciones, desde el entretenimiento hasta la medicina y la seguridad.

La descomposicion de imagenes es una tarea fundamental en el procesamiento de imagenes
y la vision arti cial, con aplicaciones en segmentacion, eliminacion de ruido, restauracion y
mejora visual. Tradicionalmente, muchos enfoques se basan en el entrenamiento supervisado
sobre grandes conjuntos de datos etiquetados, lo que limita su aplicabilidad en escenarios donde
la anotacion es costosa o inviable. Incluso en el caso de metodos no supervisados, suele asumirse
la disponibilidad de un conjunto amplio de datos no etiquetados. Frente a estas limitaciones,
el enfoque auto-supervisado en el cual se basa Double-DIP, permite procesar cada imagen de
forma individual sin necesidad de conjuntos de datos.

En este TFG se explora el Double-DIP [1], un metodo basado en redes neuronales convolu-
cionales que permite la descomposicion auto-supervisada de imagenes. Este enfoque extiende
la tecnica del Deep Image Prior (DIP) [2] al emplear multiples redes acopladas, permitiendo
separar distintas capas de informacion dentro de una imagen. Gracias a esta capacidad, Dou-
ble-DIP se aplica a tareas como segmentacion de imagenes, eliminacion de niebla, eliminacion
de marcas de agua y separacion de capas superpuestas, demostrando su versatilidad y e cacia
sin necesidad de realizar un entrenamiento previo.

El trabajo se organiza del siguiente modo: los cap tulos 1 y 2, dedicados a la Introduccion
y a los Objetivos, presentan el contexto del problema y establecen las metas del proyecto.
El cap tulo 3, titulado Preliminares, proporciona los conocimientos fundamentales necesarios
para abordar el nucleo del estudio. A continuacion, el cap tulo 4, Metodolog a, examina en
profundidad el funcionamiento del modelo Double-DIP y su aplicacion a distintas tareas de
procesamiento de imagenes. En el cap tulo 5 se exponen los resultados obtenidos a partir de la
mejora y actualizacion de la implementacion original propuesta en [3]. Finalmente, el cap tulo
6 recoge las conclusiones principales y plantea posibles | neas futuras de investigacion.
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Introduccbn

A continuacon se presenta el contexto, alcance y estructura del trabajo.

1.1. Contexto y alcance

El procesamiento de imagenes es una disciplina fundamental en el ambito de la visbn
arti cial, con aplicaciones en nultiples sectores como la medicina, vigilancia y rolotica. Su
objetivo principal es extraer informacon relevante de una imagen para su aralisis, manipulacon
o transformacon. A lo largo de los anos, han surgido diversos enfoques para abordar estas
tareas, desde netodos tradicionales basados en ecnicas estadsticas hasta enfoques modernos
gue emplean inteligencia arti cial.

Los netodos chsicos de procesamiento de imagenes suelen basarse en tcnicas como el
Itrado espacial, la deteccon de bordes y la segmentacon mediante umbralizacon o algorit-
mos basados en histogramas. Si bien estas estrategias han demostrado ser e caces en ciertos
escenarios, su rendimiento se ve limitado cuando las inagenes presentan alta variabilidad en
erminos de iluminacon, ruido o complejidad estructural.

En este contexto, uno de los enfoques chsicos que se explora en mi anterior TFG [11]
(en el Grado de Matenaticas) es el modelo de Chan-Vese, cuyos fundamentos se basan en
el @lculo variacional. Este modelo utiliza un algoritmo iterativo para segmentar imagenes de
forma efectiva en situaciones donde otras ecnicas tradicionales tienen di cultades.

Sin embargo, en los ultimos afos, el auge del aprendizaje profunditedp learning ha
revolucionado el campo del procesamiento de imagenes. Las redes neuronales convolucionales
(convolutional neural network CNN) han demostrado ser altamente efectivas para tareas como
la clasi cacon, la segmentacbn senantica y la restauracon de imagenes. A pesar de suexito,
estos modelos suelen requerir grandes volmenes de datos y un entrenamiento intensivo, lo que
limita su aplicabilidad en escenarios donde los datos de entrenamiento son escasos 0 no esan
disponibles.

Para abordar esta limitacon, han surgido enfoques basados en aprendizaje auto-supervisado,
entre los cuales destaca €beep Image Prior (DIP). A diferencia de las CNNs tradicionales,
DIP no requiere un conjunto de datos de entrenamiento, sino que aprovecha la propia estructu-
ra de una red neuronal para modelar una imagen y descomponerla en componentesutiles. Este
principio ha sido extendido por el metodoDouble-DIP, que emplea nultiples redes acopladas

1



1.2. Estructura del documento

para la separacon de distintas capas de informacon dentro de una imagen.

Este trabajo explora el uso deDouble-DIP en diversas aplicaciones de procesamiento de
imagenes, incluyendo segmentacon, eliminacon de niebla, eliminacon de marcas de agua y
separacon de capas superpuestas. A trawes del aralisis, adaptacon y extenson del odigo [3],
se demostrala su e cacia en la descomposicon auto-supervisada de imagenes.

Los fundamentos teoricos necesarios para el desarrollo de esta memoria se han adquirido
en las asignaturas de Aralisis Vectorial, Ecuaciones en Derivadas Parciales e Ingeniera del
Conocimiento, cursadas en segundo, cuarto y quinto curso del Doble Grado en Matensaticas e
Ingeniera del Software. Por su parte, Diseno y Aralisis de Algoritmos, Evolucon y Adaptacon
del Software, y Fundamentos de la Web (impartidas entre tercero y cuarto) han proporcionado
las bases necesarias para la implementacon del edigo [10].

1.2. Estructura del documento

La estructura del TFG consta de los siguientes puntos:

1. Introduccon : En esta seccon se presenta el contexto general del procesamiento de
imagenes, abarcando tanto los enfoques tradicionales como el uso de redes neuronales.
Adenmas, se exponen los objetivos generales y el alcance del trabajo.

2. Objetivos : Se detallan los objetivos generales y espec cos del trabajo, enfo@andose en
la comprenson del trasfondo de las redes neuronales, conenfasis en la implementacon
del enfoqueDoubleDIP.

3. Preliminares : Se introducen los conceptos fundamentales sobre redes neuronales, in-
cluyendo su mecanismo de aprendizaje y dos arquitecturas espec cas necesarias para
comprender el funcionamiento del netoddoubleDIP.

4. Metodologa : Se explica el enfoque DIP, base del metodo. A continuacon, se analiza en
detalle el funcionamiento del metoddDouble-DIP [1], el cual consiste en acoplar rultiples
instancias del modelo DIP para abordar tareas nas complejas. Finalmente, se describe
la implementacon pectica del netodo y los aspectos clave de su desarrollo.

5. Resultados : Se exponen los resultados obtenidos a partir de los experimentos llevados
a cabo con la implementacon propia [10], desarrollada a partir del @digo original [3].
Estos resultados se analizan desde una doble perspectiva: cuantitativa, mediante netricas
objetivas de evaluacon, y cualitativa, a traves de la observacon visual de los casos de
estudio.

6. Conclusiones : Se presentan las conclusiones generales del trabajo, resaltando los logros
alcanzados y las ventajas observadas en las tareas evaluadas, as como las principales
limitaciones detectadas. Asimismo, se proponen posibles Ineas futuras de investigacon
gue podran contribuir a la mejora y extenson del netodo DoubleDIP.

7. Bibliografa : Se recoge la lista de referencias biblioga cas empleadas a lo largo del
trabajo, incluyendo artculos cient cos, libros y recursos en Inea que respaldan tanto el
desarrollo teorico como pactico del modelo.

8. Amendices : Se incluyen los anexos, que contienen conceptos adicionales que facilitan la
comprenson del modelo y los conceptos adyacentes sin sobrecargar el cuerpo principal
del trabajo.



Objetivos

Se presentaan de forma resumida los objetivos generales y espec cos del trabajo.

2.1. Objetivos generales y espec cos

El objetivo principal de este trabajo es estudiar, comprender y aplicar el metodDou-
ble-Dip para el procesamiento de imagenes digitales. En concreto para las siguientes tareas:
segmentacon de inagenes, separacon de capas superpuestas, eliminacon de marcas de agua
y eliminacon de niebla (estaultima tamben aplicada a vdeos).

Para alcanzar este promsito, se de nen los siguientes objetivos espec cos, junto con los
captulos y apartados en los que se desarrollan:

1. Introducir los fundamentos de la inteligencia arti cial, aprendizaje profundo y las redes
neuronales, destacando su aplicabilidad en el procesamiento de imagenes. En particu-
lar, centrarse en el DIP, un enfoque de aprendizaje auto-supervisado que aprovecha la
estructura de las CNNs sin necesidad de datos de entrenamiento.

2. Explicar el enfoqueDoubleDIP, una extenson del netodo DIP que permite abordar
nultiples tareas de procesamiento de imagenes mediante la descomposicon en capas,
facilitando aplicaciones como la segmentacon, eliminacon de marcas de agua, separacon
de capas superpuestas y eliminacon de niebla.

3. Mejorar la implementacon del metodo Double-DIP [3], completando funcionalidades in-
completas (como la segmentacbn), y desarrollando una interfaz que facilite su uso y
mejore su accesibilidad, entre otras mejoras. Adenas, se incorpora la aplicacon a vdeos
para el caso de eliminacon de niebla, la cual no est incluida en el artculo original [1].

4. Evaluar el rendimiento del enfoqu®ouble-DIP mediante un aralisis cuantitativo basado
en netricas como el SSIM y PSNR y un aralisis cualitativo centrado en la evaluacon
visual de los resultados.



Preliminares

En este captulo se presentan los conceptos fundamentales de la inteligencia arti cial nece-
sarios para comprender las bases del neto@muble-DIP. Inicialmente, se clari ca la distincon
entre los erminos inteligencia arti cial (IA), aprendizaje autonatico ( machine learning ML) y
aprendizaje profundo (leep learning DL), proporcionando una base para entender ®mo estas
areas se relacionan y diferencian entre s.

Seguidamente, se introduce de forma general el ML y los tipos de aprendizaje que propor-
ciona. A continuacon, se profundiza en el concepto espec co del DL, explicando su aparicon
como una evolucon natural del ML tradicional y senalando sus caractersticas distintivas.

En la segunda parte del captulo, se exploran los conceptos fundamentales del aprendizaje
profundo desde una perspectiva estructurada y progresiva. Se comienza analizando el funcio-
namiento kasico de las redes neuronales arti ciales, explicando el papel del percepton, las
funciones de activacon y el mecanismo de retropropagacon del error, pilares esenciales en el
proceso de aprendizaje.

A continuacon, se presentan las funciones de perdida y los algoritmos de optimizacon,
elementos clave que permiten ajustar los paametros del modelo durante el entrenamiento.

Posteriormente, se comparan las redes neuronales arti cialeart{ cial neural network,
ANN) con las redes neuronales profundasiéep neural network DNN), destacando las ven-
tajas de estasultimas al incorporar multiples capas ocultas que permiten una representacon
jearquica y mas abstracta de los datos.

En la siguiente seccon se abordan las redes convolucionales, una arquitectura especializada
en el procesamiento de datos con estructura espacial como imagenes o vdeo. Se explican sus
componentes principales y su capacidad para capturar patrones locales.

Por ultimo, se presenta la arquitectura U-Net, una variante de las CNNs pensada para
tareas de reconstruccon de imagenes. Esta red es fundamental para comprender el netodo
Double-DIP, pues permite generar imagenes a partir de entradas (inagenes) no etiquetadas.
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3.1. Introduccon a la inteligencia arti cial

Aungue no existe una de nicon universalmente aceptada de inteligencia arti cial, esta se
puede entender como una rama de la informatica dedicada al diseno y desarrollo de sistemas
capaces de realizar tareas que, hasta hace poco, requeran inteligencia humana. Entre estas
tareas se incluyen el razonamiento bgico, el aprendizaje a partir de datos, la percepcon visual
y auditiva, la comprensbn del lenguaje natural y la toma de decisiones aubnoma.

El objetivo de la IA es crear algoritmos y modelos que emulen, complementen o incluso
superen ciertas capacidades cognitivas humanas. Estos sistemas pueden adaptarse a nuevas
situaciones, mejorar su desempeno con la experiencia y operar de forma aubnoma en entornos
complejos. De este modo, no solo busca automatizar procesos, sino tamben dotar a las maqui-
nas de cierto grado de \inteligencia”, lo cual tiene aplicaciones enambitos tan diversos como
la medicina, rolotica 0 economa, entre otros.

3.1.1. Relacon entre inteligencia arti cial, machine learning vy deep
learning

Los erminos inteligencia arti cial, machine learningy deep learningse utilizan a menudo
como sironimos, aungue en realidad representan conceptos distintos dentro de una jerarqua
de especializacon. Esta clasi cacon se basa en la explicacon presentada en [12], un artculo
divulgativo de NVIDIA, empresa de referencia en el sector. En particular, elachine learning
se considera un subcampo de la inteligencia arti cial, mientras que d@éep learninges una
rama mas espec ca dentro del ML. Esta relacon jearquica se ilustra en la gura 3.1.

Figura 3.1: Relacon jearquica entre IA, ML y DL.

= Machine learning:  subcampo de la IA centrado en algoritmos que extraen patrones
de los datos y mejoran su desempefo con la experiencia, sin haber sido programados
de forma explcita para cada tarea. Se aplica en clasi cacon, regreson, deteccon de
anomalas y otras tareas predictivas.

= Deep learning: rama del ML que emplea redes neuronales con nultiples capas, capaces
de aprender representaciones jearquicas directamente de los datos en bruto. Su capacidad
expresiva les con ere resultados punteros en vison arti cial, procesamiento de lenguaje
natural o generacon de contenido. Tecnicas como DIP YoubleDIP, utilizadas en este
trabajo, se encuadran dentro de esta rama.
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Mas alb de la relacon jearquica, los metodos de ML se distinguen, ante todo, por la
estrategia con la que adquieren conocimiento a partir de los datos. En erminos generales, se
clasi ca en tres grandes paradigmas:

= Aprendizaje supervisado: el modelo aprende a partir de datos etiquetados, es decir,
cada entrada tiene una salida esperada. Esutil para tareas como clasi cacon de inragenes
0 prediccon de precios.

= Aprendizaje no supervisado: el modelo trabaja con datos sin etiquetar y busca patro-
nes o estructuras ocultas. Este es el enfoque seguido por los netodos DIPoyble-DIP.

= Aprendizaje por refuerzo: un agente interactia con un entorno y aprende a tra\es de
recompensas o penalizaciones. Es frecuente en rolotica y juegos.

Dentro del aprendizaje no supervisado se encuentraagrendizaje auto-supervisado
una ecnica en la que el propio modelo genera etiquetas implcitas de entrenamiento a partir
de datos no estructurados. De este modo, combina las ventajas del aprendizaje supervisado
(etiquetas) con la ausencia de necesidad de datos etiquetados propia del enfoque no supervisado.

Esta idea puede re narse a un escenario ain nmas localizado: ptocesamiento auto-
supervisado por imagen. En lugar de entrenar un modelo general que se reutilice, se optimiza
una red neuronal desde cero para cada imagen individual, utilizando gerdidas internas que
no requieren ningun conjunto de datos, ni etiquetas explcitas, ni fase previa de entrenamien-
to. Este es el caso de netodos como DIP PoubleDIP, en los que la supervison proviene
unicamente de la estructura propia de la imagen que se desea descomponer.

Finalmente, el deep learningse caracteriza por emplear redes neuronales con nultiples
capas de procesamiento, no ®lo \muchas capas ocultas”, sino una jerarqua que transforma
progresivamente los datos brutos en representaciones de mayor nivel. Su ventaja decisiva res-
pecto a los netodos chsicos denachine learningno reside en la cantidad de capas, sino en su
capacidad para aprender autormaticamente las caractersticas relevantes a partir de los propios
datos, sin necesidad de una etapa previa de ingeniera manual. Mientras los algoritmos tradi-
cionales requieren variables disenadas por expertos (por ejemplo, bordes o texturas), una red
profunda descubre por s misma las representaciones nasutiles para la tarea.

Esta capacidad para el aprendizaje de representaciones conviertede¢p learningen la
opcon preferente cuando se trabaja con datos no estructurados (como imagenes, audio o texto),
y se ve potenciada por la disponibilidad de grandes voumenes de datdsaydwareespecializado
(GPUs de NVIDIA). Por ello, hoy en da constituye el enfoque dominante en tareas complejas
como la superresolucon de imagenes, la segmentacon o la eliminacon de ruido, varias de las
cuales se abordan en este trabajo.

3.1.2. Estructura kasica de una red neuronal: percepton y funcio-
nes de activacon

Una red neuronal arti cial esh compuesta por unidades fundamentales llamadagercep-
trones . Cada percepton modela de forma simpli cada el comportamiento de una neurona
biobgica: recibe multiples senales de entrada, las pondera mediante pesos asociados, las com-
bina en una suma ponderada y genera una salida tras aplicar una funcon de activacon. De
este modo, el percepton determina la in uencia relativa de cada entrada en la respuesta nal.
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Figura 3.2: Percepton simple con tres entradas.

Matematicamente, el funcionamiento de un perception se puede expresar como:

I
" !

y=f wWiX;+ b
i=1

dondex; representa las entradasy; los pesos asociadoBges un sesgo (bias) ¥ es la funcon
de activacon. Estos pesos son paametros aprendidos durante el proceso de entrenamiento.

Las funciones de activacon son componentes fundamentales en las redes neuronales, ya que
transforman la salida de cada percepton, permitiendo introducir no linealidades en el modelo.
Esta capacidad es esencial para que la red neuronal pueda aproximar funciones complejas y
resolver problemas que van nas alh de simples relaciones lineales.

Gracias a estas funciones, las redes son capaces de aprender patrones complejos y tomar
decisiones nas elaboradas. Entre las funciones de activacon nmas utilizadas se encuentran la
sigmoide y la ReLU. Cada una tiene propiedades particulares que afectan al comportamiento y
la e ciencia del entrenamiento segun la tarea y la arquitectura de la red. Para una descripcon
nmas detallada, se puede consultar el agndice A.

En la siguiente seccon se explica el proceso de retropropagacon del error, mediante el cual
se aprenden los pesas; y el sesgd.

3.1.3. Entrenamiento: funcon de grdida, optimizacon y retropro-
pagacon

En el aprendizaje profundo, lafuncon de grdida  es un componente fundamental que
cuanti ca la discrepancia entre las predicciones generadas por el modelo y los valores reales
de referencia o etiquetas. El objetivo del entrenamiento es encontrar unos paametros (pesos
y sesgos) que minimicen dicha funcon, de modo que las predicciones se aproximen lo maximo
posible a los valores esperados.

Existen distintas funciones de perdida en funcon del tipo de problema. Por ejemplo, el error
cuadatico medio (Mean Squared Error MSE) se emplea conunmente en tareas de regreson
0 reconstruccon, como la restauracon de imagenes. Esta funcon se de ne como:

_1)@ 2
MSE= =" (3 W)

i=1

dondey; es el valor real para la muestra, y ¥ es la prediccon correspondiente generada por
el modelo.

Para minimizar la funcon de gerdida, se emplean algoritmos deptimizacon , cuya fun-
con es actualizar iterativamente los paametros del modelo en la direccon que reduzca la perdi-
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da. Estos algoritmos utilizan los gradientes de la funcon de perdida respecto a los paametros,
calculados mediante retropropagacon, para guiar los ajustes necesarios.

Uno de los optimizadores mas sencillos y utilizados es déscenso de gradiente es-
to@astico (stochastic gradient descentSGD), el cual actualiza los paametros en la direccon
opuesta al gradiente de la funcon de perdida. La actualizacon en cada iteracon se expresa

como:.:
@ . .. @
@w Mm=h G

dondew; y by representan los pesos y sesgos en la iteracn es la tasa de aprendizaje,
gue regula el tamano del paso en cada actualizacbn'f%; y %3 son los gradientes de la funcon
de perdida respecto a los paametros del modelo en esa iteracon.

W1 = Wi

Este proceso se repite iterativamente, ajustando los paametros del modelo hasta que la
funcon de perdida alcanza un mnimo o se estabiliza, indicando la convergencia del entrena-
miento. Para una descripcon detallada del @alculo de gradientes y la retropropagacon, \ease
el apendice B.

3.1.4. Estructura y profundidad de redes neuronales arti ciales

Cuando varios perceptrones se organizan en capas Yy se conectan entre s, forman una red
neuronal arti cial (ANN). Cada neurona ajusta sus pesos mediante el algoritmo de retropro-
pagacon para minimizar la diferencia entre la salida generada y la esperada, lo que permite
modelar relaciones no lineales, siempre que las funciones de activacon utilizadas tamben lo
sean. A lo largo de este TFG se empleaga el ermino ANN para referirse a redes con unaunica
capa oculta, y DNN (red neuronal profunda) cuando la red cuente con nas de una.

Las DNNs comparten la misma estructura kasica, pero constan de nultiples capas ocultas
apiladas. Esta profundidad facilita la composicon jearquica de caractersticas: cada capa es
capaz de aprender representaciones nmas abstractas a partir de las salidas de las anteriores.
Gracias a esta organizacon pueden modelar patrones complejos utilizando menos neuronas
por capa que una ANN, lo que favorece tanto la reutilizacon de caractersticas como una
mejor capacidad de generalizacon.

Figura 3.3: Comparacon entre una ANN y DNN.

La gura 3.3 muestra la diferencia entre una ANN y DNN con cuatro capas intermedias.
Ambas redes tienen el mismo rumero de entradas (3), el mismo rumero de neuronas por capa
oculta (4) y el mismo rumero de salidas (2). No obstante, la DNN presenta un mayor rumero de
capas intermedias, lo que le permite capturar relaciones mas complejas, imposibles de aprender
con una ANN. Adenas, este caso particular, en el que todas las neuronas de una capa estin
conectadas con todas las de la siguiente, se denomina arquitectura totalmente conectéady(
connected.
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3.1.5. Redes neuronales convolucionales

Las redes neuronales convolucionales (CNNs), formuladas inicialmente por LeCun [13] en
1998, surgieron como una solucon e caz al problema del reconocimiento autorratico de dgitos
escritos a mano y caracteres impresos. Su arquitectura permito por primera vez entrenar
redes profundas directamente sobre pxeles de imagenes, sin necesidad de extraccon manual
de caractersticas, logrando un rendimiento sobresaliente en tareas de clasi cacon de rumeros
y letras.

Las CNNs son una familia de redes profundas disenadas para procesar datos con estructura
espacial, como imagenes o secuencias de vdeo. Su arquitectura explota dos ideas clave: convo-
luciones y submuestreo. Esto se traduce en que una misma nmascara ( Itro) se desplaza sobre la
entrada para detectar patrones locales, o que reduce diasticamente el rumero de paametros
frente a una red totalmente conectada (3.3) de tamano comparable.

Las CNNs alternan capas convolucionales con operaciones de activacon no lineal, normali-
zacon (Batch Norm) y submuestreo pooling); al nal se anaden una o mas capas densas para
la decison. El Itrado local permite que las primeras capas respondan a texturas o bordes y
progresivamente las capas superiores combinen esas respuestas en representaciones jearquicas
mas complejas.

Aspectos como el tamano del Itro, ebtride o el padding determinan la resolucon y por
tanto el tipo de caractersticas aprendidas. Se analizan con detalle en el apendice C.

Figura 3.4: Ejemplo esquematico de una CNN para clasi cacon de imagenes. Imagen tomada
de [4].

3.1.6. Arquitectura U-Net

Las CNNs tipo U-Net fueron introducidas 17 anos nas tarde (2015) por Ronneberger [5]
COmo una arquitectura espec ca para segmentacon senmantica de inagenes bionedicas, y
desde entonces se han convertido en un esaindar en tareas de vison arti cial que requieren
predicciones densas. Aungue su uso inicial fue supervisado, su diseno tamben ha demostrado
ser util en tareas de aprendizaje no supervisado, como la reconstruccon y restauracon de
imagenes.

La arquitectura U-Net se caracteriza por tener una estructura sinetrica en forma de U,
compuesta por dos caminos principales: un camino de codi cacoericoder ) y otro de deco-
di cacon ( decoder ).

El encoderest formado por una suceson de capas convolucionales yplaling que realizan
una reduccon de dimensionalidad downsampling progresiva. Estas capas permiten extraer y
comprimir caractersticas relevantes, reduciendo la dimenson espacial del mapa de activacon.
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Al comprimir la informacon, se captura una representacon nmas abstracta y generalizada de
la imagen original.

Por otro lado, el decoder realiza la operacon inversa alencoder. utiliza capas convolu-
cionales seguidas de capas de aumento de dimensionalidagsampling para recuperar las
dimensiones espaciales originales. Durante este proceso de reconstruccon, se incorporan cone-
xiones directas conocidas comekip-connections , que enlazan las capas dehcodercon sus
honologas en eldecoder

El upsampling permite aumentar la resolucon espacial del mapa de activacon, y puede
implementarse mediante distintos netodos de interpolacon. Los mas comunes son la interpo-
lacon bilineal, que suaviza la transicon entre pxeles al calcular un promedio ponderado de
Sus vecinos, y la interpolacon por vecinos mas cercanoadaresf), que replica directamente el
valor del pxel mas poximo. Ambos netodos se explican con mayor detalle, junto con ejemplos
ilustrativos, en el agendice D. Normalmente, estas operaciones van seguidas de una convolu-
con que re na la salida, dado que a diferencia depooling el upsamplingno busca reducir
informacon sino reconstruir estructuras a mayor escala.

Las skip-connectionsconsisten en enlaces que conectan directamente capasetebdercon
capas correspondientes delecoder evitando as las capas intermedias. El propsito de estas
conexiones es doble: en primer lugar, ayudan a mitigar el problema del desvanecimiento de
gradiente (B.2) que se produce a medida que se retropropaga el error cuando hay muchas capas,
facilitando un entrenamiento nmas e ciente en redes profundas; y en segundo lugar, permiten
preservar detalles espaciales importantes y caractersticas nas presentes en las etapas iniciales
de la red, que podran perderse durante la compreson y expanson de la informacon.

El esquema general de funcionamiento de una CNN tipo U-Net en tareas de aprendizaje
auto-supervisado puede resumirse en:

Figura 3.5: Ejemplo chsico de una U-Net para segmentacon de imagenes. Imagen adaptada
de [5].

La efectividad de las CNN tipo U-Net en aprendizaje auto-supervisado radica en su capa-
cidad para aprender representaciones internas robustas y detalladas, facilitando tareas como la
eliminacon de ruido, la restauracon de inagenes danadas y otras operaciones de reconstruc-
con, sin necesidad de conjuntos de datos ni etiquetas externas. En la seccon 4.1.4 se muestra
un ejemplo concreto del metodo DIP para el caso de eliminacon de ruido.
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En este captulo se aborda en profundidad el nmetodo conocido conideep Image Prior
(DIP), una tcnica destacada en elambito del aprendizaje profundo que permite realizar ta-
reas avanzadas de restauracon y reconstruccon de imagenes sin necesidad de un conjunto de
datos de entrenamiento. Se presenta un aralisis exhaustivo del DIP, describiendo sus principios
teoricos fundamentales, su metodologa y los aspectos clave que lo diferencian de otras ecnicas
de restauracon de imagenes.

Posteriormente, se introduce el metoddoubleDIP, una extenson del DIP que mejora y
ampla sus capacidades mediante el uso simulaneo de nultiples DIPs. Se explica detalladamen-
te en gLe consiste esta generalizacon, resaltando sus principales ventajas y mejoras respecto
al DIP original, junto a los contextos espec cos en los cuales su aplicacon resulta efectiva.

Finalmente, el captulo concluye con una seccon dedicada a la implementacon tcnica
del metodo propuesto. En esta seccon se ofrecen detalles pacticos acerca de la arquitectura
empleada, paametros utilizados y aspectos esenciales del proceso.

4.1. Deep Image Prior

El metodo Deep Image Prior [2], propuesto en 2018, emplea redes neuronales convolucio-
nales como herramienta para mejorar inagenes, apli@andose a tareas como la eliminacon de
ruido, la superresolucon o el relleno de regiones faltantes.

A diferencia de la mayora de enfoques tradicionales en aprendizaje profundo, DIP no
requiere un conjunto de datos ni etiquetas para entrenar la red. En su lugar, ajusta los pesos
de la red directamente sobre la imagen degradada que se desea restaurar, lo que lo convierte
en un nmetodo de procesamiento auto-supervisado.

La clave del funcionamiento de DIP radica en una propiedad implcita de ciertas arquitectu-
ras convolucionales: tienden a reconstruir primero las estructuras globales de la imagen y, solo
en fases posteriores, los detalles mas nos, incluyendo el ruido. DIP explota esta caracterstica
realizando el proceso de optimizacon sobre la imagen degradada y detenendolo antes de que
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la red comience a sobreajustarse al ruido. Por ejemplo, en el caso de imagenes ruidosas, esto
permite recuperar una verson ntida antes de que el modelo reproduzca el ruido presente en
los datos originales.

4.1.1. Flujo de trabajo del DIP

En la siguiente imagen se muestra el proceso general de aprendizaje que sigue el netodo
DIP.

Figura 4.1: Esquema general del proceso de aprendizaje DIP.

De entrada recibe un ruido aleatorio generado al comienzo. Este ruido es procesado por el
modelo, inicializado con pesos aleatorios al comienzo, el cual genera una primera aproxima-
con de la imagen, con esa imagen y la imagen original se calcula una perdida de nida con
anterioridad (p.e. MSE), la cual se pasa al optimizador para actualizar los pesos del modelo
minimizando la perdida. Este proceso contirua hasta que se cumple la condicon de parada
(p.e. cierto rumero de iteraciones o umbral de la perdida), tras la cual se devuelve laultima
imagen reconstruida. Esta imagen reconstruida depender de la tarea que se esk realizando,
por ejemplo, en el caso de eliminacon de ruido es la imagen ntida.

4.1.2. Formulacon del netodo DIP

En [2] se demuestra que una red neuronal convolucional no entrenada puede utilizarse
para restaurar imagenes degradadas. La idea central consiste en emplear una red neurbnal
(detalles en 4.1.4), parametrizada por, que toma como entrada un tensor aleatoria (por
ejemplo, ruido gaussiano) y produce como salida una imagen generadas decir:

x =1 (2):

Esta formulacon permite interpretar la imagenx 2 R® H W como el resultado de una para-
. . . . . 0
metrizacon implcita controlada por los pesos de la red , siendoz 2 RS " W una entrada
ja que suele tener las mismas dimensiones espaciales que la imagen, aungque no es necesario.

De esta forma se ajustan los paametros directamente sobre la imagen degradade,
utilizandounicamente la estructura de la red como fuente de conocimiento. De ah el hombre
del netodo: Deep Image Prior ya que la propia arquitectura actia como un regularizador
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natural, codi cando un conocimiento a priori sobre las estructuras estadsticas de imagenes
naturales como bordes suaves, texturas coherentes, etc.

Este comportamiento se explica por una propiedad inherente a ciertas arquitecturas convo-
lucionales: tienden a capturar primero las estructuras globales y regulares de la imagen antes de
ajustarse a los detalles nos o al ruido (detallado en la seccon 4.1.3). DIP aprovecha esta ten-
dencia optimizando la red hasta obtener una reconstruccon coherente antes de que comience
el sobreajuste a las degradaciones.

El objetivo del trabajo de [2] es precisamente analizar el poder de este prior implcito,
es decir, el conocimiento previo introducido por la arquitectura. Para ello, se parte de la
formulacon tpica de las tareas de restauracon (eliminacon de ruido, superresolucon...) como
problemas de minimizacon de energa:

X =mn E(X;Xo) + R(X); 4.1)

dondeE (x; Xp) es un ermino dependiente de la tarea que mide la discrepancia entre la imagen
generada y la observacon corruptaxg, mientras queR(x) es un ermino regularizador que
impone restricciones adicionales sobre

La innovacon de DIP consiste en reemplazar explcitamente el regularizadd®(x) por el
prior implcito inducido por la arquitectura de la red, reescribiendo el problema directamente
en erminos de los paametros de la red:

=argmn E(f (2);Xo): (4.2)

Este problema se resuelve mediante un procedimiento esandar de optimizacon como el des-
censo de gradiente (wease agendice B). A partir de una inicializacon aleatoria de, se itera
hasta alcanzar un mnimo local , obtenendose as la imagen restaurada comrp = f (z).

Figura 4.2: Dos primeras iteraciones del metodo DIP sobre un ejemplo concreto de eliminacon
de ruido. Imagen tomada de [2].

Al pasar de la formulacon con regularizacon explcita en la ecuacon (4.1) a la verson sin
regularizador en (4.2), pueden surgir ciertas dudas. Por ejemplo, podra ocurrir que la imagen
objetivo (Xq) N0 minimice el ermino de error, es decir, qUEE (Xq; Xo) > 0, 0 que no quede
claro por gwe la red tiende a generar primero las estructuras globales de la imagen (como la
silueta ntida de una cebra) antes de reproducir los detalles locales, incluido el ruido (\ease
gura 4.2).
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4.1. Deep Image Prior

A continuacon se explica por que esta formulacon es \alida y efectiva en ciertas tareas
de restauracon, siempre que se utilice una arquitectura de red adecuada. En particular, se
mostrala @mo la red incorpora un conocimiento a priori,el denominade@rior implcito , que
ayuda a mitigar los posibles problemas mencionados y favorece la reconstruccon de estructuras
coherentes antes de que se produzca el sobreajuste al ruido.

4.1.3. Existencia del prior implcito

Tras la formalizacon del problema, [2] demuestra que ciertas arquitecturas del tipo CNN
poseen un prior implcito el cual permite generar las caractersticas globales antes de las partes
corruptas (ruido), siendo por tanto un sustituto \alido como del regularizador habituaR(x)
(4.2).

Al demostrar la existencia de dicho prior se cumple el correcto funcionamiento del metodo
DIP para los dos posibles casos en relacbn con el valor del ermir®(Xy:; Xo), €l cual se
recuerda que es dependiente de cada tarea:

= SiE(Xgt; Xo) > O (eliminacbn de ruido) se pasa& cerca de esa solucon durante el proceso
iterativo de (4.2) de forma quex puede obtener una solucbn cercanaxy si se limitan las
iteraciones. De forma intuitiva es comprensible ya que se generan antes las caractersticas
globales de laimagen (bordes y zonas estructuralmente similares) que el ruido por lo tanto
antes de sobreajustarse al ruido debera pasar por la imagen ntida.

» Si E(Xgt; X0) = O (superresolucon) entonces dentro de todas las posibles soluciones
E(X;Xo) = 0 la solucon x caeml cerca dexy. La intuicon de este caso se puede ver
como un extenson del anterior. Aqu el prior de la red en vez de ayudar a que pase cerca
de X4 ayuda a quex caiga cerca (por razones similares) ya que en este caso s se tiene
E (Xgt; Xo) = 0 por lo que no es necesario limitar las iteraciones, sino encontrar un buen
mnimo de (4.2) el cual compartia las caractersticas globales de la imagen original.

Figura 4.3: Esquemas de husqueda de la soluconoptima de los procesos de eliminacon de
ruido y superresolucbn respectivamente.

Un primer lugar se muestra como a pesar de que una réd teoricamente puede recuperar
pacticamente cualquier imagen, incluyendo ruido aleatorio, tiende a converger primero y nmas
apidamente a imagenes naturales evitando soluciones poco plausibles (ruido aleatorio). De
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Captulo 4. Metodologa

forma que tras el descenso de gradiente o bien se encuentra un buen mnimo o durante el
descenso se ha pasado cerca de uno (de ah que se tienda a limitar el rumero de iteraciones).

Para ilustrarlo, se usa el ejemplo mas sencillo de reconstruccon que simplemente tra-
ta de encontrar los paametros para reconstruir una imagenxo. El ermino de energa
sem E(X;Xo) = jjX Xgjj2 = MSE(X;Xg), es decir, sustituyendo en (4.2), hay que resolver
argmn kf (z) Xok>.

Se proponen cuatro tipos de imagenes, (imagen natural, imagen ruidosa, imagen con
pixeles aleatorios permutados, ruido aleatorio uniforme), observando que aunque la red es
capaz de ajustar las cuatro imagenes, tiende a generar mpidamente la inagenes nmas naturales
resistendose a ajustar ruido no estructurado ( gura 4.4). Esto implica que la red se adapta
con facilidad a estructuras naturales, mientras que presenta resistencia a representar ruido
aleatorio, actuando as como un prior efectivo.

Figura 4.4: Comparacon de la velocidad de convergencia de reconstruccon de las cuatro image-
nesxq. Imagen adaptada de [2].

Para resolver el segundo punto, la sustitucon del ermino regularizadoR(x) por la in-
formacon implcita de la red (prior), se muestran dos imagenes producidas usando CNNs
inicializadas con pesos aleatorios y sobre un mismo ruido uniforme aleatorio. En concreto
arquitecturas mencionadas en la introduccon como el tipo U-Net (3.1.6).

(a) U-Net con 5 reducciones y (b) Similar a 4.5a usando el metodo
aumentos de resolucon. nearest para el upsampling

Figura 4.5: Muestras de inagenes generadas por distintas U-Nets con pesos aleatorios sobre
un mismo ruido aleatorio. Imagen adaptada de [2].

Las imagenes generadas estn lejos de ser aleatorias; por el contrario, tienden a presentar
similitudes internas evidentes, como una paleta de colores coherente o patrones repetitivos. Son
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4.1. Deep Image Prior

las skip-connectionsde las U-Nets las que permiten combinar estructuras internas procedentes
de distintos niveles de la red en una misma imagen, lo cual re eja una propiedad tpica de las
imagenes naturales.

Con la demostracbn cuantitativa de la velocidad de convergencia de las imagenes naturales
frente al ruido no estructurado (gura 4.4) y la similitud y estructura interna que poseen los
ejemplos tomados de varios tipos de U-Nets (gura 4.5), [2] con rma la existencia de un prior
(conocimiento) y su utilidad para la reconstruccon de inagenes.

4.1.4. Arquitectura DIP

Finalmente se entraa en detalle sobre la arquitectura usada en DIP y el caso concreto
de los pamametros usados en la eliminacon de ruido (ya que todas las aplicaciones guardan
cierta similitud), todo ello basandose en el material complementario proporcionado en [2] el
cual incluye todos los detalles £cnicos sobre las arquitecturas y paametros espec cos usados
en cada tarea: superresolucon, eliminacon de ruido, reconstruccon de inmagenes...

Figura 4.6: Arquitectura general del DIP. Las echas amarillas representan lakip-connections
nylil; nglil; nsfi] y kulil; Kqli]; ks[i] corresponden al rumero de Itros a profundidadi para el
upsampling downsamplingy skip-connectionsy a los tamanos dekernel respectivamente.
Imagen adaptada de [1].

La arquitectura utilizada pertenece a la familia de modelosncoder-decoderAl incorporar
skip-connectionsy mantener una estructura simetrica entre el codi cador y el decodi cador
adopta la forma caracterstica de una U-Net, tal como se introdujo en la seccon 3.1.6.

En cuanto a las capas representadas en la leyenda de la gura 4.6, todas ellas se describen
con mayor detalle en los apendices. El apendice C aborda las operaciones de convolucon ( ),
normalizacon por lotes Batch Normalization, BN) y reduccon de resolucon ( ).

Las funciones de activacon, como lda eakyRel U, se tratan por separado en el agendice A,
mientras que el apendice D est dedicado alpsamplingy los tipos usados por DIP. Por tanto,

es aconsejable realizar una lectura previa que permita comprender los conceptos fundamentales
gue se tratamn a continuacon.

El uso de una misma arquitectura para todas las tareas, modi cando unicamente los
paametros, se justi ca por su capacidad para ofrecer resultados satisfactorios sin necesidad de
redisenar la red para cada problema espec co. No obstante, sera posible a nar el rendimiento
ajustando ciertos aspectos arquitecbnicos de forma espec ca para cada tarea.

La entradaz generalmente es creada usando ruido uniforme entre 0 y 0.1, es d&t{0; 1%),
y en algunos casos se afiade nas ruidg,) tras cada iteracon para evitar el sobreajuste. Para
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el downsamplingusan las propias convoluciones cairide > 1, para reducir la resolucon de

la imagen, es decir, en vez de una capa convolucional + capadievnsampling(por ejemplo
usandopooling), se combinan en una misma capa convolucional. Para aumentar la resolucon
espacial (jpsampling varan entre dos netodos segun la tarea: bilinear (interpola entre los
pxeles cercanos) y vecino mas cercano (duplica pxeles mas cercanos). Finalmente en las capas
convolucionales optan por usare ection padding, es decir, duplicar los bordes.

Como optimizador se usa ADAM (apendice B.3) para todas las tareas y, aunque no se men-
ciona en el material complementario, el factor de reduccors{rides de la capa convolucional) y
aumento de dimensiones (capapsampling es 2 como se puede encontrar en la implementacon
o cial [14].

A continuacon se muestran y explican los paametros para la tarea de eliminacon de ruido.

Z2R3H W U@ ) 0= =

Ny = ng =[8; 16, 32 64 128] iteraciones = 2400
ko =kq=1[3; 3; 3; 3; 3] LR=0:01

ns =[0; O; O; 4; 4] upsampling= bilinear
ks =[NA; NA; NA; 1; 1]

Figura 4.7: Paametros para la eliminacon de ruido. LR =learning rate.

Hay 5 capas de profundidad, es decir, 5 capas dewnsamplingd,;:::ds y de upsampling
Us; 5 Us (en superresolucon se usan 6). Adenas, solo se anadskip-conectionsen las capas
4 y 5 conectando las respectivas capas dewnsamplingy upsampling Las iteraciones son
bajas dentro del contexto de los experimentos realizados por los autores (2400), para evitar el
sobreajuste al ruido como se esquematiza en la gura 4.3. A continuacbn se ejempli ca @mo
se traducen estas caractersticas en un caso concreto.

Ejemplo

Dado un tensor de entradaz 2 R® 2°¢ 256 se muestra a continuacbn @mo varan sus
dimensiones a trawes de las capas dbwnsampling upsamplingy skip-connectionsusando la
arquitectura y paametros mencionados ( gura 4.7), es decir, 5 niveles con factor de escalado
=2, Itros n =[8;16;32 64; 128] y skip-connectionsactivas en los niveles 4 y 5 (con 4 Itros
cada una).

= Codi cador (downsampling:

Nivel | Resolucon | Canales ng[i] | Dimenson del tensor
1 256 256 8 8 256 256
2 128 128 16 16 128 128
3 64 64 32 32 64 64
4 32 32 64 64 32 32
5 16 16 128 128 16 16

Tabla 4.1: Transformacon del tensor durante la fase ddownsampling
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4.2. DoubleDIP: Extenson del Metodo DIP

= Skip-connections

Nivel | Dimensiones del tensor de conexon
4 4 32 32
5 4 16 16

Tabla 4.2: tensores transmitidos por laskip-connections

= Decodi cador (upsampling:

Nivel | Resolucon | Canales ny[i] | + Skip | Dimenson del tensor
5 16 16 128 +4 132 16 16
4 32 32 64 +4 68 32 32
3 64 64 32 { 32 64 64
2 128 128 16 { 16 128 128
1 256 256 8 { 8 256 256

Tabla 4.3: Transformacon del tensor durante la fase depsamplingcon concatenacon deskip-
connections

= Convolucon nal 1 O1 (salida RGB):

R8 256 256 (Conv 101 R3 256 256

Estaultima capa, aunque tampoco se menciona de forma explcita en el material comple-
mentario de [2], esh conectada a la salida nal del bloque dgpsampling el cual cuenta
con 8 canales. Mediante una convolucon 11, se reducen estos canales a 3 para obtener
una imagen RGB.

Adenas, en muchas implementaciones como en la implementacon o cial de los autores
[14], se anade una funcon de activacon sigmoide al nal del modelo. Esta funcon se emplea
para asegurar que los valores generados por la red esen comprimidos en el rangd,[® cual
es habitual cuando se trabaja con imagenes normalizadas. Esto equivale a transformar una
imagen tradicional con valores enteros en;[B55] a una representacon continua entre 0 y 1,
facilitando usualmente los @lculos.

La funcon sigmoide se de ne matematicamente como (x) = 1=(1+ e *): Esta funcon
garantiza que cada valor de salida est acotado entre 0 y 1, actuando como una compreson
suave de la salida de la red.

4.2. Double -DIP: Extenson del Metodo DIP

Un ano desples de la publicacon del netodo DIP (2019), los investigadores Yossi Gan-
delsman, Assaf Shocher y Michal Irani propusieron el enfoqD®uble-DIP [1]. Esta propuesta
surge como una evolucon natural del metodo original, explorando el potencial de combinar
nultiples redes DIP para abordar otras tareas complejas de visbn arti cial que no podan
realizarse unicamente con una red DIP.
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Todas estas tareas pueden interpretarse como un problema de descomposicon de una ima-
gen en diferentes capas. Entre estas tareas se incluyen la segmentacon de imagenes (separacbn
en capas de primer plano y fondo), la separacon de capas superpuestas (imagen original y mar-
ca de agua) y la eliminacon de neblina en imagenes (descomposicon en la imagen original y
un mapa de neblina), todas ellas se@an tratadas usando el netodoouble-DIP.

Double-DIP mantiene el enfoque de procesamiento auto-supervisado. Para ello se basa en
el uso de nultiples redes DIP acopladas, lo que permite extraer distintas capas de informacon
a partir de unaunica imagen sin necesidad de conjuntos de datos de entrenamiento.

4.2.1. Motivacon para la combinacon de multiples DIPs

El metodo DIP ha demostrado ser e caz en tareas de reconstruccon de imagenes utilizando
unicamente la estructura de una red convolucional no entrenada. Esta red, al recibir ruido como
entrada, es capaz de capturar estadsticas de bajo nivel presentes en unaunica imagen, lo cual
resultautil para resolver problemas inversos como la eliminacon de ruido o la superresolucon
(seccon 4.1.3).

Sin embargo, los autores deDouble-DIP comprobaron que cuando se utiliza una unica
red DIP para reconstruir una imagen compuesta como una mezcla de capas o una imagen con
transparencia, la perdida de reconstruccon es notablemente mayor y la convergencia nmas lenta
gue cuando se reconstruyen las capas individuales por separado. Esta diferencia se atribuye
a que las imagenes combinadas suelen tener una mayor complejidad estructural, es decir,
presentan una mayor diversidad en sus estructuras locales, lo cual implica menor autosimilitud
interna o, en erminos de teora de la informacon, mayor entropa.

Frente a este escenario, surge la idea de utilizar nultiples redes DIP trabajando en paralelo,
cada una encargada de modelar una capa diferente de la imagen original. Este enfoque se
fundamenta en la observacon de que las estructuras locales similares suelen repetirse dentro
de una misma capa, lo que permite que cada red especializada capture mejor las regularidades
internas de su componente. En la pactica, multiples redes DIP tienden a dividir la imagen
de forma natural, cada una aprendiendo a reconstruir regiones internamente coherentes y
estructuralmente mas simples.

Este comportamiento puede explicarse desde la teora de la informacon, a trawes de la
entropa: si se consideran dos variables aleatorias independientése Y, la entropa de su
combinacon Z = X + Y sel mayor que la entropa de cada una por separado, es decir,
maxfH(X);H(Y)g H(Z) (demostracon completa en [15]). Por tanto, descomponer una
imagen compleja en capas mas simples facilita su representacon mediante redes DIP indivi-
duales, lo que justi ca el enfoque acoplado propuesto.

4.2.2. Flujo de trabajo del Double -DIP

A continuacon se muestra una imagen que representa el ujo de trabajo del netodoouble
DIP, el cual se puede ver como una clara extenson del ujo DIP representado en la gura 4.1.
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4.2. DoubleDIP: Extenson del Metodo DIP

Figura 4.8: Esquema general del proceso de aprendizaje DIP.

Comienza con la generacon de varias entradas de ruido aleatorio, una para cada red DIP
involucrada. Estas entradas se procesan por modelos (DIP) individuales inicializados con pesos
aleatorios, dando lugar a la reconstruccon de dos capasy Y., y una nmascara de mezclan
gue regula la combinacon entre ellas.

A partir de estas salidas, se obtiene una imagen reconstruida mediante una mezcla pondera-
da de las capas generadas, as como se calculan distintas funciones de erdida: reconstruccon,
excluson y regularizacon. Explicadas en detalle en la siguiente seccon 4.2.3.

Estas perdidas se combinan y se retropropagan mediante un optimizador, ajustando los
pesos de las redes de forma iterativa. Este proceso se repite iterativamente hasta que se cumple
una condicon de parada, que puede estar de nida por un rumero jo de iteraciones o por la
convergencia de la perdida total.

Como resultado nal del proceso, se obtienen las capas reconstruidas y la nascara apren-
dida, las cuales pueden interpretarse de acuerdo con la tarea concreta. Por ejemplo, en tareas
de segmentacbn,y; representan el primer planoy, el fondo, y m de ne la nascara binaria
gte indica las regiones de la imagen pertenecientes a cada capa.

4.2.3. Criterios para una buena descomposicon

De nir que se entiende por una descomposicon correcta de una imagen es clave para el
diseno de las funciones de perdida que conforman la funcon de coste global del netodo ( gu-
ra 4.8). Sequn los autores d®ouble-DIP [1], una buena descomposicon en capas debe cumplir
con una serie de criterios fundamentales, los cuales se traducen directamente en restricciones:

= Reconstruccon el: la combinacon de las capas extradas debe permitir recuperar
la imagen original sin perdida de informacon perceptible. Para cumplir este criterio
se utiliza la grdida de reconstruccon , que cuanti ca la diferencia entre la imagen
original | y la imagen reconstruidal’:

L reconst = Kl r\k

Donde la imagen reconstruidd” se obtiene como una combinacbn ponderada de las
capas generadas, utilizando una mascarm(x) 2 [0;1] aprendida o ja, tal que ' =

my+(1 m) vy,
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Esta perdida asegura que la recomposicon sea lo mas precisa posible respecto a la imagen
de entrada.

» Simplicidad de las capas: cada capa debe contener patrones internos autosimilares
y estructuralmente simples, lo que facilita su modelado por parte de las redes. Esta
propiedad se logra de forma inherente al emplear una red DIP independiente para cada
capa, tal como se describe en la seccon 4.1.

» Independencia entre capas: las capas resultantes deben estar Io menos correlacionadas
posible entre s, evitando redundancia y solapamientos. Para ello, se introduceaadida
de excluson , que penaliza la similitud estructural entre los gradientes de las distintas
capasy; Y Y», incentivando que cada red DIP capture informacon distinta.

En cuanto a la mascara, en algunas tareas se asume conocida, mientras que en otras debe ser
aprendida durante el proceso de optimizacon. Adenas, en funcon de la aplicacon, la mascara
puede requerir ciertas propiedades espec cas. Por ejemplo, en el caso de la segmentacon, se
espera que adopte una estructura binaria, como se re eja en la ecuacon 4.4. Para fomentar
estas propiedades se incorpora urgrdida de regularizacon aplicada directamente sobre
la mascara de mezcla.

La combinacon de estas tres perdidas junto con los paametros arbitrarios y (dife-
rentes en cada tarea) de nen la funcon de coste total del sistema, formulada como:

L total = L Reconst + Lexa + L Reg

- 0 (4.3)

4.2.4. Ambigsedad de capas y optimizacon

Aunque los tres criterios propuestos son fundamentales, no siempre son su cientes para
garantizar una separacon de capas precisa. Uno de los principales desafos que enfrBatable-
DIP es laambigsedad en |la separacon de capas , que surge cuando rnultiples explicaciones
plausibles pueden dar lugar a una reconstruccon igualmente \alida de la imagen original.
Esta ambigsedad es especialmente evidente cuando las capas contienen regiones con texturas
similares o0 con caractersticas internas complejas. En estos casos, la red puede intercambiar
contenido entre capas o asignar de forma incorrecta ciertas estructuras visuales, di cultando
una descomposicon clara. En cambio, cuando las texturas son muy distintas o0 no se solapan
espacialmente, la separacon tiende a ser nas directa y efectiva.

Para mitigar el problema de la ambigeedad en la separacon de cap&puble-DIP incorpora
diferentes mecanismos dependiendo del tipo de tarea llamadpms . En aplicaciones como la
segmentacon, se emplean ecnicas de saliencia para generar una presegmentacon autonatica.
Durante las primeras iteraciones del entrenamiento dicha presegmentacon gua a una de las
redes DIP hacia las regiones visualmente nmas prominentes, mientras que la otra se enfoca
en las zonas menos destacadas. Esta restriccon acila como una regularizacon suave que
se va relajando progresivamente conforme el modelo aprende. En otros escenarios, como la
eliminacon de marcas de agua, se aprovecha la disponibilidad de nultiples inagenes con la
misma marca de agua. Al mantener ja la capa de la marca de agua mientras vara el contenido
de fondo, el modelo puede inferir de forma nmas precisa la separacbn entre capas sin necesidad
de guas adicionales explcitas.

Porultimo, en algunas tareas tamben se usaan diferentes ecnicas paraptimizar el pro-
ceso, principalmente dos. Al igual que en DIP para mejorar la estabilidad del entrenamiento, se
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anaden perturbaciones al ruido de entrada (seccon 4.1.4), que aumentan progresivamente con
las iteraciones. Ademnas, se aplica un aumento de datos mediante transformaciones geornetricas
(gura 4.9), combinando 4 rotaciones (€ 90°, 18C¢° y 27(°) con simetras. En total se generan

8 transformaciones diferentes.

Figura 4.9: Transformaciones geonetricas aplicadas sobre la imagen original. Cada etiqueta
indica elangulo de rotacon aplicado (en grados) respecto a la imagen original, y la letra H
denota la simetra horizontal. Notese que no se ha aplicado explcitamente la simetra vertical
(V), ya que puede obtenerse mediante la composicon de una rotacon de X&@guida de una
simetra horizontal, es decir: V = Rygo + H.

El uso de transformaciones geonetricas ha demostrado serutil no solo en el aprendizaje
supervisado para generar mas datos, sino tamben en contextos no supervisados. En el caso
del metodo ZSSR [16], los autores emplean transformaciones simples de la propia imagen (ro-
taciones de 99y simetras) como forma de aumentar la variabilidad durante el entrenamiento
espec co de cada imagen, sin requerir datos externos ni etiquetas. Esta estrategia permite ex-
plotar la autosimilitud interna de la imagen y actia como una forma efectiva de regularizacon.
Resultados similares ya se haban observado en trabajos previos como [17], donde se muestra
gue la aplicacon de rotaciones y simetras sin etiquetas en MNIST, conjunto de inagenes con
valores nunericos del 0-9, puede aumentar signi cativamente la precison pasando del 92 % al
98 %. Estos casos refuerzan la idea de que las transformaciones geonetricas pueden aportar
informacon estructuralutil para el aprendizaje de caractersticas internas complejas.

En las secciones siguientes se detallam, para cada una de las tareas abordadas, la funcon
de regularizacon utilizada, los valores concretos de los paametros, y empleados en
la funcon de perdida (4.3), as como las ecnicas aplicadas de optimizacon y resolucon de
ambigeedades.

Las tareas analizadas incluyen: la segmentacon en primer plano y fondo (4.2.5), la separa-
con de imagenes superpuestas (4.2.6), que abarca tamben la eliminacon de marcas de agua
(4.2.7), y la eliminacon de neblina (4.2.8). Para cada caso, se presentaa y explicaa adenas
el pseudomdigo correspondiente al procedimiento implementado en la seccon 4.3.
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4.2.5. Segmentacon

La segmentacbn de imagenes que se trata con el metoddouble-DIP ( gura 4.10) consiste
en dividir una imagen en dos capas, es decir, puede verse como la descomposicon de una
imagen! en un primer planoy; y fondoy,, combinado por una mascara binarian(x) en cada
pxel x:

L(x) = m(x)y2(x) + (1 m(x))yz(x)

Figura 4.10: Descomposicon en capas de la imagen originapara la tarea de segmentacbn
obtenidas usanddoubleDIP.

Esta formulacbon es coherente con el principio de segmentacon por composicon de Bagon
et al. en [18], quienes de nen un \buen segmento” como aquel que puede reconstruirse con sus
propias partes, pero resulta difcil de componer con fragmentos de otras regiones. Bajo esta
perspectiva, las capay; y Y, satisfacen los supuestos de imagenes naturales deubleDIP:
cada una presenta alta autosimilitud interna y, por tanto, es mas sencilla de generar de manera
independiente que la imagen origindl.

En este caso la funcon de perdida relacionada con la mascara, es decir, la gerdida de
regularizacon es |
X St
LoSSgeg(M) = jm(x) 05 (4.4)

X

cuyo objetivo es incentivar que la mascaran(x) sea binaria.

Para abordar la ambigsedad en la separacon de capas, se emplea una presegmentacon
basada en el algoritmo propuesto por Goferman et al. en [6]. Este metodo genera un mapa
de saliencia, una representacbn que asigna a cada pxel un valor proporcional a su relevancia
visual dentro del contexto de la imagen. Dichos mapas destacan las regiones que, segun criterios
de contraste local, rareza visual y consistencia espacial, son nmas propensas a captar la atencon
humana.

A partir del mapa de saliencia, se aplica una ecualizacon de histograma para realzar el
contraste y resaltar mejor las diferencias entre regiones. Tras este ajuste, se construyen dos
mascaras binarias seleccionando los pxeles con los valores de saliencia nmas altos y mas bajos,
en funcon de un umbral prede nido. Estas nmascaras actilan como guas iniciales para la
separacon de capas, identi cando de forma aproximada pequenas regiones correspondientes
al primer plano y cwales al fondo (gura 4.11). Con este proceso no se pretende proporcionar
una segmentacon inicial precisa, sino reducir la ambigsedad introduciendo poca informacon
inicial pero su cientemente coherente para poder incitar una correcta segmentacon.

En cuanto a las ecnicas de optimizacon, no se emplea@an transformaciones geonetricas,
sinounicamente la adicon de ruido extra tras cada iteracon.
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4.2. DoubleDIP: Extenson del Metodo DIP

Figura 4.11: Ejemplo del proceso de generacon de guas a partir del mapa de saliencia: imagen
original, mapa de saliencia original obtenido con el algoritmo de [6], resultado tras ecualizacon
del histograma para mejorar el contraste, y mascaras binarias que actian como guas iniciales
para el primer plano y fondo.

4.2.6. Separacon de capas superpuestas

En el caso de la re exbn en imagenes, cada pxel de la imageh(x) es una combinacon
de un pxel de la capa de transmisony;(x) y el pxel correspondiente en la capa de re exbon
y»(X). Esto puede expresarse nuevamente mediante la ecuacon (4.2.5), donu) representa
la mascara de re exon. En la mayora de los casos prcticos, se puede asumir que(x) m
es una nmascara uniforme con un valor desconocido en el range th < 1.

El metodo DoubleDIP permite descomponer una imagem en sus capas superpuestas,
donde cada capa es reconstruida por un DIP independiente. La constantees determinada
por un tercer DIP. Para garantizar que las capas recuperadas sean lo mas independientes
posible, se emplea una funcon de perdida de exclusbn, que minimiza la correlacon entre ellas.

Dado que cada pxel del representa una combinacon de dos capas, la ambigsedad en la
separacon de imagenes superpuestas es considerablemente mayor que en tareas de segmen-
tacon. Esta ambigsedad puede resolverse cuando se dispone de al menos dos imagenes que
presentan diferentes mezclas de las mismas capas (gura 4.13). No obstante, existe un caso
excepcional: cuando las imagenes mezcladas tienen una fuerte autosimilitud interna, como se
llustra en la gura 4.12, unaunica imagen es su ciente para realizar una separacon efectiva.

(a) Imagen 1. (b) Imagen 2. (c) Superposicon.

Figura 4.12: Combinacon de dos inagenes que no suponen ambigdsedad de capas.

Mientras que en el caso sin ambigeedad basta unaunica ecuacon, los casos con ambigsedad
dan lugar a un sistema de ecuaciones acopladas:

1D (x)= mBy;(x)+ (@ mP)y,(x)
1@ (x) = mPy(x)+ (1 m®)yy(x)
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Captulo 4. Metodologa

(@) Imagen 1 (y1). (b) Imagen 2 (y2).
(c) Superpaosicbn con (d) Superposicon con
m® =0:3. m® =0:7.

Figura 4.13: Superposiciones de imagenes con ambigsedad.

Dado que las capay; y Y, son compartidas en ambas imagenes, con dos DIPs es su ciente
para estimarlas a partir del @ e | @ simulaneamente. Mientras que los diferentes coe cientes
m® y m®@ son generados por otro par de DIPs, utilizando dos ruidos aleatorios independientes,

zZ® y 2@

En cuanto a la optimizacon, en el caso sin ambigsedad (una imagen) se aplicaan las
transformaciones geonetricas mencionadas anteriormente, junto con la adicon de ruido en
cada iteracon. Por el contrario, en el caso ambiguo no se empleaan transformaciones ni per-
turbaciones adicionales.

4.2.7. Eliminacon de marcas de agua

La eliminacon de marcas de agua se plantea como un caso particular dentro del problema
general de separacon de capas superpuestas. En concreto, las capasy, representan res-
pectivamente la imagen limpia y la marca de agua. A diferencia del caso anterior, aqu el valor
de la mascaram no se asume constante.

Estas particularidades hacen necesario un tratamiento espec co, aunque conceptualmente

es un caso de separacon de capas superpuestas como el abordado en la seccon 4.2.6, se requiere

una implementacon distinta para abordar de forma adecuada la eliminacon de marcas de agua.

La ambigsedad inherente a la separacon de capas se resuelve siguiendo dos estrategias
principales:

» Imagenunica: el usuario proporciona una gua (gura 4.14) en forma de recangulo
delimitador que encierra la regon de la marca de agua. La nmascara aprendida(x) se
restringe a ser cero fuera de dicha regon, lo que constituye una ayuda su ciente para
gue Double-DIP realice la separacon de manera efectiva.
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