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Embeddings contextuales

• Es un vector que representa una palabra/sub-palabra 
dependiendo del contexto en el que aparece.
Si “banco” sale en “me senté en el banco” vs “trabajo en el 
banco”, el vector cambia porque el modelo ve el resto de la 
oración. Formalmente:

𝐞 𝑥𝑡 = 𝑓 𝑥1:𝑛 𝑡

no solo de depende de la “entrada” 𝑥𝑡.
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Embeddings contextuales

• Basados en RNN/charRedes recurrentes (LSTM/biLSTM): leen la 
secuencia paso a paso; a menudo parten de caracteres (CNN/LM 
de chars) para ser robustos a morfología y OOV. Producen 
embeddings contextuales por token. 

• Encoder-only: Transformes bidireccionales entrenados con 
MLM/RTD para entender texto (no para generarlo). Se usan 
añadiendo una cabeza de clasificación/etiquetado
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Embeddings contextuales

• Encoder–Decoder:
Arquitectura de dos partes: el encoder entiende la entrada y el 
decoder la genera. 
Se preentrena “denoisando” (reconstruyendo texto corrupto) y 
luego sirve para tareas seq2seq (resumen, traducción) o para 
obtener embeddings del encoder. 

• Decoder-only:
Entrenamiento causal (predecir el siguiente token). 
Excelentes para generación y few/zero-shot vía prompting; también 
pueden dar embeddings de secuencia.
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Embeddings contextuales
Basados en RNN/char

• ELMo (2018): CNN de caracteres → BiLSTM bidireccional (→, ←). 
Devuelve un vector por token y por capa; la tarea aprende una 
combinación. Muy robusto a morfología/OOV.

• ULMFiT (2018): LM con LSTM (AWD-LSTM) + receta de fine-tuning 
(unfreezing gradual, LR discriminativo). Suele usar el estado 
contextual del LM como representación.

• Flair: LMs de caracteres (→ y ←) que producen embeddings 
contextuales a nivel carácter.

• Cuándo: pocos datos/recursos, fuerte variación morfológica, 
pipelines legacy.

6



Embeddings contextuales

Encoder-only

• BERT (MLM + NSP, WordPiece).

• RoBERTa (MLM sin NSP, más datos, BPE byte-level).

• DeBERTa (atención “disentangled”, mejoras en posicionamiento).

• ELECTRA (RTD: Replaced Token Detection, más sample-efficient).

• ALBERT (factoriza/compartir pesos para eficiencia).

• Multilingües: mBERT, XLM-R (SentencePiece).

• Cuándo: clasificación, NER, QA extractivo, sentence embeddings
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Embeddings contextuales
Encoder–Decoder (denoising seq2seq)

• BART (corrige texto “corrompido”).

• T5 (todo como text-to-text, SentencePiece Unigram).

• Cuándo: resumen, NLG controlada, tareas seq2seq; también sirven 
para obtener embeddings (encoder).

Decoder-only (generativos/autoregresivos)

• GPT-2/3/4/… (Causal LM, BPE byte-level).
El estado oculto de cada posición es contextual; se puede 
promediar/[EOS] para una representación de la secuencia.

• Cuándo: generación, few/zero-shot, prompting; útiles para 
clasificación con prompts o FT ligero (LoRA/QLoRA).
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Embeddings contextuales
ELMo (2018)

• Arquitectura:
• CNN de caracteres → vector por palabra (robusto a morfología/OOV).

• Highway networks.

• BiLSTM de 2 capas entrenado con language modeling bidireccional (dos LM: → y ←).

• Salida: para cada palabra y cada capa obtienes un vector; en la 
tarea aguas abajo se usa una combinación ponderada aprendida 
de esas capas.

• Pros: maneja OOV vía caracteres; buen rendimiento en SRL, NER, 
parsing (en su época).

• Contras: inferencia secuencial (BiLSTM) menos paralelizable; rinde 
menos que Transformers actuales a igual escala.
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Embeddings contextuales
ULMFiT (2018)

• Arquitectura: AWD-LSTM (LSTM regularizado).

• Receta de ajuste fino (clave de ULMFiT):
• Discriminative fine-tuning: tasas de aprendizaje distintas por capa.

• Slanted triangular learning rates: LR que sube rápido y baja lento.

• Gradual unfreezing: se descongelan capas de arriba a abajo progresivamente.

• Clasificador: pooling sobre la secuencia (concatenación de último 
estado + max pool + mean pool) → MLP.

• Pros: muy eficaz con pocos datos etiquetados; estable.

• Contras: hoy suele ser superado por Transformers preentrenados 
grandes.
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Transformers preentrenados

• Los encoders Transformer son la columna vertebral de la 
comprensión moderna del lenguaje. 

• Se preentrenan con objetivos auto-supervisados (principalmente 
Masked Language Modeling) sobre grandes corpus para aprender 
representaciones contextuales muy ricas de cada token. 

• Luego, con una simple cabeza de tarea (p. ej., sobre [CLS]), se 
ajustan a clasificación, NER o QA extractivo con pocos datos 
etiquetados.
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Transformers preentrenados

Conceptos previos

• MLM — Masked Language Modeling
Objetivo de preentrenamiento: enmascarar algunos tokens y hacer 
que el modelo los prediga usando el contexto izquierdo y derecho. 
Mejora la comprensión contextual.

• NSP — Next Sentence Prediction
Tarea auxiliar en BERT: decidir si la segunda oración sigue a la 
primera en el texto original. Pretende enseñar cohesión/discurso.

• WordPiece
Algoritmo de subpalabras: construye un vocabulario de piezas 
frecuentes (sub-tokens) para manejar OOV y morfología. 
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Transformers preentrenados
Conceptos previos

• BPE — Byte-Pair Encoding
Algoritmo de subpalabras que fusiona pares frecuentes. 
La versión “byte-level” opera directamente sobre bytes → 
vocabulario compacto, robusto a idiomas/ruido/acentos.

• RTD — Replaced Token Detection
Objetivo de preentrenamiento de ELECTRA/DeBERTa-v3: detección 
binaria token-a-token (¿este token fue reemplazado?). 
Supervisa todos los tokens, no solo los enmascarados → eficiencia.
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Transformers preentrenados

BERT — Bidirectional Encoder Representations from Transformers 

• Objetivos:
• MLM: enmascara ≈15% de tokens y los predice 

(80% [MASK], 10% token aleatorio, 10% sin cambios).

• NSP: binario, si B sigue a A.

• Tokenización: WordPiece (~30k en BERT base; mBERT más grande).

• Fortalezas: comprensión robusta; estándar para clasificación, NER, 
QA extractivo.

• Limitaciones: longitud 512 tokens; NSP aporta poco; no es 
generativo.

• Uso típico: añadir cabeza de clasificación sobre [CLS] y fine-tuning
15



Transformers preentrenados

RoBERTa — Robustly Optimized BERT Pretraining Approach

• Cambios respecto a BERT:
• Elimina NSP y usa solo MLM.

• Dynamic masking, batches más grandes, más pasos y más datos.

• Tokenización: byte-level BPE (estilo GPT-2), más robusto a caracteres fuera de 
vocabulario.

• Resultado: mejora consistente frente a BERT a mismo tamaño.

• Cuándo usarlo: como baseline fuerte en clasificación y 
comprensión en general.
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Transformers preentrenados

DeBERTa — Decoding-enhanced BERT with Disentangled Attention

• Claves:
• Disentangled attention: separa embeddings de contenido y de posición para calcular 

atenciones más finas.

• Posicionamiento: manejo mejorado de posiciones relativas y decodificador de 
máscara más informativo.

• Efecto: suele superar a BERT/RoBERTa en benchmarks de 
comprensión (GLUE/SuperGLUE).

• Notas: variantes (v2/v3) incorporan mejoras de entrenamiento; 
coste algo mayor pero muy competitivo.
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Transformers preentrenados
ELECTRA — Efficiently Learning an Encoder that Classifies Token 
Replacements Accurately

• Preentrena con RTD: un generador pequeño sustituye algunos 
tokens; el discriminador aprende a decidir si cada token fue 
reemplazado.

• Mucho más “sample-efficient” que MLM: aprende de todas las 
posiciones, no solo de las enmascaradas.

• Ventajas: con el mismo presupuesto de cómputo/datos, suele 
rendir mejor que BERT; convergencia rápida.

• Uso: se obtiene el discriminador como encoder para fine-tuning.
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Transformers preentrenados
ALBERT — A Lite BERT

• Técnicas:
• Factorized embeddings: separa tamaño de vocab y dimensión oculta (matriz de 

embeddings pequeña + proyección).

• Cross-layer parameter sharing: comparte pesos entre capas → muchos menos 
parámetros.

• Sustituye NSP por SOP (Sentence Order Prediction).

• Ventajas: rendimiento tipo BERT-large con menos memoria; útil 
cuando el presupuesto de parámetros importa.

• Cuidado: puede requerir más pasos para igualar resultados al tener 
menos capacidad libre por capa.
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Transformers preentrenados

Multilingües — mBERT y XLM-R

• mBERT — multilingual BERT:
• BERT entrenado en ~100+ idiomas con WordPiece compartido (~119k vocab).

• Transferencia cross-lingual razonable sin datos paralelos.

• XLM-R — Cross-lingual Language Model – RoBERTa :
• “RoBERTa multilingüe” entrenado a gran escala (CC-100) con 

SentencePiece (vocab ~250k).

• Suele superar mBERT en XTREME/XGLUE y tareas cross-lingual.

• Cuándo:
• Monolingüe español: Si hay suficientes datos del idioma: BETO y roberta-bne

• Multilingüe o transferencia zero-shot entre idiomas: XLM-R es la apuesta segura.
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Modelos generativos
Introducción

• Los modelos generativos de lenguaje natural son sistemas de PLN 
capaces de producir texto nuevo que parece escrito por humanos, 
en lugar de simplemente clasificarlos o extraer información. 

• Los modelos generativos aprenden la distribución del lenguaje para 
generar secuencias de palabras con coherencia gramatical y 
semántica. 

• Un ejemplo: la serie de modelos GPT 
(Generative Pre-trained Transformer) desarrollados por OpenAI
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Modelos generativos
Arquitectura y entrenamiento 

• Los modelos GPT emplean únicamente la parte de decodificador 
de la arquitectura Transformer, con mecanismos de auto-atención 
enmascarada (masked self-attention).

• En cada paso el modelo atiende solo a los tokens previos ya que el 
objetivo es predecir el siguiente token (a diferencia de modelos 
como BERT que usan la rama de codificador bidireccional).

• GPT se entrena con un objetivo autoregresivo de modelado de 
lenguaje causal: dado un contexto de palabras, aprende a predecir 
la siguiente palabra de la secuencia.
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Modelos generativos

24

Arquitectura y entrenamiento 

Fuentes: https://commons.wikimedia.org/

https://commons.wikimedia.org/


Modelos generativos

Arquitectura y entrenamiento 

• Este proceso de entrenamiento no supervisado permite que el 
modelo aprenda patrones lingüísticos, sintaxis y cierto 
conocimiento del mundo a partir de grandes colecciones de texto. 

• Durante esta fase de pre-entrenamiento en corpus masivos, la 
arquitectura Transformer con su mecanismo de atención le permite 
captar dependencias de larga distancia y contexto complejo en el 
lenguaje.

• Una vez pre-entrenado, el modelo GPT puede usarse directamente 
para generar texto coherente en cualquier dominio cubierto por 
sus datos de entrenamiento.
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Modelos generativos
Arquitectura y entrenamiento 

• Además, suele aplicarse una segunda etapa de fine-tuning donde 
se entrena el modelo en una tarea específica con un conjunto de 
datos más pequeño y etiquetado. 

• Esta adaptación supervisada especializa al modelo en tareas 
concretas como traducción, resumen, o diálogo, mejorando su 
desempeño en ellas. 

• Por ejemplo, ChatGPT es un modelo de la familia GPT que fue 
ajustado finamente para tareas conversacionales, incluyendo 
técnicas como el aprendizaje por refuerzo con retroalimentación 
humana (RLHF) para alinearlo con las instrucciones y valores 
deseados en las respuestas. 
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Modelos generativos

Decoding

• Cuando un LLM “habla”, en cada paso elige el siguiente token a 
partir de una distribución de probabilidad (logits). 

• El decoding define cómo elegir esos tokens. Distintos métodos 
cambian el equilibrio coherencia ⇄ diversidad.
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Modelos generativos

Método Greedy (argmax)

• Qué es: elige siempre el token más probable.

• Pros: determinista, rápido, reproducible; ideal para evaluación o 
tareas cerradas.

• Contras: puede ser repetitivo o “plano”; se atasca en bucles.

• Cuándo usar: clasificación por prompting, extracción estructurada, 
tests.

• HF params: do_sample=False (ignora temperature/top_p/top_k).
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Modelos generativos
Beam search

• Qué es: mantiene B hipótesis en paralelo y expande la mejor 
secuencia final.

• Pros: equilibra calidad y cobertura; útil con formatos estructurados.

• Contras: lento; tiende a salidas genéricas; length bias si no se 
ajusta.

• Cuándo usar: tareas con estructura y poco margen creativo 
(traducción/formateo).

• HF params: num_beams=B (p.ej., 3–5), do_sample=False. 
(Opcional: length_penalty).
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Modelos generativos
Top-k sampling

• Qué es: recorta al top-k tokens más probables y muestra de ahí.

• Pros: controla vocab activo; simple de entender.

• Contras: k fijo no se adapta al contexto; si k bajo → pérdida de 
fluidez.

• Cuándo usar: textos creativos con control fino de “locura”.

• HF params: do_sample=True, top_k=50–100, temperature≈0.3–0.8.
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Modelos generativos
Top-p sampling

• Qué es: toma el mínimo conjunto de tokens cuya suma de prob. ≥ 
p y muestra de ahí.

• Pros: se adapta a la “confianza” del modelo; estándar para 
chat/creatividad.

• Contras: p muy alto ≈ casi sin filtro; p muy bajo corta opciones 
razonables.

• Cuándo usar: diálogo, redacción natural, creatividad controlada.

• HF params: do_sample=True, top_p=0.9–0.95, temperature≈0.2–
0.7.
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Modelos generativos
Elección de estrategia

• Salida exacta/estable (clasificar con prompting, extracción, 
verificación): → Greedy: do_sample=False.

• Texto natural “serio” (responder dudas, explicación técnica):
→ Top-p bajo + T moderada: do_sample=True, top_p=0.9–0.95, 
temperature=0.2–0.5.

• Creativo/variado (brainstorming, copy): → Top-p 0.9–0.95 + Top-k 
40–100 (opcional) + temperature=0.5–0.8.

• Largo y estructurado (plantillas, formato rígido):
→ Beam (3–5) o greedy + constraints; si repite, añade 
repetition_penalty≈1.1.
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Modelos generativos
Fine-tuning moderno

• Full FT: actualiza 100% de parámetros → 
+calidad, mucha VRAM y datos; riesgo de forgetting.

• Adapters / Prefix / Prompt-tuning: añaden capas/vec. pequeños 
→ rápido, poca memoria; buena portabilidad multi-tarea.

• LoRA / QLoRA: descompone 𝑊≈𝑊+𝐴𝐵 con rangos bajos (r=8–16) 
→ <1–2% de params entrenables; QLoRA entrena en 4-bit (NF4) → 
VRAM mínima.

• IA³ / BitFit / Freeze: aún menos params (escalas, sesgos) 
→ ultra-ligero, pero menor capacidad de adaptación.
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Modelos generativos
Fine-tuning moderno

• Pocos datos / pocos GPUs → LoRA/QLoRA.

• Muchas tareas → adapters/prefix (cambia “cabezales” sin re-
entrenar el tronco).

• Dominio muy distinto y recursos altos → Full FT.

• Defaults útiles: 
• LoRA r=8–16 

• lora_alpha=16–32

• lora_dropout=0.05

• módulos objetivo: q_proj, k_proj, v_proj, o_proj.
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Modelos generativos
Prompting patterns

• Instruction + constraints: Tarea + contexto + restricciones: “No 
inventes datos”, “Si no sabes, di ‘No lo sé’”, “Devuelve JSON”.

• Few-shot: 2–5 ejemplos formateados igual que el caso objetivo; 
etiqueta explícita (Label: pos/neg/neu).

• Salida estructurada (JSON): Define esquema y límites: claves, tipos, 
rangos, null permitido; pide solo JSON.

• Delimitadores: Encapsula contexto con o <doc> … </doc> para 
evitar confusiones.

• Anti-patrones: Peticiones ambiguas, múltiples tareas en una, sin 
formato de salida, sin stop conditions.
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Modelos generativos
Prompting patterns

• [Instruction + constraints]

• Tarea: Clasifica el sentimiento del texto.

• Salida: SOLO una palabra entre {pos, neg, neu}.

• Reglas: No inventes; si no es evidente, devuelve 'neu'.

• [Few-shot (3)]

• Texto: "Me encantó el aroma cítrico" → pos

• Texto: "Está bien, nada especial"   → neu

• Texto: "Sabe a cartón mojado"       → neg
36



Modelos generativos
Ética, sesgos y seguridad

• Sesgos (data & model): 
• Representación (grupos infra/hiper), medición/etiquetado, históricos. 

Mitigación: muestreo estratificado, pruebas por subgrupos y debiasing en prompt

• Privacidad: 
• Anonimizar; no subir datos sensibles; controla retención y logs.

Seguridad: prompt injection/jailbreak; valida entradas, filtra salidas; allow/deny lists.

• Transparencia & responsabilidad: 
• Límites de uso, trazabilidad de datos, advertencias de cobertura, model cards.

• Verificación humana: 
• Para decisiones sensibles (“human-in-the-loop”).

• Regulación: 
• tener en cuenta normativa local y marcos. 37



Capacidad y evolución

• Gracias a su entrenamiento masivo, los GPT son capaces de 
generar respuestas largas y contextualmente relevantes a una 
consulta en lenguaje natural (el prompt), manteniendo coherencia 
en el tema y estilo. 

• Pueden redactar texto en diversos estilos (formal, coloquial, 
técnico, creativo), escribir código, resumir documentos o mantener 
conversaciones, según cómo se les instruya.

• Esta escala masiva de parámetros y datos permite que los modelos 
GPT alcancen un conocimiento amplio del lenguaje y del mundo, 
logrando a veces realizar tareas en las que no fueron 
explícitamente entrenados (zero-shot learning). 
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Capacidad y evolución
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Análisis de sentimiento
Introducción

• El análisis de sentimientos es una tarea de PLN enfocada en 
identificar la actitud o emoción subjetiva que subyace en un texto. 

• En términos simples, busca determinar si un documento, frase o 
comentario expresa una opinión positiva, negativa o neutra hacia 
un tema, producto, servicio, etc. 

• Permite a empresas y organizaciones monitorizar automáticamente 
la opinión pública, rastrear la satisfacción de clientes y detectar 
tempranamente problemas de reputación o puntos de mejora

• Se aplica sobre todo a datos no estructurados como publicaciones 
en redes sociales, reseñas en sitios web, respuestas de encuestas.
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Análisis de sentimiento
Sistemas basados en reglas

• Diccionarios de palabras positivas y negativas, + reglas lingüísticas 
definidas manualmente.

• Sencillos de implementar, pero frágiles ante cambios lingüísticos y 
contextuales (jerga, sarcasmo, nuevos usos del lenguaje). 

• Además, ignoran matices contextuales; por ejemplo, la frase "no 
está nada mal" contiene la palabra "mal" (negativa) pero expresa 
en realidad un sentimiento positivo moderado.

• Por ejemplo, podrían sumar +1 por cada palabra positiva 
("excelente", "fantástico") y -1 por cada negativa ("pésimo", 
"horrible") en un texto, y según el saldo determinar el tono. 
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Análisis de sentimiento

Sistemas basados en machine learning

• Se entrena un clasificador de sentimientos usando datos 
etiquetados. 

• Se parte de un conjunto de ejemplos de texto cuyo sentimiento ha 
sido etiquetado

• Se entrena un modelo que aprenda a predecir dichas etiquetas.

• En el pasado se han usado algoritmos de clasificación tradicionales.

• A día de hoy, redes recurrentes o Transformers pre-entrenados.

• Existen también enfoques híbridos.
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Análisis de sentimiento
Pipeline clásico

• Preprocesamiento de texto: limpieza y preparación de los datos. 

• Extracción de características (vectorización): convertir el texto 
preprocesado en una representación numérica que el algoritmo de 
ML pueda usar.

• Clasificación: aplicar un modelo predictivo que, dada la 
representación vectorial del texto, produzca una etiqueta de 
sentimiento.

• Se evalúa con métricas como accuracy, precision/recall o F1-score, 
usando benchmarks estandarizados.

• Variantes: emociones,  multi-idioma, o en streaming
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