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• El Transformer, a partir de una secuencia de entrada, 
produce una secuencia de salida.

•Base de los modelos modernos de PLN.

•Aplicaciones :traducción, resumen, QA, diálogo, etc.

Visión general

Fuente: https://jalammar.github.io/images/t/the_transformer_3.png

https://jalammar.github.io/images/t/the_transformer_3.png
https://jalammar.github.io/images/t/the_transformer_3.png
https://jalammar.github.io/images/t/the_transformer_3.png
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• Encoders y decoders 
conectados por atención.

• Encoders: 
comprimen/contextualizan 
la entrada.

•Decoders: generan salida 
paso a paso, condicionados 
por la entrada.

•Ambos usan self-attention 
+ FFN + Add&Norm.

Componentes principales

Fuente: https://jalammar.github.io/images/t/The_transformer_encoders_decoders.png

https://jalammar.github.io/images/t/The_transformer_encoders_decoders.png
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•Apilar N capas y conectar 
encoder→decoder.

• El paper usa N=6 por pila.

• El decoder consulta al memory 
del encoder vía encoder-decoder 
attention.

• La salida final pasa por Linear + 
Softmax.

Arquitectura de alto nivel

Fuente: https://jalammar.github.io/images/xlnet/transformer-encoder-decoder.png

https://jalammar.github.io/images/xlnet/transformer-encoder-decoder.png
https://jalammar.github.io/images/xlnet/transformer-encoder-decoder.png
https://jalammar.github.io/images/xlnet/transformer-encoder-decoder.png
https://jalammar.github.io/images/xlnet/transformer-encoder-decoder.png
https://jalammar.github.io/images/xlnet/transformer-encoder-decoder.png
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•Residuos + LayerNorm estabilizan y facilitan el gradiente.

• FFN posicional: 
misma red para 
cada posición, 
distinta por capa.

•Máscara causal 
solo en decoder

Patrón Self-Attention → Add&Norm → FFN → Add&Norm.

Fuente: https://jalammar.github.io/images/t/transformer_resideual_layer_norm_3.png

https://jalammar.github.io/images/t/transformer_resideual_layer_norm_3.png
https://jalammar.github.io/images/t/transformer_resideual_layer_norm_3.png
https://jalammar.github.io/images/t/transformer_resideual_layer_norm_3.png
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• Secuencialidad en RNN: procesamiento paso a paso → poca 
paralelización.

•Dependencias largas difíciles (camino largo de retro-
propagación).

•CNN amplía contexto con más capas/anchos, elevando coste.

¿Por qué un nuevo paradigma?
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• El Transformer sustituye recurrencia/convolución por self-
attention → más paralelizable y camino corto entre 
posiciones.

•RNN/CNN tienen cuellos de botella para dependencias 
largas y paralelización; el Transformer los evita.

¿Por qué un nuevo paradigma?

Fuente: https://arxiv.org/abs/1706.03762

https://arxiv.org/abs/1706.03762
https://arxiv.org/abs/1706.03762
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•Arquitectura solo con atención

• Encoder–decoder con self-attention y FFN por posición.

•Atención global: cualquier token puede atender a cualquier 
otro.

• Totalmente paralelizable en la dimensión de secuencia.

•Mejor traducción.

Attention Is All You Need

Fuente: https://jalammar.github.io/images/t/the_transformer_3.png

https://jalammar.github.io/images/t/the_transformer_3.png
https://jalammar.github.io/images/t/the_transformer_3.png
https://jalammar.github.io/images/t/the_transformer_3.png
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• El cómputo se vectoriza; múltiples 
posiciones fluyen en paralelo.

• En el FFN, cada posición se procesa 
independientemente

• En self-attention, puntuamos todas 
las parejas (matrices) en un solo 
paso.

•Diseño amigable GPU/TPU → 
tiempos de entrenamiento menores.

Paralelización

Fuente: https://jalammar.github.io/images/t/encoder_with_tensors_2.png

https://jalammar.github.io/images/t/the_transformer_3.png
https://jalammar.github.io/images/t/encoder_with_tensors_2.png
https://jalammar.github.io/images/t/encoder_with_tensors_2.png
https://jalammar.github.io/images/t/encoder_with_tensors_2.png
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• La atención aprende a vincular tokens 
lejanos (ej.: it → animal).

•Capta coreferencias y relaciones 
sintáctico-semánticas.

•Varias cabezas enfocan aspectos 
distintos.

Concepto de atención

Fuente: https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png

https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png


Introducción

12

•WMT’14 En→De: 28.4 BLEU (SOTA)

•WMT’14 En→Fr: 41.8 BLEU.

• Entrenamiento reportado: 3.5 días en 8 GPUs 
(para el modelo grande de En→Fr).

Calidad reportada

Fuente: https://arxiv.org/abs/1706.03762

https://arxiv.org/abs/1706.03762
https://arxiv.org/abs/1706.03762


Índice

• Introducción

• Self-attention

•Posicionales

• Encoders

•Decoders

•Diseños de arquitectura

13
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• Self-attention permite que cada token 
“mire” al resto para construir su 
representación contextual.

•Para el token actual, calculamos 
cuánto debe atender a los demás y 
combinamos sus valores (V) 
ponderados.

•Captura relaciones largas 
(coreferencias, dependencias 
sintácticas) en un solo paso.

Intuición

Fuente: https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png

https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
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•De cada embedding salen tres 
proyecciones aprendidas: 
Query (Q), Key (K) y Value (V).

• Se obtienen multiplicando la 
representación de entrada por 
matrices de pesos W^Q, W^K, 
W^V.

•Dimensiones típicas: 𝑑model
→ 𝑑𝑘, 𝑑𝑣.

Proyecciones

Fuente: https://jalammar.github.io/images/t/transformer_self_attention_vectors.png

https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_self_attention_vectors.png
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Proyecciones

•Q/K definen 
compatibilidad 
(puntuación), y V 
contiene la 
información que se 
mezcla

Fuente: https://jalammar.github.io/images/t/transformer_self_attention_vectors.png

https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_self_attention_vectors.png
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Paso 1: puntuaciones (dot-product)

•Para un token 𝑖, 
puntuamos su q_i 
contra todas las k_j.

•Puntuación 𝑠𝑖𝑗 = 𝑞𝑖 ⋅ 𝑘𝑗.

• Se calcula en paralelo 
para todas las 
posiciones.

Fuente: https://jalammar.github.io/images/t/transformer_self_attention_score.png

https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_self_attention_score.png
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Paso 2: escalado y softmax
• Estabilizamos y 

convertimos las 
puntuaciones en pesos 
de atención.
Escalado por 𝑑𝑘 →
gradientes más 
estables.

• Softmax por fila → 
pesos positivos que 
suman 1. Fuente: https://jalammar.github.io/images/t/self-attention_softmax.png

https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/self-attention_softmax.png
https://jalammar.github.io/images/t/self-attention_softmax.png
https://jalammar.github.io/images/t/self-attention_softmax.png
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Paso 3: combinación de valores
• El vector de salida es la 

suma ponderada de los V.

• out𝑖 = ෍
𝑗

𝛼𝑖𝑗 𝑣𝑗 ,donde 

𝛼 viene del softmax.

•Resultado: una 
representación contextual 
del token 𝑖.

• En cada posición y en 
paralelo

Fuente: https://jalammar.github.io/images/t/self-attention-output.png

https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/self-attention-output.png
https://jalammar.github.io/images/t/self-attention-output.png
https://jalammar.github.io/images/t/self-attention-output.png
https://jalammar.github.io/images/t/self-attention-output.png
https://jalammar.github.io/images/t/self-attention-output.png
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Forma matricial (la ecuación clave)
• Implementamos los pasos anteriores con matrices.

Attention 𝑄 𝐾 𝑉 = softmax
𝑄𝐾⊤

𝑑𝑘

𝑉

•Permite vectorizar y aprovechar GPU/TPU.

•Complejidad por cabeza: 𝑂 𝑛2𝑑 (por el 𝑄𝐾⊤.)

Fuente: https://jalammar.github.io/images/t/self-attention-matrix-calculation-2.png

https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/self-attention-matrix-calculation-2.png
https://jalammar.github.io/images/t/self-attention-matrix-calculation-2.png
https://jalammar.github.io/images/t/self-attention-matrix-calculation-2.png
https://jalammar.github.io/images/t/self-attention-matrix-calculation-2.png
https://jalammar.github.io/images/t/self-attention-matrix-calculation-2.png
https://jalammar.github.io/images/t/self-attention-matrix-calculation-2.png
https://jalammar.github.io/images/t/self-attention-matrix-calculation-2.png
https://jalammar.github.io/images/t/self-attention-matrix-calculation-2.png
https://jalammar.github.io/images/t/self-attention-matrix-calculation-2.png
https://jalammar.github.io/images/t/self-attention-matrix-calculation-2.png
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Ejemplo

Configuración (mini-modelo)

• Longitud de secuencia 𝐿 = 3(tokens 𝑥1, 𝑥2, 𝑥3)

•Dimensiones: 𝑑model = 4 ,𝑑𝑘 = 𝑑𝑣 = 2.

•𝑑model​: dimensión del vector por token dentro del Transformer 

•𝑑𝑘: dimensión de queries y keys en cada cabeza de atención. 

•𝑑𝑣 ​: dimensión de values en cada cabeza.
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• Embeddings de entrada (ya incluyen posición):

𝑋 =
1 0 1 0
0 1 1 0
0 0 1 1

3 × 4

•Pesos:

𝑊𝑄 =

1 0
0 1
1 0
0 1

, 𝑊𝐾 =

1 1
0 1
1 0
0 1

, 𝑊𝑉 =

0 1
1 0
1 1
0 1

•Notas de forma: 𝑋 ∈ ℝ3×4 ,𝑊𝑄,𝐾,𝑉 ∈ ℝ4×2 ⇒ 𝑄, 𝐾, 𝑉 ∈ ℝ3×2.
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De embeddings a Q, K, V

𝑄 = 𝑋𝑊𝑄 =
2 0
1 1
1 1

, 𝐾 = 𝑋𝑊𝐾 =
2 1
1 1
1 1

, 𝑉 = 𝑋𝑊𝑉 =
1 2
2 1
1 2

•Cada fila es el 𝑄/𝐾/𝑉del token correspondiente.
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Puntuaciones 𝑆 = 𝑄𝐾⊤

𝑆 =
4 2 2
3 2 2
3 2 2

•Cálculos fila 1:
𝑠11 = 𝑞1 ⋅ 𝑘1 = 2 0 ⋅ 2 1 = 4
𝑠12 = 𝑞1 ⋅ 𝑘2 = 2 0 ⋅ 1 1 = 2
𝑠13 = 𝑞1 ⋅ 𝑘3 = 2 0 ⋅ 1 1 = 2
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Escalado por 𝑑𝑘y softmax
𝑑𝑘 = 2 ≈ 1.4142

𝑆

2
≈

2.828 1.414 1.414
2.121 1.414 1.414
2.121 1.414 1.414

• Softmax fila a fila (aprox., 3 decimales):

A = softmax
𝑆

2
≈

0.673 0.164 0.164
0.503 0.248 0.248
0.503 0.248 0.248
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Comprobación (primera fila)

• exp(2.828)≈16.93, exp(1.414)≈4.113.

𝛼1⋅ =
16.93 , 4.113,4.113

16.93+4.113+4.113
≈ 0.673 0.164 0.164 .

• Suman ≈ 1.
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Combinación de V (mezcla ponderada)
out = A 𝑉 ∈ ℝ3×2

•Resultados (3 decimales):

out ≈

1.164 1.836

1.248 1.752

1.248 1.752
• Ejemplo (token 1):

out1 = 0.673 1 2 + 0.164 2 1 + 0.164 1 2
= 1.164 , 1.836 aprox.

• ¿Conclusiones?
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•Múltiples cabezas 
aprenden patrones 
distintos en paralelo.
Mantenemos Wᵢ^Q, 
Wᵢ^K, Wᵢ^V por cabeza 𝑖.

•Cada cabeza atiende en 
un subespacio diferente.

•8 cabezas en el paper
Fuente: https://jalammar.github.io/images/t/transformer_attention_heads_qkv.png

Multi-Head Self-Attention (1/3): varios sub-espacios

https://jalammar.github.io/images/t/transformer_attention_heads_qkv.png
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•Cada cabeza produce su 
Zᵢ (salida de atención).

• Ejecutamos la atención 
en paralelo para todas las 
cabezas.

Fuente: https://jalammar.github.io/images/t/transformer_attention_heads_z.png

Multi-Head (2/3): salidas por cabeza

https://jalammar.github.io/images/t/transformer_attention_heads_z.png
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•Concatenamos 
𝑍0 … 𝑍ℎ−1 y 

proyectamos con W^O.

•Devuelve al tamaño 
𝑑modelpara la siguiente 
subcapa (FFN).

Fuente: https://jalammar.github.io/images/t/transformer_attention_heads_weight_matrix_o.png

Multi-Head (3/3): concatenar + proyectar

https://jalammar.github.io/images/t/transformer_attention_heads_weight_matrix_o.png
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Overview

https://jalammar.github.io/images/t/transformer_multi-headed_self-attention-recap.png
https://jalammar.github.io/images/t/transformer_multi-headed_self-attention-recap.png
https://jalammar.github.io/images/t/transformer_multi-headed_self-attention-recap.png
https://jalammar.github.io/images/t/transformer_multi-headed_self-attention-recap.png
https://jalammar.github.io/images/t/transformer_multi-headed_self-attention-recap.png
https://jalammar.github.io/images/t/transformer_multi-headed_self-attention-recap.png
https://jalammar.github.io/images/t/transformer_multi-headed_self-attention-recap.png
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•Controlan qué posiciones 
pueden atenderse.

•Padding mask: evita 
atender a pads (no-
tokens).

• Look-ahead mask 
(triangular): en decoder 
prohíbe mirar al futuro 
(autoregresión).

Fuente: https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png

Máscaras (padding y look-ahead)

https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
https://jalammar.github.io/images/gpt2/self-attention-and-masked-self-attention.png
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•Mapas de atención ayudan a 
interpretar (con cautela).

•Diferentes cabezas aprenden 
patrones distintos. 

•Útil para debugging y docencia; no 
es explicación causal del modelo.

Fuente: https://jalammar.github.io/images/t/transformer_self-attention_visualization_3.png

Visualizar qué “mira” cada cabeza

https://jalammar.github.io/images/t/transformer_self-attention_visualization_3.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_3.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_3.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_3.png
https://jalammar.github.io/images/t/transformer_self-attention_visualization_3.png
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https://nlp.seas.harvard.edu/annotated-transformer/

• Evitar errores de dimensiones y estabilidad numérica.

• Típico forward (por batch): 
[B, L, d_model] → Q/K/V: [B, H, L, d_k].

• Aplica softmax por la última dimensión .

• Estabilidad: resta el máximo antes de softmax; usa mask con 
grandes negativos.

•Orden de operaciones para rendimiento: 
batched matmul → scale → mask → softmax → ⋅ 𝑉.

• https://nlp.seas.harvard.edu/annotated-transformer/

Shapes y variaciones de implementaciones

https://nlp.seas.harvard.edu/annotated-transformer/
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• La auto-atención “pura” es 
invariante al orden: sin una 
pista adicional, el modelo no 
sabe si perro muerde hombre 
o hombre muerde perro.

• Solución: añadir una señal de 
posición al embedding de 
cada token antes de la 
primera capa (y en el 
decoder también).

Intuición

Fuente: https://jalammar.github.io/images/t/transformer_positional_encoding_vectors.png

https://jalammar.github.io/images/t/transformer_self-attention_visualization_2.png
https://jalammar.github.io/images/t/transformer_positional_encoding_vectors.png
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• Cada dimensión codifica un ritmo distinto ⇒ el modelo puede 
inferir distancias relativas via combinaciones lineales. 

• Permite extrapolar a longitudes mayores que las vistas en 
entrenamiento.

Codificación sinusoidal absoluta

Fuente: https://jalammar.github.io/images/t/transformer_positional_encoding_example.png

https://jalammar.github.io/images/t/transformer_positional_encoding_example.png
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• En lugar de fórmulas fijas, 
se aprende una tabla 
WPE 1. . 𝐿max con un vector 
por posición (BERT/GPT). 

• Se ajusta a la distribución 
de datos; limitación: no 
extrapola fuera de 𝐿maxsin 
trucos.

Posicional aprendida

Fuente: https://jalammar.github.io/images/gpt2/gpt2-positional-encoding.png

https://jalammar.github.io/images/t/transformer_positional_encoding_example.png
https://jalammar.github.io/images/gpt2/gpt2-positional-encoding.png
https://jalammar.github.io/images/gpt2/gpt2-positional-encoding.png
https://jalammar.github.io/images/gpt2/gpt2-positional-encoding.png
https://jalammar.github.io/images/gpt2/gpt2-positional-encoding.png
https://jalammar.github.io/images/gpt2/gpt2-positional-encoding.png
https://jalammar.github.io/images/gpt2/gpt2-positional-encoding.png
https://jalammar.github.io/images/gpt2/gpt2-positional-encoding.png
https://jalammar.github.io/images/gpt2/gpt2-positional-encoding.png
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• Para long-context y mejor generalización, muchas arquitecturas 
actuales usan señales relativas (depende de la distancia entre 
tokens, no del índice absoluto).

Sesgo relativo clásico / T5 bucketed bias

• Añade sesgos a los scores 𝑄𝐾⊤según rangos de distancia (buckets).

• Mejora robustez a longitudes distintas a las de entrenamiento.

Variantes modernas
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• RoPE (Rotary Positional Embeddings)

• Aplica una rotación dependiente de la 
posición a dimensiones de 𝑄 y 𝐾 (como 
complejos 2D por par de dims).

• Codifica desplazamientos relativos 
directamente en el producto punto; muy 
popular (LLaMA, etc.).

• Rota Q/K por posición; distancia emerge 
en 𝑄𝐾⊤

Variantes modernas

Fuente: https://learnopencv.com/rope-position-embeddings

https://learnopencv.com/rope-position-embeddings
https://learnopencv.com/rope-position-embeddings
https://learnopencv.com/rope-position-embeddings
https://learnopencv.com/rope-position-embeddings
https://learnopencv.com/rope-position-embeddings
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• ALiBi (Attention with Linear Biases)

• No usa embeddings de posición; añade un sesgo lineal a los scores 
por cabeza, favoreciendo tokens recientes y extrapolando a 
secuencias más largas casi sin coste.

Variantes modernas

Fuente: https://arxiv.org/pdf/2108.12409

https://learnopencv.com/rope-position-embeddings
https://arxiv.org/pdf/2108.12409
https://arxiv.org/pdf/2108.12409
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• Clásico sinusoidal: docencia, papers base, modelos encoder-decoder 
estándar; extrapola algo, pero no es SOTA en long-context. 

• Aprendida (BERT/GPT-2): sencillo y eficaz hasta 𝐿maxLmax ​; 
requiere positional interpolation o retruco para alargar contexto. 

• RoPE: default frecuente en LLMs (LLaMA-fam.); buena 
compatibilidad con KV-cache y contextos ampliados. 

• ALiBi: coste mínimo y extrapolación sólida sin WPE; ideal si se alarga 
ventana en inferencia.

Resumen
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Encoders
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• En ambos casos, la estructura 
es: x + Sublayer(x) (residual), 
seguida de LayerNorm 
(Post-Norm) o precedida de 
ella (Pre-Norm).

• Pre-Norm ayuda a que el 
gradiente fluya mejor en 
modelos muy grandes.

• Post-Norm ofrece más 
modularidad y se ajusta al 
paper original.

Orden de capas: Pre-Norm vs Post-Norm
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• Cada subcapa (self-attention o 
feed-forward) está envuelta por 
una conexión residual: se suma la 
entrada 𝑥 a la salida de la subcapa 
Sublayer(𝑥) .

• Esto mantiene un camino directo 
para el gradiente y evita que las 
capas profundas se “olviden” de 
la información original.

Residuales y LayerNorm en el encoder

Fuente: https://jalammar.github.io/images/t/transformer_resideual_layer_norm_2.png

https://jalammar.github.io/images/t/transformer_resideual_layer_norm_2.png
https://jalammar.github.io/images/t/transformer_resideual_layer_norm_2.png
https://jalammar.github.io/images/t/transformer_resideual_layer_norm_2.png
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• Después (o antes, en Pre-Norm) 
se aplica Layer Normalization: 
normaliza las activaciones por 
dimensión para estabilizar el 
entrenamiento y acelerar la 
convergencia.

• Sin estas dos técnicas, los 
Transformers profundos serían 
difíciles de entrenar.

Residuales y LayerNorm en el encoder

Fuente: https://jalammar.github.io/images/t/transformer_resideual_layer_norm_2.png

https://jalammar.github.io/images/t/transformer_resideual_layer_norm_2.png
https://jalammar.github.io/images/t/transformer_resideual_layer_norm_2.png
https://jalammar.github.io/images/t/transformer_resideual_layer_norm_2.png
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• Tras la atención se aplica una red 
feed-forward idéntica en cada posición: 
dos capas lineales separadas por una 
activación no lineal (ReLU o GELU). 

• Este bloque introduce capacidad no 
lineal independiente de la posición: 
cada token se procesa en paralelo, sin 
mezclar la información con otros tokens.

FFN posición a posición

Fuente: https://arxiv.org/pdf/1706.03762

https://arxiv.org/pdf/1706.03762
https://arxiv.org/pdf/1706.03762
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Decoders
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• Tres subcapas por layer: 
1. self-attention enmascarada

2. cross-attention al encoder

3. FFN

• El mask causal impide mirar al “futuro”.

• El cross-attention usa K,V del encoder 
como “memoria” del input.

Auto-regresivo + consulta al encoder

Fuente: https://arxiv.org/pdf/1706.03762

https://arxiv.org/pdf/1706.03762
https://arxiv.org/pdf/1706.03762
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• Igual que la atención escalada, pero con máscara triangular superior 
= −∞ antes del softmax.

• Garantiza generación paso a paso (auto-regresivo).

• En entrenamiento se usa teacher forcing (posición i sólo atiende ≤ i).

Self-attention enmascarada



Decoders
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• El decoder consulta la representación del encoder:
• 𝑄 de la secuencia generada (decoder).

• 𝐾,𝑉 del encoder (memoria del input).

• Permite alinear tokens generados con partes del input (traducción, 
resumen).

• Misma atención escalada; cambia la fuente de 𝐾,𝑉.

Cross-attention al encoder



Decoders

52

• En inferencia, en cada paso 𝑡 reutilizamos 𝐾,𝑉 de pasos anteriores → 
no recalculamos toda la atención.

• Complejidad por paso baja de 𝑂(𝑡2) (recomputar todo) a O(t) (añadir 
un bloque y atender contra el cache).

• El cache se mantiene por cabeza y capa.

KV-cache: acelerar inferencia paso a paso
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Diseños de arquitectura
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• Tres familias: 
• encoder-only (BERT/RoBERTa) 

• decoder-only (GPT), 

• encoder–decoder (T5/mBART). 

• Cada una optimiza tareas distintas (comprensión vs. generación).

• Encoder-only: representación contextual bidireccional → 
“leer/entender”.

• Decoder-only: autoregresivo con máscara causal → “generar paso a 
paso”.

• Encoder–decoder: comprensión (encoder) + generación (decoder) 
con cross-attention.

Visión general
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• Cuándo usar: clasificación, NER, QA 
extractivo, búsqueda densa, feature 
extraction.

• Solo pila de encoders (self-attention 
bidireccional).

• Pre-entrenamiento estilo masked language 
modeling (MLM).

• [CLS] / pooling para tareas de clasificación.

• RoBERTa: entrenamiento más largo y sin NSP; 
mayor rendimiento con mismos tamaños.

Encoder-only

Fuente: https://jalammar.github.io/images/bert-base-bert-large-encoders.png

https://jalammar.github.io/images/bert-base-bert-large-encoders.png
https://jalammar.github.io/images/bert-base-bert-large-encoders.png
https://jalammar.github.io/images/bert-base-bert-large-encoders.png
https://jalammar.github.io/images/bert-base-bert-large-encoders.png
https://jalammar.github.io/images/bert-base-bert-large-encoders.png
https://jalammar.github.io/images/bert-base-bert-large-encoders.png
https://jalammar.github.io/images/bert-base-bert-large-encoders.png
https://jalammar.github.io/images/bert-base-bert-large-encoders.png
https://jalammar.github.io/images/bert-base-bert-large-encoders.png
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• Cuándo usar: generación libre/condicionada, completado, chat, 
instruction following.

• Solo pila de decoders con self-attention enmascarada (causal).

• Modelo autoregresivo: produce 1 token, lo re-inyecta y continúa.

• Escala grande → gran capacidad de modelado de distribución del 
lenguaje.

Decoder-only

Fuente: https://jalammar.github.io/images/xlnet/transformer-decoder-intro.png

https://jalammar.github.io/images/xlnet/transformer-decoder-intro.png
https://jalammar.github.io/images/xlnet/transformer-decoder-intro.png
https://jalammar.github.io/images/xlnet/transformer-decoder-intro.png
https://jalammar.github.io/images/xlnet/transformer-decoder-intro.png
https://jalammar.github.io/images/xlnet/transformer-decoder-intro.png


Diseños de arquitectura

• Cuándo usar: traducción, summarization abstractivo, QA generativo, 
text-to-text.

• Encoder comprende la entrada; Decoder genera salida con cross-
attention a K/V del encoder.

• T5 unifica tareas como texto→texto (misma forma para todas las 
tareas).

• mBART/mBART-50: multilingüe, denoising autoencoder + muchas 
lenguas.

Decoder-only
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