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Resumen

En los últimos años, debido al abaratamiento del espacio de almacenamiento y la

proliferación de sensores en cualquier parte, la recolección y cuanti�cación de datos

se ha extendido entre los distintos campos de investigación. Esto genera grandes con-

juntos de datos, en muchos casos multivariantes. El análisis de estos datos por parte

de los distintos expertos de dominio no es inmediato debido a la naturaleza de estos

datos, que en muchos casos sufren de la llamada `Maldición de la Dimensionalidad'

en su representación.

Para poder procesar y analizar estos datos, se han desarrollado diferentes métodos

de aprendizaje automático para ayudar a los analistas a extraer conocimiento de estos

datos en bruto. Estos algoritmos, en muchas ocasiones, trabajan como cajas negras y

no permiten la interacción con el usuario, di�cultando la aplicación del conocimiento

previo de los expertos de dominio al análisis, y reduciendo el conocimiento que estos

pueden extraer del análisis.

Una forma de incluir a los expertos de dominio en el análisis exploratorio de

datos es la visualización interactiva. A través de ella, los expertos de dominio pueden

participar del proceso de extracción de información, centrarse en los aspectos más

relevantes para su análisis y aumentar la información extraída del mismo. Para que

los expertos de dominio puedan aplicarlo en su análisis, es necesario la construcción de

herramientas especí�cas. Las herramientas construidas deben de lidiar con problemas

especí�cos y generales de los datos multivariantes, así como guiar a los usuarios no

expertos en visualización en el proceso de exploración de datos. Entre los problemas

que debe hacer frente la visualización se encuentran los siguientes: i) permitir al

experto de dominio la inclusión de su criterio evaluador a la hora de determinar
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la importancia de características; ii) la inclusión del conocimiento del experto de

dominio en la construcción de clasi�cadores ; y iii) la inclusión del conocimiento del

experto de dominio en el análisis de datos enstreaming.

En este documento de tesis, se pondrá el foco en la construcción de soluciones

que potencien la interacción entre el experto del dominio y la visualización, y en

el desarrollo de métodos para incluirle en el análisis y aprovechar su conocimiento

previo al mismo tiempo que puede bene�ciarse de las ventajas proporcionadas por

los diferentes algoritmos demachine learning. La construcción de clasi�cadores, por

ejemplo en forma de árboles de decisión, empleando únicamente algoritmos automá-

ticos puede desembocar en modelos demasiado complejos y difíciles de seguir por

parte del experto de dominio, ya que no participa de forma activa en su creación.

La visualización de datos puede ayudar al experto de dominio en la construcción

de clasi�cadores, mostrando por ejemplo, la in�uencia de las características en las

representaciones, tanto en representaciones lineales como no lineales.

El propósito de la presente tesis doctoral es ofrecer soluciones a estos problemas

inherentes al uso de la visualización, adaptando dichas soluciones a los diferentes

campos de dominio. Adicionalmente, se incluye la gestión de análisis de datos gene-

rados en tiempo real, lo cual añade a la visualización la complicación de representar el

cambio. En concreto se han desarrollado metodologías para i) entender la in�uencia

de las características en las diferentes visualizaciones mediante los ejes en visualiza-

ciones lineales coordinadas; ii) incluir a los expertos de dominio en la construcción

de árboles, guiados por la visualización; y iii) cómo mostrar y hacer participes del

análisis a expertos de dominio en entornos cambiantes.



Abstract

In recent years, data collection has spread across the di�erent research �elds

generating large and multivariate data sets due to the decrease in the cost of sensors

and storage. The analysis of these data sets by domain experts is not an easy job

due to the nature of the data and the e�ects of the `Curse of Dimensionality'.

Researchers have developed machine learning techniques to help subject domain

experts extract as much knowledge as possible from the raw data. These algorithms

often act as black boxes, making it di�cult for the user to participate and apply their

previous knowledge in the analysis process. All this reduces the knowledge extracted

from the data.

Interactive visualization is an e�ective way to include domain experts in explo-

ratory data analysis. Through these visualizations, domain experts can be part of

the information extraction process, and can focus on the aspects they consider re-

levant to their analysis. This participation in the analysis process can increase the

knowledge extracted. To ease this participation it is necessary to provide domain

experts with speci�c tools. These tools have to address domain-speci�c and multi-

variate data problems, as well as, guide non-experts in visualization in exploratory

data analysis. Among the speci�c problems that visualization has to solve to achieve

this purpose are: i) visualization has to support domain experts in assessing the re-

levance of features and allow them to include their criteria and previous knowledge;

ii) visualization has to support domain experts in building classi�ers according to

their criteria; and iii) visualization has to support domain experts in applying their

criteria in data analysis for streaming scenarios.

This PhD thesis focuses on searching speci�c solutions to increase the interaction
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between domain experts and data visualization, and how to take advantage their

previous knowledge while being able to exploit the bene�ts in the use of machine

learning algorithms for pattern recognition. Building classi�ers, such as decision trees,

using only machine learning methods can result in complex models. These models

can be hard for domain experts to follow because they are not involved in their

construction. Interactive visualization can help domain experts build classi�ers by

showing, for example, the relevance of features for the model.

The aim of this PhD thesis is to provide domain experts with speci�c solutions

for the use of visualization in data analysis. It also includes real-time streaming data

management and its di�culties for data analysis, such as time change representation.

Speci�cally, the methods developed are used to i) help domain experts understand

the relevance of features in di�erent visualizations; ii) include domain experts in

the construction of decision trees, guided by visualization; and iii) include domain

experts in the analysis of data in time-changing scenarios.
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Capítulo 1

Introducción

1.1. Motivación y ámbito de este trabajo

En los últimos años la cantidad de datos disponibles ha ido incrementado de

forma proporcional al desarrollo y abaratamiento de las tecnologías de medición,

recolección y almacenamiento de esos datos. Este mayor volumen de datos disponibles

tiene ventajas, como la posibilidad de extraer un conocimiento más preciso de ellos;

aunque también conlleva un incremento tanto de la di�cultad como de la complejidad

del análisis de los mismos, al trabajar con conjuntos de datos con un mayor número

de entradas y un mayor número de características.

Esta mayor complejidad del conjunto de datos implica la introducción de ruido

en el análisis, así como un incremento del coste computacional a la hora de aplicar

técnicas de aprendizaje automático omachine learning en el proceso de análisis

exploratorio de datos, lo que resulta en procesos lentos y poco interactivos.

Muchos de estos métodos actúan a ojos de los expertos de dominio como cajas ne-

gras, construyendo clasi�cadores con buenos resultados, pero en los que la extracción

de conocimiento sobre los procesos involucrados es complicada. Además, el hecho de

actuar de forma automática excluye del análisis a los expertos de dominio al impedir

la aplicación activa de su conocimiento previo en el análisis, e incluso generar dudas

acerca del modelo obtenido por parte del experto del dominio ya que no ofrece datos

para su justi�cación.

Las técnicas de visualización se han mostrado como herramientas efectivas para
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la inclusión de los expertos de dominio en la construcción de modelos de aprendizaje

automático, lo que permite incrementar la información extraída en análisis explora-

torios. Además, mediante la interacción, los expertos de dominio pueden combinar su

conocimiento previo y su capacidad de extraer relaciones de los datos. Estas técnicas

pueden aplicarse de manera conjunta con algoritmos demachine learning yservir de

guía durante el proceso de análisis exploratorio.

Los expertos de dominio pueden encontrarse con datos de distinta naturaleza a

la hora de realizar el análisis exploratorio de datos. Por un lado, pueden tratarse de

datos no etiquetados, a partir de los cuales, se deba asignar etiquetas a los registros,

en un proceso de aprendizaje no supervisado denominadoclustering. Por otro lado, el

experto de dominio se puede encontrar con datos previamente etiquetados, y a partir

de esos datos, intentar construir un clasi�cador mediante técnicas de aprendizaje

supervisado para aplicarlo posteriormente a nuevas muestras. Estas tareas presentan

distintos requisitos, dependiendo de si es un conjunto de datos estático o de si se

trata de una producción de datos continua.

Para intentar integrar la visualización a la hora de enfrentarse a datos multi-

variables durante el proceso de análisis, se han desarrollado a lo largo del tiempo

distintas técnicas de representación que transforman los datos originales de su espa-

cio n-dimensional a representaciones en espacios de 2 y 3 dimensiones. El uso de estas

técnicas siempre implica una pérdida de información respecto a los datos originales,

y al operar de forma automatizada con ellos, se pueden llegar a ver afectados por la

llamada `Maldición de la Dimensionalidad' [14].

Entre las ventajas de realizar los análisis en espacios de menor dimensión se

encuentra la posibilidad de incluir al experto de dominio como elemento evaluador y

corrector ante las posibles distorsiones derivadas de los efectos de la `Maldición de la

Dimensionalidad', así como un menor coste computacional al ejecutar los algoritmos



1.2. Antecedentes 3

de machine learning.

Para aplicar ese conocimiento previo que poseen, los expertos de dominio precisan

de soluciones especí�cas para interactuar con los datos en su proceso de análisis

exploratorio. Esta tesis doctoral pretende, por tanto, buscar métodos que maximicen

la participación del experto de dominio en esos análisis mediante visualización. Esto

incluye entender que soluciones se han aportado anteriormente en esa dirección y

desarrollar nuevas técnicas para incluir al experto de dominio.

1.2. Antecedentes

Esta tesis doctoral parte de un trabajo previo iniciado dentro del departamento

Ciencias de la Computación, Arquitectura de Computadores, Lenguajes y Sistemas

Informáticos y Estadística e Investigación Operativa de la Universidad Rey Juan

Carlos. El objetivo de estas investigaciones era buscar nuevas formas de introducir

al experto de dominio en el análisis exploratorio de datos mediante la visualización,

empleando técnicas de reducción de dimensiones lineales y no lineales. La motivación

general para el desarrollo de esta tesis doctoral ha sido i) continuar con esta línea de

investigación buscando formas de introducir al experto de dominio en el análisis, y

ii) proveer a los expertos de dominio de herramientas que les permitan aplicar estos

métodos en su �ujo de trabajo real.

La naturaleza de los datos a la que se enfrentan los expertos de dominio es variada.

Los datos pueden ser analizadosa posteriori o en tiempo real, según se generan. Esto

implica que el tratamiento de los datos y los problemas que presentan en el análisis

exploratorio son distintos. Con los años se ha incrementado la recolección de datos en

distintos campos, como pueden ser el de la ciberseguridad, el análisis demoscópico o el

ámbito clínico. Es en este último campo en el que nos hemos centrado principalmente

para aplicar los métodos y herramientas desarrolladas a lo largo de esta investigación.
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En esta investigación doctoral se ha intentado combinar, desarrollar y poner

en práctica las investigaciones precedentes del grupo de investigación, buscando la

interacción entre datos y expertos de dominio mediante la visualización. En resumen,

las motivaciones especí�cas de este documento de tesis son las siguientes:

1. La necesidad del usuario de mejorar la comprensión de la in�uencia de variables

en métodos de reducción de dimensionalidad.

2. La necesidad de desarrollar nuevos métodos para aplicar algoritmos de re-

ducción de dimensiones de forma que involucren al experto de dominio para

maximizar la extracción de conocimiento de los datos.

3. El desarrollo de metodologías de análisis mediante visualización interactiva en

escenarios cambiantes, en los que la generación de datos continua di�culta la

extracción de conocimiento por parte del experto de dominio.

1.3. Objetivos e hipótesis

El uso de métodos de visualización interactiva es una poderosa herramienta para

la extracción de conocimiento durante el análisis exploratorio de datos. Tradicional-

mente los expertos de dominio han empleado modelos demachine learning que se

asemejan a cajas negras. Esto implica tener que con�ar directamente en sus resul-

tados sin poder guiarlos a través del proceso. Introducir a los expertos de dominio

de forma activa en la construcción del modelo de aprendizaje puede ayudarles a en-

tender que ocurre en cada etapa del proceso de forma que les ayude en su toma de

decisiones.

Los expertos de dominio no tienen por que ser expertos en el campo de la visua-

lización. Por ello requieren de una guía durante el proceso de análisis exploratorio

y de la dotación de herramientas especí�cas que permitan su aplicación. Para que
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los expertos de dominio puedan interactuar con los datos, tanto en procesos declus-

tering como a la hora de construir clasi�cadores, estas visualizaciones deben de ser

interactivas.

Un punto importante a la hora de enfrentarse a datos multidimensionales es que

son sensibles a la `Maldición de la Dimensionalidad' al reducir sus dimensiones. Por

otro lado la aplicación de métodos de reducción de dimensiones como paso previo

a las técnicas demachine learning puede acelerar el proceso y eliminar ruido en el

análisis. Para determinar cuánto distorsionan las representaciones frente a los datos

reales, hay que proporcionar a los expertos de dominio herramientas para comprobar

la validez de los modelos generados.

Por estas razones, esta tesis plantea comprobar si�la construcción de modelos

por parte de los expertos de dominio, asistidos mediante la visualización

de datos, puede mejorar la extracción de conocimiento frente a métodos de

aprendizaje automático� . Dentro del análisis exploratorio de datos, en esta tesis

se ha buscado la manera de aplicar la visualización interactiva a tareas de selección

de características, caracterización de subconjuntos y construcción de clasi�cadores

grá�cos y en forma de árboles de decisión.

Más concretamente, en esta tesis doctoral se desarrollan las siguientes subhipó-

tesis:

De forma coordinada, las representaciones de métodos lineales de reducción de

dimensionalidad pueden ser útiles a la hora de caracterizar las agrupaciones

presentes en métodos no lineales.

En concreto, en visualizaciones en Star Coordinates, la importancia asociada a

la representación de los ejes métodos lineales de reducción de dimensionalidad

no dependen únicamente de su longitud, como se describe en el estado del arte,

si no también de su orientación.
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A través de visualizaciones interactivas de los datos los expertos de dominio

pueden construir clasi�cadores en forma de árboles de decisión con rendimientos

cercanos a los obtenidos por métodos automáticos.

En el análisis exploratorio de datos se plantean diferencias en el tratamiento

de los datos y las visualizaciones que se generan, dependiendo de si se trata un

conjunto de datos estático o si el análisis se realiza sobre un �ujo de datos con

escenarios cambiantes. Estos procesos diferentes se analizaran a lo largo del desarrollo

del documento, introduciendo al experto de dominio como juez y parte en lo que a

la validez del modelo se re�ere. De esto se desprende otra subhipótesis a demostrar:

A través de la visualización interactiva los expertos de dominio pueden reali-

zar un seguimiento de caso y situación en escenarios cambiantes, siguiendo su

criterio a la hora de recalcular el modelo de reducción de dimensiones cuando

vean necesario.

Como aplicación práctica de estos planteamientos, se ha tratado de determinar su

efectividad mediante la aplicación por parte de expertos de dominio en el campo de

la investigación médica, con datos clínicos reales. Para ello, y como demostradores de

las hipótesis planteadas en esta sección, se han desarrollado diversos prototipos que

permitieran a los expertos de dominio interactuar con los datos mediante técnicas

de reducción de dimensiones. En concreto, se han desarrollado 3 demostradores:

1. Una herramienta interactiva que permite evaluar la in�uencia de característi-

cas a partir de visualizaciones en Star Coordinates de métodos de reducción

de dimensiones lineales mediante una métrica basada en la orientación y lon-

gitud de los ejes, además de permitir la visualización de métodos de reducción

de dimensiones no lineales explicados mediante visualizaciones coordinadas de

métodos de reducción lineales.
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2. Una herramienta interactiva para construir clasi�cadores en forma de árboles

de decisión mediante la visualización en Star Coordinates de subconjuntos de

datos tras aplicar un análisis discriminante (LDA).

3. Una herramienta interactiva para visualización de datos enstreaming en la que

la decisión de recalcular el modelo de reducción de dimensiones recaiga sobre

el criterio del analista.

1.4. Organización del documento de tesis

El resto del documento está dividido en tres partes. Cada una de estas partes esta

dividida en capítulos para facilitar su seguimiento. La parte I expone el estado del

arte actual en lo referente a los problemas que presenta la visualización interactiva

respecto al análisis exploratorio de datos y su presencia en la literatura. Está dividida

de la siguiente manera:

El capítulo 2 detalla los problemas derivados de la reducción de dimensiones,

tanto en métodos lineales como no lineales.

El capítulo 3 describe los problemas asociados a los métodos demachine lear-

ning, tanto supervisados como no supervisados.

El capítulo 4 describe la literatura relativa a herramientas de visualización

existentes y analiza cómo estas han solventado los problemas relacionados con

la extracción de conocimiento.

El capítulo 5 describe cuales son las particularidades y problemáticas para

el análisis y la visualización asociadas a la generación de datos enstreaming

frente a conjuntos de datos estáticos. Además describe las arquitecturas para

su gestión y las soluciones propuestas en el estado del arte.
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La parte II detalla las contribuciones que se han realizado para el desarrollo de

los objetivos, detallando los prototipos desarrollados como demostradores para la

creación de clasi�cadores, clustering y análisis de datos. Está dividida de la siguiente

manera:

El capítulo 6 presenta los problemas que justi�can la redacción de esta tesis, así

como describe la problemática a la que se enfrenta este documento. Describe las

di�cultades a las que se enfrentan los expertos de dominio al tratar con modelos

de caja negra frente a modelos explicados y realiza una breve introducción

acerca de los problemas a solventar por la visualización para construir modelos

explicativos y describe en qué procesos se puede incluir la interacción con el

usuario. Finalmente presenta las contribuciones principales de esta tesis.

El capítulo 7 explica cómo los métodos de visualización pueden ayudar a extraer

información de un conjunto de datos estáticos, y cómo la visualización puede

guiar al usuario en el proceso de selección de características para reducir la

carga de computación y los efectos de la `Maldición de la Dimensionalidad' a

la hora de aplicar modelos demachine learning.

El capítulo 8 describe los problemas de interpretación y construcción de los

árboles de decisión y como se pueden mejorar mediante la visualización inter-

activa en su proceso de construcción.

El capítulo 9 detalla cómo la visualización interactiva puede ayudar a los ex-

pertos de dominio a extraer información y construir clasi�cadores a partir de

escenarios de �ujos de datos. Estos escenarios cambiantes presentan di�cul-

tades añadidas de análisis debido a la necesidad del experto de dominio de

preservar su `mapa mental' para construir una narrativa a partir de los datos.
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Por último, en la parte III se detallan las conclusiones obtenidas en el desarrollo

de esta investigación, su aplicación en datos clínicos reales y las futuras vías de

investigación que se pueden desarrollar a partir de este trabajo. En concreto:

El capítulo 10 recoge las conclusiones obtenidas en esta investigación, detallada

por cada una de las aportaciones realizadas.

El capítulo 11 propone futuras líneas de desarrollo y aplicación de las contri-

buciones presentadas a lo largo del documento de tesis.





Parte I

Estado del Arte





Capítulo 2

Métodos de reducción de

dimensiones

El abaratamiento de la recolección de datos en diversos campos ha generado un

incremento de conjuntos de datos multidimensionales, y que recogen un gran número

de observaciones y atributos. Estos conjuntos de datos, con mayor cantidad de infor-

mación, son también más complejos de interpretar y representar. Para poder extraer

información de estos conjuntos de datos se han desarrollado distintos y so�sticados

métodos de análisis.

Uno de los principales problemas al trabajar con datos multidimensionales es el

conocido como `Maldición de la Dimensionalidad'. Este problema fue descrito por

Bellman [14] y detalla como el volumen del espacion-dimensional se incrementa

de forma exponencial cuando se añade una dimensión al conjunto de datos. Con el

incremento del espacio en el que se sitúan estos datos, aumenta la dispersión de los

datos, lo que di�culta la aplicación de métodos demachine learning.

Otro problema aparece a la hora de representar los datos. En los conjuntos mul-

tivariables cada variable incluida en el vector de una entrada corresponde con una

de las n dimensiones que la componen. El sentido de la visión y los medios de re-

presentación alcanzan a percibir 3 dimensiones en el espacio, por lo que es necesario

transformar los datos originales para su representación y posterior interpretación. Es-

ta transformación para representar grá�camente los datos del espacion-dimensional

en un plano de 2 o 3 dimensiones se puede realizar mediante el uso de sistemas de
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representación especí�cos y/o métodos de reducción de dimensiones.

2.1. Sistemas de representación de datos multivariables

A la hora de representar datosn-dimensionales en los quen > 2, se han pro-

puesto a lo largo de los años diferentes métodos de representación con el objetivo de

minimizar la pérdida de información de interés por parte del analista.

2.1.1. Parallel coordinates

Parallel coordinates [59] es una técnica de visualización que permite la represen-

tación en 2 dimensiones de datos multivariables. Este sistema opta por representar

cada característica del conjunto de datos como un eje vertical con distintos orígenes,

separados de manera equidistante a lo largo del eje horizontal. Estos ejes poseen

la misma longitud y se escalan tomando como referencias los registros de mayor y

menor valor presentes en el conjunto de datos.

Cada registro dentro del conjunto de datos es representado mediante una poli-

línea que va uniendo en los ejes verticales los puntos correspondientes al valor del

registro objetivo en la característica representada. En el caso de datos etiquetados,

la representación de la clase puede asignarse mediante el uso de colores.

Uno de los problemas asociados a este método es la superposición de las líneas que

conforman la visualización. Este problema se acentúa en el caso de grandes conjuntos

de datos. Para intentar minimizar este problema en el caso de datos etiquetados se

ha desarrollado una adaptación denominadahierarchical parallel coordinates [52].

En esta adaptación se representa la clase en conjunto mediante el valor medio del

subconjunto perteneciente a la etiqueta, acompañado de un área de menor opacidad

que incluye los valores del subconjunto.
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2.1.2. RadViz

RadViz es un modelo de visualización de datosn-dimensionales en espacios de

2 dimensiones basado en vértices localizados al �nal de los ejes radiales que cons-

tituyen la representación. En esta representación, los vértices actúan como puntos

de anclaje en un modelo de muelle para situar los registros dentro del sistema de

referencia creado. Cada muelle está asociado a una característica del conjunto de

datos. La rigidez de ese muelle para cada punto es obtenida a partir del valor de ese

registro para la característica asociada con ese muelle. Estos valores deben ser siem-

pre positivos para poder ser representados, por lo cual es común que se normalicen

entre 0 y 1 antes de calcular la proyección. La representación de valores más altos

de una característicad en el conjunto de datos implica una localización más cercana

al punto de anclaje correspondiente a la característicad.

Formalmente, la proyección de un conjunto de datos en el sistema RadViz se

de�ne de la siguiente manera:

p =
P m

i =1 x i viP m
i =1 x i

En el que los puntosmn representan el sistema de muelles de la proyección yvn es

el vector n-dimensional. Los valoresx i deben de ser positivos, y normalmente están

estandarizados en el intervalo[0; 1].

2.1.3. Star Coordinates

Star Coordinates (SC) es un sistema de visualización para datos multidimensio-

nales basado en ejes radiales a partir de los cuales los datos son proyectados de forma

lineal. Este método se centra en facilitar el análisis numérico de los datos sobre la

representación grá�ca. El sistema de ejes es creado de la siguiente manera: en un

primer paso cada característica presente en el conjunto de datos es asignada a un

eje. Todos los ejes son del mismo tamaño y están distribuidos de forma equilibrada
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respecto al origen. Posteriormente se calcula el vector unidad, situando el valor míni-

mo en el origen y el valor máximo en el �nal del eje correspondiente. Para situar un

punto n-dimensional en el nuevo espacio de2 dimensiones, el valor de cada caracte-

rística es multiplicado por el vector unidad correspondiente. El punto se dibujara en

la coordenada correspondiente a la suma de todos los vectores correspondientes a ese

punto (Ver Fig. 2.1). Según las necesidades de representación, el sistema de vectores

equivalentes puede modi�carse tanto en longitud como en orientación, permitiendo

agrupar variables y mostrar relaciones entre las características representadas. Una

comparativa entre RadViz y Star Coordinates se ha desarrollado en [101].

La capacidad de modi�car los ejes del sistema de referencia permite adaptar-

los para representar la matriz de transformación generada por métodos lineales de

reducción de dimensiones de los que hablaremos en detalle en la subsección 2.2.2.

A través de la representación de los ejes en Star Coordinates, los usuarios pue-

den obtener información sobre la importancia que tiene cada característica sobre la

representación mediante la longitud de los ejes [101].

En la Fig. 2.2 se muestran los diferentes métodos de representación comentados

a lo largo de esta sección.

2.2. Algoritmos de reducción de dimensiones

Uno de los métodos empleados para atajar el problema de la `Maldición de la

Dimensionalidad' al analizar y visualizar datos multidimensionales, es la aplicación de

métodos de reducción de dimensiones [50]. Estos métodos facilitan la visualización de

los datos, pueden acelerar el entrenamiento cuando se aplican métodos de aprendizaje

automático y eliminan ruido del análisis. Como desventaja, el uso de los datos de baja

dimensión en el �ujo de trabajo antes de aplicar técnicas demachine learning puede

resultar en un rendimiento menor que su aplicación sobre el espacion-dimensional.
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Figura 2.1: Uso de Star Coordinates para representar una entrada. En el primer

caso, se muestra como se representa en el caso en el que el todas las variables

tienen el mismo peso. En el segundo caso, se muestra la representación de la misma

entrada en un sistema en el que los vectores unitarios del sistema se obtienen

mediante el algoritmo LDA.

Cuando los conjuntos de datos multivariables se reducen hasta3 características

o menos, los conjuntos de datos se pueden representar en sistemas cartesianos de

coordenadas. Esta posibilidad de representar grá�camente los datos multivariables,

es una pieza angular del análisis exploratorio de datos, ya que permite a los expertos

de dominio entender las relaciones presentes en los datos. Añadir interactividad a

estas representaciones grá�cas permite a los expertos de dominio guiar su análisis y

mejorar la exploración de los datos, la formulación de hipótesis en sus análisis y los

procesos declustering.

Los diferentes métodos de reducción de dimensiones propuestos en la literatura

tienen objetivos diferentes, como puede ser mantener la estructura de los datos u

optimizar la representación de la separación de clases. Estos métodos de reducción

de dimensiones pueden ser divididos en lineales y no lineales de acuerdo a si se aplica,
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(a) Parallel Coordinates
(b) Radviz

(c) Star Coordinates Estándar

(d) Star Coordinates

Figura 2.2: Diferentes métodos de representación para el conjunto de datos

`iris' [35]. Este conjunto de datos recoge información sobre 3 especies diferentes

de iris, con 50 instancias para cada clase, y con información sobre 4 variables para

cada entrada.

o no, una transformación lineal directa para localizar los datos en el espacio reducido.
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2.2.1. Algoritmos para la selección de características

Un método de reducción de dimensiones consiste en descartar las características

que pueden introducir ruido en el análisis de conjuntos de datos con alta dimensio-

nalidad. Es frecuente que en estos conjuntos de datos exista cierta correlación entre

distintas variables, y por tanto, contengan información duplicada sobre la separa-

ción de clases. La reducción del número de características que se introducen en el

análisis conlleva ventajas, como el menor coste de computación a la hora de em-

plear técnicas demachine learning y la menor susceptibilidad a la `Maldición de la

Dimensionalidad' en el análisis.

2.2.1.1. Métodos de �ltro

Los métodos de �ltros se basan en establecer una clasi�cación de las variables

en torno a una métrica y eliminar las variables que no pasen el valor de corte en

esa clasi�cación. Estas se de�nen como métricas de relevancia de una variable, y la

elección de un criterio u otro es lo que diferencia a los métodos de �ltro entre sí.

Uno de los criterios mas simples empleados es el análisis de la correlación entre

diferentes variables. Para ello normalmente se emplea el coe�ciente de correlación

de Pearson [87]. Una de las principales limitaciones del método es que solo detecta

relaciones de dependencia lineal entre las variables. Este método se de�ne de la

siguiente manera:

R(i ) =
cov(x i ; Y )

p
var(x i ) � var(Y )

en la quex i es la variable de interés y el valor deY son las etiquetas de clase.

Otro criterio posible para la creación de �ltros es el uso de la métrica de informa-

ción mutua entre 2 variables. Este método emplea como punto de partida la entropía

de Shannon [109], y trata de determinar si una variable reduce la incertidumbre de

otra, en este caso, la etiqueta de clase. Ese término describe la incertidumbre en la
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salida Y , en el caso de observar una variablex, y se representa como:

H (Y jX ) = �
X

x

X

y

p(x; y) log(p(yjx))

En el caso de querer buscar la información mutua para variables no discretas, se

puede sustituir el sumatorio por la integral, resultando enK (f; g ) =
R

f (y) log( f (y)
g(y) ),

métrica también conocida como Divergencia de Kullback-Leibler [62].

2.2.1.2. Métodos envolventes

Los métodos envolventes utilizan las puntuaciones obtenidas por el clasi�cador

construido a partir de un subconjunto para evaluar su desempeño. Para ello desarro-

llan heurísticas mediante las que descartar o agregar características.

Entre estos métodos envolventes se encuentran los métodos de selección secuencial

de características. Estos métodos, mediante prueba y error, valoran el desempeño

del clasi�cador si se agrega una característica partiendo de un subconjunto vacío

(selección de características secuencial) o se elimina una característica al subconjunto

(eliminación de características secuencial) [44]. Un paso más en el desarrollo de este

tipo de algoritmos es el algoritmoSequential Floating Forward Selection[93], en el

que, partiendo del algoritmo de selección de características secuencial, se prueba en

cada paso, tras añadir una nueva característica, la eliminación de una característica

añadida en un paso anterior. Después de ello, se construye el predictor, se evalúa su

desempeño y se comparan los resultados.

También dentro de los métodos envolventes, se incluyen los algoritmos de bús-

queda heurística, como son las adaptaciones para la selección de características de los

algoritmos genéticos[113]. Estos algoritmos someten a la población, en este caso el

conjunto de características incluidas en el análisis, a eventos aleatorios, manteniendo

siempre los mejores resultados.
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Existen más métodos similares dentro de los métodos envolventes de selección de

características, pero ninguno de ellos está orientado a la inclusión de los conocimien-

tos previos del experto de dominio en el proceso.

2.2.1.3. Métodos integrados

Los métodos integrados intentan reducir el tiempo de ejecución en relación a los

métodos envolventes, minimizando las veces que se reentrena el modelo demachine

learning. Esto se logra integrando el proceso de selección de características en el pro-

ceso de entrenamiento del modelo. Para ello, emplean algoritmos de búsqueda en los

que se intenta maximizar la información del conjunto, generalmente centrándose en

la métrica de información mutua, y aplicar la salida a algún método de clasi�cación,

como por ejemplo, una red neuronal.

Entre estos métodos se incluye el algoritmo mRMR (max-relevancy, min-

redundacy)[96]. Este algoritmo se basa en maximizar el siguiente criterio de informa-

ción:

I (X j ; C) �
1

m � 1

X

X j 2 Sm � 1

I (X j ; X l )

Posteriormente utiliza un algoritmo de dos fases:

1. De�nición de un número de característicask con el número de características

que resulta en un valor de error más bajo en el proceso de validación cruzada.

2. Aplicación de un método envolvente de reducción de características usandok

como tamaño de las variables incluidas.

Otro método empleado para la selección de características es el uso de la pon-

deración que esas variables tienen en un clasi�cador. A partir de ese valor de pesos,

ligado a la correlación, se realiza un ranking de importancia en las características.



22 2. Métodos de reducción de dimensiones

Derivado de esta metodología, se desarrolla el método de eliminación recursiva de

características en un clasi�cador SVM (SVM-RFE).

En ninguno de estos procedimientos automatizados de selección de características

se puede introducir el conocimiento previo del experto del dominio como criterio de

decisión. Buscando incluir ese conocimiento en todos los pasos posibles del análisis

exploratorio de datos, se han desarrollado diversos métodos de selección de caracte-

rísticas basados en visualización.

Basándose en la representación grá�ca, se proponen métodos a partir de los cuales

elaborar una clasi�cación sobre la importancia de una característica en la representa-

ción grá�ca. En esa linea de investigación se han desarrollado aproximaciones de las

que parte la investigación de esta tesis doctoral. En [102] se propone un método por

el cual se obtiene una representación más �dedigna del peso de las características

en la visualización, eligiendo un método de estandarización centrado en los datos

en lugar del tradicional método en el intervalo[0; 1]. Además en esa misma inves-

tigación se evalúa positivamente un nuevo método de ortonormalización, en la que

se disminuyen las distorsiones que aparecen en la representación de los diferentes

clusters.

2.2.2. Algoritmos de reducción de dimensiones lineales

Los algoritmos de reducción de dimensiones son aquellos que ofrecen una trans-

formación directa para cada uno de los puntos. Se pueden de�nir formalmente de la

siguiente manera [31]:

De�nición 1 (Algoritmos de reducción de dimensiones lineales) Dado un

número n de puntos d-dimensionalesX = [ x1; :::; xn ] 2 Rd� n y eligiendo una

dimensionalidad de r < d , busca una función objetivof X (�) para producir una

transformación lineal P 2 Rr � d, que determina comoY = PX 2 Rd� n a los datos
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dimensionalmente reducidos.

Estos algoritmos suelen concebirse como métodos con un menor coste compu-

tacional que los que recurren a transformaciones no lineales, pero tienden a conservar

peor la estructura de los datos en sus representaciones. A continuación se detallan

algunos de los algoritmos de reducción de dimensiones lineales más extendidos.

2.2.2.1. Principal Component Analysis (PCA)

Principal Component Analysis (PCA) [87] es un algoritmo de reducción de di-

mensiones que se puede enmarcar como un método no supervisado de aprendizaje

automático. Este método busca la minimización de la suma de los errores residuales

cuadrados entre los datos originales y su proyección. En concreto, PCA busca la ma-

triz ortogonal n � d (V ) que resuelve el problema de optimización de la ecuación (2.1)

al reducirlo a un númerod de dimensiones.

maximizar

V 2 Rn� d

Tr
h

1
N � 1V T X T XV

i

sujeto a V T V = I

(2.1)

En esta ecuaciónTr se re�ere a la representación en el plano,I la matriz identidad

(d � d) y X es la matriz de datosN � n previamente centrados. Como solución

a (2.1), se presentand vectores únicos. En la Fig. 2.3 se puede ver su aplicación para

el conjunto de datos`Seeds'[25]

2.2.2.2. Linear Discriminant Analysis (LDA)

Este algoritmo de reducción de dimensiones está basado en los discriminadores

lineales de�nidos por Fisher [45]. Es un método de reducción de dimensiones super-

visado, por lo que precisa de datos previamente etiquetados para su aplicación. El
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Figura 2.3: Representación del conjunto de datos 'Seeds' [25] mediante el método

de reducción de dimensiones PCA.

objetivo en esta proyección es maximizar la separación de clases al proyectarlo en un

numero d de dimensiones. Formalmente el algoritmo de LDA es:

maximizar

V 2 Rn� d

Tr
h

V T SbV
V T Sw V

i

sujeto a V T V = I

(2.2)

Este método tiene una limitación a la hora de representar visualmente los con-

juntos de datos cuando el conjunto de datos incluye menos de 3 etiquetasc, ya que

el método es capaz de mapear los datos en un espacion-dimensional igual ac � 1.

Como resultado, se obtiene un conjunto de valores enn dimensiones, para la

cual, el valor obtenido en cada variable es el valor asociado a un vector propio. Por

ejemplo, en el caso de reducir el conjunto de datos an = 2 dimensiones, los valores

de la representación en el eje X representan el primer vector propio, y el eje Y el
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Figura 2.4: Representación del conjunto de datos `Seeds' [25] mediante el método

de reducción de dimensiones LDA.

segundo. En la Fig. 2.4 se puede ver la aplicación de este algoritmo al conjunto de

datos `Seeds'[25].

2.2.3. Algoritmos de reducción de dimensiones no lineales

Los algoritmos de reducción de dimensiones no lineales son métodos que no rea-

lizan una transformación directa de sus dimensiones para su proyección. Estos mé-

todos, pese a ser más complejos, generalmente preservan la estructura local y global

mejor que los lineales. Esta característica permite a algunos de estos algoritmos ac-

tuar como un primer paso en procesos declustering.
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2.2.3.1. t-SNE

t-Distributed Stochastic Neighbor Embedding (t-SNE) [124] es un algoritmo de

reducción de dimensiones no supervisado que introduce los datos multidimensionales

en una matriz de similitud por pares, intentando capturar de la mejor manera posible

la estructura local.

t-SNE parte de la premisa de que la similitud entre 2 puntosn-dimensionalesx i

y x j puede representarse mediante la función de probabilidad condicionalp(x i jx j ) y

en la que cada punto esta representado por una distribución de Gauss centrada en

x i y con una varianza� 2
i [17]. Esta varianza se determina a partir del parámetro de

perplejidad, de�nido por:

Perplejidad (p) = 2 H (p) (2.3)

El cálculo de la similitud entre pares se calcula por tanto mediante la siguiente

ecuación:

p(x j jx i ) =
e

�
jj x i � x j jj 2

2� 2
i

P
k6= i e

�
jj x i � x k jj 2

2� 2
i

(2.4)

La distribución obtenida representa la relación entre las entradas presentes en el

espacion-dimensional. El objetivo es obtener una distribuciónQ similar de puntos,

en el espaciom-dimensional, siendom < n . Para ello se establece una representación

similar para los puntos � i en el espaciom-dimensional, basada en la distribuciónt

de Student:

q(� i j� j ) =
(1 + jj � i � � j jj2) � 1

P
k6= i (1 + jj � k � � j jj2) � 1

(2.5)

Para obtener esa distribución se opta por minimizar la divergencia Kullback-

Leibler entre P y Q, solucionando la siguiente ecuación:

DKL (P jjQ) =
X

(i;j )

p(x j jx i ) log j
p(x j jx i )

q(� j j� i )
= H (P) �

X

(i;j )

p(x j jx i ) log q(� j j� i ) (2.6)



2.2. Algoritmos de reducción de dimensiones 27

Para solucionar este problema en las implementaciones de t-SNE se suele recurrir

a un algoritmo de gradiente descendente, aunque también se han probado otros

métodos buscando reducir el coste computacional

Una de las limitaciones más importantes que tiene t-SNE es que no permite

mapear casosout-of-sample. Además, este algoritmo, aunque puede preservar la es-

tructura local, no preserva la estructura global. Esto quiere decir, que no podemos

cuanti�car cuan diferente es un cluster respecto a otro en base a la distancia de los

clusters en la proyección, aunque si podemos determinar que son diferentes.

2.2.3.2. UMAP

El algoritmo de reducción de dimensiones Uniform Manifold Approximation and

Projection (UMAP) [73] posee unos objetivos similares a los planteados en t-SNE en

tanto que preserva la estructura local de los datos, pero intenta conservar también

la estructura global. Esto es posible, entre otras cosas al uso de la entropía cruzada

como función de coste, en lugar de usar la divergencia Kullback-Leibler. Esto hace

que los resultados de su aplicación compitan y mejoren con los obtenidos por t-SNE

en procesos declustering, proporcionando una visión más �dedigna de la estructura

de datos. Además, UMAP puede localizar en la visualización entradas fuera de la

muestra de entrenamiento. En la Fig. 2.5 se puede ver un ejemplo de como representa

UMAP los datos pertenecientes al conjunto de datos `Seeds'.

El proceso de construcción es similar, ya que ambos algoritmos intentan construir

un grafo en un espacion-dimensional y calcular la banda de probabilidad exponencial

con un número �jado de vecinos. Posteriormente, para tratar de optimizar el espacio

de baja dimensionalidad, emplea un gradiente descendente estocástico. El algoritmo 1

detalla el proceso completo.

Los resultados obtenidos por UMAP son asimilables a los que se pueden obtener



28 2. Métodos de reducción de dimensiones

Figura 2.5: Representación del conjunto de datos `Seeds' [25] mediante el método

de reducción de dimensiones UMAP.

mediante t-SNE, en su objetivo de agrupar los puntos de acuerdo a su similitud, e

incluso mejoran su desempeño frente a t-SNE. Además, esta metodología permite la

inclusión de casosout-of-sample en el espacio de menor dimensión, lo que facilita

su empleo con datos enstreaming que se vayan incorporando nuevos a la muestra,

facilitando la preservación del `mapa mental' entre las distintas proyecciones.



2.2. Algoritmos de reducción de dimensiones 29

Algorithm 1 Algoritmo del método UMAP para reducción de dimensiones
Input: Conjunto de datos D , con n características sobre el que aplicar la reduc-

ción de dimensiones, y los hiperparámetrosk correspondiente al numero de vecinos,

min _ dist y n_ componentes

1: Cálculo de la matriz de distancia euclídea al cuadrado por paresdist

2: Cálculo del array de conectividad local� = m��n dist

3: Cálculo de la matriz de probabilidadesp en el espacion siguiendo

pi j j = e�
dist ( x i ;x j ) � �i

� i

Para calcular � es necesario realizar una búsqueda binaria, partiendo de un nu-

mero de vecinos �jadok y otro número de vecinosl de acuerdo a

l = 2
P

i pi j j

La matriz resultante tiene que satisfacer la condición de simetría

pij = pi j j + pj ji � pijjpj ji

4: Cálculo de los hiperparámetrosa y b a partir del valor �jo de min dist

5: Cálculo de la matriz de probabilidadesq en el espacio dimensionalmente reducido

según

qij = (1 + a(yi ; yj )2b) � 1

6: Reducción de dimensionalidaddinicial de n a n_ componentesmediante Spectral

Embedding

7: Localización espaciald de los puntos deD en el subespacio optimizado a partir

del gradiente descendente estocástico de la entropía cruzada entre la matriz de

probabilidades del espacio de alta dimensión y del espacio de baja dimensión.

Output: Localización de los puntosd 2 Rncomponentes





Capítulo 3

Métodos de machine learning

El proceso denominadomachine learning o aprendizaje automático consiste en

la creación y aplicación de modelos a partir de los datos [54]. Estos modelos son

representaciones matemáticas o probabilísticas de las relaciones existentes entre las

variables que componen el conjunto de datos. En función del problema planteado, se

aplicarán unos métodos u otros. Una primera división de estos métodos se realiza en

función de si el método usado es supervisado y trabaja con datos etiquetados, o por

contra, no supervisado y trata de encontrar relaciones en datos no etiquetados.

3.1. Métodos de aprendizaje supervisado

Los métodos de aprendizaje supervisado parten de un conjunto de datos de en-

trenamiento con valores conocidos sobre una variable de interés, con el objetivo de

aprender a predecir el valor de esa misma variable para otro conjunto diferente de

datos. De acuerdo al tipo de dato de la variable a predecir podemos de�nir el proceso

como clasi�cación si es categórica o regresión si es un valor numérico y continuo.

En el desarrollo de esta tesis nos centraremos en la predicción en escenarios donde

la variable a predecir es categórica, y por tanto, en este estado del arte profundiza-

remos en los clasi�cadores que existen.

Para construir estos predictores categóricos en esta investigación, se buscará la

participación de los expertos de dominio para incluir su conocimiento previo.

Muchas de las técnicas descritas en esta sección y en la sección de aprendizaje no
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supervisado están incluidas dentro de los 10 algoritmos más importantes en el campo

del data mining, establecidos en la Conferencia Internacional de Data Mining (ICDM)

en Diciembre de 2006 [130].

3.1.1. Clasi�cadores lineales

Los modelos lineales son los modelos más simples de clasi�cación. Estos clasi�-

cadores permiten realizar una predicción a partir de unos valores de entrada usando

una función lineal [80]. Estos métodos suelen tener un coste computacional menor

que los métodos no lineales.

Por ejemplo, entre estos clasi�cadores, se puede mencionarSupport Vector Ma-

chine . Este clasi�cador intenta encontrar un hiperplano en el que se maximicen la

distancia entre las clases presentes en el conjunto de datos. Estos hiperplanos, pue-

den ser o no lineales. En el caso de los hiperplanos lineales, se genera un clasi�cador

lineal. Posteriormente se han desarrollado soluciones para problemas que no pueden

resolverse mediante la construcción de planos lineales.

Otro método de clasi�cación lineal es el denominadoNaive Bayes basado en el

teorema de Bayes[13]. Es un método que por su simpleza puede aplicarse a grandes

conjuntos de datos, y aunque sea un método que no obtiene la mejor clasi�cación

posible en algunos problemas, suele obtener resultados lo su�cientemente buenos

como para ejercer de referencia.

Los requisitos para el conjunto de datos usado en el entrenamiento es que las

entradas posean una etiqueta de clasel y un vector n de características. A partir

de ese conjunto de datos, se crea una tabla de probabilidad, en la cual se describen

las probabilidades de que una muestra se le asigne una etiquetal de acuerdo a la

ocurrencia de los eventos descritos mediante el vectorn de características.

Posteriormente, y para asignar una etiqueta a una muestra de testN , se calcula
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la probabilidad posterior, en función de la correspondiente a cada clasel, en base a

la ecuación delNaive Bayes (Eq.3.1), en la que las probabilidades se de�nen de la

siguiente manera.

P(l jN ) = Anterior � P robabilidad
Evidencia

P(l jN ) = P (l )P (N jl )
P (N )

(3.1)

Tras calcular esta probabilidad para todas las posibles etiquetasl , la muestra

será etiquetada como la clase que haya obtenido un valor más alto en este cálculo.

Por ejemplo, en el caso más simple, su aplicación en un problema de clasi-

�cación binaria, en el que las etiquetasl pueden ser 1 o 0, la probabilidad de

que una muestra pertenezca a la clase 1 se calculará de la siguiente manera:

P(1jx)=P(0jx) = f (xj1)P(1)=f (xj0)P(0) siendo x el número de características in-

cluidas en el análisis.

Este algoritmo no permite la interacción del usuario, más allá de la posibilidad

de modi�car el peso de cada característica en el calculo de las probabilidades. Como

ejemplo de la extensión de su aplicación, la librería Scikit-learn emplea este método

sobre el método de reducción de dimensiones LDA para construir un predictor [22].

AdaBoost [49] es un clasi�cador lineal que se puede enmarcar dentro de los

clasi�cadores denominados de `ensamblaje'. Estos algoritmos combinan diversos cla-

si�cadores débiles en un único clasi�cador. En el caso de AdaBoost, el algoritmo

asigna distintos pesos a clasi�cadores no relacionados en base a su error y proba-

bilidad de acierto. Los clasi�cadores se van centrando en los casos en los que el

predictor actual se equivoca. Posteriormente este algoritmo combina las salidas de

estos predictores, ponderándolas de acuerdo a los pesos de�nidos y ofreciendo una

única salida.
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3.1.2. Clasi�cadores no lineales

Los clasi�cadores no lineales crean un predictor no basados en funciones lineales

para separar las clases. Esto es de utilidad en situaciones en las que el conjunto de

datos no es clasi�cable mediante un hiperplano lineal.

3.1.2.1. Árboles de decisión

Figura 3.1: Ejemplo simple de árbol de decisión para clasi�car las películas de

Star Wars según su saga.

Los clasi�cadores basados en árboles de decisión son modelos que etiquetan una

muestra en función del cumplimiento de las condiciones de�nidas a lo largo de un

conjunto de nodos estructurados de forma jerárquica. Estos nodos pueden correspon-

der a condiciones binarias, a las que se puede responder con `verdadero' o `falso', o
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pueden representar intervalos de valores para una condición (ver Fig. 3.1).

El método parte de un conjunto de entrenamiento y recursivamente va dividiendo

ese conjunto en subconjuntos, en función del cumplimiento de la condición de corte en

una característica del conjunto de datos. Una vez se llega a un objetivo pre�jado de

pureza en cada clase o a una profundidad previamente de�nida, el proceso se detiene

y se asigna a esos nodos la etiqueta predominante en el subconjunto. Este plantea-

miento de etiquetar en base a condiciones permite a los usuarios un acercamiento

intuitivo al clasi�cador.

Para la construcción de forma automática de estos árboles, se han desarrollado

diversos algoritmos, como ID3 [95], C4.5 [94] o CART [20].

El algoritmo C4.5 utiliza un algoritmo de `divide y vencerás', en el que dado un

conjunto D con n características, que se toma como nodo raíz, realiza particiones

sucesivas del mismo en función del cumplimiento de condiciones. Esas condiciones

se basan en dos heurísticas: la ganancia de información y el ratio de esa ganancia

de información frente a la información proporcionada. Tras la evaluación de esa

condición, en la que la variable puede ser numérica o categórica, el algoritmo realiza

una nueva subdivisión o lo considera un nodo hoja y asigna al clasi�cador la clase

mayoritaria en el caso de llegar al objetivo de pureza de�nido.

Para evitar un sobreentrenamiento en el clasi�cador y reducir el tamaño de los

árboles, el algoritmo realiza una poda automática mediante un algoritmo basado

en intervalos de con�anza para la tasa de error obtenida a partir del conjunto de

entrenamiento. Este algoritmo evalúa si la tasa de error es menor en un nodo padre

que en sus hijos, y por tanto, se obtienen mejores resultados asignando al nodo padre

como nodo hoja.

Este algoritmo fue sustituido por el sistema See5 o C5.0, con licencia comercial.

Esta evolución implementa su aplicación en hilos, permitiendo que el tiempo de
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ejecución se vea bene�ciado en sistemas con múltiples núcleos y en sistemas con varios

procesadores. Implementa además un sistema deboosting, que permite combinar

diversas reglas de clasi�cación y mejorar la aplicación del clasi�cador al sustituir las

reglas ordenadas por reglas no ordenadas ponderadas.

Otro algoritmo de construcción de arboles de decisión es el denominadoClassi�-

cation and Regression Trees(CART), y que se describe en [20]. Este algoritmo tiene

una metodología similar al algoritmo C4.5 descrito anteriormente, pero con diversas

variaciones, principalmente en los criterios de corte y métodos de poda.

En concreto, las principales diferencias entre C4.5 y CART son las siguientes:

CART obligatoriamente de�ne condiciones binarias, mientras que C4.5 permite

diversas salidas

CART usa como métrica el índice de impureza de Gini para la partición, mien-

tras que C4.5 usa por defecto la ganancia de información como criterio de

partición.

La poda en CART esta basada en un modelo que enfrenta el coste y la comple-

jidad, cuyos parámetros se de�nen mediante una validación cruzada, mientras

que C4.5 usa un algoritmo de una pasada basado en limites de con�anza bino-

miales.

La librería Scikit-learn incluye la implementación de CART para la construcción

de árboles de decisión. Esta incluye la opción de usar como criterio de partición el

valor de la impureza de Gini o los valores de entropía en los subconjuntos resultantes.

Para ello busca un criterio de clasi�cación hasta alcanzar la pureza 1.0 de una clase

en las hojas, o hasta que se cumpla otro de los requisitos de�nidos a la hora de

ejecutarlo, como pueden ser una profundidad máxima para la rama o alcanzar un

número mínimo de muestras. Este algoritmo puede llegar a generar clasi�cadores
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con un problema deover�tting [20], y para minimizarlo, es posible pasar un valor

de poda basado en el coste y la complejidad del árbol. En el caso de tratar con

conjuntos de datos desbalanceados en sus clases, la librería permite asignar pesos a

cada clase antes de crear el árbol [2]. Remarcar también que uno de los principales

problemas asociados a los árboles generados automáticamente es que pueden llegar

a ser demasiado grandes y/o complejos para que los expertos de dominio puedan

extraer información de ellos [21].

La última técnica de clasi�cación desarrollada a partir de árboles de decisión

que mencionaremos aquí esRandom Forest [57]. Este método se basa en la cons-

trucción de forma iterativa de n diferentes árboles binarios a partir de muestreos

aleatorios tanto de atributos como de entradas. A partir de estos árboles, se constru-

ye un clasi�cador, empleando en cada nodo la variable más votada entre los árboles

construidos.

3.1.2.2. K-Nearest Neighbours (KNN)

KNN es uno de los algoritmos de clasi�cación cuya idea puede explicarse de

manera más intuitiva. La idea detrás de este algoritmo es que el punto a clasi�car debe

asemejarse a losk vecinos que están más cerca. Esta cercanía se puede determinar

mediante una métrica de distancia o una métrica de similitud entre los objetos. El

valor asignado a la muestra será el que predomine entre esosk puntos cercanos.

Formalmente, el algoritmo se expresaría como se indica en el algoritmo 2.

En ciertas ocasiones interesa que el algoritmo conceda un peso mayor a los objetos

más cercanos en lugar de seleccionar la clase mediante votación pura. Por ello, ciertas

adaptaciones del método de KNN permiten la inclusión de pesos en ese sistema de

votación.

Este método se ve altamente afectado por la `Maldición de la Dimensionalidad'
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Algorithm 2 Algoritmo K-Nearest Neighbours (KNN)
Input: Conjunto de entrenamientoD , objeto de test z = ( x0; y0)

1: Calculo de la distanciad(x0; x) entre z y los objetos(x; y) 2 D

2: Selección del conjuntoDz � D , los objetos más cercanos a z en el conjunto de

entrenamiento

3: Cálculo de y0 por votación, comoy0 = arg max
v

P

(x;y )2 D z

I (v = yi )

Output: y0

en tanto que se basa en distancias. A lo largo de la tesis se profundizara más en

este punto, pero una ventaja que presenta este método es que permite su aplicación

sobre la representación en2 dimensiones obtenida después de aplicar un algoritmo

de reducción de dimensiones.

3.1.2.3. Kernel SVM

Support Vector Machine (SVM) [19] es un clasi�cador útil tanto para proble-

mas binarios como multiclase. En su forma más simple, en la que los datos responden

a un conjunto separable linealmente, se trata de la búsqueda de los vectores lineales

que de�nan el hiperplano óptimo que separe las diferentes etiquetas presentes en el

conjunto de datos, y que a su vez maximice el margen que tiene ese vector para las

clases separadas.

Para su aplicación en casos en los que el conjunto no es separable de forma lineal,

este método permite su aplicación sobre un espacio de mayor dimensionalidad en

el que buscar ese hiperplano que permita su clasi�cación. Las transformaciones de

dimensionalidad que facilitan la construcción del clasi�cador se denominankernels.

Estoskernels pueden tener distintas geometrías, y su uso dependerá de la naturaleza

del conjunto de datos que se pretenda clasi�car. De estas geometrías, la librería sci-
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kit learn ha incluido en su implementación, denominadaKernel SVM , un kernel

lineal, polinómico, de función de base radial o sigmoideo. También permite el uso de

kernels propios para la construcción del clasi�cador.

3.1.2.4. Redes Neuronales y Deep Learning

Aunque en esta tesis doctoral no se profundizara en los métodos relacionados con

redes neuronales, si que se usan como método con el que comparar la extracción de

conocimiento por parte del experto del dominio. Es por ello, que se ha considerado

necesario adjuntar una pequeña introducción al método y explicar la problemática

asociada, por su semejanza a actuar como caja negra en la búsqueda de extracción

de conocimiento.

Figura 3.2: Esquema básico de una red neuronal básica entrenada para una clasi-

�cación multiclase

La red neuronal arti�cial más básica es lo que se conoce como perceptron, o neu-

rona arti�cial. Un perceptron actúa como un discriminador lineal para los conjuntos

de test. Este se activa al evaluar ciertos valores en algunas características presentes en
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el conjunto de datos, y si en ese conjunto de evaluaciones la suma supera un valor de

corte, el clasi�cador devuelve una clasi�cación positiva o negativa. La Fig. 3.2 mues-

tra un esquema básico de red neuronal con las distintas interacciones. Las neuronas

se entrenan para buscar una clasi�cación binaria, incluso en clasi�caciones multicla-

se, donde el clasi�cador se construye combinando la salida de las distintas neuronas.

Este entrenamiento se realiza mediante un proceso iterativo, en el que partiendo de

valores aleatorios para todos los pesos en la función lineal, se buscan los valores en

los que la función converge, es decir, aquellos valores que clasi�can correctamente la

totalidad de las muestras presentes. La función de actualización de los pesos puede

ser absoluta o puede estar amortiguada, siguiendo una tasa de aprendizaje. Es el

conjunto de los hiperplanos generados en este entrenamiento, siguiendo estructuras

de�nidas e interactuando entre sí, lo que se conoce comúnmente como red neuronal.

Se denominadeep learninga medida que se anidan capas de redes neuronales en

diferentes niveles de profundidad, empleando la salida de diferentes neuronas para

alimentar nuevas neuronas. El peso que tiene cierta capa en la construcción del cla-

si�cador se calcula mediante la función de coste, en la que se evalúa el desempeño

del clasi�cador enfrentando los valores obtenidos a los valores reales. Este valor se

encuentra mediante un proceso iterativo, buscando el valor a través de un gradien-

te. Actualmente este proceso se puede realizar de forma más e�ciente mediante el

algoritmo de backpropagation.

Aunque es un clasi�cador que obtiene buenos resultados en su aplicación direc-

ta, no permite un seguimiento de la información a la hora de explicar los procesos

subyacentes. Esto es un problema en análisis de datos en los que se busca enten-

der el proceso que causa un determinado resultado, o que, por su importancia ética

requieren de una justi�cación y explicación más profunda.
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3.2. Métodos de aprendizaje no supervisado

Los algoritmos de aprendizaje no supervisado se pueden de�nir como aquellos que

transforman el conjunto de datos sin necesidad de que estos datos estén etiquetados.

Esto puede asociarse tanto a las tareas de pretratamiento de datos, como a las tareas

de clustering. Debido a su mayor relevancia para el desarrollo de esta tesis doctoral,

pondremos el foco sobre los algoritmos declustering, y más concretamente con los

algoritmos relacionados con las propuestas presentadas.

3.2.1. Algoritmos de clustering

Los algoritmos declustering parten de un conjunto de datos no etiquetado y lo

transforman mediante la adición de etiquetas. Estos algoritmos se acercan a su obje-

tivo por diferentes estrategias, basadas en agrupar puntos de acuerdo a su similitud,

representada como la distancia entre los distintos puntos, o en la propia estructura

de los datos. A continuación se presentan los algoritmos más relevantes para la in-

vestigación de esta tesis doctoral:k-means y spectral clustering por su extensión de

uso, y DBSCAN por la posibilidad de no etiquetar datos considerados como ruido.

3.2.1.1. k-means

k-Means [70] es un algoritmo declustering bastante extendido en el ámbito de

la minería de datos. Este algoritmo se inicia eligiendo un númerok de centros de

forma arbitraria. Posteriormente se van agregando los puntos al respectivo conjunto

más cercano. El centro de este conjunto es recalculado cada vez que un punto nuevo

es agregado alcluster. Este proceso es repetido hasta clasi�car todos los puntos

presentes en el conjunto de datos.

En la Fig. 3.3a se muestran los resultados de aplicar este algoritmo sobre conjun-

tos de datos sintéticos para evaluar su desempeño.
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(a) K-Means

(b) Spectral Clustering

(c) DBSCAN

Figura 3.3: Ejemplo de aplicación de diferentes algoritmos de clustering sobre

conjuntos de datos sintéticos de 2 dimensiones para probar su e�cacia en diferentes

geometrías.



3.2. Métodos de aprendizaje no supervisado 43

3.2.1.2. Spectral Clustering

Spectral Clustering es un algoritmo de aprendizaje no supervisado que ha obte-

nido buen desempeño a la hora de agrupar muestras en escenarios complejos. Sim-

pli�cando su aplicación se puede considerar como un algoritmo declustering basado

en tres pasos: i) La construcción de un grafo de similitud entre los puntos, ii) la

proyección de estos puntos en un subespacio basado en los vectores únicos del grafo

Laplaciano, el cual agrupa los puntos en base a su similitud, y iii) la aplicación de otro

método que etiquete las muestras de acuerdo a su disposición en este espacio. Una

explicación en profundidad de las matemáticas tras este método puede encontrarse

en [66].

En la Fig. 3.3b se muestra la aplicación de este algoritmo sobre el diversos con-

juntos de datos sintéticos.

3.2.1.3. DBSCAN

DBSCAN es un algoritmo declustering basado en la densidad de puntos en una

grá�ca. Su principal ventaja es la posibilidad de tratar con conjuntos de datos inclu-

yen ruido, entendiendo ruido como las muestras que no se puedan incluir en ninguno

de losclusters. A través de los parámetros del algoritmo, el usuario de�ne el número

mínimo de puntos que debe tener un uncluster, y de�ne la distancia " máxima entre

los puntos delcluster. Formalmente el algoritmo de DBSCAN se desarrollaría como

se indica en el algoritmo 3. En la Fig. 3.3c se muestran los resultados de aplicar este

algoritmo sobre conjuntos de datos sintéticos para evaluar su desempeño.

El uso de estos algoritmos sobre espacios de baja dimensión para minimizar el

coste computacional e incluir al experto de dominio como factor de corrección es una

de las ideas de partida de esta tesis doctoral.
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Algorithm 3 Algoritmo de clustering DBSCAN
Input: Conjunto de datos X de n variables, valor de vecinosminP ts y una

distancia "

1: for Punto no visitado x en X do

2: marcar x como visitado

3: Hallar puntos vecinosp a distancia " del punto x

4: if tamaño dep < minP ts then

5: x es considerado como ruido

6: else

7: Inicializa un nuevo cluster C

8: Asigna como etiquetay para el punto x el valor de C

9: for punto p0 incluido en p do

10: if p0 no esta visitadothen

11: marcar p0 como visitado

12: hallar los puntos vecinosq a distancia " del punto p0

13: if tamaño deq >= minP ts then

14: agregar los puntos vecinosq al conjunto de puntos vecinosp

15: if p0 no pertenece a ningún clusterthen

16: Asigna como etiquetay para el punto p0 el valor de C

17: Agrega al vectorY el conjunto de etiquetasy correspondiente a cada punto

Output: Vector Y con etiquetasy para cada entradax en X



Capítulo 4

Herramientas de visualización

para extraer conocimiento de

datos estáticos

A lo largo de este capítulo se pretende describir la situación actual respecto a

herramientas y soluciones que permiten a los expertos de dominio la extracción de

conocimiento mediante visualización a partir de un conjunto de datos estático que

no incrementa con el paso del tiempo.

4.1. Construcción de árboles de decisión

Como hemos visto en el capítulo anterior, los árboles de decisión son una de las

formas de construir predictores más intuitivas desde el punto de vista del investiga-

dor, ya que se pueden ir caracterizando las clases presentes en el conjunto de datos

mediante comprobaciones sencillas. La visualización se ha acercado a este método de

aprendizaje tanto para su construcción como para su evaluación. A continuación se

realiza un resumen de las diferentes herramientas desarrolladas para la visualización

y construcción de árboles de decisión.

Las técnicas de visualización permiten a los usuarios extraer relaciones en los da-

tos de manera intuitiva, empleando su conocimiento previo y entendiendo el modelo

generado. Combinado con otras técnicas de análisis, pueden incrementar la efecti-
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vidad en el proceso de extracción de conocimiento [69, 43]. En un �ujo de trabajo

de machine learning, hay tres etapas: antes, durante y después de la construcción

del modelo [72] y la visualización juega un papel distinto dependiendo de cual sea

la etapa en la que se aplique. Antes de la construcción del modelo, su objetivo prin-

cipal es proporcionar al investigador un mayor conocimiento de los datos para su

preparación o para la selección de las características a incluir en el modelo. Durante

la construcción del modelo, la visualización puede proporcionar información acerca

del funcionamiento interno del modelo y ayudar al investigador a re�nar el modelo o

diagnosticar dónde falla. Por último, después de la construcción del modelo, la visua-

lización permite al usuario �nal entender y con�ar en los resultados obtenidos [131].

En concreto, respecto a la representación grá�ca de árboles de decisión, se han pro-

bado distintos métodos, como la vista de contorno, los diagramas de nodos y los

mapas de árboles, entre otros [69]. Algunas herramientas, como las que se detallan

a continuación, se han desarrollado para combinar técnicas de visualización con la

construcción de árboles en distintos puntos del proceso de entrenamiento y selección

de datos y características.

En la herramienta descrita por Nguyenet al. [83] el árbol se representa de acuerdo

a la aplicación de distintos algoritmos de visualización basados en diagramas de

nodos: representación estándar, agrupados, en ojo de pez y mediante una perspectiva

propia que denominan `2.5D'. Su principal objetivo es proporcionar a los usuarios una

manera sencilla de analizar los modelos obtenidos y re�narlos a través de un proceso

iterativo. Este método permite usar la visualización en el proceso de selección de

características para la poda. Este proceso solo proporciona información acerca de la

estructura del modelo y no sobre los datos.

Neville et al. propone un sistema en [82] que usa la representación de un diagrama

de nodos y un mapa de árboles modi�cado para proporcionar más información al
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usuario, en combinación con la representación de una métrica de importancia de

las características y diferentes posibles modelos. Esto proporciona a los analistas un

conocimiento más profundo de los modelos y permite su validación, representando

la pureza de clase y número de muestras para su visualización rápida.

Otro acercamiento en el estado del arte a la construcción interactiva de árboles de

decisión es el artículo escrito por Liuet al. [69], en el que se analizan los principales

programas para construir y podar árboles de decisión, y que hacen uso de técnicas

de visualización para mejorar la extracción de conocimiento. De todo el software

analizado en esa revisión soloAlice, EM y Weka permiten la construcción de árboles

de manera interactiva. Como apoyo en la toma de decisiones a la hora de construir

el árbol, Alice y EM proporcionan a los usuarios una tabla con el poder predictivo

de las características incluidas en el análisis, acompañada de una tabla con los datos

en crudo. Alice muestra como complemento la distribución para cada característica

presente en el conjunto de datos por clase.EM, por contra, muestra la distribución

por clases de la característica de corte.Weka muestra como guía un diagrama de

barras por cada característica del conjunto de datos y un grá�co de dispersión que

enfrenta a 2 candidatas a característica de corte. Tras la publicación de esa revisión,

ha continuado el desarrollo de las herramientas interactivas para la construcción de

árboles de decisión y han aparecido nuevas herramientas especí�cas para ese �n.

En [117], Stiglic de�ende que los árboles de decisión más simples generan una ma-

yor comprensión para los expertos de dominio en campos relacionados con la biología.

Para lograr esa simplicidad, propone el uso de un método de poda y re�namiento

basado en la visualización y el remplazo de ramas buscando reducir el tamaño del

árbol. El objetivo es conseguir encajar la representación del árbol en la super�cie de

una única pantalla, para maximizar la extracción de conocimiento por parte de los

expertos de dominio.
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BaobabView [123] guía al usuario en la construcción de árboles de decisión no

binarios mediante la visualización coordinada de la distribución de datos, la distri-

bución de datos por cada característica, una vista general del árbol construido y

la representación de una matriz de confusión en el conjunto de entrenamiento. Al

usuario se le permite incrementar, optimizar, podar y analizar el árbol resultante en

cada paso con apoyo algorítmico. La estructura grá�ca del árbol esta basada en una

estructura top-down, en la que los nodos están enlazados mediante lineas de Bezier

para marcar la separación de clases en cada paso. Además,BaobabView posee un

modo especí�co para la poda en nodos en los que la separación de clases es difícil.

Esta herramienta también puede ser utilizada en análisis exploratorio de datos y

permite la extensión de arboles ya existentes.

PaintingClass [120] es una herramienta para la construcción de árboles de de-

cisión de forma interactiva a partir de visualizaciones de los datos en un sistema

Star Coordinates con ejes de módulo unitario para el valor normalizado de todas sus

variables. A partir de una vista general del árbol en un esquematop-down, el usuario

puede dividir el conjunto de datos en diferentes subconjuntos mediante la interacción

con la representación de los datos en Star Coordinates. El objetivo de esta metodo-

logía es usar la herramienta como parte del análisis exploratorio de datos, más que

la construcción de un clasi�cador. Esto hace que no necesite de datos etiquetados

para su uso.

4.2. Análisis exploratorio de datos estáticos

Más allá del caso especí�co de los árboles de decisión, se han desarrollado herra-

mientas de visualización interactiva en otros pasos del análisis exploratorio de datos,

incluyendo reducción de dimensiones,clustering y clasi�cación.
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4.2.1. Reducción de dimensiones para visualización

A continuación se describen varias propuestas que utilizan la visualización inter-

activa en combinación con métodos de reducción de dimensiones para el análisis de

datos.

La mayoría de las herramientas creadas se centran en el uso de un único método

de reducción de dimensiones [60, 79] y raramente permiten al usuario elegir entre los

diversos métodos desarrollados. Este es el caso deiPCA [60], una interfaz interactiva

para el análisis de datos basada en visualizaciones PCA. Esta herramienta ofrece

la posibilidad de modi�car o eliminar valores atípicos, y ponderar la contribución

de cada característica presente en el conjunto de datos.iVisClassi�er [28] es una

herramienta que emplea visualizaciones coordinadas de LDA y la representación de

los datos en Parallell Coordinates [59] o mapas de calor, buscando la separación

de las clases presentes en el conjunto de datos. En este proceso guiado, el usuario

puede comparar la distancia entre dos puntos en el mapa de calor, y a partir de esa

información, re�nar los resultados del clasi�cador, asignando otra etiqueta a puntos

que el usuario considere con una salida incorrecta. De forma similar, la herramienta

desarrollada por Turkay et al. en [122] usa visualizaciones coordinadas de diversos

algoritmos de reducción de dimensiones (PCA, MDS, LDA, SVM) para realizar tareas

de clustering y análisis exploratorios sobre el conjunto de datos. En ambos casos, la

interacción, que debe ser un punto central en el uso de los análisis exploratorios

mediante visualización [67], es bastante limitada. Como punto negativo, no puede

construir clasi�cadores.

Una revisión del estado del arte, realizada por Sachaet al. en 2017 [104] detectó

que, de las herramientas analizadas, solo 4 de ellas permiten al usuario elegir que

métodos de reducción de dimensiones utilizar en su análisis [71, 99, 81, 68]. Ninguna

de estas herramientas está diseñada para realizar tareas de clasi�cación y solo las
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últimas dos pueden ser usadas para tareas declustering.

Entre estas herramientas se encuentraPersistent Homology[99]. Esta herramien-

ta permite a los usuarios comparar entre diferentes métodos de reducción de dimen-

siones, como PCA, t-SNE o LLE, proporcionando métricas que permiten evaluar

su desempeño. Por contra, no permite realizar tareas declustering ni de clasi�ca-

ción. Choo et al. [29] presenta una herramienta bastante completa para agrupar

muestras no etiquetadas y ayudar en el proceso de extracción de conocimiento. Esta

herramienta permite a los analistas agrupar datos no etiquetados o buscar cono-

cimiento mediante visualizaciones coordinadas de diferentes métodos de reducción

de dimensiones como LDA,kernel LDA, PCA, MDS, Sammon mapping, ISOMAP,

LLE, t-SNE y kernel PCA. Por contra no permite su uso para tareas de clasi�cación.

4.2.1.1. Herramientas de Visualización para clustering y clasi�cación

Además de las herramientas mencionadas anteriormente y que permiten su uso

para clustering y clasi�cación, existen varias diseñadas especí�camente para tareas

de clustering, y que no emplean necesariamente métodos de reducción de dimensio-

nes. Por ejemplo,Hierarchical Clustering Explorer [108] es una propuesta en la cual

se incluye la visualización en el proceso de etiquetado mediante el uso de mapas de

calor para agrupar muestras. El resultado �nal es la construcción de un árbol jerar-

quizado para el etiquetado de muestras. Otro trabajo, descrito en [133], propone una

herramienta interactiva para agrupar muestras mediante Parallel Coordinates.

Clustrophile [34] es una primera aproximación al uso de visualizaciones coordi-

nadas junto a grá�cos de dispersión para evaluar las agrupaciones en procesos de

clustering. Este trabajo ha continuado su desarrollo hasta la publicación de una

segunda versión,Clustrophile 2 [24].

En términos de clasi�cación, predomina el uso de métodos demachine learning
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automáticos. Estos métodos, no incluyen en su análisis el conocimiento previo del

usuario en este proceso. Por contra, la menor parte de las herramientas que emplean

visualización en procesos de aprendizaje supervisado permiten que el usuario parti-

cipe en el proceso con su conocimiento previo [28]. Además del caso de los árboles

de decisión, existen diferentes métodos para introducir al usuario como elemento

corrector en procesos de aprendizaje supervisado, que pueden ser clasi�cados según

los métodos usados: basados en la distancia, basados en proyecciones lineales y de

reducción de dimensiones, redes neuronales, grafos, etc [104].

La propuesta de interacción mediante la que introducir al experto de dominio

depende del método demachine learning empleado. Al margen de las alternativas

para el método concreto de los árboles de decisión, y descritos en el apartado 3.1.2.1,

existen otros métodos. Por ejemplo, Andrienkoet al. propone en [9] una herramienta

para clasi�cación en datos geográ�cos en 2 dimensiones. Para ello, construye un

clasi�cador de acuerdo a la distancia a los puntos agrupados. A lo largo de este

documento de tesis, se propone un método que puede llegar a ser similar en tanto que,

se basa en agrupar puntos y a partir de esas agrupaciones construir un clasi�cador,

pero que en este caso, requiere de conjuntos de datos de más de 2 dimensiones para

su aplicación e incluyen adicionalmente la aplicación de métodos de reducción de

dimensiones.





Capítulo 5

Tratamiento y visualización de

datos en streaming

A lo largo de este capítulo se tratará de describir brevemente la situación ac-

tual respecto a las arquitecturas de transmisión de datos enstreaming, y presentar

las principales diferencias de análisis respecto a la visualización de un conjunto de

datos no incremental. También se describirán soluciones presentes en la literatura

que permitan a los expertos de dominio la extracción de conocimiento mediante la

visualización en esos escenarios cambiantes.

5.1. Arquitecturas de gestión de datos en streaming.

Aunque no es el objetivo principal de la tesis doctoral introducir novedades en

la arquitectura de transmisión de �ujos de datos, al incluirse entre los objetivos el

análisis de datos enstreaming, es conveniente mencionar los diferentes patrones y

arquitecturas existentes para su transmisión.

Los patrones de transmisión de datos se catalogan en función de cual es la inter-

acción entre el cliente y el servidor [92]. El primero y más simple de los esquemas

de trasmisión es el llamadorequest/response. En este patrón, el cliente realiza una

consulta síncrona al servidor y el servidor envía la respuesta en esa misma conexión,

bloqueando los procesos en ambos lados. Esto tiene un alto coste tanto en compu-

tación como en la transmisión y provoca una baja velocidad que no es asumible en
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servicios en tiempo real. Para mitigarlo, una primera solución por parte del cliente

es la realización de las peticiones de forma asíncrona. Esto permite al cliente realizar

otras tareas en lo que espera la respuesta del servidor. Otra estrategia de optimiza-

ción es que el servidor sea el que instaure una política de servicios asíncronos para

gestionar las peticiones de los clientes. Esto permite al servidor devolver respuestas

a la solicitud sin bloquear la entrada o salida de otras peticiones. La última variante

de este patrón es implementar peticiones asíncronas para servicios asíncronos, siendo

la variante más extendida de este patrón actualmente.

Dentro del patrón request/responseexisten dos casos especiales en los que se

pueden ignorar la respuesta. El primero es el patrónrequest/acknowledge. Este patrón

almacena un rastro de las peticiones solicitadas desde el cliente, independientemente

de las respuestas obtenidas. El segundo es el patrónone-way, en el cual simplemente

se realiza una petición sin que se espere una respuesta por parte del cliente o se

realice ningún registro en el cliente. Este modelo es bastante susceptible a pérdidas

de datos, pero es funcional en situaciones en las que esa pérdida se supla con una

gran cantidad de datos de entrada.

Otro patrón de transmisión de datos es el patrón depublish/subscribe. Este patrón

es típico de sistemas basados en mensaje, y es el patrón en el que más nos centraremos

en este texto, ya que es el sistema empleado en la propuesta realizada para análisis de

datos enstreaming. En este patrón, cuando se produce un nuevo registro, se envía a un

broker, generalmente a una categoría otopic previamente de�nido. Posteriormente,

para consumir esos datos se utilizará un método de suscripción, por el cual cada

vez que se active la función se descargarán los mensajes nuevos respecto a los ya

descargados por ese consumidor. Esta estructura permite descentralizar la producción

de datos, permitiendo agrupar los registros de distintas fuentes de forma simple para

su consumo.



5.1. Arquitecturas de gestión de datos en streaming. 55

Por ultimo, mencionar el patrón de streaming, mediante el cual es el servicio el

que realiza una petición a la fuente delstream y mantiene abierta una respuesta con

la que el servicio interactúa.

En lo que respecta a los problemas a tratar por esta tesis doctoral, la arquitectura

más interesante será la depublish/subscribe. En ella se garantiza la persistencia de los

datos, además de ofrecer al experto de dominio un mayor control sobre la entrada de

datos y el tiempo requerido para su tratamiento. Una vez presentados los patrones,

y focalizado la atención en el de interés, es importante conocer los diferentes desa-

rrollos existentes para su implementación. A continuación, se describen brevemente

los servicios más extendidos a la hora de implementar un patrónpublish/subscribe

en un �ujo de análisis.

5.1.1. Apache Kafka

Apache Kafka es un servicio distribuido de gestión de �ujos de datos basado en

una arquitectura publish/subscribe [61, 110]. Los envíos se organizan en mensajes,

con un concepto similar al de una entrada en una base de datos, categorizados en

temas o topics para facilitar el �ltrado y la gestión por parte de la suscripción.

Estos mensajes son recuperados por parte del suscriptor en lotes, lo que maximiza

la e�ciencia en cada conexión.

Este servicio reduce la pérdida de datos al mantener independientes al publicador

y al suscriptor. Para facilitar la redundancia de datos y mejorar la escalabilidad

del sistema, cada tema en Apache Kafka permite tener diferentes particiones, así

como la integración en la arquitectura de diferentesbrokers, que es el nombre que

recibe cada uno de los servidores Kafka independientes, formando agrupaciones en

los que redundar los datos publicados. Cada uno de losbrokers es capaz de gestionar

millones de mensajes por segundo. Para la gestión de la capa de lógica del servicio,
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Apache Kafka depende de Apache Zookeeper [48]. A través de esta herramienta,

Kafka gestiona los clusters de brokers, la creación detopics y de particiones, así

como la replicación de los mensajes.

En cuanto a su integración con Python, Apache Kafka dispone de una API para

Python [4] mediante la que realizar publicaciones y mediante la que el consumidor

puede suscribirse a los diferentestopics y recuperar mensajes de forma fácil.

5.1.2. RabbitMQ

RabbitMQ [58] es un servicioopen sourcede publicación de mensajes distribui-

do basado en el patrónpublish/subscribey que implementa el protocoloAdvanced

Message Queuing Protocol(AMQP). En este servicio, el productor envía las nue-

vas entradas en forma de mensaje a los nodos de intercambio, que los agrega en las

distintas colas a las que los consumidores se conectan.

Una de las principales ventajas que presenta RabbitMQ es el empleo de un sistema

estandarizado, facilitando su conexión con otras herramientas. También proporciona

un mayor registro del consumo de los datos, así como la posibilidad de no almacenar

los mensajes en con�guraciones en las que no se requiera su persistencia. La principal

debilidad que presenta RabbitMQ frente a Apache Kafka es su pérdida de e�ciencia

a la hora de escalar el sistema de ingesta, que en escenarios de gran escala de datos

con accesos desde diferentes consumidores es imprescindible. En [36] se desarrolla

una comparativa exhaustiva entre ambas tecnologías, con el objetivo de guiar al

desarrollador a la solución que mejor se ajusta a sus necesidades.

5.1.3. Amazon Kinesis

Amazon Kinesis [118] es parte de los servicios ofrecidos por Amazon Web Servi-

ces (AWS) como un servicio destreaming autogestionado. Desarrollado para competir
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con Apache Kafka, ofrece una estructurapublish/subscribe, adaptado al entorno de

computación de AWS. Una vez generados los datos por el productor, se almacenan

en estructuras denominadasshard, y posteriormente son consumidas por los servicios

de Amazon a través de instancias en Amazon Elastic Compute Cloud (EC2). Para

facilitar tanto la colecta como el consumo de datos, Amazon proporciona un conjunto

de herramientas y bibliotecas que facilitan la integración en el �ujo de análisis de

datos que el usuario haya desarrollado.

Uno de las principales desventajas frente a otras alternativas es su orientación

a emplearlo dentro del ecosistema AWS. Este requisito conlleva un coste económico

dependiente del tiempo de uso de los servidores de Amazon y limitaciones respecto

a la �exibilidad del �ujo de trabajo.

Existen otras arquitecturas basadas en el patrón depublish/subscribeademás de

los anteriormente descritos, como pueden ser Google Cloud Pub/Sub, pero debido

a sus niveles de desarrollo y extensión actuales no se profundizara en ellos en este

documento.

Para la investigación desarrollada en esta tesis doctoral se ha seleccionado Kafka

frente a otras alternativas debido a la extensión de Apache Kafka como motor en

casos de arquitecturas destreaming, su completa documentación, las facilidades de

programación derivadas de las API desarrolladas para Python y a las facilidades de

la arquitectura para escalar el sistema en caso de necesidad. Otra ventaja añadida

es que se encuentra bajo licenciaApache License 2.0.

5.2. Visualización de datos en streaming

Además de las arquitecturas especí�cas y el tratamiento de los datos, los procesos

de streaming tienen particularidades respecto a como representar los datos, al añadir

una dimensión temporal. Esto permite desde jerarquizar los datos registrados y usarlo
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como una variable cuantitativa, hasta emplear la variable temporal como criterio para

�ltrar los datos representados. Además, los modelos demachine learning pueden

cambiar a medida que se introducen nuevos datos al proceso y se debería permitir al

usuario gestionar esos eventos. Relacionado con ello, se ha desarrollado el concepto

de `mapa mental', que se explicara a lo largo de la sección. En este capítulo, también

se incluyen un acercamiento al estado del arte sobre las propuestas de análisis de

datos enstreaming mediante visualización.

5.2.1. El `mapa mental'

Las visualizaciones asociadas a datos enstreaming, al igual que los propios da-

tos, poseen una naturaleza cambiante. Esto supone una di�cultad añadida para los

investigadores, ya que tienen que enfrentarse a analizar los cambios, que pueden ser

tanto en los modelos de representación como en la inclusión y desaparición de los

registros en base a la variable temporal.

Para obtener todo el conocimiento posible del análisis de los datos y del escenario

actual, el experto de dominio necesita entender los procesos que están ocurriendo

tras la representación. Para ello, es importante mantener las referencias grá�cas a

través de las visualizaciones, ayudando a conformar el `mapa mental' del analista.

Los atributos grá�cos que crean el `mapa mental' en cada entrada son, entre otras,

la posición del punto, el color, el tamaño y la forma de su representación [76]. En

[30], la preservación del `mapa mental' se de�ne dentro del apartado relacionado

con la estética de las dinámicas, de�niendo en sus requisitos el criterio por el que

elementos como los puntos y nodos existentes deben cambiar lo menos posible cuando

la visualización cambie. Preservar este `mapa mental' ayuda a seguir la evolución del

escenario a través de diferentes visualizaciones [10].

Dentro de las estrategias que se han desarrollado para minimizar la destrucción
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del `mapa mental' se incluye el desplazamiento de los registros, la búsqueda de diseños

grá�cos automáticamente que minimicen los efectos de los cambios o el desarrollo de

algoritmos para elegir el momento de destruir el modelo de representación de forma

automática y recalcularlo con las nuevas muestras. Aunque estas estrategias mencio-

nadas se pueden implementar para facilitar el seguimiento de casos, en situaciones

en las que los cambios son grandes, puede ser conveniente romper el `mapa mental'

del experto de dominio, y con él, el hilo narrativo de los datos.

5.2.2. Propuestas para la visualización de datos en streaming

De acuerdo al criterio seguido en [33] la visualización de datos enstreaming se

puede dividir en dos categorías según el tratamiento que hacen de los datos recibidos.

Los visualizadores de datos categorizados como visualizadores destreaming repre-

sentan una instantánea de los datos en el tiempo representado. La segunda categoría,

denominada como visualizadores de datos dinámicos, se caracteriza por su capacidad

de almacenar registros anteriores y visualizarlos a demanda.

Esta clase de visualizaciones tiene que resolver el problema de percepción de los

cambios y movimientos en los elementos representados a lo largo la variable temporal.

Como parte necesaria, estas soluciones deben preservar el contexto de los datos y el

`mapa mental' del investigador a medida que se van introduciendo nuevos datos a la

visualización. Esto implica controlar la velocidad en la que se incorporan estos datos

a la visualización o determinar cuando cambia el modelo demachine learning o de

reducción de dimensiones aplicado [33, 41].

En el estudio de Dasgupta et al. [33] se recogen las distintas propuestas para

la visualización de datos dinámicos y enstreaming en el estado del arte. En esta

revisión se detallan tres funciones que pueden desempeñar la visualización de los

datos obtenidos delstreaming: i) creación de alertas para casos concretos o escenario
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general, ii) monitorización y seguimiento de procesos generales, y iii) seguimiento

de un evento concreto. La revisión evalúa 22 propuestas, indicando que solo una de

ellas puede resolver las tres tareas antes mencionadas. Además, de las propuestas

recogidas en la revisión y que usan grá�cos de dispersión para representar los datos,

solo 7 se de�nen como visualizadores parastreaming, mientras que 3 se consideran

visualizadores para datos dinámicos, la metodología en la que nos vamos a focalizar

en la propuesta de esta tesis.

Algunas de las propuestas que se incluyen en dicho estudio están relacionadas

con análisis de datos obtenidos de redes sociales, en el que la geolocalización es una

característica importante. Ese es el caso de ScatterBlogs2 [18], en la que los autores

proponen en su visualización la superposición de publicaciones en la red social Twitter

sobre un mapa geográ�co. Con estos registros, los analistas entrenan un modelo de

Máquina de Soporte de Vectores (SVM) para emplearlo como clasi�cador. A partir

de este clasi�cador se determina si los nuevos mensajes capturados pertenece al tema

de interés. Esta clasi�cación les permite representar a través de un mapa de color la

relevancia de lostweets para seguir la evolución de un evento.Whisper [23] es otra

herramienta focalizada en el análisis de datos geolocalizados procedentes de redes

sociales para realizar el seguimiento de un proceso. El resto de las herramientas de

grá�cos de dispersión descritas, no requieren de datos geolocalizados.

STREAMIT [6], por ejemplo, es una propuesta que se basa en el uso del al-

goritmo Force-Directed Placement [51] como método para situar los puntos en la

visualización a partir de �ujos de datos procedentes de documentos de texto. Incluye

en su desarrollo una implementación basada en GPU que mejora el rendimiento en

su ejecución. Los datos se representan en la visualización agregados por similitud y

el usuario puede asignar un mapa de color a los datos usando como criterio palabras

claves de su elección.
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Otra herramienta de visualización de datos enstreaming esReactive Vega[107].

Esta herramienta integra un �ujo de trabajo basado en eventos al análisis de datos,

gestionando la incorporación de nuevos datos y mejorando el rendimiento al recal-

cular el modelo de forma automatizada. También centrado en el proceso de agrupar

e identi�car eventos para maximizar el rendimiento se encuentraBehaivorism [47].

Esta propuesta detalla la construcción de objetos llamados̀behaivors', los cuales

agrupan cambios y disparan eventos. Su propuesta es universal y no especi�ca un

método de reducción de dimensiones concreto para presentar los datos, por lo que el

analista lo puede implementar en el sistema que más le convenga para su análisis.

VALID [65] propone un �ujo de trabajo en un sistema cliente-servidor que per-

mite uni�car puntos y líneas en la representación a partir del agrupamiento de en-

tradas procedentes de un �ujo de datos. Esto permite al sistema reducir la carga de

computación y permitir el mayor número de conexiones simultáneas a su servicio,

cumpliendo el objetivo de su propuesta.

Steigeret al. de�ne en su propuesta un sistema de visualización de datos enstrea-

ming con el objetivo de detectar anomalías en datos procedentes de sensores [116].

Esta herramienta emplea algoritmos de reducción de dimensiones como PCA para

mostrar los datos obtenidos y determinar el área de in�uencia de los distintosclusters

presentes en una primera etapa de entrenamiento. Como información complementa-

ria, ofrecen una vista de calendario que codi�ca los datos mediante un mapa de

colores. Esta propuesta es la que se acerca más a las soluciones planteadas en esta

tesis para analizar datos enstreaming. Aunque esta propuesta pueda ser un punto

de partida interesante, esta herramienta no ofrece libertad su�ciente respecto a los

métodos de reducción de dimensiones a emplear, y por tanto no permite al experto

de dominio volcar su conocimiento previo.

Wong et al. detallan en su propuesta una arquitectura enfocada a la visualización
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de datos enstreaming basada en el uso del algoritmo de reducción de dimensiones

Multidimensional Scaling (MDS) para procesar datos de texto [85]. Su propuesta

incluye el uso de modelos preentrenados para representar los nuevos datos entrantes

y un criterio automatizado para reentrenar el modelo de reducción de dimensiones,

modi�cando el conjunto de entrenamiento. Esta automatización del proceso de en-

trenamiento puede destruir el mapa mental del experto de dominio si hay grandes

cambios di�cultando el proceso de análisis.

DecisionFlow [53] es una propuesta especí�camente diseñada para datos de asis-

tencia sanitaria y que permite a los usuarios identi�car los procesos por los que pasa

un paciente a través de su historial clínico. El uso de los grá�cos de dispersión en la

visualización es exclusivamente como soporte para mostrar procesos de correlación.

Bach et al. intentan en su propuesta registrar los cambios que ocurren en un tema de

interés a lo largo del tiempo [11]. Para ello emplea visualizaciones MDS del conjunto

de datos y una linea temporal para representar el cambio. La interpretación de estos

patrones mediante la trayectoria de la linea que representa el tiempo puede deter-

minar momentos de estabilidad en el tema a analizar. Moere presenta en [77] una

alternativa para agrupar valores de acuerdo a su similitud mediante un algoritmo de

�ocking boids. Esta propuesta tiene como punto fuerte su capacidad para mostrar la

repetición de eventos más que en ofrecer una representación precisa de los datos.

5.2.3. Soluciones existentes para la visualización de datos en strea-

ming en entornos clínicos

Aunque el planteamiento de esta tesis es la creación de soluciones universales

para la representación de datos multidimensionales, las aplicaciones prácticas pre-

sentadas se ajustan al campo de datos clínicos. Por ello, a continuación se detallara

las situación especí�ca de las soluciones aplicadas en el campo de la sanidad para el
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análisis de datos enstreaming.

La visualización de datos en tiempo real es una herramienta que puede ser muy

útil como soporte en la toma de decisiones en el entorno clínico [112]. Entre las ven-

tajas que proporciona se incluye la posibilidad de obtener un análisis más completo

de la situación, extraer conocimiento clínico del análisis, caracterizar y entender las

similitudes entre distintos escenarios, entender las relaciones en los procesos analiza-

dos y señalar alarmas en caso de detectar situaciones de riesgo para los pacientes. Sin

embargo, hay ciertas limitaciones en las visualizaciones que deben solucionarse, como

es el sistema de recolección y envío de los registros y la representación coordinada

de las distintas visualizaciones. Todo esto debe poder hacerse de forma interactiva e

intuitiva.

En la literatura encontramos que muchos de los métodos propuestos se centran en

la optimización y robustez de la transmisión de los datos en tiempo real más que en

las técnicas empleadas para su visualización. Respecto a las técnicas de visualización,

en el estudio [64] se analizan diferentes aplicaciones que emplean técnicas demachine

learning y/o visualización como soporte para la toma de decisiones clínicas (CDS).

Esta revisión agrupa los CDS en 3 clases: i)infobuttons, herramientas que reco-

pilan la información de fuentes externas, como archivos de texto o fuentes médicas

,y las muestran en función al criterio de búsqueda; ii) agregadores y organizadores

de contenido (CAO), que reorganizan la información clínica dentro de los sistemas

de salud para extraer conocimiento y dar soporte a los expertos de dominio en la

toma de decisiones; y iii) CDS de alerta, cuyo �n es generar alertas basándose en los

registros clínicos y las técnicas demachine learning.

Debido a la relativa novedad de las tecnologías destreaming en tiempo real y los

desafíos a los que se enfrentan, hay algunos trabajos preliminares relacionados con

el análisis de datos en escenarios de UCI. Por ejemplo, [16] propone una plataforma
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para recoger y analizar datos de una UCI de neonatos, que incluye la capacidad de

comunicar alarmas para las enfermedades más frecuentes en este entorno. El trabajo

en [115] describe un sistema capaz de predecir el pronóstico de pacientes ingresados en

la UCI en base a un �ujo de datos �siológicos del paciente en cuestión. Un enfoque

diferente se describe en [98], donde los autores crean un sistema para abordar los

problemas relacionados con la recolección y almacenamiento de los datos en la UCI

para generar un �ujo de datos.
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Capítulo 6

Planteamiento del problema

La interpretación del conocimiento extraído por los expertos de dominio está

ligada a los métodos empleados en su análisis. La visualización se ha mostrado efec-

tiva a la hora de maximizar ese conocimiento obtenido en el proceso de análisis. La

participación del experto de dominio en el proceso de análisis de datos se ha de-

mostrado como una herramienta capaz de mejorar la comprensión del conjunto de

datos analizado frente a algoritmos de aprendizaje automático [132]. La visualización

interactiva es, por tanto, un método efectivo para introducir a los investigadores en

ese proceso de análisis de datos.

A pesar de ello, las tendencias de análisis actuales se basan en el empleo de téc-

nicas de análisis automático debido a su buen desempeño en tareas aplicadas. Estas

técnicas acaban proporcionando al usuario la sensación de enfrentarse a una caja

negra, y no le permiten entender el proceso ni incluir su conocimiento previo sobre

el ámbito de estudio. Esto puede reducir el conocimiento obtenido por el analista, al

no poder hacerle participe del proceso.

Respecto al empleo de modelos de caja negra en la toma de decisiones, existe un

debate en el mundo académico sobre como afrontarlo [37]. Ciertos autores de�enden

la búsqueda de una explicacióna posteriori del modelo, realizando un análisis de los

modelos generados. Otros autores en cambio, de�enden que, en campos de aplicación

con consecuencias directas sobre las personas, como puede ser la sanidad o el derecho,

deben construirse desde el principio modelos explicables [103]. Los problemas de usar

modelos no explicables en ciertos campos de aplicación, como puede ser su uso en
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el ámbito judicial, en el ámbito médico o el ámbito hipotecario plantea problemas

éticos al no poder justi�car las decisiones tomadas más allá de ser las salidas del

modelo. Esto puede provocar la aparición de sesgos [75] por la falta de control sobre

el conjunto de datos o por una mala selección del conjunto de entrenamiento y

que no se detecten hasta pasado su tiempo de aplicación, provocando desigualdades

difícilmente reparables. Algunos de estos ámbitos de aplicación están protegidos por

la legislación, exigiendo que los algoritmos involucrados en la toma de decisiones sean

explicables [86]. A la hora de enfrentarse a este tipo de problemas, el modelo debe

explicar los procesos subyacentes a la hora de tomar decisiones.

A lo largo de este documento de tesis, se buscará incrementar la participación

del experto de dominio en el proceso de análisis exploratorio de datos mediante la

visualización interactiva. En concreto, se incluirá en los procesos de selección de

características, de creación de clasi�cadores en forma de árbol entendibles por el

experto de dominio y de análisis de datos enstreaming. Cada uno de estos esce-

narios presentan diferentes complejidades para convertir estos modelos en modelos

interpretables.

6.1. Selección de características guiada por visualización

Como se ha explicado en el capítulo 2 los métodos de reducción de dimensiones

pueden producir visualizaciones para ser interpretadas por los expertos de dominio.

Situarlas en un sistema de referencia, como Star Coordinates (SC), puede servir como

guía para evaluar las visualizaciones presentadas de una forma intuitiva. Por ejemplo,

en [101] se mostró como valorar la in�uencia de características en la reducción de

dimensiones para seleccionar variables, de forma grá�ca, basándose en la longitud de

los ejes en los sistemas SC resultantes.

Sin embargo, en ocasiones la in�uencia en la separación de datos de los vectores de
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los ejes cuya magnitud es mayor, no siempre sigue esta relación. Principalmente esto

ocurre cuando su orientación es perpendicular al eje que separa los datos linealmente.

Determinar la importancia de un eje, no solo por su magnitud, si no también por su

orientación es un punto de partida en esta investigación. Para ello se determinará

la in�uencia de una variable para seleccionar características, evaluando de forma

conjunta la orientación y la magnitud en la representación. En el capítulo 7, se

propone una solución basada en visualización para la reducción de dimensiones, la

cual permite la inclusión del experto de domino más allá de los métodos de caja negra

empleados en la actualidad. Además, al no ser un procedimiento automatizado, el

experto de dominio podrá usar su conocimiento previo como un criterio de decisión

en el proceso de selección de características. Por otro lado, una vez determinada la

in�uencia de una característica en una visualización lineal, es importante observar si

esto puede ayudar a comprender representaciones no lineales. Desde este documento

de tesis se propone el uso de visualizaciones lineales y no lineales coordinadas como

forma de caracterizar esas visualizaciones.

6.2. Aplicación de la visualización interactiva para pro-

blemas de clasi�cación mediante árboles de decisión

Dentro de los sistemas de clasi�cación, la salida obtenida de los árboles de decisión

es quizás la más interpretable por los expertos de dominio. El problema con esta

metodología es que, a pesar del empleo de métodos de poda, los árboles resultantes,

en ocasiones, son demasiado complejos, y esto puede di�cultar el seguimiento del

proceso. Además, introducir al experto de dominio en el proceso de construcción

es complicado, ya que, de forma habitual se emplean métodos automáticos para su

construcción. Como propuesta para enfrentarse a ese problema e intentar maximizar
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la información obtenida por parte del analista, se propone un método de construcción

manual basado en visualizaciones interactivas. Métodos de reducción de dimensiones

como LDA, que intentan maximizar la separación entre las clases presentes en el

conjunto de datos, acompañada de la representación de las características a través de

ejes mediante SC, para mostrar la in�uencia de las variables, pueden guiar al usuario

a la hora de crear nodos de decisión en busca de construir árboles más simples. En el

capítulo 8 se describe la solución propuesta para simpli�car los árboles de decisión e

incluir al experto de dominio en su aplicación para el análisis exploratorio de datos.

6.3. Análisis de datos en escenarios cambiantes: Visuali-

zación interactiva de datos en tiempo real

A la hora de analizar datos en tiempos cercanos a su generación, existen di�-

cultades añadidas respecto al análisis de conjuntos de datos estáticos. Los cambios

propios de los escenarios destreaming añaden problemas a su análisis debido a la ge-

neración de datos asociada, acumulando registros de las diferentes clases a diferente

velocidad. Esto provoca trabajar con un conjunto de datos que presenta desbalance

entre clases, lo que provoca di�cultades a solventar antes de su análisis. La tendencia

de análisis actual para estos escenarios está basada en métodos automáticos, lo cual

no permite al experto de dominio extraer la totalidad de información disponible. La

visualización interactiva puede ser una alternativa de análisis frente a estos métodos,

pero también se ve afectada por las particularidades del escenario. Por un lado los

métodos de reducción de dimensiones se ven afectados por el desbalance entre cla-

ses de manera similar a los métodos de aprendizaje automático, y debe corregirse

antes del paso de visualización. Por otro, el proceso de análisis debe minimizar los

con�ictos que ocurren al destruir el `mapa mental' del analista. Este `mapa mental'
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lo construye el usuario en torno a las visualizaciones, de las que toma referencias

y sobre las que construye la narrativa de los datos, incorporando sobre el modelo

de reducción de dimensiones las nuevas muestras. Cuando el escenario cambia, el

modelo entrenado puede resultar obsoleto para los objetivos del análisis y, por tanto,

requerir de la construcción de un nuevo modelo de reducción de dimensiones que

cambiará las referencias obtenidas. Encontrar un compromiso entre el momento de

reejecutar el modelo de reducción de dimensiones y el seguimiento de una muestra o

escenario es un problema a atajar por este documento de tesis. Para ello, se propone

un �ujo de trabajo, en el cual, el analista, apoyándose en las visualizaciones y en

su criterio, puede decidir en que momento reentrenar el modelo en función de sus

objetivos de análisis: seguimiento de un caso o seguimiento del escenario global. En

el capítulo 9, se propone el �ujo de trabajo que implica al experto de dominio en el

análisis de datos mediante la visualización en escenarios destreaming que le permita

evaluar la validez del modelo en escenarios cambiantes, así como realizar predicción

y seguimiento del conjunto general y de casos particulares.





Capítulo 7

Inclusión de expertos de dominio

en la selección de características

7.1. Introducción al problema

El análisis de datos mediante métodos asociados almachine learning produce

modelos que actúan como cajas negras. Estos modelos pueden resultar útiles en

campos aplicados que no requieran de justi�cación, pero no en análisis que requieran

de modelos explicables.

La visualización se ha comprobado como un método de soporte efectivo para el

proceso de análisis de datos. Mediante este proceso los analistas pueden maximizar

la extracción de conocimiento de los datos en crudo.

A la hora de enfrentarse a un análisis exploratorio sobre un conjuntos de datos

hay diferentes problemas con los que trabajar. La selección de características tradi-

cionalmente ha empleado métodos basados en la eliminación o agregación automática

de características. Esto puede suponer un problema, ya que el usuario no tiene con-

trol sobre estos algoritmos, y por tanto, pueden acabar eliminando características

que, siguiendo su conocimiento previo, pueden considerar relevantes. Por otro lado,

cuando los expertos de dominio se enfrentan a visualizaciones obtenidas mediante

métodos de reducción de dimensiones no lineales es posible que se encuentren di�cul-

tades para su interpretación, debido a su naturaleza. A lo largo de este capítulo, se

centrará el problema en como realizar una selección de características relevantes para
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el análisis mediante visualización y como las visualizaciones obtenidas por métodos

de reducción de dimensiones no lineales mediante pueden ser explicadas mediante

visualizaciones coordinadas obtenidas por métodos lineales.

Inicialmente, para resolver el problema de la selección de características, se ha de-

�nido una métrica para evaluar la in�uencia de las características en la visualización

según la orientación y longitud de los ejes representados en transformaciones lineales,

la cual se describirá en la sección 7.2. Para resolver el problema de las visualizacio-

nes no lineales, en este capítulo se propone el uso de visualizaciones coordinadas de

métodos de reducción de dimensiones lineales, como LDA, para explicar y caracte-

rizar las agrupaciones presentes en visualizaciones obtenidas por algoritmos, como

t-SNE o UMAP, lo que se detalla en la Sección 7.3. Para que los analistas puedan

aplicar estos datos sobre datos reales se ha desarrollado, como demostrador, una he-

rramienta cuya arquitectura e interacción se detallará en la Sección 7.4. Por último,

en la Sección 7.5 se mostrará la aplicación del proceso de selección de características

guiado por la métrica desarrollada en diferentes conjuntos de datos.

7.2. In�uencia de las características en el análisis explo-

ratorio de datos

A partir de la representación de los ejes unitarios en SC se puede obtener infor-

mación del conjunto de datos de alta dimensionalidad representado. En primer lugar,

la orientación de los ejes indica en que dirección se desplazaría un punto representado

en caso de incrementar el valor de la característica asociada. Además, la magnitud

relativa de cada eje representado, en comparación con los demás, proporciona una

valoración intuitiva de cuál es la contribución de una variable a la visualización , ya

que los datos tienen un rango similar en la visualización. Este escalado es necesa-
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rio debido a que, de no hacerlo, la representación en SC de las características con

rangos mayores tendrían un mayor impacto en las visualizaciones. A lo largo de este

documento se ha optado por estandarizar los datos, aunque existen otras opciones,

como puede ser, transformar los datos en un intervalo [0,1], o centrar y normalizar

los datos para que tengan un rango unitario [102].

La posibilidad de visualizar los ejes relacionados a las características en SC, y

de�nir su contribución a la visualización, permite elaborar una selección de caracte-

rísticas de forma visual. Por ejemplo, se pueden ir descartando de forma progresiva

las características con una menor in�uencia en el grá�co, mientras que se pueden de-

jar otras, en función al conocimiento previo del experto de dominio. Trabajos previos

han propuesto métricas para determinar cuál es la contribución de las características

implicadas en visualizaciones en SC, y por tanto en la tarea de análisis a la que

se destine la visualización. En [101, 126] la selección de características se basa ex-

clusivamente en la longitud del eje, en las que los más cortos, y por tanto, menos

in�uyentes, son descartados. En [106] se propone el uso como métrica de la media

de desplazamiento en el espacio proyectado cuando una característica es descartada

para medir la in�uencia de dicha característica en la visualización. En concreto, esta

métrica se de�ne como:

f (v i ) =
1
N

NX

j =1

kp (j ) � q(j )
v i k ; (7.1)

en el quep (j ) es la proyección de la muestraj , y q(j )
v i es el correspondiente punto

en la proyección cuando se elimina la característica asociada con el vector del ejev i .

Para aumentar la robustez de esta métrica, es posible emplear la mediana en lugar

de la media.

En su lugar, se propone una nueva métrica para guiar el proceso de selección

de características de forma visual. El siguiente resultado muestra como en las vi-



76 7. Inclusión de expertos de dominio en la selección de características

sualizaciones en SC, cuando se descarta una característica, el desplazamiento medio

depende no solo de la longitud del eje, si no que también depende de la media del

valor absoluto de esa característica para todas las muestras.

Proposición 1 En Star Coordinates, el desplazamiento de los puntos en el espacio

dimensionalmente reducido cuando se descarta una característica esf (v i ) = � i kv i k,

en la quev i es el eje en SC asociado con la característica y� i es la media de los

valores absolutos deli componente de todas las entradas.

Prueba 1 Si x (j ) =
�

x(j )
1 ; : : : ; x(j )

n

�
, para j = 1 ; : : : ; N , son las muestras en el

conjunto de datos, entonces:

q(j )
v i =

nX

k=1 ; k6= i

x(j )
k vk = p (j ) � x(j )

i v i ; (7.2)

es la localización en el espacio dimensionalmente reducido dex (j ) cuando se descarta

la característica i del modelo en SC. En ese caso, el punto medio de desplazamiento

puede expresarse como:

f (v i ) =
1
N

NX

j =1

kp (j ) � q(j )
v i k

=
1
N

NX

j =1

kp (j ) �
�

p (j ) � x(j )
i v i

�
k

=
1
N

NX

j =1

kx(j )
i v i k =

1
N

NX

j =1

jx(j )
i j kv i k

= kv i k
1
N

NX

j =1

jx(j )
i j = � i kv i k: (7.3)

Hay que tener en cuenta que si cada característica es estandarizada para que el

valor de la media sea 0 y la desviación estándar 1,� i es generalmente diferente por

cada característica, ya que es la media del valor absoluto para el componentei .
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Cuando la proyección en SC proviene de un método de reducción de dimensiones

lineal, como pueden ser LDA o PCA, los ejes vertical y horizontal de la proyección

representan las direcciones óptimas asociadas al problema de optimización. Por tan-

to, � 1 y � 2 representan la varianza (en el caso de PCA) o una medida acerca de la

separabilidad de clases (en el caso de LDA) en los ejesx e y del grá�co de SC, res-

pectivamente. La métrica propuesta se basa en la idea de que si� 1 > � 2, es probable

que el impacto de un mayor desplazamiento de puntos en el ejex, relacionado con

� 1, después de eliminar una característica, tenga un mayor impacto en la función

objetivo. Por ello, la medida tiene en cuenta la importancia relativa de cada uno de

los ejes a la hora de determinar la in�uencia de la característica asociada.

Para calcular esta métrica, primero hay que obtener el desplazamiento medio

cuando una característica es descartada en sus componentes vertical y horizontal.

Este desplazamiento depende tanto de la longitud del eje como de su dirección y

de los valores asociados a esa característica (como puede ser su distribución). En la

siguiente proposición se desarrolla la expresión de este desplazamiento.

Proposición 2 En SC, la media del desplazamiento en los ejes horizontal y vertical

de los puntos en el espacio de menor dimensión cuando la característicai es descar-

tada son f 1(v i ) = f (v i ) j cos(� i )j y f 2(v i ) = f (v i )j sin(� i )j, respectivamente, donde

� i es el ángulo entrev i y el vector (1, 0), como por ejemplo el eje horizontal positivo.

Prueba 2 Si x (j ) =
�

x(j )
1 ; : : : ; x(j )

n

�
, para j = 1 ; : : : ; N , son las muestras en el

conjunto de datos. De acuerdo a (7.3), la media del desplazamiento de los puntos en

el espacio dimensionalmente reducido cuando una característica es descartada puede

ser calculada como:
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f 1(v i ) =
1
N

NX

j =1

jp(j )
1 � q(j )

v i ;1j =
1
N

NX

j =1

jx(j )
i vi; 1j

= jvi; 1j
1
N

NX

j =1

jx(j )
i j = kv i k j cos(� i )j

1
N

NX

j =1

jx(j )
i j

= kv i k j cos(� i )j � i = f (v i ) j cos(� i )j: (7.4)

De forma similar,

f 2(v i ) =
1
N

NX

j =1

jp(j )
2 � q(j )

v i ;2j = f (v i )j sin(� i )j; (7.5)

donde p(j )
k , q(j )

v i ;k
, y vi;k son los kos componentes dep (j ) , q(j )

v i , y v i , respectiva-

mente.

Una vez descompuesto el desplazamiento total en sus dos componentes, la pro-

puesta es usar una suma ponderada de cada desplazamiento. Especí�camente, los

pesos corresponden a los autovalores asociados a los ejes de la visualización, los

cuales aportan información sobre la importancia de la dirección. Formalmente:

g(v i ) = � 1 f 1(v i ) + � 2 f 2(v i )

= f (v i ) ( � 1j cos(� i )j + � 2j sin(� i )j )

= kv i k � i ( � 1j cos(� i )j + � 2j sin(� i )j ) : (7.6)

En el caso en el que� 1 � � 2, el desplazamiento horizontal tendrá mas relevancia

que el vertical en la función objetivo del algoritmo. Además, aunque la longitud del

vector del eje tenga un rol determinante a la hora de determinar la importancia de

una característica, como se determina en [102, 101, 127], se debe considerar también

su orientación. Por ejemplo, si� 1 es considerablemente mayor que� 2, entonces una
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(a) (b) (c)

Figura 7.1: Visualización en SC de la aplicación de LDA en un subconjunto a

partir del conjunto de datos `breast tissue'. En (a) la visualización usa las caracte-

rísticas I0, DA, DR, P. En (b) la característica P es descartada, mientras que en

(c) la eliminada es I0. La separación entre clases es mejor en (b) que en (c), como

sugiere la métrica propuesta, ya queg(v ) es menor para P.

característica con un eje mayor, pero casi perpendicular al eje horizontal tendrá una

in�uencia menor en la función objetivo (por ejemplo, la separación de clases en LDA).

En ese casocos(� i ) � 0 mientras j sin(� i )j � 1, y por tanto, g(v i ) � k v i k� i � 2. De

forma similar, si el vector del eje asociado a una característicav i es casi horizontal,

entonces,g(v i ) � k v i k� i � 1.

La Fig. 7.1a muestra la proyección LDA de un subconjunto de datos con 4 carac-

terísticas (I0, DA, DR, P) pertenecientes al conjunto de datos `breast tissue' obtenido

del repositorio UCI [35], que contiene 106 entradas categorizadas con 6 etiquetas. Au-

tomáticamente se ha escalado la imagen para que, los datos representados mediante

puntos coloreados según su etiqueta, y los vectores de los ejes, representados por una

linea roja, ocupen todo el espacio disponible. En la herramienta también se inclu-

ye un circulo que marca el valor unidad, útil en otras representaciones en SC. Los

autovalores son� 1 = 13;46 y � 2 = 0 ;90, lo cual representa un92 % y 6 % respectiva-
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mente de la suma de los 4 autovalores. Esto quiere decir que el eje horizontal es un

orden de magnitud más importante que el ejey para la separación de clases, objetivo

principal de LDA. Esto también se puede ver en la Fig. 7.1a, en la que si los puntos

son proyectados sobre el eje horizontal, sigue siendo posible separar la etiqueta `adi'

(en azul) y la etiqueta `con' (en verde) del resto de clases presentes. Por contra, será

difícil separar cualquiera de los puntos de las clases que se han proyectado sobre el

eje vertical.

Tabla 7.1: Métricas de importancia de características para la visualización en SC

de la Fig. 7.1a, la cual es una proyección en LDA del subconjunto de 4 caracterís-

ticas (I0, DA, DR, P) del conjunto de datos `breast tissue'.

Feature (v ) kv k f (v ) g(v )

I0 12.84 11.12 66.52

P 12.03 10.10 14.73

DA 3.19 2.42 14.00

DR 3.27 2.45 4.23

En este ejemplo, no solo las longitudes de los ejes ligados a las características

I0 y P son bastante similares, sino que la media total del desplazamiento después

de eliminar cada una es también similar. Sin embargo, P tiene un impacto menor

en la visualizaciones, ya que� 1 es considerablemente menor que� 2, y porque el eje

asociado a P es casi perpendicular al ejey. En concreto, la métrica propuestag(v )

para I0 es 4 veces mayor que la asociada a P, como se muestra en la Tabla 7.1.

También se puede observar grá�camente en la Fig. 7.1b y Fig. 7.1c. En la Fig. 7.1b

se ignora P y se genera una nueva visualización del LDA. En este caso las clases

se separan casi tan bien como en Fig. 7.1a. En cambio, en Fig. 7.1c las clases no
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se separan tan bien cuando se elimina la característica I0: las muestras de la clase

`con' (verde), que anteriormente se separaban claramente en las �guras 7.1a y 7.1b,

ahora se solapan con otras clases. Por ultimo, para este conjunto de datos, la métrica

propuesta recomienda eliminar DR, la cual esta asociada con el valor mas pequeño

de g(v ), como se muestra en la Tabla 7.1.

Por último, en la práctica es típico descartar varias características al mismo tiem-

po. En ese caso, la relevancia total de un subconjunto de características puede ser

también caracterizada por el desplazamiento de los puntos en el espacio de menor

dimensión cuando se descartan dicho subconjunto de características. Una forma sen-

cilla para seleccionark características para eliminar del análisis del conjunto de datos

es mediante la prueba y eliminación de dicho subconjunto. Este método puede ser

prolongado, ya que requiere el calculon variables del conjuntok, en las quen son las

variables que se mantienen en cierta etapa del proceso de selección de características.

En su lugar, una aproximación más rápida que solo requiere el cálculo den nuevas

proyecciones, consiste en usar como guía el sumatorio de la métrica propuesta para

cada variable cuando se aplica de forma individual, como se muestra en la siguiente

demostración:

Proposición 3 Si S = f v i 1 ; : : : ; v i k g representa un conjunto dek ejes en una vi-

sualización en SC, en la queI = f i 1,. . . , i kg contiene los índices de la característica.

Cuando las características relacionadas conS son descartadas de manera simultánea,

la medida g(S) esta acotada por la suma deg(v ) medidas por cada característica,

por ejemplog(S) � g(v i 1 ) + � � � + g(v i k ).

Prueba 3 Primero, si:

q(j )
S =

nX

k=1 ; k =2 I

x(j )
k vk = p (j ) �

X

i k 2 I

x(j )
i k

v i k (7.7)
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señalan los puntos en el espacio de menor dimensión cuando se descarta una carac-

terística incluida en S. En ese caso la media del desplazamiento horizontal de los

puntos del espacio de menor dimensión puede expresarse como:

f 1(S) =
1
N

NX

j =1

jp(j )
1 � q(j )

S;1j

=
1
N

NX

j =1

jx(j )
i 1

vi 1 ;1 + � � � + x(j )
i k

vi k ;1j

�
1
N

NX

j =1

jx(j )
i 1

vi 1 ;1j + � � � + jx(j )
i k

vi k ;1j

= f 1(v i 1 ) + � � � + f 1(v i k ) ; (7.8)

en el queq(j )
S;1 es la componente horizontal deq(j )

S .

De forma análoga, el desplazamiento vertical es acotado por:

f 2(S) � f 2(v i 1 ) + � � � + f 2(v i k ): (7.9)

Por último, la relevancia del grupo de características asociadas conS esta acotada

por la suma de la relevancia de cada característica:

g(S) = � 1f 1(S) + � 2f 2(S)

� � 1f 1(v i 1 ) + � � � + � 1f 1(v i k )

+ � 2f 2(v i 1 ) + � � � + � 2f 2(v i k )

= g(v i 1 ) + � � � + g(v i k ) (7.10)

Por lo tanto, aunque es posible encontrar un conjunto dek características a

descartar que minimiceg, una aproximación más e�ciente consiste en minimizar los

limites superiores deg.
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7.3. Caracterización de representaciones de métodos no

lineales mediante visualizaciones interactivas coor-

dinadas

Una vez se ha de�nido cómo el usuario puede determinar la importancia de

características en la representación de un método de reducción de dimensiones lineal,

se puede extender el método para tratar de entender la in�uencia de características

en representaciones de métodos de reducción de dimensiones no lineales.

Algunos métodos de reducción de dimensiones no lineales pueden obtener un buen

rendimiento a la hora de representar la estructura del conjunto de datos. Métodos

de reducción de dimensiones no supervisados, como UMAP o t-SNE, tienen entre

su función objetivo representar los puntos agrupados de acuerdo a su similitud. En

el caso de tratar con datos no etiquetados, este puede ser un primer paso en un

proceso declustering interactivo. Esto puede producir visualizaciones en las que las

diferentes clases presentes aparecen más separadas que las visualizaciones obtenidas

por métodos lineales no supervisados como puede ser PCA.

En caso de que el experto de dominio sospeche de la presencia declusters en

una visualización en dos dimensiones de las mostradas, los analistas pueden aplicar

algoritmos no supervisados declustering (DBSCAN, Spectral Clustering, etc.) sobre

la visualización o con�ar en su percepción y conocimiento previo para agrupar los

datos mediante la interacción con la visualización. Esto agrupará los puntos, y les

agregará una etiqueta en una nueva variableC. De forma alternativa, los usuarios

pueden crear sus propias agrupaciones o de�nir losclusters mediante la interacción

con las visualizaciones.

Dentro de las ventajas que tiene la aplicación de estos algoritmos existentes de

clustering sobre el espacioR2 frente a su aplicación sobre el espacioRn está el
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(a) Perplexity = 5 (b) Perplexity = 40

Figura 7.2: Visualización de la aplicación de t-SNE sobre el conjunto de datos

`Seeds' con diferentes valores de perplejidad. En esta visualización se puede observar

la presencia de clusters.

menor coste computacional de su ejecución y la facilidad del usuario para asimilar

las relaciones entre los puntos.

En cualquier caso, es importante la caracterización de los grupos presentes por

parte del experto de dominio. Para ello, una vez etiquetados los puntos presentes en

la visualización, la representación de los datos en SC junto a los ejes, pueden ayudar

al analista a entender la visualización no lineal empleada para etiquetar los puntos y,

por tanto, caracterizar los grupos obtenidos. Para ello el experto de dominio puede

guiarse por la representación de los ejes y el soporte de la métrica desarrollada en la

sección 7.2.

La Fig. 7.2 muestra diferentes posibilidades de representación tras aplicar t-SNE

sobre conjunto de datos `Seeds', variando el parámetro de perplejidad. Siguiendo ese

desarrollo, la Fig. 7.3 muestra diferentes maneras de agrupar los datos de acuerdo a su

visualización en t-SNE Fig. 7.2b. A partir de esta visualización, los usuarios pueden
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(a) (b)

(c)

Figura 7.3: Proceso de clustering a partir de la representación de t-SNE en el

conjunto de datos `Seeds' mostrado en Fig. 7.2. Los puntos negros se consideran

ruido. (a) Spectral Clustering. Silhouette score 0.27. (b) Algoritmo DBSCAN con

los hiperparámetros" = 3 ;0 y samples = 20. El silhouette score es 0.53. (c) Re�-

namiento manual de los clusters obtenidos en (b). El silhouette score crece hasta

0.60.
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emplear algoritmos declustering automático. La Fig. 7.3a y la Fig. 7.3b muestran

el resultado de aplicar Spectral Clustering y DBSCAN, respectivamente. Spectral

Clustering determina la presencia de 7clusters, mientras que DBSCAN, usando como

parámetros de" = 3 ;0 y número de muestras20, solo detecta 4. De forma alternativa,

en la Fig. 7.3c se muestra el resultado de agrupar los datos de acuerdo al criterio del

analista, en función a la visualización, su conocimiento previo y percepción, re�nando

los clusters obtenidos mediante algoritmos automáticos y mostrados en laFig. 7.3b.

En concreto, se han agrupado los datos en 3clusters, asignando una etiqueta a los

puntos que DBSCAN consideraba como ruido, incluyendo estos puntos en losclusters

representados en naranja y marrón. Los analistas pueden usar información de todas

las visualizaciones disponibles a la hora de asignar un punto a uncluster. Además,

los usuarios pueden de�nir como dato no etiquetado a aquellos cuya pertenencia a

un cluster no sea clara.

Para evaluar la calidad de las agrupaciones obtenidas de forma cuanti�cable, se

puede emplear la métricasilhouette score[100] para interpretar y evaluar la separa-

ción entre los diferentes conjuntos etiquetados. Esta métrica evalúa la similitud de

una muestra respecto a su grupo, frente a la similitud con otros grupos. El valor

de silhouette scoreesta comprendido entre -1 y 1, siendo 1 el valor que indica una

separación perfecta de clases.

Como forma adicional para evaluar la calidad del proceso de etiquetado, también

se pueden utilizar métodos de clasi�cación basados en la distancia sobre el espacio

dimensionalmente reducido, como puede serk-NN. Este clasi�cador plantea que la

muestra problema debe de ser similar a lask muestras más cercanas, por lo que

encaja con el método de etiquetado basado en la visualización. Además, el uso de

diferentes métodos de reducción permite comprobar la calidad del etiquetado me-

diante la aplicación de este clasi�cador sobre métodos enfocados en caracterizar los
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grupos presentes, como puede ser LDA.

Como se ha mostrado en la sección 7.2, a través de las visualizaciones de los datos

y los ejes unitario en SC de métodos de reducción de dimensiones lineales se pueden

caracterizar los grupos etiquetados en visualizaciones generadas usando métodos de

reducción de dimensiones no lineales. Para ello es importante la coordinación entre

ambas representaciones, la visualización no lineal y la visualización lineal.

Figura 7.4: Visualización de SC asociado con el método de reducción de dimen-

siones LDA en el conjunto de datos `Seeds', en las que las etiquetas se han obtenido

del proceso de clustering visual relacionado con la Fig. 7.3c. La longitud y orien-

tación de los vectores de los ejes indica la relevancia de las características en la

visualización [106]. El vector relacionado con las variables `perimeter' y `area' es

claramente más largo que el resto, y por tanto se puede considerar las variables

más relevantes para separar los tres grupos presentes.

La Fig. 7.4 muestra la visualización en SC del conjunto de datos `Seeds' tras

aplicar LDA. LDA es un método supervisado que requiere de datos etiquetados, por

lo que se han empleado las etiquetas obtenidas en la Fig. 7.3c. La representación
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no muestra solo los puntos proyectados, si no que también incluye los ejes corres-

pondientes a cada característica, representados con un segmento en color rojo y la

etiqueta correspondiente. Al emplearse LDA, cuya �nalidad es la separación entre

los tres grupos presentes, los vectores más largos indican cuáles son las variables que

presumiblemente serán más relevantes a la hora de caracterizar dichos grupos. En

esta caso, los ejes relacionados con `perimeter' y `area' son claramente más largos

que el resto, y serán los más relevantes para la separación de los grupos presentes.

Además, otras características como `length of kernel' o `length of kernel groove' son

también importantes para la separación de los grupos naranja y verde. Por último,

el grupo en azul tiene valores más altos de la característica `area' y más reducidos

de `perimeter'.

En el ejemplo anterior hemos determinado las variables más relevantes para la

proyección de los datos tras aplicar métodos de reducción de dimensiones lineales.

En general, es difícil entender el rol de las variables en las proyecciones de métodos

no lineales. Las clases utilizadas para la proyección en LDA se obtienen a partir de

la proyección t-SNE de un conjunto no etiquetado. Si las clases son separables en

la proyección LDA podemos inferir que las características relevantes para ello, son

importantes también para la estructura de la visualización en t-SNE. En resumen,

una visualización coordinada de una proyección con una reducción de dimensiones

lineal puede servir para explicar una proyección no lineal.

7.4. Demostrador para la interacción del usuario

Para facilitar la aplicación de estas metodologías por parte de los expertos de

dominio y emplearlo como demostrador de los planteamientos desarrollados en este

capítulo, se ha desarrollado una herramienta en Python.

Esta herramienta interactiva permite a los expertos de dominio analizar conjuntos
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de datos mediante soporte visual. Esto incluye la implementación de la métrica des-

crita anteriormente para el proceso de selección de características y visualizaciones

coordinadas e interactivas para facilitar el análisis exploratorio de datos. Además, se

ha implementado en la herramienta opciones de clasi�cación que permitan al usuario

evaluar la validez del modelo generado y el desempeño del proceso declustering en el

caso de datos no etiquetados. Todo este procedimiento se puede realizar mediante la

combinación de visualizaciones con métodos de reducción de dimensiones y métodos

de machine learning supervisados y no supervisados. La herramienta está construida

siguiendo las directrices descritas en elInformation Seeking Mantra [111, 56]. Esto

quiere decir que puede presentar una visión general, realizar zoom, �ltrar los datos

que se representan y mostrar detalles en demanda. Durante el análisis exploratorio de

datos, los usuarios pueden �ltrar por categoría interactuando con la leyenda, obtener

detalles en demanda mediante unahover tool, resaltar los casos de interés y exportar

las visualizaciones obtenidas. El usuario también puede etiquetar muestras de for-

ma visual, mediante la interacción con los visualizadores. Todas las visualizaciones

están sincronizadas para facilitar la interacción del usuario, mostrando los cambios

realizados en todas las representaciones de forma simultánea.

La herramienta está desarrollada en Python, lenguaje popular entre los analistas

de datos, por lo que pueden extender la herramienta de acuerdo a sus necesidades.

Usa la librería Pandas [74] para gestionar la estructura de datos y Sci-kit learn [88]

como base para la reducción de dimensiones y los algoritmos demachine learning

en su capa lógica. Para la capa de presentación, emplea la librería Dash [90], que

gestiona el servidor web Flask y la interacción con el usuario, además de la librería

Plotly [91] para la representación de las visualizaciones (Fig. 7.5).

En la Fig. 7.6 se muestra la interfaz de la herramienta planteada como demos-

trador. Esta se encuentra dividida en 3 áreas: i) controles para la interacción, ii) vi-
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Figura 7.5: Arquitectura de la herramienta

sualizador coordinado de diferentes métodos de reducción de dimensiones y iii) es-

tadísticas descriptivas. La interfaz grá�ca es reactiva a cambios en el conjunto de

datos y a los parámetros de con�guración, mediante la interacción con los controles.

Las visualizaciones se muestran en la esquina superior izquierda, y corresponden a

los diferentes métodos de reducción de dimensiones. A través de estas visualizaciones

es posible obtener detalles sobre cada punto representado y sus atributos originales

mediante unahover tool.

Mediante las visualizaciones coordinadas, los usuarios pueden obtener informa-

ción sobre el conjunto de datos en general y caracterizar las diferentes clases presentes

en él. Una aplicación directa de esto es la posibilidad de re�namiento declusters, en

función del conocimiento previo y la percepción del usuario.

La interfaz de la herramienta permite al usuario �ltrar los datos de acuerdo a su

etiqueta mediante el uso de una leyenda interactiva. Esto es útil a la hora de realizar

comparaciones entre clases, silenciando los puntos que no pertenezcan a los grupos

de interés, y que introducen ruido en la visualización.
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En las visualizaciones los datos son representados por diferentes símbolos, que in-

dican la pertenencia del registro al conjunto de entrenamiento o de test para evaluar

la clasificación. La interfaz ofrece el valor, en porcentaje, de la precisión obtenida

en la clasificación para cada visualización mediante un cuadro en la esquina supe-

rior derecha, además de mostrar sobre cada visualización métricas sobre la calidad

de los clusters y el cumplimiento de la función objetivo. En la visualización tam-

bién se muestran los datos mal clasificados del conjunto de test con un símbolo en

color rojo. Todas estas características permiten la comparación entre las distintas

visualizaciones.

Bajo estas visualizaciones, en el caso de tener visualizaciones lineales activas,

aparece un diagrama de barras con la métrica de relevancia g(v) propuesta en la

sección 7.2. Las métricas f(vi) y kvik se muestran bajo demanda. A partir de la

interacción con este diagrama de barras, ya sea mediante la herramienta de cuadro,

como mediante la herramienta de lazo, la interfaz permite la eliminación de las carac-

terísticas seleccionadas del conjunto de análisis. El usuario también puede descartar

características interactuando con el panel a la derecha de las visualizaciones.

Además se ha incluido una tabla interactiva con estadísticas descriptivas sobre la

distribución de valores por clase para cada característica. Esto permite a los expertos

de dominio caracterizar las clases y su homogeneidad. En concreto, esta tabla muestra

los valores medios y desviación estándar por clase. Haciendo click en la casilla de

interés, se muestra una gráfica que representa la distribución de esa variable en esa

clase. Se ha incluido también la opción de localizar un punto generado de forma

sintética en la visualización.
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A través del panel de la derecha (Fig. 7.6), los usuarios pueden cargar el conjunto

de datos en la aplicación en formato .csv, con la posibilidad para el usuario de definir

el separador empleado. Desde este panel de control, el usuario define la característica

usada como etiqueta (incluyendo una clase sintética C para conjuntos de datos no

etiquetados) para comenzar el análisis. Los puntos de las proyecciones pueden ser

coloreadas basándose en la variable empleada como etiqueta o colorearse mediante

otra variable de las disponibles en el conjunto de datos.

Los analistas pueden elegir en ese momento entre diferentes métodos de reducción

de dimensiones, los parámetros relacionados con este método, y las características

incluidas en el análisis. Actualmente en la herramienta se incluyen los algoritmos

LDA, PCA, t-SNE, UMAP, LMNN y MDS, aunque es fácilmente ampliable a otros

métodos que el investigador requiera para su análisis. Al representar de forma simul-

tanea las diferentes visualizaciones, los usuarios pueden comparar y relacionar las

visualizaciones para obtener un mayor entendimiento de la estructura de los datos.

Por ejemplo, los analistas pueden obtener información de los métodos de reducción

lineales que permitan también entender las visualizaciones no lineales, más complejas.

Para facilitar el proceso de clustering en datos no etiquetados, se ha incluido la

posibilidad de utilizar algoritmos automatizados sobre el conjunto de datos. Esto

está pensado para aplicarlo sobre la visualización del espacio R2 obtenido mediante

la representación de algoritmos de reducción de dimensiones no supervisados cuyo

objetivo sea agrupar los puntos por similitud. A partir de la interacción con el panel

de control, el usuario puede decidir que método automático emplear, y definir sus

hiperparámetros. Actualmente se han incluido las implementaciones de DBSCAN y

Spectral Clustering en la herramienta, aunque se puede incluir cualquier otro método

fácilmente. A método comparativo, también se ha incluido la opción de aplicar los

algoritmos de clustering sobre el espacio Rm, donde m son las variables incluidas en
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el análisis. Además, el usuario puede interactuar directamente con los datos y refinar

los clusters obtenidos, e incluso crearlos a partir de su percepción, interactuando

con los puntos de la visualización mediante las herramientas de selección que ofrece

Plotly (lazo, selección rectangular, etc), y agrupándolos en un cluster haciendo click

en el botón ‘Create Cluster’.

A partir de la interfaz, los usuarios también pueden construir clasificadores. El

primer paso para ello, es dividir el conjunto de datos en un conjunto de entrena-

miento y un conjunto de test. Esto se realiza a través de la interfaz mediante un

slider, que permite definir el tamaño de los subconjuntos, y automáticamente dividir

de forma aleatoria el conjunto de datos. Una vez creados los conjuntos de entrena-

miento y test, el analista puede elegir el algoritmo de clasificación a usar, definir

sus parámetros y generar la predicción. En algunos casos, para representar muestras

out-of-sample, requieren de adaptaciones específicas [89], mientras que en otros mé-

todos las implementaciones permiten la localización de puntos fuera del conjunto de

entrenamiento de forma nativa. Los analistas pueden evaluar y comparar diferentes

clasificadores de acuerdo a los valores de precisión, el número de muestras clasificadas

correctamente en relación al conjunto completo de pruebas, que se representan en

las visualizaciones.

La herramienta muestra gráficamente en las visualizaciones, que pueden estar

coordinadas, los datos pertenecientes al conjunto de entrenamiento y al conjunto

de test mediante diferentes formas, círculos para el conjunto de entrenamiento, as-

teriscos para el conjunto de test (véase Fig. 7.7). Además, mientras las muestras

correctamente clasificadas aparecen representadas mediante el color de su clase, las

clasificadas de forma incorrecta aparecen representadas en color rojo. Esto permite

localizar al analista los fallos de clasificación a primer golpe de vista.

La aplicación tiene implementado como clasificador k-NN [7, 38], que es un cla-
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(a) (b)

Figura 7.7: Validación visual mediante K-NN de las clases en t-SNE (a) y LDA

(b) en la Fig. 7.3c y Fig. 7.4. Las visualizaciones muestran el conjunto de en-

trenamiento (75%) con puntos circulares, y las muestras clasificadas correcta e

incorrectamente con diamantes estrellados y cruces rojas respectivamente.

sificador basado en la distancia entre los puntos. En concreto, predice la clase de

la muestra interés mediante una votación entre las k muestras más cercanas. Auto-

máticamente se define k =
p
N por defecto, en el que N es el número de muestras

en el conjunto de entrenamiento [32]. Este valor puede ser modificado por el usua-

rio, en función de como afecta a la precisión del clasificador. Esto es importante, ya

que no hay un valor óptimo estándar para k que funcione en todos los conjuntos de

datos [55].

7.5. Caso de estudio

Para demostrar la validez de la métrica en el proceso de selección de caracterís-

ticas, se ha planteado un caso de estudio mediante la interacción con la herramienta

desarrollada que permita la eliminación de características de forma simple.
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Figura 7.8: Inicialmente, visualización en SC del conjunto de datos ‘Iris’ después

de aplicar PCA (setosa en morado, versicolor en marrón y virgínica en amarillo).

El gráfico de barras correspondiente muestra las 3 métricas estudiadas (la propuesta

g(vi) en azul, la media del desplazamiento f(vi) en naranja, y la longitud del eje

kvik en verde), como guía en el proceso de selección de características. En este caso,

las características aparecen ordenada de acuerdo a g(vi) en un orden decreciente.

Finalmente, se muestra el efecto de descartar características de la visualización de

acuerdo a las diferentes métricas. La visualización a la izquierda se obtiene después

de eliminar la variable ‘sepal-width’, como sugiere g(vi), debido a que es la que tiene

menos influencia. En su lugar, cuando se usa el desplazamiento de los puntos o

la longitud de los ejes como criterio, la característica a descartar es ‘petal-width’,

resultando en la visualización de la derecha.
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El diagrama de barras en la interfaz representa, para cada característica incluida

en ese momento en el análisis, el valor de la métrica propuesta g(v). Además, por

motivos comparativos en este caso de estudio, se han incluido las métricas medias de

desplazamiento f(v) (detallada en la ecuación (7.1)), y la longitud de los vectores de

los ejes kvk. La herramienta permite ordenar dichas barras en función de una de las

tres métricas disponibles. Para poder comparar las métricas entre si, son presentadas

de forma normalizada, lo que proporcionara valores entre 0 y 1, siendo 1 un valor

relacionado con una mayor contribución por parte de esa característica a la visua-

lización. Por último, los algoritmos de reducción de dimensiones son reejecutados

cuando se descarta una o varias características. La Fig. 7.8 muestra un ejemplo de

este diagrama de barras, tras aplicar PCA sobre el conjunto de datos ‘Iris’ [35] mos-

trando el efecto de descartar una característica en función de las diferentes métricas

ofrecidas y como afecta a la maximización de la varianza (en este caso, la función

objetivo de PCA). Eliminar la variable con menor valor de importancia modifica la

proyección y, por tanto, la varianza obtenida en el espacio de menor dimensión. La

varianza, cuantificada por la suma de los 2 autovalores, es inicialmente 3.86, cuando

se consideran las cuatro variables en el conjunto de datos. Para este mismo conjunto,

la métrica propuesta recomienda la eliminación de la característica ‘sepal-width’, en

el que la varianza disminuye hasta 2.99. Por el contrario, las métricas de la media de

desplazamiento y de longitud de ejes recomiendan la eliminación de la característica

‘petal-width’, lo que provoca una disminución de la varianza hasta llegar a un valor

de 2.95.

La Fig. 7.9 muestra un escenario más complejo, usando el conjunto de datos ‘Oli-

ves’ [134], compuesto por 8 características que describen 572 tipos de aceite de oliva.

Presenta un diagrama de flujo en el que se muestra la reducción de características de

8 a 4, dependiendo de las 3 métricas definidas anteriormente. En la parte superior se
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Figura 7.9: Proceso de selección de características visual a partir de la visua-

lización en PCA con el conjunto de datos `Olives' (varianza 5.50) de acuerdo a

kv i k, f (v i ), y g(v i ). En el primer paso las 3 métricas recomiendan descartar la

característica `stearic'. En el segundo paso,f (v i ) y g(v i ) recomiendan descartar

`arachidic' (varianza 5.01). Posteriormente, segúng(v i ) se eliminaría `linolenic'

(varianza 4.44), mientras que siguiendo la métrica de desplazamiento se eliminaría

`palmitic' (varianza 4.25). En el último paso, ambas sugieren descartar `palmito-

leic', hasta reducir el conjunto de datos hasta dejarlo en un subconjunto de 4 varia-

bles. Por contra, kv i k recomienda en el segundo paso descartar `palmitic', llegando

a una varianza de 4.68. Después, esta métrica recomienda descartar `eicosen' y

`palmitoleic'. Esto permite la comparación entre métricas, en la cualg(v i ) es capaz

de obtener una visualización con una varianza mayor (3.64).
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muestra la visualización inicial de PCA y la varianza relacionada, así como el grá�co

de barras con las tres métricas descritas por cada una de las características incluidas

en el conjunto de datos. Las elipses en la visualización indican la característica me-

nos importante para cada métrica. Posteriormente una nueva visualización en SC de

PCA es calculada con las características restantes. Por simplicidad, solo se muestran

las visualizaciones resultantes y el valor obtenido de varianza, sin el grá�co de barras.

Cabe destacar, que en ocasiones, la característica menos importante coincide. Por

ejemplo, la primera característica a descartar según las tres métricas es `stearic'. En

la aplicación real las decisiones tomadas y determinar en que momento no continuar

con la reducción de dimensiones viene determinado tanto por los valores de las mé-

tricas como del criterio del experto de dominio. Por motivos ilustrativos, se muestran

todas las decisiones para reducir las dimensiones del conjunto de datos hasta 4 ca-

racterísticas. Las visualizaciones PCA obtenidas para cada métrica se muestran en

la parte baja de la �gura. Cabe destacar que en este ejemplog(v i ) permite a los

analistas la obtención de valores más altos de varianza.

Aunque las diferencias en los resultados de las varianzas pueden parecer peque-

ñas, son relevantes si consideramos que una varianza mayor en cada paso, podría

conllevar una selección óptima en el proceso de reducción de dimensiones. A par-

tir de un conjunto de n características se podría calcularn nuevas visualizaciones,

mediante la eliminación de una característica y calcular para cada una el valor de

� 1 + � 2, y automáticamente seleccionar la que lo maximice, pero esto seria ine�-

ciente. La Fig. 7.10 muestra una comparativa entre las 3 métricas comentadas y su

aplicación sobre el conjunto de datos `Auto MPG' [35] que contiene 8 características.

La �gura muestra las varianzas asociadas con las visualizaciones en PCA a medida

que se van eliminando características, una a una, siguiendo un algoritmo voraz, de

acuerdo al empleo de las 3 métricas mencionadas. En el ejemplo, la métrica desarro-



100 7. Inclusión de expertos de dominio en la selección de características

Figura 7.10: Reducción de varianza obtenida de aplicar selección de característi-

cas en visualizaciones PCA del conjunto de datos `Auto MPG' estandarizado. En

general, la métrica propuesta es capaz de obtener subconjuntos de características

para los cuales, la correspondiente varianza es mayor que la obtenida por las otras

métricas, y está bastante cercana a la varianza de los subconjuntos óptimos. Espe-

cí�camente, se ha calculado la secuencia de subconjuntos óptimos partiendo de 8

características hasta llegar a 2, mediante descarte de características que consiguen

una mayor varianza en la visualización en cada paso.

llada g(v i ) proporciona un subconjunto que obtiene mejores valores de varianza en

general, lo cual es un indicador de una óptima selección de características. Al estar

los datos estandarizados, la varianza de cada variable es 1, y por tanto, las 3 curvas

mostradas llegan a un valor de 2 cuando reducen el conjunto de datos hasta llegar a

2 características.

También se ha probado el rendimiento de la métrica de importancia de caracte-

rísticas en un experimento más amplio usando PCA y LDA para subconjuntos selec-

cionados de forma aleatoria entre numerosos conjuntos de datos. Para PCA se usó:

`Iris', `Auto MPG', `Breast Cancer Wisconsin', `Ecoli', `Glass Identi�cation', `Mice
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Protein Expression', `Parkinsons', `Spambase', `SPECTF Heart', `Statlog', `Wine',

`Forest Types', `Wall-Following Robot Navigation', `Letter Recognition', y `Weight

Lifting Exercises' disponibles en el repositorio [35]. Para LDA se usó: `Glass Iden-

ti�cation', `Iris', `Mice Protein Expression', `Wine', `Letter Recognition', `Weight

Lifting Exercises', `Optical Recognition of Handwritten Digits' y `Olives', los cuales

incluían datos etiquetados.

Los experimentos involucraron 200 iteraciones en las que, en cada una, se se-

leccionó un conjunto de datos al azar y un subconjunto de características (n > 2),

también al azar. A continuación, se aplicaron las 3 métricas para descartar una

característica y evaluar el subconjunto resultante. Esto permite la comparación de

rendimiento de cada métrica para la reducción de dimensiones. En ambos casos, el

criterio considerado es el cumplimiento de la función objetivo del algoritmo de re-

ducción de dimensiones (para PCA es el valor de varianza, para LDA es una métrica

de separación de las clases).

Ya que estos experimentos requieren de mediciones repetidas, se realizó un test

no paramétrico de Friedman, para determinar la existencia de diferencias estadís-

ticamente signi�cativas en el uso de las métricas de relevancia de características.

Posteriormente se realizó un análisis comparativo entre los resultados de emplear

dichas métricas. Se aprecian diferencias estadísticamente signi�cativas entre la mé-

trica desarrollada y las otras 2 descritas en la literatura. La Fig. 7.11 resume los

diagramas comparativos entre las medias de clasi�cación, en las que hay diferencias

signi�cativas (por defecto, se ha usado un valor de� = 0 ;05) si los intervalos no se

solapan.

Por último, se presenta un ejemplo en el que se descartan varias características

a la vez. La Fig. 7.12 muestra la visualización inicial en LDA para el conjunto de

datos `Weight Lifting Exercises' [125]. Este conjunto de datos contiene 4024 mues-
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Figura 7.11: Múltiples comparaciones de análisis post-hoc de la media de la cla-

si�cación de diferencias entre las 3 métricas de relevancia para la selección de

características en visualizaciones en SC, en las que un menor valor indica un me-

jor rendimiento. La métrica propuesta generalmente obtiene visualizaciones PCA

con una mayor varianza y visualizaciones en LDA con una mayor separación entre

las clases.

tras de ejercicios monitorizados mediante 53 variables numéricas, y etiquetadas en 5

clases en función de como se ejecuta el ejercicio. En la parte superior del grá�co se

indica el valor objetivo de la función LDA. Además, se ha incluido el valor medio del

silhouette score[100] de los puntos proyectados. Los valores más altos desilhouette

score se asocian a agrupaciones más densas y separadas. Para esta visualización en

LDA, usando todas las características del conjunto de datos, el valor es de 0.56. La
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Figura 7.12: Visualización en SC del conjunto de datos `Weight Lifting Exercises'

tras aplicar LDA. Este conjunto de datos está compuesto por 53 características y 5

clases diferentes. La mayoría de los ejes representados están agrupadas en el centro

de la visualización (los nombres se han omitido para mayor claridad). El diagrama

de barras muestra la importancia de todas las características de acuerdo a las tres

métricas propuestas (las características están ordenadas de acuerdo ag(v )). Por

último, la función objetivo de LDA es 65.49, mientras que el silhouette score es

0.56.

visualización en SC de LDA muestra los puntos proyectados coloreados de acuerdo a

su etiqueta, junto a los ejes de las características. Para simpli�car la visualización se

han incluido solo el nombre de 7 características. Por último, la �gura incluye el dia-
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Figura 7.13: Visualización en SC del conjunto de datos `Weight Lifting Exer-

cises' tras aplicar LDA, para 7 características seleccionadas mediante la longitud

de los ejeskvk. En lugar de descartar variables, una a una, se han eliminado 46

características con los ejes más cortos en pocas interacciones. En concreto se han

descartado grupos de características que compartían valores similares de impor-

tancia. La función objetivo de LDA es 35.12, mientras que el silhouette score es

0.35. El diagrama de barras muestra la in�uencia de las 7 características restantes,

ordenadas por la longitud de los ejes. Se han incluido los valores de la métrica

propuesta, en azul, para propósitos de comparación.
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Figura 7.14: Visualización en SC del conjunto de datos `Weight Lifting Exercises'

tras aplicar LDA, para 7 características seleccionadas empleando como criterio,

el valor medio del desplazamiento de puntosf (v ). Las barras naranjas del grá�co

están ordenadas en función de esta métrica para 7 variables, mientras que las barras

azules muestran el valor de la métrica propuestag(v ) para propuestas comparativas.

En este ejemplo, la función objetivo de LDA es 33.42, mientras que el valor de

silueta es 0.34.

gramas de barras con los valores de las 3 métricas empleadas, ordenadas de acuerdo

a la métrica g(v ).
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Figura 7.15: Visualización en SC del conjunto de datos `Weight Lifting Exercises'

tras aplicar LDA, para 7 características seleccionadas empleando como criterio la

métrica de desplazamiento propuestag(v ). Las barras se han ordenado en función

de esta métrica para las 7 variables resultantes. En este caso, la función objetivo de

LDA es 39.33, mientras que el valor de silueta es 0.38. Estos valores que evalúan

la calidad de la separación de clases son mayores que los obtenidos usando como

guías los valores dekvk o f (v ).
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Las Fig. 7.13, la Fig. 7.14, y Fig. 7.15 muestran el proceso de selección de ca-

racterísticas usando las métricas descritas,kv i k, f (v i ), y g(v i ) obtenidas en la vi-

sualización en LDA. A continuación, se han descartado grupos de características con

valores similares, mediante diversas interacciones hasta obtener una selección �nal

de 7 características. Los subconjuntos resultantes pueden compartir algunas carac-

terísticas, pero no todas. Los valores de la función objetivo para LDA (� 1 + � 2) son

35.12, 33.42 y 39.33, mientras que lossilhouette scoreson 0.35, 0.34 y 0.38 respec-

tivamente. Esto indica que los valores obtenidos usando la métrica propuesta son

mejores. Este ejemplo muestra que es posible usar esta métrica para la eliminación

de forma simultanea de conjuntos de características.





Capítulo 8

Inclusión de expertos de dominio

en la construcción de árboles de

decisión

8.1. Introducción al problema

Los árboles de decisión son métodos de clasi�cación, que, como se ha dicho en

la sección 3.1.2.1, tienen una concepción que puede ser más intuitiva y entendible

para los expertos de dominio que otros clasi�cadores. Las entradas se clasi�can se-

gún cumplan o no condiciones, construyendo un clasi�cador interpretable por el ser

humano. A pesar de ello, cuando el árbol crece al enfrentarse a un problema de se-

paración complejo, puede llegar a resultar en un clasi�cador difícil de interpretar. A

esta di�cultad hay que añadirle el hecho de que el experto de dominio, al no parti-

cipar de forma activa en su creación, no maximiza la extracción de conocimiento del

clasi�cador. Aunque existen métodos para reducir la complejidad del árbol resultante

mediante métodos de poda, no incluyen en su construcción al experto de dominio.

Para solventar ese problema, a lo largo de este capítulo se propone un método con

el que involucrar al experto de dominio en la construcción de árboles de decisión

mediante visualización interactiva (véase Sección 8.2). Además, para comprobar su

validez, se ha desarrollado una herramienta especí�ca, como demostrador, con la que

los expertos de dominio puedan aplicar este método sobre datos reales. Su arquitec-
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tura e interacción se detalla en la sección 8.3. Por último, en la sección 8.4 se ha

aplicado este método sobre datos clínicos reales, exponiendo un caso de uso real.

8.2. Metodología

Los árboles de decisión son un método para crear particiones jerárquicas en un

conjunto de datos de alta dimensionalidad. Estas decisiones se representan grá�ca-

mente mediante nodos conectados con estructuratop-down. Cuando se construyen a

partir de métodos automáticos, pueden generar modelos difíciles de comprender por

los expertos de dominio, tanto por su complejidad como por la exclusión de los exper-

tos de dominio en su proceso de construcción más allá de la fase de pretratamiento

del conjunto de datos. La interacción de los expertos de dominio con los datos se ha

visto como una herramienta útil para maximizar la extracción de conocimiento[15].

La aplicación de algoritmos de reducción de dimensiones y la posterior visua-

lización de los datos transformados puede proporcionar a los expertos de dominio

información acerca de la estructura interna de los datos. Algoritmos lineales super-

visados como LDA [45] o LMNN [128] representan los datos intentando maximizar

la distancia entre las diferentes clases representadas en ellos. La representación de

dichos algoritmos en SC permite representar información de la in�uencia de cada ca-

racterística en la representación en el espacio de baja dimensión, mediante el tamaño

y orientación de los ejes mostrados como se ha visto en el capítulo 7. Esto puede

facilitar a los investigadores la comprensión del modelo utilizado.

Además de determinar las variables más in�uyentes en un proceso de selección de

características, el experto de dominio puede identi�car cuales son las características

más relevantes para la visualización de un conjunto de datosn-dimensional. En

concreto, la función objetivo de LDA busca maximizar, mediante una transformación

lineal, la separación entre las diferentes clases presentes en el conjunto de datos.
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Por tanto, la representación grá�ca de este algoritmo mediante ejes en SC permite

determinar cuáles son las variables más importantes para aislar a uno de los grupos

presentes en el conjunto de datos. Por ejemplo, en la Fig. 8.1 se puede ver como la

variable más importante para caracterizar las muestras de `clase 2' en el conjunto de

datos `Seeds' [25] es la variable `length of kernel groove', debido a la orientación de su

eje, y por tanto, puede ser una buena candidata a ser empleada como característica

de partición.

Figura 8.1: Representación en SC del conjunto de datos `Seeds' tras aplicar LDA.

A partir de los ejes incluidos en la visualización se pueden caracterizar las diferentes

clases incluidas en el conjunto de datos.

Una vez se ha seleccionado una característica para dividir el conjunto de datos,

se puede buscar el valor óptimo de partición para esa característica. Con ese valor

de corte de�nido se crean reglas anidadas de forma similar a como se establecen a la



112 8. Inclusión de expertos en la construcción de árboles de decisión

hora de construir un árbol de decisiones mediante un algoritmo automático. En este

caso, se ha optado por buscar el valor que maximice la entropía [109] del conjunto de

datos como valor de corte. Esta decisión es similar a la tomada en la construcción de

árboles mediante el algoritmo C4.5, en el que el valor de corte se obtiene en función

de la entropía o del valor de impureza de Gini de los subconjuntos resultantes. Este

proceso, que se puede observar en la Fig. 8.2, se realiza de forma iterativa hasta que

todos los nodos de decisión desemboquen en nodos hoja, que asignan un valor de

etiqueta en el caso de cumplir todos las condiciones en el camino desde el nodo raíz,

por llegar a un valor de pureza de clases 1.0 o por decisión del usuario.

Figura 8.2: Esquema de interacción para la construcción de árboles de decisión

de forma manual, guiada por visualización.

Siguiendo con el ejemplo mostrado del conjunto de datos `Seeds', el valor de corte

calculado seria igual a 5.6. Si se dividiera este conjunto de datos en dos subconjuntos

en función del valor de la muestra para la variable `length of kernel groove', el 98 %

de los datos con valores superiores a 5.6 pertenecerán a la misma clase, y a efectos

prácticos podría casi considerarse un nodo hoja, si así lo considera el analista. Por

contra, el otro subconjunto generado requiere de un mayor esfuerzo y por tanto,

continuar de�niendo reglas de clasi�cación.

En de�nitiva, a partir de la representación de ejes en SC, el investigador puede

determinar cual es la característica que más le interesa si quiere particionar el con-

junto de datos, por ejemplo aquella que tenga más importancia en la representación
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del modelo para cumplir el objetivo de la separación de clases. Para determinar el

valor de corte sobre la variable seleccionada, se busca el valor de corte que maximi-

ce la entropía H como criterio, de forma similar a la metodología empleada en la

creación de árboles de decisión de forma automática.

8.3. Demostrador para interacción del usuario

Para comprobar la funcionalidad del método de construcción manual e introducir

al experto de dominio en la construcción de árboles de decisión, se ha desarrollado una

herramienta especí�ca con la que aplicar la metodología descrita en la sección 8.2.

Esta proporciona al usuario visualizaciones de la proyección en Star Coordinates

usando Linear Discriminant Analysis (LDA) [45] como soporte para la toma de

decisiones.

Hablando con expertos de dominio se han de�nido los siguientes requisitos a

cumplir para poder aplicar el método desarrollado:

La herramienta debe permitir la partición del conjunto en un subconjunto de

test y subconjunto de entrenamiento de acuerdo a un porcentaje proporcionado

por el usuario.

El visualizador de árboles tiene que mostrar a primera vista la pureza de clases

en cada nodo, y reorganizar automáticamente el diseño del árbol para que el

usuario pueda seguir el crecimiento de la estructura del árbol.

Mediante la interacción con el árbol los expertos de dominio deben poder borrar

y crear nodos nuevos, así como de�nir nodos como nodos hoja.

Las visualizaciones de soporte de decisión tienen que representar el conjunto

de datos acompañado de una representación de la importancia de las distintas
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variables en el modelo, y presentar distintos detalles de los datos bajo demanda.

La herramienta debe ofrecer una alternativa de visualización en 2 dimensiones

en un escenario donde solo hayan 2 clases restantes, punto en el que comienzan

las limitaciones de representación de LDA.

La herramienta debe calcular los valores de corte de forma automática de acuer-

do a la entropía.

Los expertos de dominio tienen que ser capaces de comparar los resultados

obtenidos con un árbol que se generaría de forma automática mediante métodos

de aprendizaje automático y exportar los resultados de forma fácil.

A través de las siguientes subsecciones, se presentara una herramienta desarro-

llada para que los expertos de dominio puedan aplicar el método desarrollado y se

detallará como se ha enfrentado a los requisitos de los expertos de dominio.

8.3.1. Arquitectura

Para cumplir con los requisitos del método detallados anteriormente y propor-

cionar a los expertos de dominio de una herramienta con la que pudieran aplicarlo a

datos reales, se ha desarrollado una herramienta de visualización web basada en Pyt-

hon. Esta herramienta sigue una arquitectura basada en el esquema cliente-servidor,

como se detalla en la Fig. 8.3, y emplea la API para Python de Plotly Dash [90]

para gestionar la capa de presentación y de servicio. Esta es una tecnologíaopen

source, que puede ser integrada con Python y con R, y que permite la creación de

aplicaciones para análisis de datos con una interfaz web reactiva. Para la gestión del

servidor web, las aplicaciones construidas con Dash, crean y controlan un servidor

Flask [46], a su vez que representan una interfaz grá�ca basada en React.js [5]. Para
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la gestión del estilo, se emplea la librería Dash Bootstrap Component [42], que per-

mite incluir los componentes de Dash en el estilo proporcionado por Bootstrap. Con

esta arquitectura, ha sido posible el desarrollo de una herramientaresponsive, que

puede ser extendida por los expertos de dominio sin conocimientos de programación

en JavaScript. Además, la concepción de esta herramienta como una aplicación web,

permite que pueda ser usada en distintas plataformas y dispositivos.

Adicionalmente se han empleado Pandas [74] para la gestión de los conjuntos de

datos y la librería Sci-kit learn [88] para la aplicación de los algoritmos demachine

learning y reducción de dimensiones, así como la implementación para Python del

algoritmo C4.5 [94].

Figura 8.3: Arquitectura del demostrador. La herramienta emplea Plotly Dash para

gestionar su capa de presentación y su capa de servicio, así como incluye Pandas

y Sci-Kit learn en su capa lógica.

La herramienta esta compuesta por 3 módulos: el primer modulo gestiona la

interacción del usuario, el segundo se encarga de las tareas relacionadas con la visua-
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lización y la reducción de dimensiones, y el último es el responsable de la construcción

de árboles y el cálculo de la ganancia de información en cada nodo.

A través de las siguientes subsecciones, se presentará cómo la herramienta hace

frente a los requisitos de�nidos.

8.3.2. Gestión del conjunto de datos y la estructura de nodos

La herramienta usa objetos pandas para gestionar el conjunto de datos a lo largo

de todas las etapas del análisis, almacenados con la estructura de objetos JSON. El

conjunto original de datos permanece almacenado sin cambios a lo largo de todo el

proceso de análisis exploratorio de datos. Para su análisis, los datos son normalizados

en un rango de 0 a 1 en cada representación del nodo, por lo que las visualizaciones

permiten la comparativa mediante las características. El conjunto de datos es par-

ticionado en un conjunto de entrenamiento y de test. En la representación de cada

nodo, se extrae el conjunto de entrenamiento que cumple las condiciones de�nidas

por los nodos en su camino y se construye el correspondiente subconjunto. Este sub-

conjunto es el que será utilizado para construir la visualización correspondiente al

nodo.

Para gestionar la construcción del nodo, la información relativa al árbol es alma-

cenada en un objeto JSON, con estructura de diccionario. Este objeto incluye una

entrada con los datos usados, las características presentes en el análisis y los valores

de color RGB asignados a cada clase. También proporciona un resumen de las inter-

acciones con el árbol y una entrada en la que se detallan los nodos empleados. Cada

nodo registra una subentrada en la entrada reservada para los nodos. En cada una de

estas subentradas, se registra la siguiente información acerca del nodo: id del nodo,

id del nodo padre, camino recorrido desde el nodo raíz, valores de pureza en el nodo,

característica para particionar el conjunto de datos, valor de corte usado, tamaño
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Figura 8.4: Interfaz grá�ca. El espacio de trabajo está dividido en en tres áreas:

(1) gestor de carga de datos, selección de características y creación de nodos; (2)

visor interactivo del árbol y representaciones en LDA; (3) con�guración para la

construcción del árbol mediante métodos automáticos y presentación de los resul-

tados comparativos.

del subconjunto respecto al conjunto de entrenamiento y una variable que almacena

si el nodo es hoja, nodo de decisión o nodo raíz. Esta información es empleada a lo

largo del proceso para construir la visualización del nodo activo en cada interacción.

También se utiliza para construir el clasi�cador manual y evaluar su rendimiento

respecto al clasi�cador generado de forma automática.

8.3.3. Interfaz grá�ca

La Fig. 8.4 muestra la interfaz grá�ca desarrollada para esta herramienta. La

interfaz permite a los expertos de dominio interactuar con la aplicación, y a través
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de la interacción con la visualización, extraer conocimiento. Los usuarios pueden

modi�car los parámetros del análisis, construir el árbol de forma manual y de�nir los

parámetros para la construcción del árbol automático. La interfaz presenta 3 áreas

de interacción: i) área para la carga de datos y construcción del árbol manual, ii)

visor de árboles, iii) área para la creación del clasi�cador automático y presentación

de información del rendimiento del clasi�cador.

8.3.3.1. Carga de datos y constructor de árboles

El área de carga de datos y construcción de árboles manual está dividido en 2

pestañas: la usada para la preparación del conjunto de datos y los controles sobre el

árbol de decisión manual. A través de este área, los usuarios pueden cargar los datos

desde archivos.csv y de�nir los caracteres usados como separador en el archivo

mediante la pestaña de preparación de datos (véase la Figura 8.5a). Los usuarios

pueden de�nir cual es la característica del conjunto de datos empleada como etiqueta

en el algoritmo de reducción de dimensiones y para el aprendizaje supervisado, así

como también pueden de�nir las características incluidas en el análisis. El tamaño

de los conjuntos de entrenamiento y test se de�ne a través de un potenciómetro. Una

vez se han de�nido todos estos parámetros, se divide el conjunto en los subconjuntos

de entrenamiento y test. Automáticamente, se crea el nodo raíz en el visualizador

del árbol como punto de partida del árbol a construir, así como la representación en

SC de los ejes de la proyección en LDA.

A partir de la pestaña de control del árbol de decisión (como se muestra en la

Figura 8.5b) los usuarios pueden interactuar con el nodo seleccionado. El visor de ár-

boles es reactivo a los cambios en ese panel de control. Desde esta pestaña, el usuario

puede de�nir el nodo activo como un nodo de decisión eligiendo una característica

de particionado. Por contra, el usuario también puede considerar que la presencia
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(a)

(b)

Figura 8.5: Menús de interacción con los datos. A partir de estas pestañas, los

usuarios pueden (a) preparar los datos para el análisis y construir el conjunto de en-

trenamiento y test; y (b) interactuar para crear nuevos nodos y extraer información

de los existentes. Mediante la pestaña de carga de datos (a), los usuarios pueden

de�nir el origen de los datos, el separador que incluyen, de�nir la característica

que actuará como etiqueta, realizar una selección de las características incluidas

en el análisis y de�nir el tamaño del conjunto de entrenamiento. Desde la pestaña

(b) de interacción con los nodos, los usuarios pueden de�nir crear nodos, borrar

nodos existentes, de�nirlos como nodos hoja y decidir que visualización emplear en

el caso especial de separación binaria.
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de alguna clase es residual, y que profundizar en ese nodo es un esfuerzo mayor al

bene�cio que se pueda obtener, y considerar el nodo como nodo hoja, haciendo click

en el botón con el texto `Make Leaf'. Esto puede ser deshecho posteriormente, en

caso de que el usuario decida profundizar en el árbol, seleccionando el nodo y pulsan-

do el botón `Reset Leaf'. Los usuarios también pueden borrar todos los nodos hijos

respecto a un nodo de decisión, haciendo click en el botón `Delete children'. A través

de esta pestaña, los usuarios también pueden obtener detalles del nodo activo, como

la pureza de clases en él, la característica de particionado o el valor de corte.

8.3.3.2. Visor del árbol de decisión

En este área se muestra la representación del árbol construido por el usuario en

su estado actual. Para ello, la herramienta emplea el componente Cytoscape incluido

en Dash. Se optó por esta tecnología porque permite ser reactivo a las interacciones

y readaptar la visualización al espacio disponible de forma automática. Además per-

mite dar información acerca de la composición y pureza del nodo a primera vista,

representando cada nodo como un grá�co de sectores. También indica, mediante eti-

quetas, la variable de corte en cada nodo y su valor de corte. Usando este modulo de

Plotly, se puede representar el árbol en una estructuratop-down, como se muestra en

la Fig. 8.6. A partir de esta representación, el usuario obtiene una vista general del

árbol, o puede centrarse en alguna zona mediante el uso del zoom y la interacción,

haciendo click en el nodo de interés.

8.3.3.3. Representaciones en LDA

El método desarrollado para construir árboles de decisión emplea LDA como

algoritmo de reducción de dimensiones en las visualizaciones usadas de soporte en

la toma de decisión de los expertos de dominio. Tras la aplicación de LDA sobre el
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