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Resumen

El fracaso escolar y el bajo rendimiento académico son preocupaciones conti-
nuas en las sociedades occidentales. Abordar estas cuestiones requiere identificar
los factores subyacentes y desarrollar estrategias efectivas. La mineria de datos y
los modelos de aprendizaje automatico ofrecen herramientas prometedoras para
analizar grandes conjuntos de datos educativos y comprender mejor los factores
que influyen en el rendimiento estudiantil.

Este Trabajo de Fin de Grado se centra en predecir el fracaso en la asignatura
de Matematicas. Para lograr este objetivo, se empleardan técnicas de aprendizaje
automatico para desarrollar modelos predictivos capaces de identificar de manera
anticipada a los estudiantes en riesgo de bajo rendimiento. Ademas, se llevara a
cabo un anélisis detallado de variables demogréficas, sociales, emocionales y esco-
lares, asi como del entorno familiar, para determinar su impacto en los resultados
académicos.

Para las tareas de prediccién se evaluaran y compararan tres algoritmos dife-
rentes de aprendizaje automatico: Maquinas de Vectores de Soporte, K Vecinos
mas Cercanos y Redes Neuronales Artificiales. Ademads, se analizara la eficacia
de combinar estos modelos con cuatro métodos distintos de seleccién de carac-
teristicas: Boruta, Eliminacion de Caracteristicas Recursivas, Seleccién de Carac-
teristicas hacia Adelante y Seleccién de Caracteristicas hacia Atras.

Al evaluar y comparar estos métodos, se espera identificar cudl es el mas
confiable y preciso en predecir el fracaso escolar. Los resultados de este anélisis
pueden proporcionar informacién valiosa para educadores, politicos, familias y
otros profesionales interesados en mejorar el rendimiento académico de los estu-
diantes y reducir el fracaso escolar.
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Aprendizaje automatico
Seleccién de caracteristicas






Abstract

School failure and underachievement are persistent problems in Western so-
cieties. Addressing these issues requires identifying the underlying factors and
developing effective strategies. Data mining and machine learning models offer
promising tools for analysing large educational datasets and better understanding
the factors that influence student performance.

This Bachelor’s Thesis focuses on the prediction of failure in mathematics. To
achieve this goal, machine learning techniques will be used to develop predictive
models capable of identifying in advance students at risk of underachievement.
In addition, a detailed analysis of demographic, social, emotional and academic
variables, as well as the family environment, will be conducted to determine their
impact on academic outcomes.

For the prediction tasks, three different machine learning algorithms will be
evaluated and compared: Support Vector Machines, K-Nearest Neighbours and
Artificial Neural Networks. Furthermore, the effectiveness of combining these mo-
dels with four different feature selection methods will be analysed: Boruta, Re-
cursive Feature Elimination, Forward Feature Selection and Backward Feature
Selection.

By evaluating and comparing these methods, it is expected to identify which
one is the most reliable and accurate in predicting school failure. The results
of this analysis can provide valuable information to educators, policy makers,
families and other professionals interested in improving students’ academic per-
formance and reducing school failure.

Keywords:

= School failure
= Mathematics
= Machine learning
= Feature selection
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Introducciéon

1.1. Contexto y alcance

La educacién desempena un papel fundamental para el crecimiento econémi-
co a largo plazo de un pais (Cortez y Silva 2008) y actiia como un indicador
fiable de su nivel de desarrollo (Gil 2022). De igual manera, el bajo rendimien-
to académico también pone de manifiesto los niveles de vulnerabilidad social y
econdmica presentes en un pais determinado (Gil 2022). Los estudiantes que no
logran completar la educacién secundaria obligatoria encuentran grandes desafios
al intentar integrarse al mercado laboral, accediendo a empleos inestables y con
salarios més bajos. Esto implica que dichos estudiantes tienen un mayor riesgo
de quedar al margen, tanto econémica como socialmente (Sudrez et al. 2011).

Por esta razén, el fracaso y el abandono escolar ocupan una posicién central
en los debates sobre politicas educativas en Europa (Fernandez 2013). Esto se
debe a que, a pesar de la considerable disminucién en las tasas de abandono
escolar durante los ultimos anos, este fenomeno sigue representando un desafio
considerable (European Commission 2024).

En el caso de las matematicas, esta problematica es especialmente relevante,
ya que esta disciplina forma parte de la base fundamental del conocimiento en
areas como la ciencia, la tecnologia, la ingenieria y las mateméticas (STEM, por
sus siglas en inglés), y su dominio es esencial para desenvolverse eficazmente en
diversas areas profesionales y en varios aspectos de la vida cotidiana. Por esta
razén, el estudio del fracaso académico ha sido objeto de interés en la investi-
gacién educativa durante anos. Como resultado, se han identificado numerosos
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factores que pueden influir en este fenémeno, incluyendo aspectos socioeconémi-
cos, habilidades cognitivas, motivacién de los estudiantes o técnicas de ensenanza
y aprendizaje, entre otros.

Por otro lado, el aumento en la recopilacién de datos relacionados con el rendi-
miento estudiantil en el ambito educativo ha impulsado la adopcién de practicas
como la Mineria de Datos Educativos y el Anélisis de Aprendizaje. El auge de es-
tas practicas se debe al crecimiento constante de las bases de datos empresariales
y organizacionales, impulsado por los avances en las Tecnologias de la Informa-
cién. Esto ha renovado el interés en dreas como la inteligencia de negocios (BI,
por sus siglas en inglés, Business Intelligence) y la minerfa de datos (Data Mining,
DM) (Turban et al. 2008).

En los ultimos anos, el avance de la tecnologia y el desarrollo de técnicas de
analisis de datos han abierto nuevas oportunidades para abordar este problema.
En particular, los algoritmos de machine learning, una rama de la inteligencia
artificial que se centra en el desarrollo de sistemas que pueden aprender de datos
y realizar predicciones o tomar decisiones basadas en ellos, han demostrado ser
eficaces en la prediccién de resultados académicos.

El uso de algoritmos de machine learning para predecir el fracaso académi-
co en la asignatura de matematicas presenta varias ventajas. En primer lugar,
permite analizar grandes volimenes de datos de manera sistematica y automati-
zada, identificando patrones y relaciones complejas que pueden no ser evidentes
para los investigadores humanos. Ademds, al incorporar multiples variables en
el andlisis, estos algoritmos pueden capturar la complejidad del fenémeno del
fracaso académico y proporcionar predicciones mas precisas y personalizadas.

Este TFG propone emplear diversos algoritmos de aprendizaje automatico pa-
ra predecir el fracaso en la asignatura de matematicas en la etapa de educacion
secundaria. Ademads, se plantea el uso de métodos de seleccién de caracteristicas
para evaluar su impacto en la optimizaciéon de los modelos predictivos. Este en-
foque permitira identificar los factores clave que contribuyen al fracaso escolar,
facilitando asi la implementacién de estrategias preventivas para abordar la atin
elevada tasa de fracaso escolar.

1.2. Objetivos

El objetivo principal de este TFG es explorar el potencial de los algoritmos
de aprendizaje automatico para predecir el fracaso académico en la asignatura
de matematicas. Para lograr este objetivo, se plantean los siguientes objetivos
especificos:

= Investigar, comprender y exponer el problema que supone el impacto del ba-



Capitulo 1. Introduccién

jo rendimiento académico, especificamente en matematicas, en el contexto
del sistema educativo.

= Identificar y analizar los factores determinantes del fracaso escolar en la
asignatura de matematicas en la etapa de educacién secundaria.

= Seleccionar y aplicar diferentes algoritmos de aprendizaje automatico y
métodos de seleccion de caracteristicas para desarrollar modelos predictivos
del fracaso académico en matemaéticas.

= Detallar el funcionamiento de los algoritmos de aprendizaje automatico y
métodos de seleccidn de caracteristicas, con el fin de proporcionar una com-
prensién exhaustiva de cémo operan estos métodos.

= Analizar el impacto de diversos métodos de seleccién de caracteristicas en
la capacidad predictiva de los modelos de clasificacion.

= Evaluar la precisiéon y eficacia de los modelos desarrollados utilizando métri-
cas de rendimiento adecuadas.

1.3. Estructura del Trabajo

El resto de este documento se estructura en cuatro capitulos. En primer lu-
gar, se realiza una revision de la literatura sobre el fracaso académico en distintos
niveles académicos. En el segundo capitulo, se describe la metodologia utilizada,
incluyendo los métodos de seleccién de caracteristicas, los algoritmos de clasifi-
cacion, y las métricas de rendimiento utilizadas. En el tercer capitulo, se detalla
el caso practico, donde se analizan las variables utilizadas y se discuten los re-
sultados obtenidos. Finalmente, en el ultimo capitulo se exponen las principales
conclusiones y se proponen recomendaciones para futuros trabajos.






Estado del arte

La prediccién del rendimiento académico esta captando cada vez mas interés
entre investigadores y profesionales de la educacion, dado que facilita el anélisis
de la informacién estudiantil y enriquece el proceso educativo (Munson y Zitovsky
2018; F. Pereira et al. 2020; Romero y Ventura 2019). Los expertos argumentan
que anticipar el rendimiento de los estudiantes es esencial, ya que permite a los
educadores identificar a los alumnos en situacién de vulnerabilidad y ofrecerles
asistencia temprana (H. Alamri et al. 2020; Aguiar y F. D. Pereira 2018; F. Pereira
et al. 2020).

En la actualidad, se estan investigando las variables, atributos y algoritmos
de aprendizaje automatico que demuestran un mejor rendimiento en las métricas
de evaluacién predeterminadas (Hellas et al. 2018). En el &mbito de los modelos
de aprendizaje automatico, se distinguen dos enfoques principales: clasificacion
y regresion (Suarez, Llanos y Bucheli 2023). Los problemas de clasificacion se
centran en determinar si un estudiante lograra pasar el periodo académico con
éxito (Asif et al. 2017; Polyzou y Karypis 2016), pudiendo orientarse como una
cuestién de clasificaciéon binaria (H. Alamri et al. 2020) o como una clasificacién
de multiples categorias (Adekitan y Salau 2019). Por otra parte, los métodos de
regresion buscan predecir el valor numérico de las calificaciones de los estudiantes
(Asif et al. 2017; Polyzou y Karypis 2016).

Ma et al. (2000) utilizaron un enfoque de mineria de datos basado en reglas
de asociacién para identificar a estudiantes con dificultades en instituciones de
educacién superior en Singapur, con el objetivo de asignarlos a clases de recu-
peracion. En este estudio, se incluyeron como variables de entrada los atributos
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demograficos, como el género y la region, ademas del rendimiento académico en
los anos anteriores. Los resultados obtenidos superaron la eficacia del método de
asignacion tradicional.

En otro estudio, llevado a cabo por Minaei-Bidgoli et al. (2003) en la Universi-
dad Estatal de Michigan, se traté de predecir las calificaciones de los estudiantes
en la modalidad a distancia. Se emplearon tres enfoques de clasificacion: binario
(aprobado/suspenso), de tres niveles (bajo, medio, alto) y de nueve niveles (en
un rango donde 1 representa la puntuacién més baja y 9 la més alta posible).
El conjunto de datos utilizado constaba de 227 muestras con caracteristicas co-
mo el nimero de respuestas corregidas o intentos de tarea. Los resultados mas
destacados se obtuvieron mediante un conjunto de clasificadores, como arboles
de decision y redes neuronales, con porcentajes de precision en la prediccion del
94 % para el enfoque binario, 72 % para el enfoque de tres clases y 62 % para el
de nueve clases.

En la misma linea, Kotsiantis, Pierrakeas y Pintelas (2004) realizaron una
investigacion en la que emplearon varios algoritmos de mineria de datos para
predecir el rendimiento de estudiantes de un grado universitario de informati-
ca de educacién a distancia. Se incluyeron diversas caracteristicas demograficas,
como sexo, edad y estado civil, asi como indicadores de rendimiento, como la
calificaciéon en una tarea especifica, que se utilizaron como variables de entra-
da en un clasificador binario de aprobado/suspenso. Los resultados conlcuyeron
que el clasificador de aprendizaje supervisado Naive Bayes, con una precision del
74 %, realiz6 la mejor prediccion. Ademads, se observo que las calificaciones esco-
lares anteriores tuvieron un impacto significativamente mayor que las variables
demograficas en la prediccién del rendimiento.

Pardos et al. (2006) llevaron a cabo una investigacién en la que examinaron
los datos obtenidos de un sistema de tutoria teleméatica que involucraba pruebas
de matematicas del octavo curso en Estados Unidos. Los investigadores optaron
por un enfoque de regresién para predecir la puntuacién en estas pruebas de ma-
tematicas, utilizando como variables predictoras las habilidades individuales de
los estudiantes. El algoritmo de clasificacién utilizado fue el de redes bayesianas,
y el resultado mds destacado se logré con un margen de error predictivo del 15 %.

Recientemente, (Cortez y Silva 2008) llevaron a cabo un estudio con el propdsi-
to de predecir el rendimiento académico de los estudiantes en dos escuelas por-
tuguesas en las asignaturas de Matematicas y Lengua Portuguesa, ademas de
identificar los factores clave que influyen en el éxito o fracaso en estas materias.
Se utilizaron tres aproximaciones distintas: una clasificacién binaria, para prede-
cir el aprobado o suspenso en las asignaturas; una clasificacion de cinco niveles,
para evaluar el rendimiento del estudiante en dichas asignaturas en un rango des-
de 1 (muy buena calificacién) hasta 5 (calificacién insuficiente); y, por ultimo, un
modelo de regresion, para estimar la calificaciéon numérica en porcentaje, desde un
0% (que representa una puntuacién de 0) hasta un 100 % (que implica alcanzar
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una valoracion de 20).

En esta investigacion se emplearon diversos algoritmos de aprendizaje au-
tomético como Naive Bayes, Arboles de Decisién, Bosques Aleatorios Maquinas
de Vectores de Soporte y Redes Neuronales con el modelo Perceptron Multica-
pa. El conjunto de datos utilizado integraba datos demograficos (como el nivel
de formacién de los padres), sociales y emocionales (como el consumo semanal
de alcohol o si el alumno tiene alguna relacién amorosa de pareja), y escolares
(como las calificaciones obtenidas en los dos primeros trimestres). Ademds, se
realizaron diferentes pruebas y se compararon los resultados obtenidos al variar
las caracteristicas utilizadas como entrada de los algoritmos de clasificacion: i)
con el conjunto de datos completo (sin incluir las calificaciones finales, variable a
predecir); ii) excluyendo las notas del segundo trimestre; iii), excluyendo las del
primer y segundo trimestre.

Los resultados respaldaron las conclusiones de estudios previos al demostrar
que las métricas de prediccion mejoraron cuando se incluyeron las notas de los dos
primeros trimestres. En el caso de la asignatura de Matematicas, tanto Naive Ba-
yes como Bosques Aleatorios obtuvieron los mejores resultados en la clasificacion
binaria y de cinco niveles, mientras que para la regresion, los Bosques Aleatorios
mostraron la mayor precisién. En lo referente a la asignatura de Lengua Portu-
guesa, las Maquinas de Vectores de Soporte destacaron en la clasificacién binaria
y de cinco niveles, y Naive Bayes y Random Forest en la regresién. A pesar de
ello, se identificaron otras caracteristicas importantes, especialmente cuando no
se incluyeron las notas de los dos primeros trimestres como datos de entrada, co-
mo el nimero de asignaturas suspendidas en otros cursos, las faltas de asistencia,
el apoyo extraescolar, el empleo de la madre, el tiempo social con amigos y la
frecuencia de consumo de alcohol.






Metodologia

En este capitulo, se detallan los elementos esenciales en los que se fundamenta
este TFG. Comenzamos con una introduccion a los métodos de seleccion de ca-
racteristicas, que son esenciales para identificar las variables mas relevantes para
el problema especifico abordado en este TFG. Posteriormente, describimos en de-
talle los tres algoritmos de clasificacién basados en aprendizaje automéatico que se
han utilizado en este trabajo. Finalmente, explicamos las métricas de rendimiento
empleadas, las cuales son esenciales para evaluar el rendimiento de los modelos
implementados.

3.1. Métodos de seleccion de caracteristicas

La seleccion de caracteristicas es el proceso por el cual se seleccionan las
caracteristicas mas significativas de un conjunto de datos, para construir modelos
predictivos destinados a una variable objetivo y ofrecer una visién mas precisa
del proceso implicito que originé los datos (Yu et al. 2020; Gonzalez 2019).

Los métodos de seleccién de caracteristicas se clasifican en métodos de filtrado
(filter methods), métodos de envoltura (wrapper methods) y métodos incrustados
o integrados (embedded methods) (Bhat 2019). A continuacién, describimos cada
uno de estos métodos, poniendo especial énfasis en los métodos de envoltura, que
son los que se han empleado en el desarrollo de este TFG.
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3.1.1. Meétodos de filtrado

Los métodos de filtrado son los tnicos, de las tres categorias mencionadas,
que operan de manera independiente de un modelo predictivo, por lo que pueden
tener una mayor velocidad de procesamiento (Yu et al. 2020). Las caracteristicas
son evaluadas y seleccionadas segun criterios generales, como una métrica de
importancia en relacién con la variable dependiente (Bhat 2019). Sin embargo,
este tipo de métodos podrian descartar caracteristicas que, aisladas, no aportan
gran utilidad pero adquieren valor al combinarse con otras (Kumar y Minz 2014).

Este tipo de métodos de seleccion de caracteristicas se basan en un algoritmo
general que recibe como entrada un conjunto de datos dado D = (X, E), donde X
denota al conjunto de caracteristicas y F al conjunto de sus respectivas etiquetas.
De esta manera, el algoritmo comienza con un subconjunto de X, sea X', tal
que X' = @ o X' ¢ X y una medida independiente evaltia cada subconjunto y
lo compara con la evaluacién del subconjunto 6ptimo anterior, quedéandose con
el mejor. De esta forma, el algoritmo continia iterando hasta que se cumple
el criterio de parada. Es entonces cuando determina como conjunto de salida,
el subconjunto que tenga como Optimo en dicho momento. Asi mismo, existen
diferentes métodos de filtrado que varfan en funciéon de la forma de generar los
subconjuntos, asi como de la medida de evaluacién de los mismos (Kumar y Minz
2014). Uno de los métodos de filtrado més populares en los ultimos afios es el
basado en la causalidad.

La seleccién basada en la causalidad es un tipo de método de filtrado en el
que se analizan las correlaciones entre las caracteristicas y la variable objetivo
para capturar las relaciones causales, ademas de las meras coocurrencias. Re-
cientemente se ha demostrado que este enfoque puede contribuir a crear modelos
predictivos més sélidos y con mayor interpretabilidad (Yu et al. 2020).

Dichos métodos trabajan en el contexto de una red bayesiana (Pearl 2014), es-
to es un tipo de modelo grafico que facilita la representacion de las dependencias
entre un conjunto de variables. A través de este enfoque, se proporciona infor-
macion valiosa sobre las interrelaciones dentro del dominio, a veces interpretadas
como conexiones de causa y efecto (Rojas, Pérez y Reyes 2012).

Asi, los métodos de seleccion de caracteristicas basados en causalidad buscan
identificar una Frontera de Markov (MB) o una parte de esta frontera, conocida
como padres e hijos (PC), que representa las causas y efectos directos de la
variable de clase en un conjunto de datos. Si la estructura subyacente del conjunto
de datos se puede representar de manera precisa mediante una red bayesiana
(BN), entonces la MB de la variable de clase se vuelve tnica y comprende a los
padres, hijos y otros padres (cényuges) de los hijos de la variable de clase (Yu
et al. 2020).
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3.1.2. Meétodos de envoltura

Los métodos de envoltura son métodos de seleccién de caracteristicas que se
distinguen de los de filtrado en los criterios de evaluacién utilizados. Mientras los
métodos de filtrado utilizan criterios independientes del proceso de aprendizaje,
el enfoque de envoltura selecciona el subconjunto de variables que optimiza el
rendimiento de un algoritmo de aprendizaje especifico (Guerrero 2016; Kumar
y Minz 2014). Al modificar tanto la manera en que se seleccionan los subconjuntos
como la métrica de evaluacion utilizada, es posible concebir una variedad de
algoritmos de envoltura que puedan ajustarse de manera mas especifica a diversos
contextos, empleando distintos criterios dependientes.

En general, el enfoque de envoltura selecciona un subconjunto 6ptimo que
maximiza la adecuacién al algoritmo de aprendizaje (Algoritmo 1), lo que suele
traducirse en un rendimiento superior en comparacién con el enfoque de filtrado
(Kumar y Minz 2014).

Algoritmo 1 Algoritmo general de los métodos de envoltura

1: Entradas: D = (X, L), donde X es un conjunto de datos con n caracteristicas
X =(f1, fa, - fn) v etiquetas L.
Inicializar: X,,; « X', ¢, « E(X', A) > Evaluar X' usando el algoritmo A
repeat
X, « generate(X') > Generacion de subconjunto para evaluacion
¢« E(X,,A) > Evaluar X, con A
if ¢ > ¢, then
(bopt « ¢
Xopt < X,
end if
until la condicion de parada sea alcanzada
: Devolver X,

— =
—_ O

Con el objetivo de lograr la maxima generalizacién, se emplean algoritmos
base que sean robustos y cuyos parametros sean facilmente ajustables, como es
el caso de los Bosques Aleatorios (Random Forest) (Guerrero 2016). Este método
puede incluir multiples decenas o incluso cientos de arboles, cuyo nimero suele
ajustarse mediante validacion cruzada, una técnica que implica entrenar y probar
el modelo en segmentos especificos del conjunto de datos original.

El funcionamiento de los Bosques Aleatorios (Figura 3.1), se basa en la técni-
ca conocida como Bagging (Bootstrap aggregation). En primer lugar, se divide
el conjunto de datos original, compuesto por N elementos, de forma aleatoria
en subconjuntos formados por M muestras. En cada subconjunto, se seleccio-
nan aleatoriamente i variables independientes de un total de I (Guerrero 2016;
Marquez Meza 2020).
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Cada subconjunto se utiliza para entrenar un arbol de decisién (habra tantos
arboles como subconjuntos), generando multiples arboles de manera independien-
te. En el ejemplo representado en la Figura 3.1, se muestran 3 subconjuntos y,
por ende, 3 arboles de decision. Al concluir el proceso, se combinan las predic-
ciones de cada arbol mediante el calculo de la moda entre todas las respuestas
individuales. Esta respuesta resultante representa la prediccién final del modelo
de bosque aleatorio (Guerrero 2016; Marquez Meza 2020).

MAJORITY VOTE TAKEN = FINAL PREDICTION MADE |
Figura 3.1: Funcionamiento del clasificador random forest

El algoritmo de Bosques Aleatorios, se basa en arboles de decision, también
conocidos como arboles de clasificacion. Se trata de algoritmos de aprendizaje su-
pervisado que realizan sucesivas particiones de un conjunto de datos, en conjuntos
de datos separados en clases de interés. A partir de estas divisiones, los arboles
de decisién construyen diagramas logicos en forma de estructuras jerarquicas,
generando reglas que permiten clasificar casos antiguos o recientes con precision
(Parra 2019).

Esta técnica, también llamada segmentacion jerarquica, emplea un proceso
iterativo y descendente para formar grupos homogéneos, a partir de una variable
dependiente. Estos grupos se definen mediante combinaciones de variables inde-
pendientes, las cuales abarcan todos los casos de la muestra (IBM 2021; Parra
2019).

Los elementos que componen un arbol de decision son: los nodos, que repre-
sentan las caracteristicas o variables de entrada; las ramas, que simbolizan las
reglas de decision que determinan los valores que pueden tomar las variables; y
las hojas, que son los resultados, es decir los valores de las variables de salida
(Parra 2019; Data 2019).

En el nodo raiz del arbol se sitia la variable de mayor significancia en el
procedimiento de clasificacion. Este nodo se divide en dos grupos homogéneos
de datos, representados por dos nodos hijos, siguiendo el criterio de clasificacién
deducido a partir de la muestra de entrenamiento (Parra 2019). A continuacion,

12



Capitulo 3. Metodologia

cada uno de estos nodos hijos vuelve a dividirse en otro par de nodos, repitiendo el
proceso de llamar al criterio de clasificacion correspondiente. El proceso continua
de manera recursiva hasta que todas las variables han sido categorizadas o hasta
que asi lo indica el criterio de parada, el cual responde en cada nodo a la pregunta

de si merece la pena y es conveniente seguir expandiendo el arbol por dicha rama
(Parra 2019).

Los criterios de parada, también llamadas reglas prepoda, son (Parra 2019):

= Pureza de nodo. Determina no seguir dividiendo un nodo si todos los
ejemplos contenidos en él pertenecen a la misma clase.

= Cota de profundidad. Definida antes de comenzar a crear el arbol, indica
la profundidad maxima que puede alcanzar el arbol. Una vez se llega a este
limite, se da por finalizado el proceso de construccién del arbol.

= Umbral de soporte. Define la cantidad minima de ejemplos requeridos
para los nodos. Al encontrarse un nodo con una cantidad de ejemplos in-
ferior al minimo especificado, se interrumpe el proceso. Esto es debido a
que no se considera fiable una clasificacion respaldada por menos de esa
cantidad minima de ejemplos.

Ademas de las reglas de prepoda, también existen reglas de poda que se apli-
can una vez se ha construido el arbol con el objetivo de reducir la complejidad
del mismo, es decir, para disminuir el nimero de nodos terminales que lo confor-
man. Las dos reglas de poda mas habituales son la poda por coste-complejidad,
la cual busca lograr un equilibrio entre la precision y la dimensién del arbol; y
la poda pesimista, que suprime los subdrboles que no contribuyen notablemente
a mejorar la precision de la clasificacion, obteniendo asi un error de sustitucion
en funcién de las instancias que han sido clasificadas de manera errénea (Parra
2019).

Otro de los modelos que se utiliza como parte de un método de envoltura
es la Regresion Lineal (Gonzalez 2019), que puede ser simple o multivariante. A
continuacion, se explica la regresion multivariante, que es la que se ha utilizado
en el presente TFG.

El modelo de Regresién Lineal Multiple (RLM) se presenta como una ex-
tension del modelo de Regresién Lineal Simple al considerar un conjunto de k
variables explicativas. En términos generales, la variable objetivo y se encuentra
relacionada con multiples variables x4, ..., z;, aunque algunas de estas podrian
ser desconocidas. En este contexto, el modelo de regresiéon incorpora aquellas
variables que mas influyen sobre la variable objetivo, mientras que las restantes
se representan como una variable aleatoria a la que se denomina perturbacién o
error del modelo (Roque Loépez et al. 2021).
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Para llevar a cabo un andlisis de regresion lineal multiple, los datos deben
cumplir las siguientes premisas:

1. Linealidad. Se postula que los valores de la variable dependiente son ge-
nerados por un modelo lineal dado por la siguiente ecuacién Y = X * 5 + €.
Cada predictor numérico debe exhibir una relacion lineal con la variable
respuesta Y, manteniendo constantes los demas predictores. En caso con-
trario, el predictor en cuestion no es incluido en el modelo. Si la relacion
es lineal, los residuos del modelo deben distribuirse de forma aleatoria al-
rededor de cero. No obstante, estos andlisis son aproximados, ya que no
es posible verificar con certeza la linealidad cuando el resto de predictores
permanecen constantes.

2. Homocedasticidad. Se asume que todas las perturbaciones tienen la mis-
. . 2 . .
ma varianza, es decir, V(u;) = 0. La varianza de los residuos debe mantener-
se constante en todo el rango de observaciones. Si es asi, estos se distribuyen
de manera aleatoria, sin presentar un patrén especifico y manteniendo la
misma dispersion. La presencia de una distribucion cénica indica la ausencia
de homocedasticidad.

3. Independencia. Se establece que las perturbaciones aleatorias son inde-
pendientes entre si, es decir, E(u;,u;) = 0,VYi # j. Esto implica que no
existe relacion entre los errores asociados a distintas observaciones. Cada
observacién se considera independiente de las demas, lo cual es crucial,
especialmente al trabajar con datos temporales.

4. Normalidad. Postula que la perturbacion aleatoria sigue una distribucién
normal con media cero y varianza 02, es decir, U = (0, 02). Es importante
que los residuos sigan una distribuciéon normal con media cero para validar
esta suposicion.

5. Las variables explicativas X, se consideran libres de errores de me-
dicién (Roque Lépez et al. 2021).

Si se cumplen estas hipdtesis, el Teorema de Gauss-Markov asegura que el
método de estimacion de minimos cuadrados proporcionara estimadores 6ptimos.
Esto significa que los parametros estimados estaran centrados y tendran la minima
varianza posible (Roque Lépez et al. 2021).

Para llevar a cabo una regresion lineal multiple, se deben seguir los pasos que
se detallan a continuacién. Los dos primeros se centran en evaluar la idoneidad
del modelo, es decir, determinar si el conjunto de variables independientes (expli-
cativas) se relaciona con la variable dependiente (resultado). Los dos ltimos, en
evaluar el impacto individual de cada variable independiente (Roque Lépez et al.
2021):
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1. Significacién del F-test. Si el valor es menor de 0.05, el modelo se consi-
dera estadisticamente significativo. Esto implica que las variables indepen-
dientes tienen alguin efecto sobre la variable dependiente, y el grado de este
efecto se refleja en el R-cuadrado.

2. R-cuadrado (RQ). Indica la proporcién de la varianza de la variable depen-
diente explicada por las variables independientes. Una R-cuadrado mayor
significa que el modelo es mas explicativo y mejor para predecir la variable
dependiente

3. Significacion del t-test.Si el valor es menor de 0.05, la variable inde-
pendiente se considera significativa y tiene un impacto en la variable de-
pendiente, es decir, la variable es explicativa contribuye a la prediccién del
resultado.

4. Coeficiente beta (/). Indica la fuerza y direccién de la relacién entre las
variables dependiente e independiente. Un valor de beta mayor en magnitud
indica una relacién mas fuerte. El signo de beta indica la direccién de la
relacion: un signo positivo significa que al aumentar los valores de la variable
independiente, aumentan los valores de la variable dependiente, mientras
que un signo negativo indica que al aumentar los valores de la variable
independiente, disminuyen los valores de la variable dependiente (Roque
Lépez et al. 2021).

En los modelos de regresiéon lineal muiltiple, es esencial que los predictores
sean independientes entre si y no presenten colinealidad. La colinealidad se pro-
duce cuando existe una relacion lineal entre un predictor y uno o varios de los
otros predictores del modelo, o cuando un predictor puede expresarse como una
combinacion lineal de otros predictores. Cuando se trata de establecer relaciones
de causa y efecto, la presencia de colinealidad puede conducir a conclusiones in-
correctas, ya que podria llevar a creer que una variable es la causa de un efecto
cuando, en realidad, otra variable esta ejerciendo influencia sobre ese predictor
(Roque Lépez et al. 2021).

En este TFG se van utilizar cuatro de los principales algoritmos de envol-
tura: Boruta, Eliminacién de Caracteristicas Recursivas (RFE, por sus siglas en
inglés Recursive Feature Elimination), Seleccién de Caracteristicas hacia Adelante
(FFS, por sus siglas en inglés Forward Feature Selection) y Seleccién de Carac-
teristicas hacia Atrés (BFS, por sus siglas en inglés Backward Feature Selection).
Para el método Boruta, se ha utilizado el algoritmo Random Forest como base,
mientras que para los métodos RFE, FFS y BFS se ha empleado la Regresion
Lineal.
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Boruta

La forma de proceder de este método es replicando cada una de las caracteristi-
cas del conjunto de datos, y combinando los valores de las variables replicadas
para formar lo que se conoce como caracteristicas sombra (Guerrero 2016; Varona
Renuncio 2023; Bala et al. 2022).

A continuacién, utiliza el algoritmo Random Forest para realizar la seleccién
de caracteristicas de la siguiente manera: calcula el valor de cada caracteristica
original, lo compara con el de la caracteristica sombra y va eliminando las ca-
racteristicas cuyo valor queda por debajo del de la caracteristica sombra, ya que
son consideradas como poco importantes (Guerrero 2016; Varona Renuncio 2023;
Bala et al. 2022).

Asi, el algoritmo finaliza cuando han sido evaluadas, aprobadas o rechazadas
cada una de las caracteristicas o cuando se ha alcanzado un determinado ntimero
de iteraciones del algoritmo Random Forest.

Eliminacién de caracteristicas recursivas

Este algoritmo trata de encontrar el subconjunto 6ptimo de caracteristicas
que ofrece el mejor rendimiento, descartando de manera iterativa aquellas que
son menos relevantes. Inicialmente recibe como entrada el conjunto de carac-
teristicas original y evalia la influencia de cada una de las caracteristicas en el
rendimiento del modelo. Para ello, utiliza un algoritmo de aprendizaje automético
que actia como algoritmo base. En el caso de este TFG se ha empleado Regresion
Lineal. A continuacion, se van eliminando de manera iterativa las caracteristicas
que menor impacto tienen en el rendimiento del modelo, es decir las que menor
puntuaciéon han obtenido, hasta obtener un subconjunto de caracteristicas del
tamano preestablecido (Gonzalez 2019; Bala et al. 2022).

Por tanto, los pasos que sigue RFE son los siguientes:
1. Determinar la relevancia de todas las caracteristicas utilizando el algoritmo
base para RFE seleccionado. En nuestro caso Regresién Lineal.

2. Descartar la caracteristica menos relevante, es decir, aquella que reciba la
puntuacion mas baja.

3. Crear un nuevo modelo utilizando las caracteristicas restantes.

4. Repetir los pasos 1 a 3 hasta alcanzar un subconjunto con el nimero deseado
de caracteristicas (Bala et al. 2022; Avcontentteam 2023).
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Seleccion de caracteristicas hacia adelante

Este algoritmo consiste en la construccion iterativa de un modelo al incor-
porar progresivamente una unica caracteristica en cada paso, eligiendo aquella
que optimiza el rendimiento del modelo. Se comienza con un conjunto inicial-
mente vacio de caracteristicas e incorpora la caracteristica més relevante en cada
iteracion, hasta alcanzar un criterio de parada definido. Este enfoque resulta es-
pecialmente beneficioso cuando se enfrenta a conjuntos de datos con un elevado
nimero de caracteristicas, ya que permite desarrollar el modelo de manera incre-
mental, basandose en las caracteristicas mas significativas. Dicho proceso implica
la evaluacion de nuevas variables, el andlisis de combinaciones entre ellas y la de-
terminacién del subconjunto de caracteristicas 6ptimo que maximiza la precision
del modelo (Singh 2024).

El procedimiento para implementar el método FF'S se detalla a continuacién
(Leonardo Emiro Contreras, Héctor Javier Fuentes y Tarazona 2021):

1. Establecer un nivel de significancia («) para las pruebas estadisticas. Este
valor suele fijarse en el 5% (0.05), lo que indica un nivel de confianza del
95 %.

2. Inicializar un modelo que incorpore todas las caracteristicas disponibles en
el conjunto de datos.

3. Construir modelos de regresién lineal simple, evaluando el impacto de cada
caracteristica individualmente. Se generan un total de n modelos, seleccio-
nando en cada iteracion la caracteristica que presente el valor p mas bajo.
Es importante senalar que el valor p (pyque) puede interpretarse como el
nivel de significancia mas restrictivo que resulta en el rechazo de la hipdtesis
nula, H, es decir, cuando p < a.. Al rechazar la hipétesis nula a un nivel de
significancia «, se concluye que las variables consideradas en el experimento
ejercen un efecto estadisticamente significativo sobre los resultados.

4. Ejecutar nuevamente el modelo seleccionando, en cada iteracion, la carac-
teristica con el valor p minimo. Se procede a evaluar si p < «. En caso
afirmativo, se regresa a la iteracion anterior. En caso contrario, se concluye
el proceso de seleccion de caracteristicas.

Cabe destacar que en este TFG se ha utilizado la métrica del Error Cuadratico
Medio (MSE), para evaluar el impacto de agregar o eliminar caracteristicas en el
rendimiento del modelo. La significaciéon de una caracteristica se ha evaluado en
términos de como afecta a la métrica de rendimiento del modelo.
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Seleccion de caracteristicas hacia detras

La eliminacién hacia atras es un método sistematico de selecciéon de carac-
teristicas que implica la inclusién inicial de todas las caracteristicas en un modelo
predictivo. Posteriormente, se evalia el rendimiento del modelo utilizando alguna
métrica de evaluacién predeterminada. [terativamente, se procede a eliminar de
forma secuencial las caracteristicas que presentan el menor impacto positivo en
el rendimiento del modelo, en funcion de la métrica evaluada. Este proceso con-
tinta hasta que se alcanza un nivel de rendimiento considerado como aceptable,
es decir, cuando la eliminacion adicional de caracteristicas ya no produce mejoras
significativas en la métrica de evaluacion del modelo (Leonardo Emiro Contreras,
Héctor Javier Fuentes y Tarazona 2021).

El procedimiento que se sigue BFS es el siguiente:

1. Establecer un umbral de significancia a.

2. Construir un modelo utilizando todas las caracteristicas disponibles, es de-
cir, incluir todas las variables en el modelo inicial.

3. Determinar la caracteristica con el valor P mas elevado. Si el valor P
asociado a esta caracteristica supera el umbral de significancia estableci-
do (P > «), proceder al siguiente paso. En caso contrario, el modelo se
considera finalizado.

4. Eliminar la caracteristica identificada en el paso anterior.

5. Refinar el modelo, ajustandolo con el conjunto actualizado de caracteristi-
cas. Esto implica volver a ejecutar el algoritmo de regresion lineal y evaluar
si existen mas caracteristicas que no cumplen con la condicién establecida
en el paso 3. En funcién de este andlisis, se decide si se deben eliminar mas
caracteristicas o si se puede continuar con las restantes.

3.1.3. Meétodos integrados

A pesar de que los métodos incrustados combinan aspectos de los métodos
de filtrado y de los de envoltura, en estos modelos se emplean algoritmos que
incluyen sus propias técnicas integradas de seleccién de caracteristicas (Kaushik
2024).

Como hemos comentado previamente, los métodos de filtrado seleccionan las
caracteristicas mas importantes de un conjunto de entrada sin tener en cuenta el
algoritmo de clasificacién (Figura 3.2a). Por otra parte, los métodos de envoltu-
ra seleccionan un subconjunto o eliminan caracteristicas del conjunto inicial de
manera iterativa, basandose en el modelo de clasificacion, tal y como muestra
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la Figura 3.2b. Sin embargo, como se puede observar en la Figura 3.2c, en los
métodos integrados la seleccion de caracteristicas forma parte del propio modelo
de clasificacién en si mismo (Suppers, Gool y Wessels 2018).

Featureselection

Featureselection

Feature subset

\

Classification

/

Classification

(a) Filtrado (b) Envoltura

Feature selection

Classification

(c) Integrados

Figura 3.2: Esquema del funcionamiento de los tres tipos de métodos de seleccién
de caracteristicas.

Dos de los modelos integrados méas destacados son regresion Lasso y regresion
Ridge, los cuales incluyen mecanismos internos de penalizacion para mitigar el
sobreajuste (Kaushik 2024).

Ambos métodos buscan reducir la magnitud de los coeficientes de las carac-
teristicas y minimizar la discrepancia entre las predicciones y las observaciones
reales. Es decir, son técnicas de regularizacién que se aplican en los métodos de
regresion con el objetivo de mejorar la precision de las predicciones. La diferencia
entre ambos métodos reside en la manera en que aplican las penalizaciones a
dichos coeficientes (Jain 2024).

El método de regresién Lasso emplea la regularizacién L1, implicando una pe-
nalizacion equivalente al valor absoluto de los coeficientes, mientras que el método
de regresion Ridge utiliza la regularizaciéon L2, agregando una penalizaciéon co-
rrespondiente al cuadrado de la magnitud de los coeficientes (Jain 2024).

3.2. Algoritmos de clasificacion basados en apren-
dizaje automatico

En el ambito del aprendizaje automatico, la clasificacion destaca como una
de las técnicas mas empleadas y significativas. Su proposito consiste en asignar
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una etiqueta o categorfa a un conjunto de datos en base a sus caracteristicas (E.
Rodriguez 2023).

Antes de aplicar un método de clasificacion, es esencial dividir el conjunto de
datos en, al menos, dos subconjuntos: uno para el entrenamiento y otro para las
pruebas (o test). El conjunto de datos de entrenamiento se emplea para calcular
y ajustar los parametros del modelo, mientras que el de pruebas se utiliza para
evaluar el rendimiento del modelo estimado. Cada instancia de la base de datos
debe asignarse a uno de estos dos grupos y, para realizar esta division, se utiliza
un procedimiento de muestreo. Cabe destacar que es preferible entrenar el modelo
con un conjunto de datos que sea independiente de aquel utilizado para realizar
la fase de test (Parra 2019). El presente documento se enfocard en el muestreo
aleatorio simple, ya que es el que se utilizara en el analisis experimental.

Se denomina muestreo aleatorio simple al proceso de obtencién de la muestra
que asegura que todos los elementos de la poblacién tienen, desde el principio,
una probabilidad equitativa de ser seleccionados para integrar la muestra. La
determinacion del tamano de la muestra debe realizarse de manera que se logre
una precisiéon previamente definida en la estimacion del parametro de interés
(Santana s.f.).

De esta forma, los n elementos del conjunto de datos se dividiran de forma
aleatoria en dos subconjuntos: k elementos seleccionados formaran parte del sub-
conjunto de entrenamiento y los n — k elementos restantes integraran el conjunto
de datos que se utilizan durante la fase de pruebas.

La adecuacién del volumen del conjunto de datos de prueba es esencial para
obtener resultados estadisticamente significativos y, al mismo tiempo, garantizar
su representatividad en el conjunto de datos integral. La proporcion del conjun-
to de datos destinada a entrenamiento y a pruebas puede ajustarse segun las
circunstancias, ya que es esencial prevenir el sobreajuste (overfitting) a fin de
asegurar la fiabilidad de los resultados obtenidos (Recuero 2022). Este fenémeno
hace referencia al hecho de que el modelo reconozca como validos tinicamente los
datos utilizados durante su entrenamiento, sin reconocer ningin otro dato que
presente pequenas variaciones respecto a la base de datos inicial (Grupo Atico34
2022).

Por otro lado, si un modelo estadistico es entrenado con un exceso de datos,
se caracteriza por estar sobreajustado. En este escenario, el modelo tiende a
aprender de manera excesiva del ruido y de las entradas inexactas presentes en
el conjunto de datos y como resultado no logra categorizar de manera precisa
los datos, ya que se ve afectado por la inclusiéon de demasiados detalles y ruido
(Grupo Atico34 2022).

Una vez se ha dividido el conjunto en los subconjuntos de entrenamiento y
pruebas, se puede emplear un algoritmo de entrenamiento supervisado o no su-

20



Capitulo 3. Metodologia

pervisado. El aprendizaje supervisado utiliza datos etiquetados, tanto de entrada
como de salida, para llevar a cabo la fase de entrenamiento. Se le denomina su-
pervisado debido a que, antes de la fase de entrenamiento, un experto (cientifico
de datos) debe etiquetar los datos durante la fase de preparacién. Esto es necesa-
rio, porque gran parte de los datos inicialmente estan sin etiquetar y se requiere
supervision humana directa para ensenar al algoritmo a reconocer y clasificar
correctamente nuevos datos (Universidad Europea 2022).

Cabe destacar que el hecho de que los datos sean etiquetados quiere decir
que, para cada instancia en el conjunto de datos de entrenamiento, se conoce el
valor de la variable dependiente (o variable objetivo). Esta informacién permite
al algoritmo “aprender” una funcién o una serie de patrones capaces de estimar
el valor de la variable de interés para nuevos conjuntos de datos (Vallalta 2019).

En contraste, el aprendizaje no supervisado consiste en entrenar datos que no
estan procesados ni etiquetados, por lo que no se tiene informacién previa sobre
ningin valor objetivo o de clase, ya sea en términos categéricos o numeéricos.
Este enfoque no requiere de tanta supervision humana como los algoritmos de
aprendizaje supervisado. En este caso, inicamente se necesita que el cientifico de
datos defina los parametros del modelo, pero la capacidad del modelo para proce-
sar eficientemente conjuntos de datos extensos se logra sin intervencién humana
(Vallalta 2019; Universidad Europea 2022).

Esto se traduce en que el modelo carece de orientacién sobre la respuesta co-
rrecta y, por lo tanto, debe entrenarse para detectar patrones y relaciones de forma
autoénoma, sin contar con ejemplos previos que especifiquen la respuesta correcta
en cada caso (Alteryx 2023; Parra 2019). El aprendizaje no supervisado se cen-
tra en actividades de agrupamiento, conocidas como clustering o segmentacion,
con la finalidad de identificar subconjuntos del conjunto de datos que compartan
similitudes entre caracteristicas y conformen los grupos o clusters (Vallalta 2019;
Universidad Europea 2022).

A continuacién, se explican los tres métodos de clasificacion que se han utili-
zado en este TFG: Médquinas de Vector Soporte (SVM, por sus siglas en inglés,
Support Vector Machine), k vecinos méas cercanos (k-Nearest Neighbors, KNN)
y redes neuronales artificiales (Artificial Neural Network, ANN).

3.2.1. Maquinas de Vector Soporte

Se trata de un algoritmo de aprendizaje supervisado, disenado para abordar
principalmente problemas de clasificacion o regresién, mediante el desarrollo de
métodos especificos (Parra 2019; Delua 2021). Durante el presente trabajo nos
centraremos en los de clasificacion binaria, pues es el tipo de problema que se
estd abordando.
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Los datos de entrada del modelo se representan mediante vectores de p dimen-
siones. Estos vectores constituyen un conjunto de puntos que forman parte de un
espacio mas amplio, cada uno asociado a una de dos posibles categorias o clases.
La SVM es capaz de generar un hiperplano, que separa el espacio de las variables
de entrada, para clasificar estos puntos segun la categoria a la que pertenecen.
Del mismo modo, la SVM es capaz de clasificar nuevos puntos, cuyas categorias
son desconocidas a priori, asigndndolos a la clase correspondiente (Parra 2019;
Leonardo Emiro Contreras, Héctor Javier Fuentes y Tarazona 2021).

En un espacio n-dimensional, es decir, en el caso de tener n variables inde-
pendientes (o n caracteristicas) la ecuacién del hiperplano, al ser una linea, viene
dada por la expresién (3.1). Las variables X;, Vi = 1,...,n, representan las n
caracteristicas independientes (las columnas del conjunto de datos de entrada);
B;,Yi =1,...,n, son los coeficientes que busca identificar SVM que definen la
inclinacién del hiperplano; y, By, es el punto de interseccion del hiperplano. Ba-
jo este proceder, el hiperplano es capaz de clasificar un nuevo punto de forma
que, si al sustituir los datos en la ecuacién (3.1), el resultado es mayor que 0,
entonces el punto se posicionaria por encima del hiperplano, es decir, en la clase
0. En cambio, si el resultado es menor que 0, se categorizaria en la clase 1, es
decir, debajo del hiperplano (Leonardo Emiro Contreras, Héctor Javier Fuentes
y Tarazona 2021).

By+ B X+ B;X5+ ...+ B, X, (3.1)

De esta manera, la precisién de la técnica SVM se ve beneficiada por la distan-
cia entre dicho hiperplano y el objeto mas proximo, reduciendo asi el margen de
error en la generalizaciéon del modelo (Leonardo Emiro Contreras, Héctor Javier
Fuentes y Tarazona 2021).

Para realizar la clasificacion, las SVM generan una serie de vectores para en-
contrar y crear el hiperplano que separa de forma 6ptima el espacio p-dimensional
en dos clases. Es decir, buscan el hiperplano que tenga la maxima distancia per-
pendicular respecto a los puntos correspondientes a los datos de entrenamiento
mas cercanos a él, como se ilustra en la Figura 3.3. Por esta razon, a este método
se le conoce como clasificador de margen méaximo (Rodrigo 2017; Bala et al. 2022;
Leonardo Emiro Contreras, Héctor Javier Fuentes y Tarazona 2021).

El punto mas cercano y mas alejado de cada clase son los llamados vectores
de soporte, siendo los méas importantes tanto para definir el hiperplano como
para construir el clasificador (Leonardo Emiro Contreras, Héctor Javier Fuentes
y Tarazona 2021). Asi, los puntos en el vector que pertenecen a la clase 0, estaran
situados en un lado del hiperplano, mientras que los de la otra categoria, clase 1,
estardan en el lado opuesto (Parra 2019).

A la hora de poner en préctica el clasificador SVM, se utiliza un ntcleo (ker-

22



Capitulo 3. Metodologia

*

Clase0 ¢ < % e,
A S

w 4 # et
> * X 4

/

//,

N ~ Clase 1
Hiperplano Optimo .~

%

Figura 3.3: Hiperplano de margen méaximo en SVM.
Leonardo Emiro Contreras, Héctor Javier Fuentes y Tarazona 2021

nel), definido mediante principios de algebra lineal, para determinar la distancia
entre los nuevos datos y los vectores de soporte. Se pueden emplear distintos
tipos de ntcleos, entre los cuales se encuentran el kernel lineal, polinémico y ra-
dial. El lineal se basa en la funcién punto producto estandar entre los vectores de
caracteristicas, la cual viene dada por la ecuacion (3.2), véase Leonardo Emiro
Contreras, Héctor Javier Fuentes y Tarazona (2021) para mas detalles.

K(Xy, X,) = Z(Xl - Xo) (3.2)

El kernel polinémico tiene la funcién de expandir el espacio de los datos de
caracteristicas de entrada hacia uno de mayor dimensiéon, mediante el uso de
funciones polinémicas de distintos grados. El objetivo de esto consiste en poder
distinguir y clasificar mejor dichos datos. La ecuacién del kernel polinomial viene
dada por la ecuacién (3.3), dénde g indica el grado del polinomio. Obsérvese que,
cuando g = 1, estamos ante un kernel lineal (Leonardo Emiro Contreras, Héctor
Javier Fuentes y Tarazona 2021).

K(X1Xp) =1+ ) (X1 X)f (33)

Por ultimo, para mejorar la precision del polinomio, se puede optar por la im-
plementacion del kernel radial, expresado mediante la ecuacién (3.4). Este kernel
introduce el parametro 7y, cuyo valor oscila entre 0 y 1 y se debe especificar al
algoritmo de aprendizaje del mismo modo que el pardmetro g (Leonardo Emiro
Contreras, Héctor Javier Fuentes y Tarazona 2021).

K(X;, X,) = ¢ EX (3.4)

Es importante destacar que, en la parte practica del presente TFG, se han
explorado los tres tipos de kernel. Como resultado de este proceso, se determiné
que el kernel lineal era el mas adecuado para resolver el problema en cuestion.
Por lo tanto, en todas las pruebas descritas en el Capitulo 4, se ha utilizado el
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kernel lineal.

3.2.2. k vecinos mas cercanos

Se trata de uno de los algoritmos de clasificaciéon basados en aprendizaje au-
tomatico més populares (Alteryx 2023; Parra 2019). KNN sirve para categorizar
elementos en funcién de sus vecinos més proximos, pudiendo valerse tinicamen-
te de uno, el mas cercano. Por esta razon, el rendimiento de este modelo esta
condicionado por la seleccion del hiperparametro k& y de la métrica de distan-
cia aplicada para calcular la separacién entre pares de puntos (Leonardo Emiro
Contreras, Héctor Javier Fuentes y Tarazona 2021).

La funcion principal de KNN es encontrar, entre un conjunto de datos de
entrenamiento, las k instancias mas parecidas (o vecinas), para determinar asi el
valor de salida especifico de un nuevo dato, prediciendo a qué clase pertenece el
mismo (Leonardo Emiro Contreras, Héctor Javier Fuentes y Tarazona 2021).

El funcionamiento del método KNN, ilustrado en la Figura 3.4, se basa en el
calculo de distancias entre el elemento a clasificar y los datos de entrenamiento.
Para ello, se asignan las n caracteristicas independientes del nuevo elemento a un
espacio n-dimensional. Luego, se divide el espacio en areas segun las ubicaciones
y las etiquetas de clase de las muestras de entrenamiento. Posteriormente, se
calcula la distancia desde la posicién del elemento a clasificar hasta la posicién de
las muestras ya categorizadas y se seleccionan los k elementos mas préximos a él,
asignéandole la etiqueta de la clase a la que pertenezcan la mayoria de ellos (Bala
et al. 2022; Parra 2019; Uskov et al. 2019). Una vez el elemento ha sido asignado
a una clase, dicha instancia pasa a formar parte del conjunto de entrenamiento y
se utilizara para clasificar nuevos elementos.

Initial Data Calculate Distance
New example

e s A Class A
* * [Ml\lmw e i * o Class B
i *x % *J i * xR
* ko4 AA *k, W
? T A A
A x 5 A A A
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Finding Neighbors & Voting for Labels
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* % Class B
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Figura 3.4: Prediccion de la clase de un nuevo objeto mediante KNN. Fuente:
Rekha 2020
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Existen varias formas de medir la distancia a las instancias ma&s cercanas,
pero la mas comun y la que se usara en el presente documento es la distancia
euclidiana, expresada mediante la ecuacién (3.5).

p

dlws,z)) = | ) (20 =25, (3.5)

r=1

donde z; = (;1, s, ..., 2;) € X, es un vector en un espacio p-dimensional que
refleja los atributos de la i-ésima instancia y que sera asignado a una de las ca-
tegorfas de la clasificacién existentes. Por otra parte, x; = (z;1, Zj2,...,2;,) € X,
es un vector que representa las caracteristicas de la j-ésima muestra del conjunto
de datos de entrenamiento categorizada.

Asi, durante la etapa de entrenamiento el algoritmo guarda los vectores ca-
racteristicos y las etiquetas de las clases de los ejemplares de entrenamiento. En
la fase de pruebas, lleva a cabo la evaluacion del elemento que se desea clasificar,
siguiendo los pasos que se han explicado anteriormente. Por tanto, este método
parte del supuesto de que la clasificacion éptima se obtiene a través de los vecinos
més cercanos y esto se logra utilizando todos los atributos de los elementos (Parra
2019).

Por tltimo, merece la pena destacar que el valor que se asigna al parametro k
determina cuantos vecinos se deben considerar al clasificar un punto de consulta.
Si k =1, el elemento se clasificara segin la clase a la que pertenezca su vecino
mas cercano. Es recomendable seleccionar un valor impar para k, con el objetivo
de evitar un empate en el nimero de vecinos mas proximos que pertenece a cada
clase (DataScientest 2023). La eleccién 6ptima de k para un conjunto de datos
determinado puede obtenerse mediante técnicas de validacion cruzada, como se
ha hecho en este TFG.

3.2.3. Redes neuronales artificiales

Se trata de un modelo computacional que se inspira en la forma en que las
neuronas interactiian, se estructuran y procesan los datos en el cerebro. Adap-
tando estos principios al dambito matematico, las ANN son capaces de emular
caracteristicas de los sistemas neuronales bioldgicos y compartir similitudes con
el aprendizaje adaptativo (Parra 2019; Leonardo Emiro Contreras, Héctor Javier
Fuentes y Tarazona 2021).

Se fundamentan en el proceso de entrenamiento de datos, supervisado o no
supervisado, para perfeccionar progresivamente su precision y tratar de conseguir
la méxima predicciéon (IBM s.f.; Parra 2019; Salas 2015).
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Las ANN aprenden a través de miltiples iteraciones, ajustando gradualmente
sus pesos al considerar variaciones anteriores para estimar resultados. Cuando
se proporcionan valores de entrada y salida, los pesos se determinan reduciendo
alguna funcién de error que evalta la discrepancia entre los valores observados
de salida y los predichos por la red (Leonardo Emiro Contreras, Héctor Javier
Fuentes y Tarazona 2021).

Como se puede observar en la Figura 3.5, las ANN estan compuestas por uni-
dades elementales denominadas nodos, que cumplen distintas funciones: actiian
como entrada o input (en la capa de entrada), salidas u output (en la capa de sali-
da) y como procesadores intermedios (en las capas ocultas). Estos nodos asumen
el papel de las neuronas biologicas. Ademas, estan constituidas por un conjunto
de conexiones ponderadas, llamadas pesos, que enlazan los nodos y crean una
estructura interconectada. Esta estructura desempena una funcion similar a las
sinapsis biolégicas (Parra 2019; Salas 2015; Leonardo Emiro Contreras, Héctor
Javier Fuentes y Tarazona 2021).

Capa de

Entrada Capa Oculta

Capa de
Salida

Figura 3.5: Estructura de las ANN. Fuente: Leonardo Emiro Contreras, Héctor
Javier Fuentes y Tarazona 2021

Se comienza con una capa de entrada que consta de un conjunto de nodos de
entrada. A estos nodos se les asignan ponderaciones que determinan la importan-
cia de cada variable, permitiendo que aquellas con valores més altos influyan de
manera mas significativa en la salida, en comparacién con otras entradas (IBM

s.f).

A continuacién, se lleva a cabo la multiplicacién de cada entrada por sus
respectivas ponderaciones, asi como la suma de estos productos para obtener los
datos de salida, como resultado de haber pasado por una funcién de activacion.
De esta manera, se calcula el error de prediccién para posteriormente evaluarlo. Si
este error supera un umbral (valor limite) especifico, se ajustan las ponderaciones,
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se activa el nodo y se transmiten los datos a la siguiente capa de la red. En caso
contrario, los datos de salida no se transfieren a la capa siguiente. Este proceso
se repite para cada instancia durante la fase de preparaciéon o evaluacién, con el
fin de mejorar la prediccién de casos anteriores, utilizando nuevas ponderaciones
y las ya modificadas. Finalmente, después de ajustar la precisién del modelo, se
procede a analizar globalmente los resultados utilizando los datos destinados a la
prueba o test (Parra 2019; IBM s.f.).

Existen diversas categorias de redes neuronales, cada una disenada con propési-
tos especificos y aplicaciones particulares. De entre ellas, en este TFG se desarro-
lla el modelo Perceptrén Multicapa (MLP, por sus siglas en inglés, Multilayer
Perceptron), también denominado como redes neuronales de propagacién hacia
delante (Parra 2019). Su estructura se ilustra en la Figura 3.6.

Capa de | Capa de
Entrada Capas Ocultas Salida

e el e
N Ng g

Figura 3.6: Estructura del perceptrén multicapa. Fuente: Arc 2022

Las redes neuronales MLP sirven para representar relaciones no lineales, for-
mando una red de comunicacion compuesta por la disposicion secuencial de las
tres categorias fundamentales de capas, mencionadas previamente: la capa de
entrada, la de salida y varias capas intermedias u ocultas. De esta forma, los
datos se introducen en el modelo a través de la capa de entrada, intercambian
informacion mediante las capas ocultas, y emiten los resultados a través de la
capa de salida (Parra 2019; Leonardo Emiro Contreras, Héctor Javier Fuentes
y Tarazona 2021). La cantidad de neuronas en la capa de entrada corresponde
al numero de variables o caracteristicas presentes en el conjunto de datos que se
estd analizando. La primera capa funcional es la primera capa oculta y la capa de
salida cuenta con un nimero de unidades de procesamiento igual a la cantidad
de resultados deseados en el sistema (Leonardo Emiro Contreras, Héctor Javier
Fuentes y Tarazona 2021).

De esta manera, el resto de elementos que componen una red neuronal MLP
de n entradas serian los siguientes (Parra 2019):

» Un vector (zy,...,x,) que representa el conjunto de los n datos de entrada.
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= Un vector (wy,...,w,) que recoge los pesos asignados a cada una de las
entradas.

» Una funcién de agregacién .

» Una funcién de activacién, que varia en funcién de la tarea que lleve a cabo
la neurona.

» Una variable de salida Y, definida por la ecuacién (3.6).

n

Y=f) wa (3.6)

=1

La funcién de activacion empleada depende de la tarea desempenada por cada
neurona (Leonardo Emiro Contreras, Héctor Javier Fuentes y Tarazona 2021). En
la Figura 3.7 se presentan las funciones de activacién mas populares.

Funcion Rango Grafica
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Figura 3.7: Funciones de activiacién mas populares de las redes neuronales. Fuen-
te: Leonardo Emiro Contreras, Héctor Javier Fuentes y Tarazona 2021

La variable resultado de una red neuronal MLP se obtiene mediante el proceso
de propagacion hacia adelante, que consiste en pasar una senal de entrada a través
de cada capa oculta hasta que la capa de salida genere sus valores correspondien-
tes. Durante el entrenamiento, se utiliza esta técnica para hacer predicciones que
luego se corregiran. Ademas, después de que la red esté entrenada, también se
emplea este método para realizar predicciones sobre nuevos conjuntos de datos
(Leonardo Emiro Contreras, Héctor Javier Fuentes y Tarazona 2021).

La propagacién hacia adelante se divide en tres fases:
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1. Calcular la activaciéon de la neurona en funcion de la entrada dada.
Dependiendo de la capa de la que se trate, las entradas son distintas. Para
la primera capa oculta, serd una fila de los datos de entrenamiento. Para
el resto de capas ocultas y la capa de salida, la entrada corresponde a las
salidas de las neuronas de la capa oculta inmediatamente anterior. De esta
forma, la activacion de la neurona se obtiene mediante la suma ponderada
del conjunto de entradas, siguiendo la ecuacién (3.7), donde el sesgo es un
parametro adicional asociado a cada neurona en una capa, aparte de los
pesos de conexion. Este sesgo permite que la funcion de activaciéon de la
neurona se traslade en el eje de salida. En la ecuacion, z; y w; representan,
respectivamente, el i-ésimo valor de entrada y el -ésimo peso de la red.

activacion = sesgo + (Z wixi> (3.7)

=1

2. Transferencia de neuronas. Esta fase implica la transmision de la ac-
tivacion de una neurona para determinar su salida real. Para esta tarea,
se pueden emplear distintas funciones de transferencia, siendo la sigmoidea,
también denominada funcion logistica, la més utilizada. Otras funciones que
se pueden emplear son la tangente hiperbdlica (Tanh) y la funcién de trans-
ferencia rectificadora (rectified transfer function). La funcién de activacién
sigmoidea, la cual viene dada por la ecuacién (3.8), tiene la capacidad de
transformar cualquier valor de entrada a un rango entre 0 y 1. Ademas, es
una funcién diferenciable, lo que significa que podemos calcular facilmen-
te su derivada para obtener la pendiente. Esta propiedad es fundamental
en el proceso de retropropagacion del error durante el entrenamiento de
la red neuronal, ya que permite ajustar los pesos de manera efectiva para
minimizar el error de prediccién.

1

1+ 6—activacion

sigmoidea = (3.8)

3. Propagacion hacia delante. Se avanza a través de cada capa de la red
neural, calculando las salidas de cada neurona. Las salidas de una capa se
convierten en las entradas de las neuronas en la capa siguiente, generandose
asi, las respuestas o salidas de la red (Leonardo Emiro Contreras, Héctor
Javier Fuentes y Tarazona 2021).

La neurona tiene la capacidad de ajustarse al entorno y aprender de él me-
diante la modificacién de sus pesos sindpticos, los cuales son considerados como
los parametros libres del modelo, ya que pueden ser ajustados para cumplir con
una tarea especifica. Este proceso, por el cual se modifican los pesos sinapticos
(o pardametros libres) de una neurona, es denominado método de aprendizaje. En
este TFG se ha utilizado el método de error-correccién (Parra 2019), que
incluye los siguientes componentes (Parra 2019):
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= Un conjunto de entrenamiento, denotado por D, que es el resultado de la
union de todas las clases en las que se han agrupado los n puntos iniciales.

s Un instructor.

= Valores iniciales arbitrarios para los nuevos parametros libres, junto con
una nueva asignacion de peso para el primer elemento.

El proceso de entrenamiento se lleva a cabo de la siguiente manera: el instruc-
tor selecciona aleatoriamente un elemento (zg, yo) del conjunto D y se lo presenta
a la neurona. Si la neurona clasifica incorrectamente este punto, es decir, lo asig-
na a una clase incorrecta, se ajustan los parametros libres iniciales aplicaindoles
una correccion. En caso de que la neurona clasifique correctamente el punto, los
parametros libres permanecen sin cambios, sin aplicar ninguna correccién (Parra
2019). Una de las técnicas especificas mas usadas para calcular gradientes, que
permiten ajustar los pesos en una red neuronal durante el entrenamiento, es el
error de retro propagacién (Leonardo Emiro Contreras, Héctor Javier Fuentes
y Tarazona 2021). Ademds, es importante destacar que para actualizar dichos
pesos, vy con ello mejorar el rendimiento del modelo, esta técnica actia junto
con un optimizador, como RMSprop, Descenso del Gradiente Estocéastico (SGD)
o Adam. Este ultimo ha sido el elegido en este TFG, por ser 6ptimo para el
problema en cuestién.

Este procedimiento se repite de manera iterativa, presentando a la neurona
nuevos puntos del conjunto D y utilizando los parametros libres y la asignacion de
peso mas recientes, no los iniciales. Si la neurona clasifica erréneamente el punto,
se realiza una correccién similar a la anterior, y se repite el proceso para cada
punto en el conjunto D. Si se han realizado correcciones durante el proceso, se
repite nuevamente el procedimiento completo con todos los elementos de D, hasta
que la neurona clasifica correctamente cada uno de los elementos del conjunto de
entrenamiento (Parra 2019).

3.3. Meétricas de evaluacion

Las métricas de evaluacion son indicadores empleados para valorar la eficien-
cia de los modelos de aprendizaje automéatico. Su funcion radica en comparar
distintos modelos y elegir aquel que exhiba un rendimiento superior de acuerdo a
los requisitos y metas especificas del problema que se quiere resolver (DataBitAl
2023).

En el presente trabajo, se van a utilizar las métricas de evaluacién denomina-
das accuracy, precision, recall y F1 score, para evaluar la eficiencia de cada uno
de los modelos de clasificacion escogidos.
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Sin embargo, antes de explicarlas se van a describir los elementos que se
utilizan para calcular dichas métricas. Una vez aplicado un método de clasificacién
sobre un conjunto de datos, cada uno de los elementos que lo constituyen se
clasificard en una de las siguientes cuatro categorias (Arce 2019):

» Verdaderos positivos (VP): elementos que han sido clasificados como
positivos y son realmente positivos. En el problema que se va a desarrollar
en este documento se trata de los estudiantes que fracasan académicamente
en la asignatura de matematicas, es decir que la suspenden, y el algoritmo
lo predice correctamente devolviendo un 1.

» Verdaderos negativos (VN): elementos que han sido clasificados como
negativos y lo son. En nuestro caso, se trata de estudiantes que no han
fracasado académicamente en la asignatura de matematicas. Dicho en otras
palabras, los que han aprobado esta asignatura y el modelo ha predicho el
mismo resultado, es decir, ha devuelto un 0.

» Falsos positivos (FP): elementos que deberian haber sido categorizados
como negativos, pero el modelo los clasifica como positivos (se conoce como
error tipo I). En nuestro caso, se trata de los estudiantes que han aprobado
la asignatura de matematicas y el algoritmo indica que han suspendido, es
decir, ha devuelto un 1 cuando deberia haber devuelto un 0.

» Falsos negativos (FN): elementos clasificados como negativos por el al-
goritmo, que realmente son positivos (se conoce como error tipo II). En
nuestro caso, se trata de estudiantes que han fracasado en la asignatura de
matematicas y el algoritmo indica que han aprobado, devolviendo un 0 en
lugar de un 1.

Estas categorias conforman lo que se conoce como matriz de confusién (Figura
3.8), la cual permite evaluar rapida y visualmente las predicciones del modelo,
asi como el grado de acierto que ha tenido en cada una de ellas.

A partir de dichas categorias, surgen las métricas de evaluaciéon que se descri-
ben, a continuacién (Sanchez 2021):

= Accuracy. Representa la proporcion de predicciones correctas sobre el to-
tal de predicciones realizadas por el modelo. Se calcula con la siguiente
ecuacién:

VP+VN
(VP+FP+VN +FN)

Accuracy = (3.9)

= Precision. Indica la tasa de instancias positivas que han sido predichas
correctamente por el algoritmo de entre todas las predicciones positivas. Se
calcula mediante la expresion:
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Predicition
(%] 1
True False
- @ | Negative | Positive
g (TN) (FP)
'5‘ False True
< 1 | Negative | Positive
(FN) (TP)

Figura 3.8: Matriz de confusién binaria. Fuente: O’Sullivan 2023

Precision = _Vr__ (3.10)
(VP + FP)

= Recall. Indica la tasa de instancias positivas que han sido predichas correc-
tamente por el algoritmo de entre todas las instancias cuyo valor de salida
es realmente positivo. Su valor se determina mediante la ecuacion:

Recall = VP (3.11)
(VP + FN)

= F1 score. Representa la media armoénica de la precision y el recall. Por
tanto, la expresiéon matematica utilizada para calcularla es:

1= 2 - precision - recall

3.12
(precision + recall) ( )

Sanchez 2021

Como es evidente, obtener valores elevados, cercanos al 1, en estas métricas,
indicara que el modelo escogido es adecuado para estudiar la variable objetivo,
ya que supondra que el algoritmo logra un alto porcentaje de acierto en sus
predicciones (Arce 2019).
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Como se ha comentado previamente, el objetivo de este TFG es predecir el
fracaso escolar en la asignatura de matematicas. Para ello, se ha utilizado un
conjunto de datos que contiene informacion demografica, social y de rendimiento
académico de varios estudiantes. En esta seccion, se describe detalladamente el
conjunto de datos, se explica el proceso seguido para entrenar los modelos de
clasificacién y se analizan los resultados obtenidos. Cabe destacar que para reali-
zar la implementacién informatica se ha utilizado principalmente la libreria scikit
learn de Python.

4.1. Datos utilizados

Se ha utilizado un conjunto de datos obtenido de la plataforma Kaggle (Sarkar
2021), que recopila informacién de estudiantes portugueses en la etapa de Educa-
cién Secundaria. El conjunto de datos estd compuesto por 33 caracteristicas que
contienen informacién sobre 395 estudiantes.

Este conjunto se cred utilizando dos fuentes de datos. Por un lado, informes
escolares con calificaciones en la asignatura de matematicas en cada uno de los
trimestres (caracteristicas 'G1’, 'G2’, ’G3’), asi como el nimero de ausencias al
centro educativo durante el curso (variable ’absences’). Por otro lado, se obtuvo
informacion a través de cuestionarios elaborados con preguntas cerradas para
obtener datos demograficos, sociales, emocionales y escolares que se creia que
podrian influenciar en el rendimiento del alumnado (Cortez y Silva 2008).
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4.1.1. Preprocesamiento de los datos

Durante la fase de preprocesamiento se han limpiado y transformado los da-
tos que estaban sin procesar. En primer lugar, se ha comprobado que no haya
ninguna instancia con datos duplicados. Luego, las caracteristicas de tipo textual
(’string’) se han convertido a minuscula. Finalmente, se ha transformado todas
las caracteristicas categoricas a tipo binario o numérico. Para ello, se han creado
cinco subconjuntos de datos diferentes, tal y como se explica, a continuacion:

» Caracteristicas cuyos valores son dicotémicos (distintos a ’si’ y 'no’). Se
trata de las caracteristicas 'school’, ’sex’, ’address’, 'famsize’ y "Pstatus’. Los
datos de estas variables se han transformado a valores binarios (0" y '17),
utilizando un codificador ordinal, donde se asigna ’0’ al valor cuyo ’string’
se posicione antes alfabéticamente, y "1’ al otro. Los datos procesados se
han almacenado en el conjunto de datos (dataframe) denominado ’df_enc’.

» Caracteristicas binarias cuyo valor es 'no’ o ’'yes’. Se trata de 8 variables:
"schoolsup’, famsup’,’paid’, ’activities’, 'nursery’, "higher’, ’internet’ y 'ro-
mantic’. Se ha utilizado un codificador ordinal para convertir estas varia-
bles en valores binarios numéricos, donde 0’ representa 'no’ y 1’ representa
'yves’. Los datos transformados se han almacenado en el conjunto de datos
‘df_num’.

= Caracteristicas de tipo numérico. Incluye las variables 'age’, 'Medu’, 'Fe-
du’, famrel’, traveltime’, 'studytime’, "failures’, ’freetime’, 'goout’, "Walc’,
'Dalc’, ’health’, absences’, 'G1’y ’G2’. Se ha comprobado que todos los va-
lores de estas variables son de tipo entero (int) y se han almacenado en el
conjunto de datos ’df_num’.

» Caracteristica a predecir, 'G3’. Se ha utilizado una mascara binaria, de-
nominada 'bin_mask’ que convierte los valores de ’G3’ menores que 10 en
"True’ (indicando fracaso escolar o suspenso) y los mayores o iguales que
10 en ’False’ (lo que significa que el alumno ha aprobado la asignatura de
matematicas). Posteriormente, se utiliza un codificador ordinal para con-
vertir el valor "True’ en "1’ y 'False’ en ’0’. Esta transformacion da lugar al
conjunto de datos denominado 'df_G3’.

» Caracteristicas nominales. Se trata de las variables 'Mjob’, 'Fjob’, ’guar-
dian’ y 'reason’. Para cada una de ellas, creamos un array que contenga
como columnas los valores que pueden tomar dichas variables. Para las
dos primeras variables, creamos dos arrays denominados 'Mjobs’ y 'Fjobs’
que contienen los siguientes valores ['at_home’; "health’, 'other’, ’services’,
‘teacher’]. Para la variable, ’guardian’, creamos el array ’guardians’ con los
siguientes valores: ['father’, 'mother’, ’other’]. Para la cuarta variable, crea-
mos el array 'reasons’ con valores ['course’, ’home’; ’other’, 'reputation’].
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A continuacién se crea un objeto de la clase OneHotEncoder, denominado
enc_hot, que contiene las 4 categorias creadas anteriormente. Este objeto se
utiliza para transformar estas categorias en una matriz de dimensiones 395
filas y 17 columnas. Cada instancia de esta matriz representa la presencia
(1) o ausencia (’0") de cada valor en las 4 categorias creadas anteriormen-
te. Por ejemplo, si en ’Mjob_at_home’ tiene un '1’, entonces 'Mjob_health’,
"Mjob_other’, "Mjob _services’ tendrdan un ’'0’, y lo mismo ocurre con los
valores de las otras 3 caracteristicas. Finalmente, esta transformacién se
almacena en el conjunto de datos 'df_hot’.

Por 1ltimo, se combinan todos los datos generados en un 1nico conjunto de
datos, denominado ’df_pre’; que contendréd 46 caracteristicas (columnas) y 395
instancias (filas). La descripcion detallada de las caracteristicas resultantes se
puede consultar en la Tabla A.1, del Anexo A.

4.2. Diseno del experimento

Una vez que se han procesado los datos, estos se han dividido en dos conjuntos.
E1 80 % se ha destinado al entrenamiento de los modelos de clasificacién, mientras
que el 20 % restante se ha reservado para las pruebas. Para evitar que el modelo
aprenda patrones especificos asociados con la disposicién original de los datos, se
han realizado una mezcla aleatoria de los datos (pardmetro ’shuffle’).

Ademas, al dividir los datos en conjuntos de entrenamiento y prueba, se ha
asegurado que tanto los datos de entrenamiento como los de prueba mantengan
la misma proporcién de elementos de la variable objetivo 'G3’, que es la que se
quiere predecir. Para ello, se ha utilizado el parametro (’stratify’).

Para obtener los hiperparametros 6ptimos de cada modelo de clasificacién, se
ha utilizado el método 'GridSearchCV’ disponible en la libreria ’scikit-learn’ de
Python. Este método emplea la técnica de validacién cruzada (cross validation),
la cual implica dividir el conjunto de datos de entrenamiento en k subconjuntos
(folds). En cada iteracién, el modelo de clasificacién se entrena con k—1 de estos
subconjuntos y se valida con el restante, calculando una métrica de evaluacién o
rendimiento (en nuestro caso, el accuracy). Este proceso se repite sucesivamente
hasta que todos los subconjuntos hayan servido para entrenar k — 1 veces y una
vez para validar. La medida de rendimiento obtenida tras aplicar la técnica de
validacion cruzada es la media de los valores calculados (Ojala y Garriga 2010).
La Figura 4.1 ilustra el funcionamiento de la técnica de validacién cruzada (scikit
learn s.f.).

La Tabla 4.1 presenta los parametros 6ptimos que se han utilizado en las
diferentes pruebas realizadas, tanto al incluir las caracteristicas 'G1’ y G2’ en los
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All Data

Training data Test data

Fold 1 | Fold 2 | Fold3 | Fold4 || Folds |

Spiit1 | Fold1 | Fold2 | Fold3 | Fold4  Fold5

split2 | Fold1 || Fold 2 | Fold3 | Fold4 | Fold5s

> Finding Parameters

Split4 | Fold1 || Fold2 | Fold3 | Fold4  Fold5

|
|
Spiit3 | Fold1 || Fold2 | Fold3 | Fold4  Folds
|
| Fold3 | Folda | Folds

Spiit5 | Fold1 || Fold2

Final evaluation 'ﬂ Test data

Figura 4.1: Cross Validation

conjuntos de entrenamiento y prueba, como al excluirlas. Como se puede observar,
los pardmetros seleccionados para la SVM son idénticos en ambos casos, mientras
que en el caso de KNN y ANN, los parametros difieren.

Método Hiperparametros Sin 'G1l’y G2’ Con 'G1’y 'G2’

C 0.1 0.1
SVM kernel linear linear
v 0.1 0.1
KNN n_neighbors 7 3
optimizer adam adam
ANN activation tanh linear
neurons 32 8

Tabla 4.1: Mejores hiperparametros para los métodos de clasificacion.

4.3. Resultados

En esta seccién, se analizan los resultados que se han obtenido al emplear
diferentes algoritmos de clasificacién para predecir el fracaso en la asignatura de
matematicas. Cabe destacar que se han realizado dos pruebas distintas con el fin
de analizar si la inclusion de variables de rendimiento académico en trimestres
anteriores mejora la capacidad predictiva de los modelos. Por esta razon, en pri-
mer lugar, se han aplicado los métodos de clasificacién excluyendo las variables
‘G1l’ y ‘G2’ del conjunto de datos de entrada. Posteriormente, se ha repetido el
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proceso incluyendo dichas variables.

Ademas, en ambos casos, se han llevado a cabo dos pruebas distintas. En pri-
mer lugar, se ha realizado la clasificaciéon con los tres métodos escogidos (SVM,
KNN y ANN), utilizando todas las caracteristicas del conjunto de datos. En se-
gundo lugar, se han empleado distintos métodos de seleccion de caracteristicas
(Boruta, FFS, BFS y RFE), y se ha realizado la clasificacién utilizando tnica-
mente las caracteristicas seleccionadas por cada uno de estos métodos.

Para cada experimento se han realizado 5 repeticiones, para mitigar la posi-
ble variabilidad en los resultados debido a la divisién aleatoria de los datos en
conjuntos de entrenamiento y prueba. Los resultados presentados en las seccio-
nes siguientes corresponden a los valores medios obtenidos para cada una de las
métricas de evaluacion.

4.3.1. Resultados al excluir las variables 'G1’ y G2’

En esta seccion, se detallan los resultados obtenidos al excluir del analisis las
variables 'G1’ y 'G2’. En primer lugar, se aplicaran los algoritmos de clasificacion
utilizando todas las variables del conjunto de datos, excepto las dos mencionadas.
Posteriormente, se compararan los resultados obtenidos al aplicar los diferentes
algoritmos de seleccién de caracteristicas. En todos los casos, se mostraran un
ejemplo de matriz de confusién para cada método utilizado, asi como una tabla
con la media de los valores obtenidos para cada una de las métricas de interés
(accuracy, precision, recall y F1 score).

Métodos de clasificacién utilizando todas las variables

En este apartado analizamos los resultados obtenidos con cada uno de los
métodos de clasificacién (SVM, KNN, ANN), utilizando todas las variables del
conjunto de datos, excepto 'G1’ y 'G2’.

La Figura 4.2 muestra un ejemplo de matrices de confusion para cada uno de
los métodos de clasificacién utilizados. Como se puede observar en la Figura 4.2a,
la SVM es capaz de predecir bastante bien los casos en los que los alumnos aprue-
ban la asignatura de matematicas, etiquetdandolos como 0. En este caso, acierta
48 de los 53 casos, lo que representa un 90.57 % de los mismos. Sin embargo, en
el caso de los alumnos que suspenden la asignatura, el acierto se reduce a un
65.38 %, acertando unicamente con 17 de los 26 estudiantes.

Los resultados del método KNN son similares a los de la SVM, como se puede
apreciar en la Figura 4.2b. Para predecir el caso de los estudiantes que aprueban
la asignatura, es capaz de acertar en 49 de 53 casos, es decir en un 92.45 % de ellos.
Sin embargo, el grado de acierto para los casos en los que los alumnos suspenden
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la asignatura es inicamente de un 61.54 %, estimando correctamente 16 de los 26
Casos.

True label
True label

Predicted label Predicted label

(a) SVM b) KNN

(
32.5
30.0
275
25.0
225
200
17.5
15.0
12,5

Figura 4.2: Matrices de confusion sin seleccién de caracteristicas y sin incluir en
el conjunto de datos 'G1’ y "G2’.

True label

Predicted label

(c) ANN

Por 1ltimo, la Figura 4.2c¢ muestra como los resultados del método ANN son
peores que los obtenidos con los otros dos métodos utilizados. En este caso solo ha
acertado 33 de los 53 casos de los estudiantes que aprueban la asignatura, lo que
representa un 62.26 %. En cuanto a los estudiantes que suspenden, el método ha
identificado correctamente 15 de los 26 casos, obteniendo un 57.69 % de acierto.

A partir de estas matrices de confusion, se han obtenido las métricas de eva-
luacion accuracy, precision, recall y F'1 score para cada uno de los clasificadores,
y se han recogido en la Tabla 4.2. Como se puede observar, el método KNN es el
que mejor resultado obtiene en términos de accuracy, con un valor del 74.68 %,
pese a que no difiere mucho del modelo SVM (72.15%). Asi mismo, el método
KNN muestra los mejores resultados en la métrica precision (71.43%) y en F1
score (50 %), superando a los otros modelos con bastante diferencia de puntua-
cién. El método ANN presenta los peores resultados en las métricas de accuracy
(55.7 %), precision (35.48 %) y F1 score (38.6 %). Sin embargo, supera a los otros
dos métodos en recall, con un 42.31 %, en comparacién con el 34.62 % obtenido
por la SVM y el 38.46 % del KNN.
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Clasificador Accuracy Precision Recall F1 score
SVM 72.15% 64.29 % 34.62%  45.00 %
KNN 74.68 % 71.43% 38.46% 50.00 %
ANN 55.70 % 35.48%  42.31% 38.60%

Tabla 4.2: Resultados experimentales de los modelos de machine learning sin
aplicar métodos de seleccion de caracteristicas y excluyendo del conjunto de datos

las caracteristicas 'G1” y 'G2’.

Métodos de clasificacién aplicando seleccion de caracteristicas

En esta seccion se analizan los resultados obtenidos utilizando los algoritmos
de seleccion de caracteristicas elegidos: Boruta, RFE, FFS y BFS. Estos algo-
ritmos, reciben como parametro de entrada todas las variables del conjunto de
datos, a excepcion de 'G1’ y 'G2’. La Tabla 4.3 muestra las variables mas rele-
vantes para predecir el rendimiento en la asignatura de matemadticas, escogidas

por cada algoritmo.

Algoritmo Caracteristicas seleccionadas

age
failures
goout

absences

Boruta

schoolsup
romantic

RFE Mjob _services
failures
goout

schoolsup
romantic

FFS Mjob _services
failures
goout

schoolsup
Mjob_health

BFS Mjob _services
failures
goout

Tabla 4.3: Caracteristicas seleccionadas al excluir 'G1’ y 'G2’

Tal como se puede apreciar en la Tabla 4.4, los resultados de la SVM son
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ligeramente inferiores que los obtenidos utilizando todas las caracteristicas. El
accuracy sin seleccién de caracteristicas era del 72.15 % y ahora se ha reducido a
un valor entre 70.13 % y 71.39 %, segtin el algoritmo de seleccién de caracteristicas
empleado. Los valores obtenidos en recall y F1 score han disminuido aproximada-
mente 10 puntos, pasando del 34.62 % y 45 %, respectivamente, utilizando todas
las variables, al 25% y 36 % de media, empleando los algoritmos de seleccién
de caracteristicas. Por tltimo, la métrica precision mejora ligeramente, con un
valor medio del 70 %, en comparacién con el 64.29 % que se obtiene sin utilizar
algoritmos de seleccion de caracteristicas.

Método

Clasificador .. Accuracy Precision Recall F1 score
Seleccion
Boruta 71.39 71.39 24.61 35.49
VM RFE 70.63 60.02 35.39 43.63
FFS 70.13 71.00 20.00 30.56
BFS 70.72 72.52 21.54 31.86
Boruta 69.87 56.40 33.08 41.49
KNN RFE 62.53 52.36 41.54 42.26
FFS 69.62 58.29 30.77 39.63
BFS 67.94 51.77 24.62 32.53
Boruta 68.61 55.49 29.23 37.93
ANN RFE 72.91 74.34 27.69 40.28
FFS 71.64 70.41 34.62 44.92
BFS 41.01 46.41 78.46 40.90

Tabla 4.4: Resultados experimentales de los modelos de machine learning apli-
cando métodos de seleccion de caracteristicas y excluyendo del conjunto de datos
las caracteristicas 'G1’ y 'G2’.

El clasificador KNN también obtiene peores resultados en la mayoria de las
métricas después de aplicar la seleccion de caracteristicas. Respecto a la métrica
de accuracy, independientemente del algoritmo de selecciéon utilizado, el valor ob-
tenido es inferior al 70 %, mientras que utilizando todas las variables se obtiene
un 74.68 %. El valor obtenido para la métrica de la precision se reduce aproxima-
damente 17 puntos (54.7 % de media frente al 71.43 %) y el F1 score no alcanza
el 40 % de media, respecto al 50 % obtenido utilizando todas las caracteristicas.
Por su parte, el recall inicamente mejora ligeramente aplicando RFE (pasa de un
38.6 % a un 41.49 %), mientras que con los otros tres algoritmos disminuye casi
10 puntos.

Por 1ltimo, el clasificador ANN mejora notablemente el rendimiento al selec-
cionar las caracteristicas mas relevantes. En términos de accuracy, con Boruta,
RFE y FFS se observa un incremento de aproximadamente un 15% (71.05%
de media, frente al 55.7%), mientras que con el algoritmo BFS el resultado es
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peor que utilizando todas las caracteristicas, obteniendo un 41.01 %. La métrica
de precisiéon muestra una mejora considerable en todos los casos, especialmente
con los algoritmos RFE y BFS obteniendo, respectivamente, 74.34 % y 70.41 %,
en ambos casos duplicando el valor del 35.48 %, obtenido al utilizar todas las
caracteristicas. El F1 score también mejora ligeramente, pasando del 38.6 %, sin
seleccién de caracteristicas, a aproximadamente un 40 %. Por tltimo, en general
el recall empeora, a excepcion del algoritmo BFS, cuyos resultados mejoran del

42.3 % al 78.46 %.

4.3.2. Resultados al incluir las variables 'G1’ y G2’

En esta seccién, se detallan los resultados obtenidos al incluir en el analisis
las variables 'G1’ y ’G2’, de la misma manera que se ha llevado a cabo el estudio
de los resultados al excluirlas. En primer lugar, se aplicaran los algoritmos de cla-
sificacion utilizando todas las variables del conjunto de datos, y se compararan
con los resultados obtenidos en la Seccion 4.3.1. Posteriormente, se compararan
los resultados obtenidos al aplicar los diferentes algoritmos de seleccion de carac-
teristicas entre ellos, y respecto a los obtenidos en la Seccién 4.3.1. En todos los
casos, se mostrara un ejemplo de matriz de confusion para cada método utilizado,
asi como una tabla con la media de los valores obtenidos para cada una de las
métricas de interés: accuracy, precision, recall y F1 score.

Métodos de clasificacion sin aplicar seleccion de caracteristicas

En este apartado analizamos los resultados obtenidos con cada uno de los
métodos de clasificacion (SVM, KNN, ANN), utilizando todas las variables del
conjunto de datos. Ademas, se realiza una comparacién con los resultados obte-
nidos excluyendo las variables 'G1’ y 'G2’.

La Figura 4.3 muestra un ejemplo de matrices de confusién para cada uno
de los métodos de clasificacién utilizados. Como se muestra en la Figura 4.3a,
la SVM tiene un alto grado de acierto, tanto en los casos en que los estudiantes
suspenden la asignatura de mateméticas (etiqueta correctamente con un 1, 24 de
26 casos, es decir un 92.31 % de acierto), como en aquellos en que los alumnos
aprueban (predice correctamente 50 de los 53 casos, es decir un 94.34 %).

Respecto al método KNN, la Figura 4.3b muestra el mismo porcentaje de
acierto en los aprobados que la SVM (94.34 %), es decir, predice bien 50 de 53
casos. Sin embargo, respecto a los suspensos, empeora ligeramente a la SVM, pre-
diciendo bien 22 de los 26 estudiantes suspensos en la asignatura de matemaéticas,
lo que supone una tasa de acierto del 84.62 %.
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True label
True label

20 20

10 10

0 1
Predicted label

(a) SVM (b) KNN

4] 1
Predicted label

True label

Predicted label

(c) ANN

Figura 4.3: Matrices de confusion sin seleccion de caracteristicas incluyendo "G1’
y 'G2.

Finalmente, la Figura 4.3c¢ muestra como el método ANN falla mas que la SVM
y el KNN a la hora de predecir el rendimiento en la asignatura de matematicas.
Por un lado, tiene una tasa de acierto del 81.18 % respecto a los aprobados en
la asignatura de matematicas, identificando correctamente 43 de los 53 casos.
Sin embargo, en relacion a los suspensos, tnicamente ha sido capaz de predecir
correctamente 12 de los 26 casos, lo que representa una tasa de acierto del 46.15 %.

La Tabla 4.5 presenta los resultados obtenidos para las métricas de evaluacion
elegidas: accuracy, precision, recall y F1 score.

Clasificador Accuracy Precision Recall F1 score

SVM 93.67 88.89 92.31 90.57
KNN 91.14 88.00 84.62 86.27
ANN 69.62 54.55 46.15 50.00

Tabla 4.5: Resultados experimentales de los modelos de machine learning sin

aplicar métodos de seleccion de caracteristicas e incluyendo 'G1’ y G2’ en el
conjunto de datos.
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Como se puede observar, los métodos SVM y KNN son los que obtienen mejo-
res resultados, destacando especialmente el primero de ellos, con los valores mas
altos en todas las métricas de evaluacion. En términos de accuracy, la SVM mejo-
ra en aproximadamente un 2 % al KNN, mientras que en precision los resultados
son similares con ambos métodos. En la métrica F1 score la SVM mejora al KNN
en casi un 4% y en recall la mejora es de aproximadamente un 8 %. Respecto
al método ANN, se puede ver que los resultados son significativamente inferiores
que los obtenidos con los otros dos métodos de clasificacion.

Por tltimo, comparando estos resultados con los presentados en la Tabla 4.3
de la Seccién 4.3.1, se observa que la inclusion de las variables 'G1’ y G2’ mejora
significativamente la prediccion del rendimiento de los estudiantes en la asignatura
de matematicas. Por ejemplo, con el método SVM los valores en las métricas de
accuracy, precision, recall y F1 score mejoran en aproximadamente un 20 %, 25 %,
60 % y 45 %, respectivamente. La mejora producida al incluir las variables 'G1’ y
G2’ es similar en los otros dos métodos de clasificaciéon empleados en este TFG.

Métodos de clasificacion aplicando seleccion de caracteristicas

En esta seccion se analizan los resultados obtenidos utilizando los algorit-
mos de seleccién de caracteristicas elegidos: Boruta, RFE, FSF y BFS. Tal como
se puede constatar en la Tabla 4.6, la tnica variable seleccionada por los cuatro
métodos de selecciéon es G2, lo que indica, como era de sospechar, que es la carac-
teristica mas relevante de todas las que conforman el conjunto de datos original,
excluyendo, obviamente, la caracteristica ‘G3’ que es la variable objetivo. Cabe
destacar que todos los algoritmos, a excepcion de RFE, también han seleccionado
'G1’ como una de las caracteristicas que mas peso tienen en la prediccion.

Por otro lado, también es interesante destacar que, mientras que las variables
'failures’ y 'goout’ fueron seleccionadas por los cuatro algoritmos (véase Tabla
4.3) cuando no se inclufan las variables ‘G1’ y ‘G2’ en el conjunto de datos
de entrada, en esta ocasién cada una ha sido seleccionada tnicamente por un
algoritmo: 'failures’ por Boruta y ’goout’ por BFS.

Después de identificar las caracteristicas mas relevantes, se han aplicado los
algoritmos de clasificacién utilizando tinicamente las variables escogidas por ca-
da algoritmo de seleccion de caracteristicas. Los resultados de la media de las

métricas de evaluacién al aplicar 5 veces dichos algoritmos se recogen en la Tabla
4.7.

Como se puede inferir de la Tabla 4.7, utilizando RFE, FFS y BFS como
algoritmos de seleccién de caracteristicas, el comportamiento del método SVM
es similar al observado al utilizar todas las caracteristicas (véase Tabla 4.5).
No obstante, al utilizar las variables seleccionadas por el algoritmo Boruta, el
rendimiento de SVM disminuye considerablemente en todas las métricas.
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Algoritmo Caracteristicas seleccionadas

failures
absences
G1

G2

Boruta

nursery
Mjob_at_home

RFE Fjob_other
guardian_other
G2

nursery

Fjob_other
FFS age

G1

G2

nursery

Fjob_other
BFS goout

G1

G2

Tabla 4.6: Caracteristicas seleccionadas al incluir ’G1’ y G2’ en el conjunto de
datos.

Por otra parte, el clasificador KNN también muestra un rendimiento inferior
al utilizar Boruta como algoritmo de seleccion de caracteristicas. Con los métodos
RFE, FFS y BFS, los resultados en todas las métricas son ligeramente inferiores
que los obtenidos usando todas las caracteristicas. No obstante, con estos tres
métodos de seleccién de caracteristicas, se observa una pequena mejora en la
métrica de recall, alcanzando valores de 89.23 %, 87.69 % y 88.46 % para RFE,
FFS y BFS, respectivamente, en comparacién con el 84.62 % obtenido al utilizar
todas las caracteristicas.

Respecto al clasificador ANN, utilizando el algoritmo BFS para seleccionar las
caracteristicas relevantes, los resultados son peores que los obtenidos empleando
todas las caracteristicas del conjunto de datos. Sin embargo, utilizando los otros
tres métodos de seleccién de caracteristicas. Destacan especialmente los resultados
obtenidos al utilizar las variables seleccionadas por los métodos RFE y FFS, con
unos resultados muy similares a los obtenidos por la SVM y la KNN. Por ejemplo,
con el algoritmo FF'S, los valores en las métricas de accuracy, precision, recall y F'1
score, son, respectivamente, 92.66 %, 88.75 %, 89.23 % y 88.81 %, muy superiores a
los obtenidos utilizando todas las variables, presentados en la Tabla 4.5: 69.62 %,
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54.55 %, 46.15 % y 50.00 %.

Por dltimo, comparando estos resultados con los presentados en la Tabla 4.4
de la Secciéon 4.3.1, se observa que la inclusion de las variables 'G1’ y G2’ mejora
significativamente la prediccién del rendimiento de los estudiantes en la asignatura
de matematicas.

Clasificador MetO(.i(,) Accuracy Precision Recall F1 score
seleccion
Boruta 86.33 68.79 70.77 69.53
SVM RFE 92.91 87.43 92.31 89.65
FFS 93.92 83.31 93.08 90.96
BFS 91.39 83.99 92.31 87.68
Boruta 82.28 73.88 69.23 70.90
RFE 89.87 82.38 89.23 84.97
KNN FFS 88.61 79.94 87.69 83.55
BFS 90.63 84.19 88.46 86.11
Boruta 85.82 62.26 69.23 68.75
RFE 92.41 89.08 88.46 88.56
ANN FFS 92.66 88.75 89.23 88.81
BFS 59.75 40.87 29.23 26.18

Tabla 4.7: Resultados experimentales de los modelos de machine learning aplican-
do métodos de seleccion de caracteristicas e incluyendo en el conjunto de datos
las caracteristicas 'G1” y 'G2’.

45






Conclusiones y trabajos futuros

En los ultimos anos, la investigacion en el ambito educativo ha experimen-
tado un notable crecimiento, particularmente en las instituciones de educacion
superior, con el objetivo de afrontar desafios como el abandono, la desercion es-
colar y el rendimiento académico. Este interés se ha visto reflejado en el uso,
cada vez mas extendido, de herramientas tecnolégicas que permiten recopilar,
analizar y visualizar datos relevantes, los cuales no siempre son evidentes en el
proceso de ensenanza y aprendizaje (Leonardo E Contreras, Héctor J Fuentes
y J. I. Rodriguez 2020).

Las técnicas de aprendizaje automatico constituyen una herramienta eficaz
para anticipar desafios potenciales relacionados con el rendimiento estudiantil,
mediante el andlisis exhaustivo de amplios conjuntos de datos. Esta metodologia
facilita la identificacion de patrones y correlaciones entre multiples variables que
pueden ser determinantes para el éxito académico. De esta forma, es posible
proporcionar una perspectiva anticipada sobre el progreso educativo de los estu-
diantes (Balabied y Eid 2023).

En este trabajo se han empleado diversos algoritmos de aprendizaje automati-
co, SVM, KNN y ANN, para predecir el rendimiento académico en la asignatura
de matematicas, utilizando un conjunto de multiples variables.

Ademas, se han comparado los resultados obtenidos al incluir y excluir las
variables relativas al rendimiento en la asignatura en los trimestres anteriores. Por
otra parte, se ha abordado la cuestion de identificar qué variables son mejores
predictoras del rendimiento académico en dicha asignatura. Para ello, se han
analizado cuatro métodos diferentes de seleccién de caracteristicas: Boruta, RFE,
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FFS y BFS.

Los resultados obtenidos en este trabajo sugieren que la seleccion caracteristi-
cas del conjunto de datos original o el uso de todas ellas apenas impacta en la
tasa de acierto del modelo de aprendizaje automaético. Sin embargo, incorporar
variables que recogen las calificaciones obtenidas en trimestres anteriores me-
jora de forma significativa la capacidad predictiva del modelo de clasificacion,
siendo SVM el mejor algoritmo, con un porcentaje de acierto del 93.67 %. Adi-
cionalmente, al aplicar métodos de seleccion de caracteristicas, los resultados son
comparables a los obtenidos al utilizar todas las variables. En este caso, los me-
jores resultados se obtienen con el método FFS en combinacién con SVM, con un
acierto del 93.92 %.

Cabe destacar que, aunque las variables seleccionadas por los distintos méto-
dos utilizados no son las mismas en todos los casos, de manera general, las mas
determinantes para predecir el fracaso en la asignatura de matemadticas corres-
ponden a las calificaciones del segundo trimestre, seguidas por las del primer
trimestre, asi como por la ocupacién del padre, excluyendo aquellas relacionadas
con el hogar, la ensenanza, la salud o los servicios.

En el escenario en el que se excluyen las variables que contienen datos de
los dos primeros trimestres, la capacidad predictiva del modelo disminuye en
aproximadamente un 20 %. En este caso, sin aplicar los métodos de seleccién de
caracteristicas, el mejor algoritmo resulta ser KNN, con una tasa de acierto del
74.68 %. Sin embargo, al emplear dichos métodos, los mejores resultados se obtie-
nen combinando ANN con RFE, obteniendo una tasa de acierto del 72.91 %. Las
variables mas determinantes en este contexto son el nimero de asignaturas sus-
pensas en cursos anteriores y el tiempo dedicado a socializar con amigos, seguido
de la disponibilidad de apoyo educativo extraescolar.

Como futuras lineas de investigacién, se podrian replicar los experimentos
realizados en este trabajo utilizando conjuntos de datos mas grandes o con mayor
dimensionalidad. En estas nuevas pruebas se podria analizar la relacion entre el
fracaso en la asignatura de matematicas y otras materias, asi como considerar el
nivel socioeconémico de las familias de los estudiantes. Sin embargo, es impor-
tante tener en cuenta que la consideracion de este ultimo factor puede plantear
desafios adicionales debido a la complejidad inherente que supone obtener dicha
informacion.

Por otra parte, en este TFG se han empleado cuatro métodos distintos de
envoltura para la seleccion de caracteristicas. Seria interesante realizar un anélisis
comparativo con métodos de filtrado, como los basados en causalidad, asi como
con métodos integrados como la regresiéon Lasso y Ridge. Dicha comparacién
podria ofrecer una vision clara de la eficacia de los diferentes métodos de seleccion
de caracteristicas, lo que permitiria identificar estrategias eficaces para mejorar
el rendimiento de los modelos predictivos.
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Por tltimo, otra posible alternativa que podria contribuir a mejorar los resul-
tados obtenidos en este TFG, seria la utilizacién de métodos de ensemble (ensem-
ble methods). Estos métodos, al combinar las predicciones de diversos modelos
de clasificacion, suelen mejorar significativamente la precision de los clasificadores
(Bravo, Lépez y Trujilllo 2021). Entre los métodos de ensemble que podrian ser
considerados se incluyen Bagging, Boosting y diversas variantes del método de
votacién, como Stacking. Estas técnicas han mostrado resultados prometedores
en estudios previos relacionados con el andlisis del rendimiento académico em-
pleando técnicas de aprendizaje automético con métodos de ensamble (Bravo,
Lépez y Trujilllo 2021).
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Descripcion del conjunto de datos

La Tabla A.1, describe las caracteristicas del conjunto de datos utilizado en
este TFG.

29



09

Variable Descripcién Tipo Valores
. A 0- Gabriel Pereira (GP)
school Escuela a la que acude el estudiante Binario 1- Mousinho da Silveira (MS)
. N 0- Femenino (F)
sex Sexo del estudiante Binario 1- Masculino (M)
address Tipo de direccién del domicilio del es- Binario 0- Rural (R)
tudiante 1- Urbano (U)
. - . . 0- Mayor que tres personas (GT3, Greater Than Three)
famsize Tamafio de la familia Binario 1- Menor de tres personas (LT3, Less Than Three)
. . . 0- Viven separados (A, Apart)
Pstatus Estado de convivencia de los padres Binario 1- Viven juntos (T, Together)
- N
schoolsup Cuenta con clases extraescolares Binario 0 0 (no)
1- Si (yes)
. - A 0- No (no)
famsup Apoyo educativo familiar Binario 1- Si (yes)
. . - 0- No (no)
paid Paga clases particulares Binario 1- Si (yes)
- N
activities Realiza actividades extracurriculares Binario 0- No (no)
1- Yes (si)
g . L 0- No (no)
nursery Asisti6 a la guarderia Binario 1- Si (yes)
. . . . L 0- No (no)
higher Quiere cursar estudios superiores Binario 1- Si (yes)
internet Tiene acceso a internet en casa Binario 0- N.O (no)
1- Si (yes)
- N
romantic Tiene una relacién roméntica Binario 0 0 (no)

sojyep op oyun(uod [pp uondiIdso( Yy omirden)
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Tabla A.1 continuacién de la pagina anterior

Variable Descripcién Tipo Valores
- N
Mjob_at_home La madre trabaja en casa Binario 0 0 (no)
1- Si (yes)
- N
Mjob_health La madre trabaja en el &mbito sanitario Binario 0 0 (no)
1- Si (yes)
Mjob_teacher La madre trabaja de profesora Binario 0- N.O (no)
1- Si (yes)
- N
Mjob_services La madre trabaja en el sector servicios Binario 0 0 (no)
1- Si (yes)
. La madre trabaja en otro ambito dis- - 0- No (no)
Mjob-other tinto a los anteriormente descritos Binario 1- Si (yes)
. . L 0- No (no)
Fjob_at_home El padre trabaja en casa Binario 1- Si (yes)
- N
Fjob_health El padre trabaja en el ambito sanitario Binario 0 0 (no)
1- Si (yes)
- N
Fjob_services El padre trabaja en el sector servicios Binario 0 0 (no)
1- Si (yes)
. . A 0- No (no)
Fjob_teacher El padre trabaja de profesor Binario - Si (yes)
. . N
Fjob_other El padre tr.zibaja en otro amblto distinto Binario 0 o (no)
a los anteriormente descritos 1- Si (yes)
- N
guardian_father El tutor del estudiante es su padre Binario 0 0 (no)
1- Si (yes)
- N
guardian_mother  El tutor del estudiante es su madre Binario 0 0 (no)

sojyep op oyun(uod [pp uondiIdso( Yy omirden)
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Tabla A.1 continuacién de la pagina anterior

Variable Descripcién Tipo Valores
. El tutor del estudiante es otra persona . 0- No (no)
guardian_other . . Binario .
(ni su padre ni su madre) 1- Si (yes)
EASOLCOUTSE Se h.a elegido ese colegio por la prefe- Binario 0- No (no)
rencia respecto al curso 1- Si (yes)
reason_home Se ha elegido ese colegio por la cercania Binario 0- No (no)
a casa 1- Si (yes)
reason_reputation Se .h,a elegido ese colegio por su repu- Binario 0- No (no)
tacién 1- Si (yes)
reason_other Sfe ha elegido ese cqleglo por una razén . . 0- No (no)
distinta a las anteriores 1- Si (yes)
age Edad del estudiante Numérico  Ntumeros enteros desde el 15 hasta el 22 incluidos
Numeros enteros del 1 al 4:
0 — ninguna educacién,
Nivel de educacién alcanzada por la ma- L 1 — Educacién Primaria (hasta 4to curso),
Medu Numérico . . .
dre. 2 — Educacién Primaria (de 5to a 9no curso),
3 — Educacién Secundaria
4 — Educacién Superior
Numeros enteros del 1 al 4:
0 — ninguna educacién,
Nivel de educacion alcanzada por el pa- L. 1-Educacién Primaria (hasta 4to curso),
Fedu Numérico. . . .
dre. 2-Educacién Primaria (de 5to a 9no curso)
3-Educacién Secundaria
4-Educacién Superior
. . . - Nu 11 al 5 si 1
famrel Calidad de las relaciones familiares Numérico timeros enteros del 1 al 5 siendo una escala que va desde

1 - muy mala relacién hasta 5 - excelente relacién.
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Tabla A.1 continuacién de la pagina anterior

Variable Descripcién Tipo Valores
Numeros enteros del 1 al 4:
1- Menos de 15 minutos
traveltime Tiempo de viaje de casa a la escuela Numérico  2- Entre 15 minutos y media hora
3- Entre media hora y una hora
4-M4s de una hora.
Numeros enteros del 1 al 4:
1- Menos de 2 horas semanales
studytime Tiempo semanal dedicado al estudio Numérico  2- Entre 2 y 5 horas semanales
3- Entre 5 y 10 horas semanales
4- Més de 10 horas semanales
Ntmeros enteros del 1 al 4:
, . 1- 1 asignatura suspendida anteriormente
. Numero de suspensos en clases anterio- L . . . .
failures ros Numérico  2- 2 asignaturas suspendidas anteriormente
3- 3 asignaturas suspendidas anteriormente
4- Mas de 3 asignaturas suspendidas anteriormente
Ntmeros enteros del 1 al 5 siendo una escala que va desde
freetime Tiempo libre después del colegio Numérico  1-Muy poco tiempo libre, hasta
5- Mucho tiempo libre
Numeros enteros del 1 al 5 siendo una escala que va desde
goout Tiempo dedicado a salir con los amigos Numérico  1-Muy poco tiempo dedicado a salir con los amigos, hasta
5- Mucho tiempo dedicado a salir con los amigos
Ntumeros enteros del 1 al 5 siendo una escala que va desde
Consumo de alcohol durante el fin de L.
Walc Numérico  1- Consume muy poco alcohol o nada el fin de semana, hasta
semana 5- Consume mucho alcohol el fin de semana
Ntmeros enteros del 1 al 5 siendo una escala que va desde
Dalc Consumo del alcohol entre diario Numérico  1- Consume muy poco o nada de alcohol entre semana, hasta

5- Consume mucho alcohol entre semana

sojyep op oyun(uod [pp uondiIdso( Yy omirden)



Tabla A.1 continuacién de la pagina anterior

Variable Descripcién Tipo Valores
Numeros enteros del 1 al 5 siendo una escala que va desde
health Estado de salud actual del estudiante Numeérico 1-Muy mal estado de salud, hasta
5 -Muy buen estado de salud
absences Numero de ausencias escolares Numérico = Numeros enteros desde el 0 hasta el 93
G1 Calificaciones del primer trimestre Numérico = Numeros enteros desde el 0 hasta el 20
G2 Calificaciones del segundo trimestre Numérico  Numeros enteros desde el 0 hasta el 20
G3 Calificaciones del tercer trimestre Numérico  Numeros enteros desde el 0 hasta el 20
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Tabla A.1: Caracteristicas del conjunto de datos preprocesadas
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