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Resumen

Este Trabajo Fin deGrado aborda el diseño y la evaluación de un sistema de generación aumenta-
da mediante recuperación (RAG) para facilitar la consulta ciudadana de legislación consolidada
del Boletín Oficial del Estado. El punto de partida es que publicar una norma no basta para
hacerla accesible: los textos jurídicos son extensos, cambian con el tiempo y emplean un len-
guaje alejado de muchas consultas cotidianas. El objetivo no es sustituir la publicación oficial ni
ofrecer asesoramiento jurídico, sino construir una herramienta informativa capaz de recuperar
evidencias normativas, redactar respuestas comprensibles y mantener la trazabilidad hacia las
fuentes.

Para ello se ha desarrollado un sistema completo, ejecutable de extremo a extremo, sobre softwa-
re de código abierto y modelos de pesos abiertos, en entorno local. El trabajo incluye un corpus
reproducible de 92 normas consolidadas del BOE, la interpretación de su estructura y vigencia
temporal, una representación documental parent-child, recuperadores léxico, denso e híbrido,
ensamblado controlado de contexto y generación de respuestas fundamentadas con citas veri-
ficables. La evaluación se plantea como una parte central del proyecto: se construye un banco
de 121 preguntas y 567 juicios de relevancia, se separan las particiones de ajuste y prueba, y
se mide la cadena RAG por capas para distinguir recuperación, contexto, citas, hechos clave,
fidelidad, corrección y abstención.

Los resultados muestran que, en este corpus y con este tipo de consulta, el recuperador denso
es la opción más adecuada: alcanza un ParentnDCG@10 de 0,806 en test, supera con claridad
a BM25 —sobre todo en consultas ciudadanas— y al híbrido RRF, y no muestra una diferen-
cia concluyente frente al mejor híbrido ponderado, cuya complejidad adicional no aporta una
ganancia observada. La generación confirma que recuperar evidencias aporta valor frente a res-
ponder sin contexto, aunque también muestra límites importantes: el sistema es prudente ante
preguntas fuera del corpus (0 respuestas indebidas en 30 preguntas de dominio lejano y 1 en 10
near-miss), a costa de una sobre-abstención apreciable. Además, la validación del modelo juez
frente a anotación humana revela que no es suficientemente fiable para sostener conclusiones de
fidelidad o corrección. En conjunto, el trabajo aporta una arquitectura RAG legal reproducible,
trazable y ampliable, junto con un análisis experimental que muestra qué decisiones funcionan,
cuáles no aportan y dónde están los cuellos de botella reales.





Summary

This Bachelor’s Thesis addresses the design and evaluation of a retrieval-augmented generation
(RAG) system for citizen-oriented consultation of consolidated legislation from the Spanish Of-
ficial State Gazette (BOE). The starting point is that publishing a legal text does not automati-
cally make it accessible: legislation is extensive, changes over time and often uses language that
differs from everyday questions. The aim is not to replace official publication or provide legal
advice, but to build an informative tool able to retrieve legal evidence, produce understandable
answers and preserve traceability to the original sources.

To this end, the project develops an end-to-end system based on open-source software and open-
weight models executed locally. The work includes a reproducible corpus of 92 consolidated
BOE regulations, parsing of their structure and temporal validity, a parent-child document repre-
sentation, lexical, dense and hybrid retrievers, controlled context assembly and grounded answer
generation with verifiable citations. Evaluation is treated as a core part of the project: a bench-
mark of 121 questions and 567 relevance judgements is built, development and test partitions are
kept separate, and the RAG pipeline is measured layer by layer to distinguish retrieval, context,
citations, key facts, faithfulness, correctness and abstention.

The results show that, for this corpus and this type of query, the dense retriever is the most
suitable option: it reaches 0.806 ParentnDCG@10 on the test split, significantly outperforms
BM25 and the RRF hybrid, and shows no conclusive difference from the best weighted hybrid
—whose added complexity brings no observed gain—, especially on citizen-style questions.
Generation confirms that retrieved evidence adds value compared with answering without con-
text, although it also shows important limits: the system behaves cautiously on out-of-corpus
questions (0 improper answers on 30 far-domain questions and 1 on 10 near-miss questions), at
the cost of noticeable over-abstention. In addition, the validation of the LLM-as-judge against
human annotation shows that it is not reliable enough to support conclusions about faithful-
ness or correctness. Overall, the thesis contributes a reproducible, traceable and extensible legal
RAG architecture, together with an experimental analysis that showswhich design choices work,
which ones do not add value and where the real bottlenecks lie.
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1 Introducción

1.1 Contexto y motivación

Conocer las normas que nos afectan es una condición básica para ejercer derechos y cumplir
obligaciones. La legislación regula asuntos tan cotidianos como los plazos que tiene la Admi-
nistración para contestar, las ayudas y subvenciones públicas, el acceso a la información pública
o la protección de los datos personales. Sin embargo, que un texto normativo esté publicado no
significa que sea fácil de localizar, de interpretar de forma preliminar o de relacionar con una
duda expresada en lenguaje corriente.

En España, el Boletín Oficial del Estado (BOE) es la fuente pública de referencia para la pu-
blicación de normas. Además del diario oficial, la Agencia Estatal BOE ofrece un servicio
de legislación consolidada que integra en un único texto las modificaciones que ha sufrido
una norma desde su aprobación. Esta consolidación facilita la consulta práctica, porque evita
reconstruir a mano la versión aplicable a partir de sucesivas reformas. Ahora bien, la propia
Agencia advierte de que los textos consolidados tienen carácter informativo y carecen de valor
jurídico: la fuente con plena validez sigue siendo el diario oficial correspondiente [2, 1]. Es-
ta distinción no es un matiz menor; condiciona qué puede y qué no puede prometer cualquier
herramienta construida sobre estos datos.

La disponibilidad de estos recursos en formato digital y reutilizable abre la puerta a soluciones
tecnológicas que mejoren el acceso a la información jurídica. En el ámbito europeo, iniciativas
como el Portal Europeo de e-Justicia persiguen ese objetivo en varios idiomas [21], y distintos
organismos internacionales han señalado que la inteligencia artificial puede contribuir a acercar
la información y los servicios jurídicos a la ciudadanía, siempre que se diseñe con transparencia,
control humano y respeto a los derechos fundamentales [45, 22].

En esa línea, los modelos de lenguaje de gran tamaño han demostrado una notable capacidad
para entender instrucciones en lenguaje natural y redactar respuestas coherentes [8]. Pero esa
fluidez esconde un riesgo serio en dominios sensibles: estos modelos pueden producir afirma-
ciones convincentes y, a la vez, incorrectas, desactualizadas o imposibles de verificar [6]. En el
terreno jurídico el problema se agrava, porque una respuesta que «suena bien» pero cita mal una
norma puede inducir a error a quien no tiene formación para detectarlo. De hecho, estudios re-
cientes documentan que losmodelos de lenguaje alucinan con frecuencia al responder preguntas
jurídicas [16], y que incluso herramientas comerciales que incorporan recuperación documental
siguen cometiendo errores y exigen supervisión humana [38].
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1 Introducción

Una respuesta a este problema es la generación aumentada mediante recuperación (Retrieval-
Augmented Generation, RAG): en lugar de pedir al modelo que conteste solo con lo que «re-
cuerda», se recuperan primero los fragmentos relevantes de una colección documental y se le
obliga a redactar a partir de ellos [36]. Aplicado a normativa, este enfoque resulta atractivo
porque permite mostrar de dónde sale cada afirmación y actualizar el corpus sin reentrenar el
modelo.

El punto de partida de este Trabajo Fin de Grado es que construir un RAG sobre legisla-
ción no es lo difícil; lo difícil es saber cuándo es fiable y demostrarlo. La arquitectura
RAG reduce el riesgo de inventar información, pero no lo elimina: puede recuperar fragmen-
tos irrelevantes, omitir el artículo decisivo, entregar al modelo un contexto pobre o generar
una respuesta que no respete las evidencias [34]. Por eso la motivación central del trabajo
no es entregar un sistema que «funcione» a primera vista, sino evaluar con evidencia qué
decisiones de diseño hacen que un RAG jurídico sea fiable, midiendo de forma separada
cada eslabón de la cadena y comparando estrategias alternativas en lugar de elegirlas por intui-
ción.

1.2 Dificultad de consultar normativa extensa y
cambiante

Consultar normativa plantea dificultades que la digitalización por sí sola no resuelve. La primera
es la estructura. Los textos jurídicos son extensos y están organizados de forma jerárquica:
títulos, capítulos, secciones, artículos y disposiciones adicionales, transitorias, derogatorias y
finales. Una pregunta aparentemente sencilla puede depender de varios artículos situados en
lugares distintos, o de definiciones, excepciones y remisiones internas que no son evidentes
para alguien sin formación jurídica.

La segunda es la distancia entre el lenguaje ciudadano y el normativo. Una persona pregunta
por «cuánto puede tardar la Administración en contestarme», mientras que la norma habla de
«plazo máximo para resolver y notificar» y de «silencio administrativo»; pregunta «si puedo
pedir ver un expediente público» y la norma regula el «derecho de acceso a la información pú-
blica». Esta diferencia de vocabulario penaliza a las búsquedas que dependen de coincidencias
literales de palabras y justifica explorar técnicas capaces de relacionar consulta y texto aunque
no compartan los mismos términos.

La tercera es que la normativa cambia. Las normas se modifican, se derogan, se corrigen o
quedan afectadas por disposiciones posteriores. La legislación consolidada ofrece una versión
integrada del texto, pero no exime de registrar qué versión se ha utilizado, cuándo se captu-
ró y cuál era su estado de actualización. La API de legislación consolidada del BOE permi-
te recuperar metadatos, textos completos, versiones y bloques documentales, lo que la hace
adecuada para construir un corpus reproducible; aun así, el sistema debe conservar informa-
ción suficiente para interpretar cada resultado en relación con una versión documental concreta
[1].
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1.3 Planteamiento del problema

Estas tres dificultades convierten la consulta normativa en una tarea de recuperación de infor-
mación especializada. No basta con localizar documentos que contengan algunas palabras de la
pregunta: hay que recuperar fragmentos jurídicamente pertinentes, conservar su contexto y per-
mitir que la persona revise la fuente de la respuesta. La literatura confirma que las capacidades
generales de un modelo no garantizan fiabilidad en tareas jurídicas, lo que ha motivado bancos
de pruebas específicos para medir su razonamiento legal [27]. En este trabajo, esa exigencia se
traduce en una idea que recorre toda la memoria: la trazabilidad no es un adorno, sino una
propiedad central del sistema. Cada respuesta debe poder vincularse a las evidencias de las
que procede.

1.3 Planteamiento del problema

El problema que aborda este Trabajo Fin de Grado puede enunciarse así: diseñar, imple-
mentar y, sobre todo, evaluar de forma rigurosa un sistema basado en una arquitectura
RAG que responda consultas en lenguaje natural sobre un corpus de normativa consolida-
da del BOE, recuperando evidencias pertinentes y generando respuestas trazables, y que
permita determinar con datos qué configuraciones del sistema producen respuestas más fia-
bles.

La formulación combina dos planos. El plano del usuario es directo: poder expresar una duda
con sus propias palabras y recibir una respuesta comprensible, acompañada de las referencias
normativas utilizadas. El plano técnico es más exigente: transformar documentos jurídicos ex-
tensos en una representación indexable, recuperar información pertinente para cada consulta,
construir un contexto controlado y generar una respuesta que no diga más de lo que las eviden-
cias sostienen.

El enfoque RAG encaja bien en este problema porque separa dos funciones complementarias.
Por un lado, un recuperador selecciona los fragmentos del corpus que pueden contener la infor-
mación buscada. Por otro, unmodelo generativo redacta la respuesta a partir de esos fragmentos.
Esta separación es valiosa en el dominio jurídico: permite actualizar o ampliar el corpus sin de-
pender del conocimiento interno del modelo y ofrece una base para inspeccionar las fuentes.
Pero su verdadera ventaja, para los fines de este trabajo, es que hace el sistema evaluable por
partes. Si una respuesta falla, se puede averiguar dónde: ¿no se recuperó el artículo correcto?,
¿se recuperó pero el ensamblado de contexto lo descartó?, ¿el modelo se apartó de la evidencia?,
¿citó mal?, ¿debió abstenerse y no lo hizo?

Aquí reside el núcleo del trabajo. Evaluar un RAG no se reduce a comprobar si una respuesta
«parece correcta»: un sistema puede redactar con fluidez y, al mismo tiempo, recuperar docu-
mentos irrelevantes, omitir una norma esencial, citar de forma incorrecta o contestar cuando
debería reconocer que no tiene información suficiente. Por eso existen propuestas para auto-
matizar la evaluación de estos sistemas y bancos de pruebas que miden capacidades concretas
como el rechazo de preguntas sin respuesta [18, 55, 13]. Sobre esa base, el TFG plantea una
evaluación modular, que mide por separado cada parte de la cadena —de la recuperación a la
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1 Introducción

respuesta, incluida la prudencia ante preguntas que el corpus no cubre—. Esa evaluación por
componentes es la que permite comparar estrategias de manera justa y sostener las conclusiones
con evidencia, no con opiniones.

Parte de esa evaluación se apoya en un modelo de lenguaje como juez (LLM-as-judge): un
segundo modelo, de familia distinta al que genera las respuestas, valora de forma automáti-
ca su fidelidad a las evidencias y su corrección. Es un enfoque emergente que en este trabajo
se aplica con cautela, validándolo frente a anotación humana antes de confiar en sus veredic-
tos.

El sistema se orienta principalmente a la ciudadanía no experta, aunque también puede ser útil
para personal de administraciones u otros perfiles que necesiten explorar normativa. En todo
caso, se concibe como una herramienta informativa y de apoyo a la consulta documen-
tal: no emite dictámenes, no resuelve casos con efectos jurídicos ni sustituye el criterio de un
profesional del Derecho. Esta delimitación viene impuesta tanto por el carácter informativo de
la legislación consolidada como por las limitaciones propias de los sistemas automáticos de
generación de texto.

1.4 Alcance y limitaciones

El alcance del trabajo comprende el ciclo completo de un RAG documental y su evaluación. En
concreto, se incluye: la construcción de un corpus reproducible de legislación consolidada del
BOE; el procesamiento de los documentos preservando metadatos y resolución de la versión
vigente; la fragmentación del texto y la generación de representaciones vectoriales; la recupe-
ración de evidencias ante una consulta; el ensamblado de un contexto acotado; la generación de
respuestas fundamentadas y trazables; y una evaluación experimental que mide cada compo-
nente y compara estrategias de recuperación (densa, léxica e híbrida) sobre un mismo conjunto
de consultas anotadas.

El corpus utilizado en los experimentos son 92 normas estatales consolidadas de alto uso
ciudadano, distribuidas en doce áreas temáticas —del núcleo administrativo y del sector pú-
blico a las materias que más afectan a la vida cotidiana (tributaria, laboral, consumo, vivienda,
sanidad, educación, extranjería o tráfico)—. La colección se concibe como ampliable, y su ver-
sión exacta se documenta en los capítulos de diseño y validación para que los resultados sean
reproducibles.

Un rasgo distintivo del proyecto es que todo el sistema se construye sobre software de
código abierto y modelos de pesos abiertos, ejecutados localmente —embeddings, gene-
rador y juez—, sin depender de servicios externos de pago. Lejos de ser una mera restric-
ción de recursos, esta decisión refuerza la reproducibilidad, elimina el coste por consulta,
preserva la privacidad de las preguntas y mantiene el control sobre cada pieza del proce-
so.
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1.5 Estructura de la memoria

Quedan fuera del alcance, y se plantean como trabajo futuro: una interfaz web o una API de
producción (el sistema se demuestra y se evalúa por línea de comandos); arquitecturas RAG
más avanzadas, como las basadas en agentes o en grafos de conocimiento; la cobertura com-
pleta del ordenamiento jurídico español; la consulta de jurisprudencia o doctrina; la emisión
de asesoramiento legal personalizado; la validación jurídica exhaustiva por especialistas; y los
estudios de uso con usuarios reales a gran escala.

El sistema presenta, además, limitaciones técnicas y metodológicas que conviene anticipar. La
calidad de las respuestas depende de la cobertura del corpus, de la estrategia de fragmentación,
del modelo de embeddings, del recuperador, del presupuesto de contexto y del comportamien-
to del modelo generativo. Aunque la generación se apoye en documentos recuperados, pueden
producirse errores por evidencias incompletas, fragmentos mal seleccionados, ambigüedad de
la consulta o respuestas que no respeten el contexto. El entorno de ejecución disponible condi-
ciona la elección de modelos y obliga a vigilar el coste computacional. Estas limitaciones no
se ocultan: se analizan de forma explícita en el capítulo de experimentos, evitando presentar el
sistema como una fuente autónoma de verdad jurídica.

1.5 Estructura de la memoria

El resto de la memoria sigue la relación natural entre problema, objetivos, contexto, diseño,
evaluación y conclusiones. El Capítulo 2 concreta el objetivo general en objetivos específicos
verificables, con los requisitos, las restricciones y la planificación. El Capítulo 3 revisa el estado
del arte que justifica el enfoque: recuperación léxica, semántica e híbrida, modelos de lenguaje
y sus límites, la arquitectura RAG, la fragmentación y, de forma destacada, la evaluación de
sistemas RAG y el dominio jurídico.

El Capítulo 4 describe el diseño y la implementación —del procesamiento del corpus y la re-
solución de la vigencia a la recuperación, el ensamblado de contexto y la generación—, y el
Capítulo 5, centro de gravedad del trabajo, presenta la metodología de evaluación, las mé-
tricas por componente, los experimentos, los resultados y el análisis de errores. Cierran la
memoria el Capítulo 6 de impacto y responsabilidad, el Capítulo 7 de conclusiones (cumpli-
miento de objetivos, competencias, limitaciones y trabajo futuro), la bibliografía y los ane-
xos.
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2 Objetivos y planificación

Este capítulo define el resultado que se pretende alcanzar con el Trabajo Fin de Grado, des-
compone dicho propósito en objetivos verificables y establece los requisitos y restricciones
que guían el desarrollo. Asimismo, presenta la planificación temporal seguida y los ajustes in-
troducidos durante la ejecución del proyecto. Esta separación permite relacionar posteriormente
cada objetivo con las decisiones de diseño, los experimentos realizados y las conclusiones ob-
tenidas.

2.1 Objetivo general

El objetivo general del proyecto consiste en diseñar, implementar y evaluar de forma rigu-
rosa un sistema basado en una arquitectura de generación aumentadamediante recupera-
ción (Retrieval-AugmentedGeneration, RAG) para facilitar la consulta de normativa consolida-
da procedente del Boletín Oficial del Estado (BOE), poniendo el énfasis enmedir con eviden-
cia qué decisiones de diseño producen respuestasmás fiables.

El sistema debe permitir que una persona formule preguntas en lenguaje natural y reciba una
respuesta comprensible, fundamentada en evidencias documentales recuperadas a partir del
corpus indexado. Además, la salida debe incorporar referencias verificables que permitan ins-
peccionar la procedencia de la información y acceder a las fuentes oficiales relacionadas con
la respuesta. El propósito del sistema no es sustituir la publicación oficial ni prestar asesora-
miento jurídico profesional, sino facilitar una primera aproximación informativa y trazable a la
normativa incluida en el corpus.

El entregable de este Trabajo Fin de Grado se materializa en un sistema ejecutable de extremo
a extremo y en un marco de evaluación reproducible. Una interfaz web de cara al usuario y una
API de servicio quedan planteadas como líneas de trabajo futuro, ya que su utilidad depende
de haber determinado antes, con evidencia, qué configuración interna del sistema es la más
fiable.

La elección de normativa consolidada resulta adecuada para esta finalidad porque la Agen-
cia Estatal Boletín Oficial del Estado (AEBOE) ofrece interfaces de programación que per-
miten reutilizar normas consolidadas, recuperar sus metadatos, consultar el texto comple-
to de sus distintas versiones y acceder a los bloques que reflejan su estructura interna
[1].
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2 Objetivos y planificación

2.2 Objetivos específicos

El objetivo general se concreta en los siguientes objetivos específi-
cos:

OE-01 Construir un corpus normativo reproducible y ampliable. Diseñar un proceso para
obtener, normalizar y almacenar normativa consolidada procedente del BOE, preservan-
do los metadatos necesarios para identificar los documentos, sus versiones y su proce-
dencia.

OE-02 Definir una representación documental adecuada para recuperación. Diseñar una
estrategia de estructuración y fragmentación que permita recuperar pasajes relevantes
sin perder su relación con el contexto normativo de origen.

OE-03 Implementar estrategias de recuperación complementarias. Desarrollar mecanismos
de recuperación léxica, semántica e híbrida capaces de seleccionar evidencias relevantes
ante consultas formuladas en lenguaje natural.

OE-04 Comparar las estrategias de recuperación. Evaluar los recuperadores mediante con-
sultas anotadas y métricas reproducibles, con el fin de seleccionar una configuración
adecuada para el sistema final y analizar sus limitaciones.

OE-05 Generar respuestas fundamentadas y prudentes. Integrar un mecanismo de genera-
ción condicionado por las evidencias recuperadas que produzca respuestas trazables y
que indique de forma explícita cuándo el corpus no contiene información suficiente para
responder de manera fundamentada.

OE-06 Diseñar un marco de evaluación modular y fiable. Definir un conjunto de métricas
que midan por separado la recuperación, la construcción de contexto, la fidelidad a las
evidencias, la corrección de las citas, el acierto de la respuesta y la abstención, apoyado
en un conjunto de consultas anotadas. El marco debe incluir la validación de un modelo
de lenguaje como juez (LLM-as-judge) frente a anotación humana antes de confiar en sus
veredictos.

OE-07 Ejecutar la evaluación y analizar los errores con evidencia. Aplicar el marco anterior
para medir la calidad de las respuestas generadas, estudiar el equilibrio entre responder y
abstenerse, y analizar de forma cualitativa dónde y por qué falla el sistema, contemplando
consultas ciudadanas, formulaciones técnico-jurídicas, reformulaciones de una misma
necesidad informativa y preguntas fuera del corpus.

OE-08 Favorecer la reproducibilidad, la extensibilidad y el uso responsable. Documentar la
arquitectura, la configuración y los procedimientos de ejecución; sostener el sistema ín-
tegramente sobre herramientas de código abierto y modelos de pesos abiertos ejecutados
localmente, sin servicios externos de pago; facilitar la ampliación posterior del corpus; y
analizar las limitaciones técnicas y jurídicas del prototipo.
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2.3 Requisitos del sistema

Los objetivos se han formulado de manera que puedan revisarse al final del trabajo. Cada uno
deberá corresponderse con una parte de la implementación, una evidencia experimental o docu-
mental y una valoración explícita en el capítulo de conclusiones.

2.3 Requisitos del sistema

Los requisitos se dividen en requisitos funcionales y no funcionales. Los primeros describen
las operaciones que debe realizar el sistema. Los segundos establecen propiedades transversa-
les relacionadas con la trazabilidad, la reproducibilidad, la mantenibilidad y el uso responsa-
ble.

2.3.1 Requisitos funcionales

La Tabla 2.1 recoge los requisitos funcionales comprometidos para la versión demostrable del
sistema.

La API de legislación consolidada del BOE permite obtener una lista de normas mediante cri-
terios de búsqueda, recuperar metadatos básicos y acceder a la URL de la versión HTML del
texto consolidado. Para una norma concreta también ofrece el texto completo de sus versiones,
el índice de bloques y las distintas versiones de un bloque determinado [1]. Esta disponibili-
dad permite plantear la trazabilidad como una propiedad estructural del sistema: los fragmentos
indexados deben conservar información suficiente para reconstruir su origen y enlazar la res-
puesta con la fuente oficial relacionada.

El comportamiento previsto ante preguntas no cubiertas por el corpus merece una consideración
específica. La aplicación no debe intentar completar automáticamente la respuesta mediante
afirmaciones no respaldadas por las evidencias disponibles. Cuando la información recuperada
sea insuficiente, el componente generativo deberá comunicar esta limitación de manera explí-
cita. La definición exacta de los criterios de abstención y su evaluación se desarrollará en el
capítulo de experimentos.

2.3.2 Requisitos no funcionales

Los requisitos no funcionales se recogen en la Tabla 2.2. No se fijan inicialmente umbrales
arbitrarios de precisión o latencia: los valores observados deberán medirse en el entorno real y
analizarse en el capítulo de experimentos.
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2 Objetivos y planificación

Tabla 2.1: Requisitos funcionales del sistema.

Código Requisito funcional Prioridad
RF-01 El sistema deberá permitir incorporar normativa consolidada procedente

del BOE mediante un proceso administrativo reproducible.
Esencial

RF-02 El sistema deberá conservar los metadatos necesarios para identificar la
norma, la versión indexada y su procedencia.

Esencial

RF-03 El sistema deberá transformar los documentos en unidades adecuadas pa-
ra indexación y recuperación, preservando su relación con el contexto
normativo.

Esencial

RF-04 El sistema deberá implementar una estrategia de recuperación léxica. Esencial
RF-05 El sistema deberá implementar una estrategia de recuperación semántica. Esencial
RF-06 El sistema deberá implementar una estrategia de recuperación híbrida que

combine señales léxicas y semánticas.
Esencial

RF-07 El sistema deberá permitir comparar las estrategias de recuperación me-
diante un proceso experimental reproducible.

Esencial

RF-08 El sistema deberá aceptar preguntas formuladas en lenguaje natural. Esencial
RF-09 El sistema deberá construir un contexto limitado a partir de las evidencias

recuperadas.
Esencial

RF-10 El sistema deberá generar respuestas basadas en el contexto documental
suministrado.

Esencial

RF-11 El sistema deberá asociar cada respuesta con referencias verificables a las
evidencias utilizadas.

Esencial

RF-12 El sistema deberá asociar a cada respuesta los enlaces oficiales del BOE
correspondientes a las fuentes empleadas.

Esencial

RF-13 El sistema deberá impedir que una respuesta cite evidencias no propor-
cionadas al componente generativo.

Esencial

RF-14 El sistema deberá indicar que no dispone de información suficiente cuan-
do el corpus no permita responder de forma fundamentada.

Esencial

RF-15 El sistema deberá ofrecer un demostrador ejecutable por línea de coman-
dos que permita formular una consulta y obtener la respuesta fundamen-
tada con sus citas.

Esencial

RF-16 El proceso documental deberá permitir ampliar posteriormente el corpus
sin rediseñar la arquitectura completa.

Importante
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2.3 Requisitos del sistema

Tabla 2.2: Requisitos no funcionales del sistema.

Código Propiedad Requisito no funcional
RNF-01 Trazabilidad Cada respuesta deberá permitir identificar las evidencias docu-

mentales utilizadas y su procedencia.
RNF-02 Reproducibilidad El corpus, los índices, las configuraciones y los experimentos de-

berán poder reconstruirse a partir de artefactos y parámetros regis-
trados.

RNF-03 Robustez Las salidas generadas deberán validarse antes de mostrarse al
usuario y deberán respetar el contrato de respuesta esperado.

RNF-04 Mantenibilidad La arquitectura deberá separar procesamiento documental, recu-
peración, ensamblado de contexto, generación, interfaz y evalua-
ción.

RNF-05 Extensibilidad La ampliación del corpus o la incorporación de nuevos recupera-
dores no deberá exigir rehacer el sistema completo.

RNF-06 Ejecución local y
abierta

El sistema deberá ejecutarse íntegramente con herramientas de có-
digo abierto y modelos de pesos abiertos en el servidor universi-
tario, sin depender de servicios externos de pago.

RNF-07 Comprensibilidad Las respuestas deberán utilizar un lenguaje accesible para usuarios
no especializados, sin ocultar su fundamentación documental.

RNF-08 Seguridad El repositorio, la configuración y la documentación no deberán
incluir credenciales, secretos ni información privada.

RNF-09 Transparencia de
alcance

La aplicación deberá informar de que no sustituye la publicación
oficial ni el asesoramiento jurídico profesional.

RNF-10 Observabilidad ex-
perimental

Las ejecuciones relevantes deberán registrar parámetros, resulta-
dos y diagnósticos suficientes para analizar errores.
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2 Objetivos y planificación

2.4 Restricciones y supuestos

El proyecto se desarrolla bajo un conjunto de restricciones que delimitan la interpretación de los
resultados. Estas restricciones no constituyen errores del prototipo, sino condiciones de partida
que deben tenerse en cuenta al evaluar su utilidad.

Tabla 2.3: Restricciones y supuestos iniciales del proyecto.

Ámbito Restricción o supuesto
Cobertura documen-
tal

El corpus inicial será seleccionado y ampliable. No pretende representar la
totalidad del ordenamiento jurídico español.

Validez jurídica Los textos consolidados del BOE tienen carácter informativo y no sustituyen
la publicación oficial correspondiente [2].

Finalidad funcional La aplicación facilitará una primera aproximación documental. No prestará
asesoramiento jurídico profesional ni garantizará una interpretación definiti-
va de la normativa.

Incorporación docu-
mental

La ampliación del corpus será ejecutada inicialmente por el desarrollador
mediante un proceso administrativo, no desde la interfaz de usuario.

Alcance experimen-
tal

Las conclusiones serán válidas para el corpus, las consultas y las configu-
raciones evaluadas. No deberán generalizarse automáticamente a cualquier
norma o escenario de uso.

2.5 Planificación temporal

El proyecto se organizó en ocho fases, desde la definición del problema hasta la documentación
y el cierre, que en la práctica se solaparon: construir un sistema RAG obliga a revisar decisiones
previas cada vez que aparecen resultados experimentales o errores de integración. En cuanto al
calendario, se desarrolló entre noviembre de 2025 y la entrega, en julio de 2026. La primera
etapa acotó el dominio sobre documentos en texto plano y, en torno amayo de 2026, el trabajo
giró hacia la legislación consolidada del BOE; a partir de ahí, de forma especialmente intensa
en junio y julio, se encadenaron la ingesta y el procesamiento del corpus, la comparación de
recuperadores, la generación y la evaluación. Este ritmo se ajustó al calendario de convocatorias
de defensa y al reglamento de Trabajo Fin de Grado de la Escuela de Ingeniería de Fuenlabrada
[19, 20], que fija la estructura y la extensión máxima del documento. El diagrama de Gantt de
la Figura 2.1 resume gráficamente el cronograma seguido.

El detalle de las ocho fases y las cuatro desviaciones que el plan sufrió al chocar con la realidad
—el cambio de fuente documental (del texto plano a la legislación consolidada), la ampliación
del corpus de 10 a 92 normas, la re-priorización de la generación y de la validación del modelo
juez, y el giro a la GPU para la indexación— se recogen en el Anexo C. Ninguno de esos
ajustes desvió el objetivo general: cada uno respondió a un obstáculo concreto y dejó el trabajo
en mejor posición para alcanzarlo.
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2.5 Planificación temporal

PLANIFICACIÓN · FASES DEL PROYECTO

2025 2026
Nov Dic Ene Feb Mar Abr May Jun Jul

F0 · Definición del problema

F1 · Obtención y estructuración

F2 · Fragmentación e indexación

F3 · Recuperación y evaluación

F4 · Generación fundamentada

F5 · Demostrador E2E

F6 · Evaluación integral

F7 · Documentación y cierre

entrega · 11 jul

Figura 2.1: Cronograma aproximado de las ocho fases del proyecto (noviembre de 2025 – en-
trega el 11 de julio de 2026). Las fases se solapan y todas concluyen en la entrega;
el detalle de cada una se recoge en el Anexo C.
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3 Estado del arte

Antes de describir el sistema conviene revisar los fundamentos que justifican su enfoque.
Construir un RAG jurídico no se reduce a elegir un modelo generativo y hacerle preguntas:
hay que localizar la información pertinente, conservar el vínculo de cada fragmento con su
norma de origen, ensamblar un contexto útil, redactar una respuesta comprensible y permi-
tir verificar las fuentes. Cada una de esas exigencias sostiene una decisión de diseño poste-
rior.

El capítulo recorre las familias de recuperación de información—léxica, semántica e híbrida—,
los modelos de lenguaje y sus límites, la arquitectura Retrieval-Augmented Generation (RAG),
la fragmentación y la construcción de contexto, la evaluación de estos sistemas y las particulari-
dades del dominio jurídico. Se exponen aquí los conceptos y las alternativas existentes; las deci-
siones concretas del prototipo llegan en los capítulos siguientes.

3.1 Información jurídica y normativa consolidada

Los documentos jurídicos presentan características que los diferencian de otras colecciones
textuales utilizadas habitualmente en sistemas de recuperación de información. Una norma no
es solo una secuencia de párrafos: posee una estructura interna formada por títulos, capítulos,
artículos, disposiciones, anexos y otros elementos que condicionan su interpretación. Además,
cada documento se inserta en un contexto temporal y normativo determinado, por lo que resulta
necesario conocer su versión, su vigencia y su procedencia. Esta dimensión temporal es espe-
cialmente delicada: una misma norma consolidada agrupa una sucesión de versiones—fruto de
sus sucesivas modificaciones, correcciones y derogaciones parciales— y determinar cuál es la
redacción vigente en una fecha dada no siempre resulta inmediato, lo que obliga a cualquier sis-
tema de consulta a tratar la versión utilizada y la fecha de captura como información de primer
orden.

En el caso de este Trabajo Fin de Grado, la fuente documental principal es la colección de legis-
lación consolidada del Boletín Oficial del Estado (BOE). La Agencia Estatal BOE proporciona
servicios de datos abiertos para consultar y reutilizar información normativa, incluyendo una
API específica de legislación consolidada que permite acceder a metadatos, textos completos,
versiones e índices de bloques documentales [1]. Esta disponibilidad de datos estructurados re-
sulta especialmente relevante para un sistema RAG, ya que permite preservar información de
procedencia y construir enlaces verificables a la fuente oficial.
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3 Estado del arte

La consolidación normativa consiste, de forma general, en integrar en un único texto las mo-
dificaciones y correcciones expresas que ha recibido una norma desde su publicación original.
Su finalidad es facilitar la consulta de la redacción vigente o de versiones anteriores, evitan-
do que el usuario deba reconstruir manualmente la evolución normativa a partir de múltiples
disposiciones modificativas. Sin embargo, esta utilidad documental no debe confundirse con
valor jurídico propio. El BOE advierte que los textos consolidados tienen carácter informativo
y que, para fines jurídicos, debe acudirse a la publicación oficial correspondiente [2]. EUR-Lex
establece una cautela análoga para la legislación consolidada de la Unión Europea, al señalar
que la consolidación facilita el acceso a los textos modificados, pero no tiene efectos jurídicos
por sí misma [49].

Esta distinción condiciona el alcance de cualquier aplicación basada en estos textos. Un siste-
ma de consulta ciudadana puede ayudar a localizar información normativa, resumirla de forma
comprensible y mostrar las fuentes utilizadas, pero no debe presentarse como sustituto de la
publicación oficial ni como herramienta de asesoramiento jurídico profesional. En consecuen-
cia, la trazabilidad no es un requisito accesorio: constituye una condición esencial para que el
usuario pueda revisar el origen de la información.

Otra dificultad específica del dominio normativo es la distancia entre el lenguaje de la ciuda-
danía y la redacción formal de las normas: una persona pregunta con vocabulario cotidiano,
mientras que el texto emplea expresiones técnicas como “procedimiento sancionador”, “extin-
ción del contrato de trabajo” o “incapacidad temporal”. Esa distancia justifica estudiar técnicas
de recuperación que no dependan únicamente de coincidencias exactas entre las palabras de la
consulta y las del documento.

3.2 Recuperación de información

La recuperación de información estudia cómo seleccionar, de una colección documental, aque-
llos elementos que son relevantes para una necesidad de información expresada median-
te una consulta. En un sistema de consulta normativa, la colección está formada por docu-
mentos legales o por fragmentos derivados de ellos; la consulta es una pregunta formula-
da por el usuario; y la salida del recuperador es una lista ordenada de evidencias candida-
tas.

En sistemas RAG la recuperación adquiere una importancia añadida: los documentos selec-
cionados no son el resultado final, sino la información que condicionará la respuesta del
modelo. Si el recuperador omite un fragmento esencial, la respuesta será incompleta; si in-
cluye demasiado ruido, el modelo puede apoyarse en información irrelevante o contradicto-
ria.

Por razones prácticas, el recuperador ordena los resultados y entrega solo los primeros (top-k):
como la ventana de contexto del modelo es limitada, actúa como un filtro que determina qué
partes del corpus llegan a la generación.
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3.2 Recuperación de información

Para evaluarla se comparan los documentos recuperados con un conjunto de referencias rele-
vantes mediante métricas como Recall@k, Mean Reciprocal Rank (MRR) y Normalized Dis-
counted Cumulative Gain (nDCG), que capturan, respectivamente, si aparecen suficientes evi-
dencias, si la primera útil llega pronto y si el orden es adecuado.

El cálculo de estas métricas presupone disponer de juicios de relevancia: un conjunto de pares
consulta–documento etiquetados como relevantes o no relevantes que actúa como referencia
(gold standard). Construir esos juicios de forma exhaustiva resulta inviable en colecciones de
cierto tamaño, por lo que la metodología clásica de evaluación —procedente de la tradición
de Cranfield y consolidada en las campañas TREC— recurre al pooling: se reúnen los prime-
ros resultados devueltos por varios sistemas y solo se anotan los documentos de ese conjunto
común. Esta técnica ahorra esfuerzo, pero arrastra un riesgo conocido. Si el conjunto anotado
es pequeño o procede de sistemas poco diversos, los juicios quedan incompletos y sesgados a
favor de los documentos que esos sistemas ya recuperaban, de modo que un recuperador no
representado en la anotación puede quedar injustamente penalizado al recuperar documentos
relevantes que nunca llegaron a juzgarse [10]. De ahí se derivan dos cautelas metodológicas:
conviene construir el conjunto de juicios a partir de sistemas diversos y conviene acompañar
toda comparación entre recuperadores de pruebas de significancia estadística que distingan las
diferencias reales del ruido del muestreo [57].

El benchmark BEIR ilustra la diversidad de enfoques de recuperación y la necesidad de evaluar
en condiciones heterogéneas. Sus autores comparan modelos léxicos, dispersos, densos, de in-
teracción tardía y de reordenación sobre múltiples conjuntos de datos, y muestran que BM25
continúa siendo una línea base robusta, mientras que algunas técnicas de reordenación pueden
mejorar resultados a costa de un mayor coste computacional [60]. En una línea complemen-
taria, el Massive Text Embedding Benchmark (MTEB) sistematiza la evaluación de modelos
de embeddings sobre numerosas tareas e idiomas, y se ha consolidado como una referencia
habitual para comparar la calidad de las representaciones vectoriales antes de seleccionar un
modelo [40]. Esta observación es relevante para el presente TFG: la recuperación semántica
puede resultar atractiva por su capacidad para capturar reformulaciones, pero debe compararse
empíricamente con alternativas léxicas e híbridas.

3.2.1 Recuperación léxica

La recuperación léxica se basa en la coincidencia entre los términos de la consulta y los térmi-
nos presentes en los documentos. Su enfoque parte de una intuición sencilla: un documento que
contiene palabras relevantes de la consulta tiene más probabilidad de responder a la necesidad
de información. Para que esta búsqueda sea eficiente, los sistemas suelen utilizar índices inverti-
dos, estructuras que asocian cada término con los documentos o fragmentos en los que aparece.
Antes de construir ese índice, el texto se somete a un preprocesado lingüístico que determina
qué se considera un «término»: segmentación en unidades léxicas (tokens), normalización de
mayúsculas y signos, eliminación opcional de palabras vacías (stopwords) y reducción de las
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palabras a una forma común mediante stemming o lematización [39]. Estas decisiones, en apa-
riencia menores, condicionan qué consultas casan con qué documentos y resultan especialmente
sensibles en español, una lengua con flexión morfológica rica.

Uno de los modelos más utilizados en recuperación léxica es BM25. Este método procede del
marco probabilístico de relevancia y combina varias señales: la presencia de términos de la con-
sulta, la frecuencia con la que aparecen en un documento, la rareza de esos términos dentro de
la colección y una normalización que evita favorecer de forma excesiva a los documentos más
largos [54]. En términos prácticos, BM25 asigna una puntuación más alta a los documentos que
contienen términos informativos de la consulta de manera significativa, pero controla el efecto
de repeticiones excesivas y de diferencias de longitud. El mismo marco probabilístico admite
extensiones para documentos estructurados en campos—por ejemplo, para distinguir el título
o el encabezado del cuerpo del texto—, como la variante BM25F, que pondera de forma dife-
renciada las coincidencias según el campo en que aparecen [54].

En el dominio jurídico, la recuperación léxica tiene ventajas claras. Muchos conceptos normati-
vos poseen una denominación técnica relativamente estable: “recurso de alzada”, “despido dis-
ciplinario”, “incapacidad temporal”, “silencio administrativo” o “protección de datos”. Cuando
el usuario emplea esos términos, un método léxico puede localizar con precisión los fragmentos
que los contienen. Además, BM25 es interpretable, eficiente y puede ejecutarse adecuadamente
en CPU, lo que encaja con entornos locales y reproducibles.

No obstante, la recuperación léxica también presenta limitaciones, pues depende del solapa-
miento superficial entre consulta y documento: si el usuario pregunta con vocabulario cotidiano
y la norma emplea términos técnicos distintos —“silencio administrativo” frente a “no me con-
testa la administración”—, el pasaje relevante puede no recuperarse. Esta diferencia justifica
estudiar técnicas semánticas.

Conviene señalar, por último, que la frontera entre lo léxico y lo neuronal se ha difuminado
con los modelos de recuperación dispersa aprendida, como SPLADE, que emplean redes neu-
ronales para ponderar los términos e incluso expandir el texto con vocabulario relacionado,
conservando al mismo tiempo la eficiencia del índice invertido [24]. Estos modelos quedan
fuera del alcance de este trabajo, pero muestran que la recuperación léxica sigue siendo una
línea de investigación activa y no un residuo histórico.

3.2.2 Representaciones vectoriales y recuperación semántica

La recuperación semántica busca superar la dependencia exclusiva de coincidencias léxi-
cas. Para ello representa consultas y documentos mediante vectores numéricos, conocidos
como embeddings, que intentan capturar propiedades semánticas del texto. Si una consul-
ta y un fragmento documental expresan ideas relacionadas, sus vectores deberían situarse
cerca en el espacio de representación, aunque no compartan exactamente las mismas pala-
bras.
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3.2 Recuperación de información

El uso de embeddings permite formular la recuperación como una búsqueda de vecinos cerca-
nos. La consulta se transforma en un vector y se compara con los vectores de los fragmentos
del corpus mediante una medida de similitud, como la similitud coseno o el producto escalar.
Los fragmentos más próximos se devuelven como evidencias candidatas. Esta aproximación
resulta especialmente útil cuando el usuario emplea expresiones aproximadas, sinónimos o for-
mulaciones diferentes a las contenidas en la norma.

Sentence-BERT introdujo una forma eficiente de obtener embeddings de frases y oraciones
mediante arquitecturas siamesas y tripletas, haciendo posible comparar textos mediante simi-
litud coseno con un coste mucho menor que el de comparar todos los pares con un mode-
lo BERT completo [52]. En recuperación de pasajes, Dense Passage Retrieval (DPR) mos-
tró que los recuperadores densos, basados en codificadores separados para preguntas y pa-
sajes, podían ser competitivos frente a enfoques tradicionales en tareas de preguntas abier-
tas [33]. Aunque estos resultados proceden de contextos distintos al corpus normativo espa-
ñol, proporcionan el fundamento de la recuperación semántica utilizada en muchos sistemas
RAG.

A partir de esas ideas, los modelos de embeddings han evolucionado en dos direcciones espe-
cialmente pertinentes para una aplicación como la de este trabajo. La primera es la multilin-
güalidad: familias de modelos como E5 multilingüe o BGE-M3 se entrenan sobre numerosos
idiomas y alcanzan buenos resultados también en recuperación translingüe, lo que resulta valio-
so cuando los recursos específicos para una lengua y un dominio —como el español jurídico—
son escasos [63, 12]. La segunda es el condicionamiento mediante instrucciones: en lugar de
codificar el texto de forma fija, estos modelos anteponen a la entrada una breve indicación
de la tarea —por ejemplo, marcar si el texto es una «consulta» o un «pasaje», o describir el
dominio—, de modo que un mismo modelo produce representaciones adaptadas a distintos
usos sin necesidad de reentrenarse [59]. Ambas propiedades amplían el repertorio de modelos
disponibles y, con ello, refuerzan la necesidad de compararlos empíricamente sobre el corpus
de destino en lugar de elegirlos por reputación general.

La recuperación semántica presenta ventajas relevantes para una aplicación de consulta ciu-
dadana. Puede recuperar fragmentos relacionados con la intención del usuario aunque la con-
sulta no reproduzca literalmente la terminología jurídica. También permite trabajar con pre-
guntas más naturales, lo que mejora la experiencia de personas no expertas. Sin embargo,
no elimina la necesidad de evaluación. Los embeddings pueden recuperar documentos se-
mánticamente cercanos pero insuficientes para responder, pueden confundir conceptos pró-
ximos y pueden depender del dominio y del idioma para el que el modelo ha sido entrena-
do.

Cuando el corpus crece, la búsqueda exhaustiva sobre todos los vectores puede encarecerse;
para escalarla suelen emplearse índices vectoriales con búsqueda aproximada, aunque a la es-
cala de este trabajo la búsqueda exacta sigue siendo viable, como se justifica en el capítulo de
diseño.
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3.2.3 Recuperación híbrida

La recuperación léxica y la recuperación semántica capturan señales diferentes. La primera
es fuerte cuando existen coincidencias terminológicas precisas; la segunda es útil cuando la
consulta y el documento expresan ideas similares con vocabularios distintos. En dominios es-
pecializados, como el jurídico, ambas señales pueden ser complementarias: una consulta puede
contener términos técnicos que conviene preservar, pero también reformulaciones ciudadanas
que requieren aproximación semántica.

La recuperación híbrida agrupa estrategias que combinan resultados o puntuaciones proceden-
tes de varios recuperadores. Existen distintas formas de realizar esta combinación. Una posi-
bilidad consiste en normalizar las puntuaciones de cada recuperador y calcular una puntuación
agregada. Otra consiste en unir las listas de resultados y eliminar duplicados, conservando los
documentos mejor posicionados. También puede utilizarse una fusión basada en rankings, don-
de importa la posición relativa de cada documento en cada lista más que la escala concreta de
sus puntuaciones.

Unmétodo conocido para combinar rankings esReciprocal Rank Fusion (RRF). Cormack, Clar-
ke y Büttcher lo propusieron como un procedimiento simple para fusionar resultados de distin-
tos sistemas de recuperación y observaron que podía superar a métodos individuales y a otras
estrategias de combinación en los experimentos analizados [15]. La idea general es favorecer
documentos que aparecen en posiciones altas en una o varias listas, sin requerir que las puntua-
ciones de los recuperadores sean directamente comparables.

Frente a la fusión basada en rangos, otra familia de métodos combina directamente las pun-
tuaciones de cada recuperador mediante una combinación convexa: una vez normalizadas las
escalas —habitualmente con una normalización mínimo–máximo, dado que las puntuaciones
léxicas y semánticas no son comparables de partida—, la puntuación final es una media ponde-
rada gobernada por un único parámetro de peso. Un estudio comparativo de funciones de fusión
observa que esta combinación convexa, una vez ajustado su parámetro con unos pocos ejem-
plos, tiende a igualar o superar a RRF tanto dentro como fuera del dominio de entrenamiento,
y que RRF, pese a su simplicidad, es sensible a la elección de sus parámetros [9]. No existe,
por tanto, un método de fusión universalmente superior: la elección y el ajuste dependen del
corpus y de las consultas, y deben validarse empíricamente.

También existen enfoques híbridos más específicos. Algunos sistemas combinan BM25 con
recuperación densa mediante pesos ajustables; otros utilizan recuperación léxica para ob-
tener candidatos iniciales y recuperación semántica para ampliar la cobertura; otros apli-
can filtros por metadatos antes o después de la búsqueda. La elección depende del cor-
pus, del tipo de consulta, de los recursos disponibles y de la métrica que se quiera optimi-
zar.

20



3.3 Modelos de lenguaje

3.3 Modelos de lenguaje

Los modelos de lenguaje estiman y generan secuencias de texto a partir de patrones aprendidos
durante el entrenamiento. Las arquitecturas modernas se basan en el Transformer, que sustituyó
las estructuras recurrentes por mecanismos de atención [62]. Para comprender su papel en un
RAG bastan tres nociones: operan sobre unidades llamadas tokens (palabras, partes de palabra
o signos); generan de forma condicionada por la entrada, las instrucciones y el contexto dis-
ponible; y disponen de una ventana de contexto limitada, que impide introducir documentos
extensos completos en cada consulta.

Los modelos de gran tamaño han demostrado capacidades notables para seguir instrucciones,
resumir información y producir respuestas en lenguaje natural. Brown et al. mostraron que el
aumento de escala podía mejorar el rendimiento en múltiples tareas mediante aprendizaje en
contexto [8]. Sin embargo, estas capacidades no implican que el modelo disponga de conoci-
miento actualizado ni que sus respuestas estén automáticamente fundamentadas en una fuente
verificable.

En una arquitectura RAG, el modelo de lenguaje no se utiliza como única fuente de conocimien-
to. Su función es generar una respuesta a partir de la pregunta del usuario y de las evidencias
recuperadas. Esto desplaza parte del problema desde “qué sabe el modelo” hacia “qué docu-
mentos se recuperan, cómo se presentan y cómo se controla que la respuesta se apoye en ellos”.
Por tanto, el prompting no se limita a escribir una pregunta: incluye instrucciones sobre el al-
cance de la respuesta, el uso de las evidencias, el formato esperado y el comportamiento ante
información insuficiente.

Una distinción relevante para este trabajo es la que separa los modelos de pesos cerrados, ac-
cesibles solo a través de servicios comerciales en la nube, de los modelos de pesos abiertos,
cuyos parámetros se publican y pueden descargarse y ejecutarse en local. La aparición de fami-
lias abiertas competitivas—impulsada de forma destacada por la serie Llama [61] y continuada
por otras como Qwen, Gemma o Mistral— ha hecho viable construir aplicaciones sin depender
de APIs de pago, lo que mejora la reproducibilidad, elimina el coste por consulta y permite man-
tener las preguntas dentro de un entorno controlado, una propiedad valiosa cuando se maneja
información sensible.

Ejecutar estos modelos en hardware modesto, y en particular sin GPU, plantea un reto de cos-
te computacional. La técnica habitual para afrontarlo es la cuantización, que reduce la preci-
sión numérica de los pesos —de 16 a 8 o 4 bits, por ejemplo— y disminuye de forma drás-
tica la memoria y el cómputo necesarios con una pérdida de calidad contenida [25]. Apoya-
dos en ella, motores de inferencia local como llama.cpp, y las herramientas que los en-
vuelven, como Ollama, permiten servir modelos cuantizados sobre CPU mediante formatos
compactos. La elección concreta de los modelos y de su configuración de ejecución se deta-
lla en los capítulos de diseño y experimentos; en este punto basta con constatar que la ejecu-
ción local de modelos abiertos constituye hoy una alternativa realista a los servicios comercia-
les.
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3 Estado del arte

3.4 Limitaciones de los modelos de lenguaje

Los modelos de lenguaje presentan limitaciones relevantes para cualquier aplicación de con-
sulta normativa. La primera es la falta de trazabilidad inherente. Una respuesta puede estar
redactada de forma fluida y convincente sin indicar de qué fuente procede cada afirmación. En
dominios generales esto ya supone un problema; en el dominio jurídico, donde la fuente y la
versión del texto son esenciales, resulta crítico.

La segunda limitación es la posibilidad de generar información incorrecta o no respaldada. La
literatura suele referirse a este fenómeno como alucinación, aunque el término agrupa errores
distintos: invención de hechos, citas inexistentes, referencias incorrectas, respuestas no funda-
mentadas o interpretación indebida de documentos. Bender et al. advierten de los riesgos de
atribuir a los modelos de lenguaje capacidades de comprensión o veracidad que no se derivan
necesariamente de su funcionamiento estadístico [6].

La tercera limitación es la actualización del conocimiento. Un modelo entrenado en una
fecha determinada no incorpora automáticamente cambios normativos posteriores. Incluso
cuando conoce cierta información jurídica, no puede garantizar que corresponda a la ver-
sión vigente ni que refleje modificaciones recientes. Esta limitación refuerza la necesidad
de utilizar un corpus documental controlado, con fecha de captura y metadatos de proceden-
cia.

La cuarta limitación afecta a la abstención. Un sistema debería ser capaz de indicar que no
dispone de información suficiente para responder, especialmente cuando la pregunta se refiere
a materias no incluidas en el corpus. El benchmark RGB analiza capacidades relevantes para
RAG, entre ellas robustez ante ruido, rechazo negativo, integración de información y robustez
contrafactual, y muestra que estas capacidades no pueden asumirse como resueltas por defecto
[13].

En el dominio jurídico, estas limitaciones tienen consecuencias particulares. Dahl et al. anali-
zan alucinaciones jurídicas en modelos de lenguaje y muestran que pueden producir respuestas
legalmente incorrectas o referencias problemáticas [16]. Magesh et al. estudian herramientas
comerciales de investigación jurídica basadas en IA y concluyen que, aunque los sistemas con
recuperación pueden reducir ciertos errores frente a modelos generales, no eliminan completa-
mente las alucinaciones ni la necesidad de supervisión y verificación [38]. Estas conclusiones
no se trasladan directamente al corpus español utilizado en este TFG, pero justifican un dise-
ño prudente: evidencias visibles, enlaces verificables y respuesta explícita cuando el corpus no
permite contestar.

3.5 Retrieval-Augmented Generation

Retrieval-Augmented Generation, o RAG, combina un modelo generativo con una memoria
externa formada por documentos recuperables. Lewis et al. proponen esta arquitectura como
una forma de combinar memoria paramétrica, contenida en los pesos del modelo, y memoria
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3.5 Retrieval-Augmented Generation

no paramétrica, representada por una colección documental accesible mediante recuperación
[36]. El objetivo es que el modelo no dependa únicamente de lo aprendido durante el entrena-
miento, sino que pueda condicionar su respuesta a pasajes concretos recuperados en tiempo de
consulta.

Un flujo RAG típico consta de varias etapas. Primero, el sistema recibe una pregunta. Después,
un recuperador selecciona documentos o fragmentos relevantes de la colección. A continuación,
esos fragmentos se ensamblan en un contexto que se entrega al modelo de lenguaje junto con
la pregunta y las instrucciones. Finalmente, el modelo genera una respuesta que debería estar
fundamentada en el contexto suministrado. La Figura 3.1 resume este flujo genérico, con sus
dos fases —recuperación y generación—.

RECUPERACIÓN GENERACIÓN

Usuario Recuperador
(retriever)

Base de conocimiento
(corpus documental)

Prompt aumentado
(consulta + contexto)

Modelo de lenguaje
(LLM) Respuesta

consulta

búsqueda fragmentos

contexto recuperado

consulta

respuesta

Figura 3.1: Esquema conceptual de un sistema de generación aumentada por recuperación
(RAG). Ante una consulta del usuario, un recuperador selecciona información re-
levante de una base de conocimiento; ese contexto recuperado se combina con la
consulta original en un prompt aumentado, a partir del cual un modelo de lenguaje
genera la respuesta. Se distinguen las dos fases del proceso: recuperación y genera-
ción.

Esta arquitectura resulta adecuada para la consulta de normativa por varias razones. Permite
actualizar el corpus sin reentrenar el modelo generativo, facilita mostrar las fuentes utilizadas
y reduce la dependencia del conocimiento paramétrico del modelo. Además, permite separar
responsabilidades: el recuperador localiza evidencias; el constructor de contexto selecciona y
organiza la información; el modelo redacta la respuesta; y los mecanismos de validación com-
prueban que la salida respete el formato y las citas esperadas.

Sin embargo, RAG no elimina automáticamente los problemas de los modelos de lenguaje.
Si la recuperación falla, el modelo puede no disponer de la información necesaria. Si se recu-
peran fragmentos ruidosos, puede apoyarse en información irrelevante. Si el contexto es de-
masiado largo o está mal organizado, puede ignorar partes importantes. Si no se controla la
salida, puede citar fuentes inexistentes o presentar afirmaciones no respaldadas. Por ello, los
sistemas RAG modernos se estudian como arquitecturas modulares en las que recuperación,

23



3 Estado del arte

generación, reordenación, filtrado, evaluación y observabilidad pueden optimizarse de forma
separada [26].

En este Trabajo Fin de Grado, la arquitectura RAG se adapta a un caso de uso concreto: con-
sulta ciudadana de normativa consolidada. Esto implica tres exigencias adicionales. La prime-
ra es conservar la estructura normativa suficiente para que el fragmento recuperado no que-
de aislado de su artículo o disposición de origen. La segunda es mostrar referencias verifi-
cables, preferentemente mediante enlaces oficiales del BOE. La tercera es limitar el alcance
de la respuesta, evitando presentar el sistema como una herramienta de asesoramiento jurídi-
co.

3.6 Fragmentación documental y construcción de
contexto

Los documentos normativos suelen ser demasiado extensos para introducirse completos en
la ventana de contexto de un modelo generativo. Por ello, una etapa habitual en siste-
mas RAG consiste en dividir los documentos en unidades recuperables. Esta operación, co-
nocida como fragmentación o chunking, afecta de forma directa al rendimiento del siste-
ma.

Si los fragmentos son demasiado pequeños, pueden perder información necesaria para inter-
pretar correctamente una disposición. Por ejemplo, un apartado puede depender de una de-
finición anterior, de una excepción o de una condición situada en otro párrafo. Si los frag-
mentos son demasiado grandes, la recuperación puede volverse menos precisa y el contex-
to entregado al modelo puede incluir información innecesaria. El equilibrio depende del tipo
de documento, de la estructura disponible, del modelo utilizado y del presupuesto de contex-
to.

En la práctica conviven varias estrategias de fragmentación. Las más sencillas dividen el texto
en ventanas de tamaño fijo, a menudo con un solapamiento entre fragmentos consecutivos para
no perder información en los límites. Otras buscan cortes más naturales respetando frases o pá-
rrafos, o agrupan oraciones por afinidad semántica. Una variante especialmente útil cuando el
documento posee estructura es el patrón «recuperar lo pequeño, aportar lo grande» (small-to-big
o recuperación padre–hijo): se indexan unidades pequeñas y precisas para favorecer la exactitud
de la recuperación, pero al modelo se le entrega la unidadmayor que las contiene—por ejemplo,
el artículo completo— para preservar el contexto necesario. Los sistemas RAG modernos con-
templan estas variantes como parte de su diseño modular [26].

En normativa consolidada, la fragmentación debería respetar, en la medida de lo posible,
la estructura jurídica del texto. No es equivalente dividir cada cierto número fijo de pala-
bras que utilizar artículos, apartados o bloques documentales identificados por la fuente. La
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API de legislación consolidada del BOE ofrece índices de bloques y acceso a textos es-
tructurados, lo que permite diseñar estrategias que aprovechen esa organización documental
[1].

La construcción de contexto es la etapa posterior a la recuperación. Su objetivo es transformar
los fragmentos recuperados en una entrada útil para el modelo generativo. Esta etapa puede
incluir deduplicación, selección de las evidencias mejor posicionadas, expansión con contexto
cercano, ordenación, limitación por presupuesto de tokens y asignación de identificadores de
evidencia. El orden y la longitud no son indiferentes: se ha observado que los modelos de
lenguaje aprovechan mejor la información situada al principio y al final de la entrada que la que
queda en mitad de contextos largos, un fenómeno conocido como «lost in the middle» [37], lo
que aconseja acotar el tamaño del contexto y situar las evidencias más relevantes en posiciones
destacadas. En el dominio jurídico, esta etapa debe preservar la procedencia de cada fragmento
para que la respuesta pueda citar evidencias revisables.

La estrategia concreta de fragmentación y construcción de contexto desarrollada en este proyec-
to se presenta en el capítulo de diseño e implementación. En este capítulo basta con destacar que
estas decisiones no son meramente técnicas: condicionan la cobertura, la precisión, la compren-
sibilidad de la respuesta y la posibilidad de verificar las fuentes.

3.7 Generación fundamentada y citas

La generación fundamentada busca que la respuesta del modelo se apoye en evidencias explíci-
tas. En un sistema RAG para normativa, no basta con que la respuesta parezca plausible: debe
poder relacionarse con los fragmentos recuperados y con la fuente oficial de la que proceden.
Esta exigencia es especialmente importante cuando el usuario no tiene conocimientos técnicos
o jurídicos suficientes para detectar errores sutiles.

Las citas cumplen varias funciones. En primer lugar, permiten comprobar la procedencia de una
afirmación. En segundo lugar, hacen visible qué documentos han influido en la respuesta. En
tercer lugar, ayudan a detectar respuestas incompletas o mal fundamentadas. En cuarto lugar,
refuerzan la transparencia del sistema al separar la explicación generada por el modelo de los
textos normativos originales.

No obstante, las citas generadas automáticamente también pueden fallar. Unmodelo puede citar
un fragmento que no respalda realmente la afirmación, puede omitir una evidencia necesaria o
incluso inventar identificadores si el sistema no lo impide. Por ello, en aplicaciones RAG no
basta con pedir al modelo que cite: es necesario diseñar restricciones, validaciones y formatos
de salida que reduzcan la posibilidad de citas no autorizadas.

En este proyecto, la generación fundamentada se relaciona con dos requisitos definidos en el
capítulo anterior: asociar las respuestas con referencias verificables a las evidencias utilizadas
e impedir que la respuesta cite evidencias no proporcionadas al generador. La implementación
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concreta de esos mecanismos se explicará más adelante, pero su necesidad se deriva directa-
mente de las limitaciones de los modelos de lenguaje y de las exigencias del dominio jurídi-
co.

3.8 Evaluación de sistemas RAG

La evaluación de un sistema RAG debe analizar varios componentes. Evaluar únicamente si
una respuesta “suena bien” no es suficiente. Un sistema puede redactar con fluidez y, al mismo
tiempo, recuperar documentos irrelevantes, omitir una norma esencial, citar incorrectamente o
responder cuando debería abstenerse.

Una primera dimensión es la calidad de la recuperación. Se pregunta si el sistema localiza evi-
dencias relevantes y si las sitúa en posiciones suficientemente altas. Para ello pueden emplearse
métricas de recuperación como Recall@k, MRR o nDCG, siempre que exista un conjunto de
consultas con evidencias esperadas o juicios de relevancia.

Una segunda dimensión es la calidad de la respuesta. Aquí se analiza si la respuesta contesta
a la pregunta, si es comprensible, si mantiene un alcance adecuado y si evita afirmaciones no
respaldadas. En una aplicación orientada a ciudadanía, también importa que el lenguaje sea
claro y no reproduzca sin más la complejidad de la norma.

Una tercera dimensión es la fundamentación. Evalúa si las afirmaciones de la respuesta están
apoyadas por las evidencias citadas. Esta dimensión es crítica en RAG porque la presencia de
citas no garantiza por sí misma que las citas sean correctas. RAGAS propone evaluar sistemas
RAG considerando aspectos como la relevancia del contexto, la fidelidad de la respuesta al
contexto y la calidad de la respuesta generada [18]. ARES plantea una evaluación automatizada
mediante dimensiones como relevancia del contexto, fidelidad de la respuesta y relevancia de
la respuesta [55].

Muchas de estas dimensiones, especialmente la fidelidad y la corrección, son difíciles de me-
dir con métricas automáticas sencillas porque exigen «entender» el contenido de la respuesta.
Una alternativa cada vez más extendida consiste en emplear un modelo de lenguaje potente
como juez (LLM-as-judge) que valore la salida de otro modelo [64]. Este enfoque escala la
evaluación y se correlaciona razonablemente con el juicio humano, pero arrastra sesgos docu-
mentados: el juez puede verse influido por la posición de las respuestas, por su longitud o por
una preferencia hacia textos de su propio estilo (sesgo de auto-preferencia) [64]. De ahí dos
cautelas habituales: utilizar como juez un modelo de familia distinta a la del generador, para
mitigar la auto-preferencia, y validar sus veredictos frente a anotación humana —por ejemplo,
midiendo el acuerdo con el coeficiente 𝜅 de Cohen [14]— antes de confiar en ellos. Conviene
además recordar que el propio 𝜅 se comporta de forma engañosa cuando una de las categorías
es muy poco frecuente: es la conocida «paradoja de 𝜅», por la que un acuerdo observado alto
puede convivir con un valor de 𝜅 paradójicamente bajo [23]. Como esa situación es habitual
en evaluación —por ejemplo, cuando los casos de error o de abstención son escasos—, se han
propuesto coeficientes de acuerdo más estables ante el desbalance de clases, como el AC1 de
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Gwet [28], cuyo uso resulta recomendable junto al de 𝜅. Sin esa validación, las puntuaciones
de fidelidad y corrección deben considerarse provisionales.

Estas propuestas son útiles como marco conceptual, pero no sustituyen a una evaluación dise-
ñada para el dominio concreto. La de este trabajo será modular —medirá cada componente
por separado, de modo que un fallo pueda atribuirse a su causa real y no quedarse en una nota
global que no indica dónde mejorar— y prestará atención especial a las preguntas fuera del
corpus, ante las que el sistema debe reconocer que no dispone de información suficiente para
responder.

3.9 Procesamiento del lenguaje natural en el
dominio jurídico

El procesamiento del lenguaje natural aplicado al Derecho se ocupa de tareas como clasifica-
ción de documentos, extracción de información, recuperación jurídica, predicción de resulta-
dos, análisis de contratos y apoyo a la investigación legal. El dominio jurídico presenta difi-
cultades propias: terminología especializada, textos largos, estructura formal, importancia de
las referencias, cambios normativos y consecuencias potencialmente relevantes de los erro-
res.

LexGLUE es un benchmark de comprensión del lenguaje jurídico que reúne varios conjuntos
de datos para evaluar modelos en tareas legales. Sus autores destacan que la utilidad de los
modelos depende de su capacidad de generalizar en el dominio jurídico y muestran que los
modelos adaptados al dominio pueden ofrecer mejoras frente a modelos generales en distintas
tareas [11]. LegalBench, por su parte, recopila tareas de razonamiento jurídico elaboradas de
forma colaborativa con participación interdisciplinar, con el objetivo de evaluar qué tipos de
razonamiento legal pueden realizar los modelos de lenguaje [27]. Conviene subrayar que tanto
LexGLUE como buena parte de estos bancos de pruebas se centran en el inglés; los recursos
equivalentes para el español jurídico—corpus anotados, modelos especializados o conjuntos de
evaluación— son comparativamente escasos, lo que refuerza el interés de apoyarse en modelos
multilingües de propósito general y en una evaluación construida específicamente para el corpus
del proyecto.

El presente TFG no pretende abordar el razonamiento jurídico general ni resolver tareas com-
plejas como predicción judicial, interpretación doctrinal o análisis jurisprudencial. Su alcance
es más delimitado: facilitar la consulta ciudadana de normativa consolidada procedente del
BOE mediante recuperación documental y generación fundamentada. Por tanto, las referencias
a benchmarks jurídicos sirven para contextualizar la especificidad del dominio, no para afirmar
que el sistema resuelve el conjunto de tareas evaluadas en ellos.

La orientación ciudadana introduce una dificultad adicional: el usuario puede no conocer la
terminología normativa. La siguiente tabla muestra ejemplos simplificados de esta diferencia
entre formulación ciudadana y posible redacción técnica.
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Tabla 3.1: Ejemplos de distancia entre consulta ciudadana y terminología normativa

Consulta ciudadana aproximada Conceptos o formulaciones normativas
relacionadas

“¿Qué pasa si la Administración no me
contesta a tiempo?”

Silencio administrativo, plazo máximo pa-
ra resolver y notificar, efectos estimatorios
o desestimatorios.

“¿Cuánto tiempo tengo para recurrir una
resolución administrativa?”

Plazo de interposición del recurso, recurso de
alzada y de reposición, notificación adminis-
trativa.

“¿Puedo acceder a información que tiene
un organismo público?”

Derecho de acceso a la información pública,
límites y causas de inadmisión, transparen-
cia.

“¿Pueden tratar mis datos personales sin
mi consentimiento?”

Bases de licitud del tratamiento, derechos del
interesado, protección de datos personales.

Estos ejemplos no constituyen respuestas jurídicas ni casos cerrados. Su función es mostrar por
qué un sistema de consulta normativa debe manejar tanto expresiones comunes como termi-
nología técnica, y por qué resulta razonable comparar recuperación léxica, semántica e híbri-
da.

3.10 Tecnologías y bibliotecas utilizadas

El sistema se construye por completo sobre bibliotecas de código abierto del ecosistema
de Python, en coherencia con el principio de ejecución local y abierta que guía el proyec-
to. La Tabla 3.2 reseña las principales indicando el papel concreto que desempeña cada
una.

Completan el conjunto varias utilidades de apoyo: loguru para el registro de trazas, tqdm
para las barras de progreso, y pandas y matplotlib para tabular y representar los resulta-
dos.

3.11 Posicionamiento del proyecto

El proyecto se sitúa en la intersección entre recuperación de información, modelos de lenguaje
y consulta ciudadana de normativa consolidada. Su objetivo no es construir un modelo jurídico
general ni sustituir la revisión profesional de las fuentes, sino desarrollar una aplicación de-
mostrable que recupere evidencias de un corpus normativo, genere respuestas comprensibles y
permita verificar las fuentes utilizadas.
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Tabla 3.2: Bibliotecas de código abierto y su papel en el proyecto.

Biblioteca Uso en el proyecto
Pydantic [50] Define los contratos de datos (la fuente única de verdad): valida ca-

da artefacto, prohíbe campos ajenos y fija la versión de esquema. Con
pydantic-settings y python-dotenv gestiona la configuración desde el
entorno sin incrustar secretos.

HTTPX [17] Cliente HTTP inyectable para descargar las normas de la API del BOE
y dialogar con el servidor local de modelos.

lxml [5] Base del parser: recorre e interpreta los XML consolidados del BOE.
Beautiful Soup [53] Trata el HTML incrustado en los bloques normativos (aparato editorial

y tablas).
NumPy [43] Aritmética de vectores: matriz de embeddings, producto escalar del ín-

dice exacto y puntuaciones léxicas.
Sentence Transformers
[30, 52]

Codificador que convierte chunks y consultas en vectores densos com-
parables por similitud.

Transformers [31] Carga de modelos y tokenizer real con el que se cuenta cada entrada
para impedir el truncado silencioso.

PyTorch [51] Motor de cómputo de losmodelos de embeddings (en este trabajo, sobre
CPU).

rank-bm25 [7] Puntuación del recuperador léxico, en su variante Okapi.
snowballstemmer [48] Stemming del español en el analizador léxico, para mejorar el recall

morfológico.
Ollama [44] Servidor local (envuelve llama.cpp) sobre el que corren el generador y

el juez, sin coste por consulta y sin que las preguntas salgan del entorno.
uv [4] Gestor de entorno y dependencias con fichero de bloqueo, para un en-

torno reconstruible.
Ruff [3] Linter y formateador; puerta de calidad de estilo del proyecto.
mypy [41] Comprobación estática de tipos.
pytest [35] Batería de pruebas que se ejecuta por completo sin red, con dobles de

prueba (pytest-mock).
SciPy [56] Soporte de los cálculos estadísticos del marco de evaluación.
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Frente a una búsqueda léxica tradicional, el sistema pretende aceptar preguntas formuladas
en lenguaje natural y producir una respuesta sintética. Frente a un uso directo de un modelo
de lenguaje, incorpora una memoria documental externa, controlada y actualizable. Frente a
una respuesta sin fuentes, exige referencias verificables asociadas a las evidencias recuperadas.
Frente a un sistema opaco, plantea una evaluación separada de recuperación, generación, citas
y comportamiento ante preguntas fuera del corpus.

La comparación entre recuperación léxica, semántica e híbrida es una parte central del trabajo
porque cada estrategia responde a una hipótesis distinta. La recuperación léxica puede funcionar
bien cuando la consulta contiene términos jurídicos específicos. La recuperación semántica pue-
de aportar valor cuando el usuario formula la pregunta con lenguaje cotidiano. La recuperación
híbrida puede combinar ambas señales, aunque su superioridad debe demostrarse empírica-
mente. El reranking mediante modelos neuronales, como la reordenación de pasajes con BERT
[42], se considera una alternativa relevante, aunque su incorporación queda condicionada al
coste computacional y a la mejora observada. Más allá de este enfoque, la investigación recien-
te explora arquitecturas RAGmás sofisticadas—con varios ciclos de recuperación, agentes que
planifican y reformulan las consultas, o grafos de conocimiento que modelan explícitamente las
relaciones entre normas—; estas variantes exceden el alcance de un prototipo evaluable de ex-
tremo a extremo y se contemplan como líneas de trabajo futuro.

En conclusión, el estado del arte revisado justifica el enfoque adoptado en los capítulos siguien-
tes. La normativa consolidada exige trazabilidad y prudencia; la recuperación de información
proporciona técnicas para localizar evidencias; los modelos de lenguaje permiten redactar res-
puestas comprensibles; y RAG combina ambas capacidades, aunque requiere evaluación rigu-
rosa para comprobar si el sistema responde de forma útil, fundamentada y limitada a la infor-
mación realmente disponible.
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Este capítulo describe el sistema tal y como se ha construido: sus componentes, cómo se conec-
tan, qué datos intercambian y por qué se organizó así. Aquí se explica la maquinaria y el razo-
namiento de diseño; la justificación empírica de las decisiones que dependen de medir —qué
modelo de embeddings recupera mejor, si la fusión híbrida aporta algo o qué umbral de absten-
ción conviene— se reserva para el capítulo de experimentos.

La exposición sigue el orden en que fluyen los datos —de la adquisición del corpus a la ge-
neración de la respuesta— y se cierra con el marco de evaluación entendido como softwa-
re.

4.1 Arquitectura general

El sistema no es un programa monolítico, sino una cadena de etapas independientes conecta-
das por artefactos de datos versionados. Cada etapa toma como entrada el artefacto que produjo
la anterior, realiza una transformación bien delimitada y persiste su resultado en disco antes de
ceder el turno a la siguiente. Esta organización, próxima a la idea de tubería (pipeline) de pro-
cesamiento, permite analizar el sistema por partes, reproducir cualquier resultado a partir de sus
entradas y sustituir o ampliar una etapa sin rehacer las demás.

4.1.1 Principios de diseño

Cinco principios atraviesan todas las decisiones del proyecto y conviene enunciarlos antes de
entrar en el detalle.

Separación de responsabilidades. Cada componente hace una sola cosa y la expone con una
frontera clara de entrada y salida. La ingesta descarga, el parser interpreta, el fragmen-
tador trocea, el índice recupera, el generador redacta. Ningún componente conoce los
detalles internos de otro: se comunican a través de contratos de datos, no de estructuras
compartidas en memoria. Esto responde directamente al requisito de mantenibilidad y
hace que cada pieza sea comprobable de forma aislada.

Los contratos de datos como frontera. Lo que viaja entre etapas no es un objeto cualquiera,
sino un documento que cumple un contrato explícito y validado. Esa frontera tipada es la
que garantiza que un cambio en una etapa no corrompa silenciosamente a las siguientes
y la que sostiene la trazabilidad de extremo a extremo.
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Arquitectura general del sistema RAG jurídico implementado

Figura 4.1: Arquitectura general del sistema RAG jurídico implementado, separando la fase
offline de preparación e indexación del corpus y la fase online de recuperación,
construcción de evidencias y generación de una respuesta fundamentada.

Reproducibilidad por construcción. Todo artefacto relevante —los XML descargados, los
documentos procesados, los índices— se acompaña de la información necesaria para
reconstruirlo y verificar que no ha cambiado: sumas de comprobación, manifiestos y
huellas digitales. Un resultado del que no se puede rehacer el camino no se considera
válido.

Ejecución local y abierta. El sistema funciona íntegramente con software de código abierto
y modelos de pesos abiertos ejecutados en un servidor propio, sin depender de servicios
externos de pago ni de APIs comerciales. Esta decisión, lejos de ser una mera restricción
de recursos, refuerza la reproducibilidad, elimina el coste por consulta y mantiene las
preguntas y los documentos bajo control, algo especialmente pertinente al trabajar con
información jurídica.

Fallo seguro y validación de salidas. Ante la duda, el sistema se detiene o se abstiene en
lugar de inventar. Las salidas se validan contra su contrato antes de aceptarse y, como se
verá, el generador no responde si no dispone de evidencias suficientes. Es preferible una
abstención explícita a una respuesta fluida pero infundada.

4.1.2 El flujo de datos de extremo a extremo

La forma más clara de entender la arquitectura es seguir el camino que recorre la infor-
mación, desde que una norma vive en el portal del BOE hasta que el usuario recibe una
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respuesta fundamentada. El sistema encadena las siguientes etapas, cada una materializa-
da en un script de orquestación y respaldada por uno o varios módulos de la biblioteca
src/:

1. Ingesta cruda. Se descargan de la API del BOE los documentos de una norma y se
guardan tal cual, junto con un manifiesto que registra su huella digital. Produce los XML
inmutables en data/raw/ y los manifiestos en data/manifests/.

2. Procesamiento documental. El parser interpreta esos XML y construye la representa-
ción estructurada de la norma: su descriptor, su historial de versiones y el texto vigente
de cada bloque. Produce los documentos procesados en data/processed/.

3. Fragmentación. El texto vigente se trocea en unidades recuperables que conservan el
vínculo con su artículo o disposición de origen. Produce los chunks listos para vectorizar.

4. Auditoría.Una comprobación de solo lectura verifica la coherencia relacional del corpus
procesado y decide si está en condiciones de indexarse. Actúa como una puerta de calidad
previa a las cargas pesadas.

5. Indexación densa. Los chunks se transforman en vectores mediante un modelo de em-
beddings y se empaquetan en un índice inmutable y verificable.

6. Recuperación. Ante una consulta, los recuperadores —léxico, denso e híbrido— selec-
cionan las evidencias candidatas del corpus.

7. Ensamblado de contexto. Las evidencias recuperadas se deduplican, se ordenan, se aco-
tan a un presupuesto y se etiquetan con identificadores antes de entregarse al modelo
generativo.

8. Generación fundamentada. El modelo de lenguaje redacta una respuesta a partir de ese
contexto, citando únicamente las evidencias proporcionadas, o se abstiene si no las hay.

9. Evaluación. De forma transversal, un conjunto de métricas y un modelo juez miden por
separado la calidad de cada eslabón sobre un banco de consultas anotadas.

El rasgo decisivo es que cada etapa lee de disco el artefacto de la anterior y escribe el suyo
antes de continuar: no hay un proceso monolítico, sino una sucesión de transformaciones re-
producibles. Gracias a ello, las etapas costosas (descarga, vectorización o llamada al modelo) se
ejecutan cuando conviene y en la máquina adecuada, y las pruebas automáticas ejercitan cada
componente de forma aislada y sin red.

4.1.3 Los contratos de datos como fuente única de verdad

El elemento que cohesiona toda la arquitectura es el conjunto de contratos de datos, definidos
como modelos Pydantic (versión 2) en el paquete src/contracts. Cada contrato describe
con precisión la forma de un artefacto: qué campos contiene, de qué tipo son y cuáles son
obligatorios. Dos rasgos los convierten en una verdadera fuente de verdad. El primero es que
prohíben los campos no declarados (extra="forbid"): si un documento trae información

33



4 Diseño e implementación

ajena al contrato —por una deriva del formato o por un error de otra etapa—, la validación
lo rechaza en lugar de dejarlo pasar. El segundo es que cada contrato raíz fija una versión de
esquema explícita (schema_version), de modo que un artefacto generado con una versión
antigua se detecta de inmediato.

A partir de estos modelos se generan, de forma determinista, los esquemas JSON publicados
en el repositorio, y una prueba automática comprueba byte a byte que el esquema versionado
coincide con el que producen los modelos. Así, ningún cambio en un contrato puede colarse
sin quedar reflejado y revisado.

La representación procesada de una norma se reparte entre cuatro contratos, con una regla es-
tricta de propiedad única del texto: cada pieza de información tiene un solo dueño y las demás
la referencian, en lugar de duplicarla.

Descriptor. La ficha de la norma: sus metadatos, la lista de bloques, cuáles son indexables y
la clasificación por materias. Es el dueño de la estructura y de las decisiones de indexa-
bilidad.

Historial. Las distintas versiones de cada bloque, sus notas de modificación y la resolución
temporal que determina qué redacción está vigente. Es el dueño de la dimensión temporal.

Textos padre. El texto vigente de cada bloque y sus párrafos. Son el único dueño del texto
pesado: el resto de artefactos no lo duplican, sino que lo recuperan por referencia.

Chunks. La proyección lista para recuperación: el texto del fragmento, una variante enrique-
cida para la búsqueda, la cita autoritativa con su enlace oficial y los filtros de metadatos.
Es lo único que se vectoriza.

Todo lo demás se resuelve mediante join por identificadores (chunk_id, parent_id), igual
que en una base de datos relacional. Esta disciplina evita el peor enemigo de la trazabilidad —
que lamisma información viva, divergente, en varios sitios—y deja claro, para cada dato, dónde
está la versión canónica. A estos contratos se añaden los de las capas posteriores: el de la res-
puesta fundamentada que produce el generador y los que describen los modelos de embeddings
y sus parámetros, descritos en sus secciones correspondientes.

4.1.4 Mapa de componentes

El sistema se organiza en componentes que se corresponden uno a uno con las etapas de la ca-
dena de datos; cada uno encapsula una responsabilidad y expone una frontera clara. Se resumen
a continuación por su función —su implementación concreta como carpetas del repositorio se
recoge en el anexo B—:

boe Cliente HTTP de la API del BOE, parser de los XML y gestión del corpus semilla.

contracts Los modelos de datos descritos arriba y la exportación de sus esquemas JSON.

preprocessing El fragmentador que convierte el texto vigente en chunks.
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embeddings El registro de modelos, el codificador, la preparación de entradas, el empaque-
tado del índice inmutable y sus huellas digitales.

indexing Los índices propiamente dichos: el índice denso exacto y el índice léxico.

retrieval Los recuperadores (denso, léxico e híbrido), el constructor de evidencias y el
ensamblador de contexto.

generation La construcción del prompt, el cliente del modelo local y el generador de res-
puestas.

evaluation Las métricas por componente, el modelo juez, el banco de consultas anotadas
y los informes.

quality La auditoría del corpus procesado.

config y core La configuración del sistema y la jerarquía de excepciones propia, de la que
heredan todos los errores del proyecto.

4.2 Adquisición y construcción del corpus

La primera etapa del sistema responde al objetivo de construir un corpus normativo repro-
ducible y ampliable. Antes de poder recuperar o generar nada, hace falta una colección de
normas obtenida de una fuente fiable, almacenada de forma que pueda verificarse y recons-
truirse, y seleccionada con criterios explícitos. Esta sección describe cómo se adquieren los
documentos, cómo se garantiza su trazabilidad y qué normas componen el corpus del traba-
jo.

4.2.1 Fuente documental: la API de legislación consolidada
del BOE

La fuente es la colección de legislación consolidada del Boletín Oficial del Estado, accesi-
ble a través de su API de datos abiertos [1]. Como se argumentó en el estado del arte (3.1),
la consolidación integra en un único texto las modificaciones que ha recibido una norma,
lo que la hace especialmente adecuada para un sistema de consulta; conviene recordar, no
obstante, que estos textos tienen carácter informativo y no sustituyen a la publicación ofi-
cial [2].

Para cada norma, identificada por su código BOE-A-AAAA-NNNNN, el cliente de inges-
ta solicita seis recursos complementarios de la API: el texto completo (full), los metada-
tos (metadatos), el análisis jurídico (analisis), los metadatos en formato europeo ELI
(metadata-eli), el texto estructurado (texto) y el índice de bloques (indice). De ellos,
los metadatos, el texto y el índice se consideran obligatorios, porque sin ellos no se puede cons-
truir la representación de la norma; el resto son opcionales y, si la API no los ofrece para una
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norma concreta, se omiten sin detener la ingesta. Esta combinación de recursos es la que per-
mite, más adelante, preservar la procedencia de cada fragmento y construir enlaces verificables
a la fuente oficial.

4.2.2 Ingesta cruda inmutable y trazabilidad

La etapa de ingesta tiene una responsabilidad deliberadamente estrecha: descargar y guardar,
sin interpretar nada. El cliente del BOE recupera los recursos de una norma y escribe los by-
tes tal cual los devuelve la API, como ficheros XML bajo data/raw/boe/<norma>/.
No se realiza ningún parsing en este punto; la interpretación se delega por completo a la
etapa siguiente. Esta separación mantiene la ingesta desacoplada del resto del sistema y,
sobre todo, preserva el dato original intacto: el raw es inmutable y nunca se vuelve a to-
car.

Junto a los XML, el cliente genera un manifiesto por norma
(data/manifests/<norma>.json) que actúa como acta de la descarga. Para cada
fichero registra su ruta, su tamaño en bytes (size_bytes) y, sobre todo, su suma de
comprobación criptográfica SHA-256; y para la norma en conjunto anota la fuente, la URL
base de la API y el instante exacto de la descarga en formato UTC. Esa huella digital cumple
una función esencial: permite comprobar en cualquier momento que los XML almacenados son
exactamente los que se descargaron, sin alteraciones ni corrupción. La integridad del corpus
deja así de ser una promesa y pasa a ser una propiedad verificable, base de la reproducibilidad
de todo lo que se construye después.

4.2.3 Selección del corpus semilla

El corpus del trabajo está definido de forma declarativa en un catálogo semilla
(seed_corpus_ampliado.json), que enumera las normas a incorporar con su identi-
ficador, su denominación, su rango esperado y el área temática a la que pertenecen. Mantener
la composición del corpus en un fichero de datos—y no dispersa por el código— es lo que hace
la colección ampliable: añadir o quitar normas es editar una lista y volver a ejecutar el proceso,
sin rediseñar la arquitectura.

La colección reúne 92 normas estatales consolidadas de alto uso ciudadano, distribuidas en
doce áreas temáticas. Parte de un núcleo administrativo y del sector público —procedimiento
administrativo común, régimen jurídico del sector público, régimen local, transparencia, sub-
venciones, contratación pública o protección de datos— y se abre a las materias que más afectan
a la vida cotidiana: tributaria, laboral y de seguridad social, consumo, vivienda, sanidad, edu-
cación, extranjería o tráfico, entre otras. Esta diversidad temática y de estilo de redacción no es
casual: un corpus heterogéneo es el banco de pruebas adecuado para comparar después estrate-
gias de recuperación de naturaleza distinta.
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La inclusión de una norma no es discrecional, sino que responde a criterios verificables compro-
bados sobre sus metadatos. Una norma entra en el corpus si, y solo si, está vigente (ni derogada
ni con su vigencia agotada), su estado de consolidación figura como «Finalizado» —es decir,
su texto consolidado está al día— y dispone de los recursos obligatorios de la API. Las nor-
mas que no cumplen estos criterios se excluyen y se reportan, nunca se sustituyen de forma
automática. Los identificadores se verificaron además manualmente contra el portal del BOE,
comprobando su vigencia y su última actualización, para no fiar la composición del corpus a la
memoria ni a referencias antiguas. Este criterio se aplicó de forma efectiva: de las 93 normas
seleccionadas al principio, una—la Ley 35/2015, de valoración de daños— quedó fuera porque
la API no ofrece un texto consolidado propio para ella (es una ley de reforma cuyo baremo de
indemnizaciones vive dentro de un anexo del Real Decreto Legislativo 8/2004, ya presente en
el corpus), con lo que la colección quedó en las 92 normas definitivas (Anexo D). Lo que no
cumple los criterios se reporta, nunca se sustituye a escondidas.

4.2.4 Construcción, validación y auditoría

Sobre ese catálogo operan varios procesos con responsabilidades separadas, que reflejan en
el plano operativo los principios de diseño enunciados antes. La construcción con red recorre
el corpus semilla y, para cada norma, descarga su raw y su manifiesto, la verifica contra los
criterios de inclusión y, si los cumple, genera ya su documento procesado y sus chunks; las
normas que no los cumplen se dejan fuera y se documentan en un informe de verificación. A
partir de ahí, todas las operaciones habituales son sin red: un reprocesado local que regenera
los artefactos procesados a partir del raw ya descargado —útil cada vez que mejora el parser o
el fragmentador, sin volver a llamar a la API—, una validación estructural que comprueba que
cada documento y cada conjunto de chunks cumplen sus contratos, y una auditoría de calidad,
de solo lectura, que revisa la coherencia relacional del corpus y produce un informe de readiness
que actúa como puerta previa a la indexación.

Esta arquitectura de etapas y comprobaciones consigue que la incorporación de nueva norma-
tiva sea un proceso administrativo reproducible y de bajo riesgo: se amplía la lista semilla, se
descarga lo nuevo, se reprocesa todo en local y las validaciones avisan si algo no encaja antes
de seguir adelante. El corpus deja de ser un punto de partida frágil para convertirse en un arte-
facto reconstruible y verificable, que es justamente lo que exige el resto del sistema. Afinar esa
auditoría exigió, de hecho, separar la integridad (errores reales) de la cobertura (exclusiones
legítimas): en una primera pasada sobre las 92 normas saltaron 214 «errores» que, investigados
uno a uno, resultaron falsos positivos —bloques excluidos a propósito, límites de identificador
fijados a ojo o cadenas de tablas confundidas con identificadores internos—, y distinguir lo
excluido por política de lo realmente roto los redujo a cero.
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4.3 Representación documental y vigencia
temporal

Una vez descargados los XML en crudo, el sistema necesita transformarlos en una represen-
tación estructurada con la que se pueda trabajar: localizar artículos, conocer su contexto je-
rárquico, distinguir qué texto está vigente y conservar la procedencia de cada fragmento. De
esto se ocupa el parser. Su tarea no es trivial, porque un texto consolidado del BOE no es un
documento plano: es el resultado de superponer todas las reformas que ha sufrido una norma,
y esa superposición deja huellas que hay que interpretar correctamente. Esta sección describe
cómo se construye la representación y se detiene, con especial cuidado, en la decisión de dise-
ño más delicada de todo el procesamiento: determinar qué redacción de cada precepto está en
vigor.

4.3.1 Del XML a una representación estructurada

El parser consume los recursos descargados —principalmente el texto estructurado, el índice
de bloques, los metadatos y el análisis jurídico— y produce los tres artefactos procesados que
ya se presentaron en la arquitectura: el descriptor de la norma, su historial y el almacén de textos
padre. La unidad básica sobre la que trabaja es el bloque: cada artículo, disposición, encabezado
o anexo de la norma se corresponde con un bloque identificado de forma estable (por ejemplo,
a14 para el artículo 14), que conviene no confundir con el número de artículo visible para el
lector.

De cada bloque, el parser extrae su tipo —precepto, encabezado, preámbulo, firma o nota
inicial—, su rótulo y, sobre todo, sus distintas versiones: cada vez que una reforma ha modifica-
do ese bloque, el BOE conserva la redacción correspondiente con la fecha en que se publicó y la
norma que la introdujo. A partir de los encabezados, el parser reconstruye además la posición
jerárquica de cada bloque (libro, título, capítulo, sección, subsección o anexo), de modo que un
artículo no quede aislado de la estructura que le da sentido. Toda esta información se reparte
entre los contratos descritos antes, respetando la regla de propiedad única: el texto vigente y sus
párrafos viven solo en el almacén de textos padre, el historial completo de versiones solo en el
historial, y la estructura e indexabilidad solo en el descriptor. Interpretar fielmente ese HTML
no fue trivial: durante el desarrollo del parser se resolvieron dos problemas con impacto me-
dible —redacciones antiguas que se colaban como vigentes y tablas perdidas o duplicadas—,
que se detallan, con sus cifras y soluciones, en el Anexo D.

4.3.2 La regla de vigencia temporal

Aquí reside el problema más sutil del dominio. Como un bloque puede arrastrar varias redac-
ciones a lo largo del tiempo, el sistema debe elegir, para cada uno, cuál es la que está realmente
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en vigor; servir la redacción equivocada de un artículo no es un error cosmético, sino una in-
formación falsa con consecuencias. Y la solución intuitiva es justamente la que no funciona:
ni «quedarse con la última versión que aparece en el XML» ni «tomar la de fecha más re-
ciente» son criterios fiables, porque el orden del XML no es necesariamente cronológico y la
fecha más alta puede corresponder a una reforma aún no vigente o a un dato mal normaliza-
do.

El criterio que adopta el sistema es estricto y no admite atajos. La redacción vigente de un blo-
que es aquella cuya fecha de publicación (fecha_publicacion) coincide de forma exacta
y única con la fecha de actualización del índice de la norma (fecha_actualizacion del
fichero indice.xml) y que, además, es la máxima fecha normalizable del bloque. El índice
de la norma actúa así como única autoridad sobre la vigencia: indica a qué fecha está actualiza-
do el texto consolidado, y solo la versión que casa con esa fecha se considera en vigor. El orden
de aparición en el XML nunca decide; la fecha máxima se calcula únicamente como diagnós-
tico, no como criterio de selección. La importancia de este criterio no es teórica —servir un
artículo caducado no es un fallo cosmético, sino dar información jurídica falsa—: un caso real
del corpus, con el artículo 45 de la ley de bases de régimen local que mostraba su redacción de
1990 en lugar de la vigente de 2013, se detalla en el Anexo D.

Esta resolución temporal es lo bastante importante como para que el sistema la trate como una
función canónica, recalculada de forma independiente por el parser cuando construye los arte-
factos y por la auditoría cuando los verifica. Que dos componentes lleguen al mismo resultado
por separado funciona como una comprobación cruzada: un error en uno no puede corromper
el corpus en silencio, porque el otro lo detectaría.

4.3.3 Cuarentena y artículos vaciados

¿Qué ocurre cuando la regla no puede resolver la vigencia de forma exacta y única? El sistema
no improvisa: el bloque pasa a cuarentena. Esto sucede en varios casos—cuando ninguna ver-
sión casa con la fecha del índice, cuando casan varias de forma ambigua, cuando la versión que
casa no es la máxima, o cuando la fecha del índice falta o no es normalizable—, y todos compar-
ten la misma respuesta prudente: el bloque se marca sin redacción vigente, no genera párrafos
ni chunks y queda fuera de lo que el sistema puede recuperar y citar. Eso sí, se conserva su lista
completa de versiones para poder diagnosticar después por qué no se resolvió. Es, deliberada-
mente, una decisión conservadora: ante la duda sobre qué dice hoy un artículo, es preferible no
ofrecerlo que ofrecer una versión posiblemente incorrecta.

Conviene no confundir la cuarentena con un caso distinto y legítimo: el de los artículos va-
ciados. A veces una reforma deja un precepto sin contenido, y el texto consolidado vigente
de ese bloque es, literalmente, «(Sin contenido)». Aquí no hay ninguna ambigüedad: sabemos
con certeza cuál es su estado actual. Por eso estos bloques sí se resuelven, sí se indexan y el
sistema puede informar legítimamente de que ese artículo se encuentra vigente pero sin con-
tenido, lo que es en sí mismo una respuesta correcta. Distinguir el «no sé cuál es la versión
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vigente» (cuarentena) del «sé que la versión vigente está vacía» (artículo vaciado) es justa-
mente el tipo de matiz que el dominio jurídico exige y que un tratamiento ingenuo pasaría por
alto.

4.4 Fragmentación documental

Con el texto vigente de cada bloque ya resuelto, la última etapa de procesamiento lo prepa-
ra para la recuperación troceándolo en unidades manejables. Como se discutió en el estado
del arte (3.6), esta fragmentación condiciona directamente la calidad del sistema: trozos de-
masiado pequeños pierden el contexto necesario para interpretar una disposición, y demasia-
do grandes diluyen la precisión de la búsqueda y llenan el contexto del modelo de ruido. El
objetivo del fragmentador es alcanzar ese equilibrio sin sacrificar nunca dos garantías: que
el texto legal no se altere y que cada fragmento conserve el vínculo con su artículo de ori-
gen.

4.4.1 Estrategia parent-child por párrafos

El sistema adopta una estrategia de fragmentación parent-child (padre-hijo) trabajando por pá-
rrafos, en línea con el patrón «recuperar lo pequeño, aportar lo grande» descrito en el estado del
arte. El padre es el bloque vigente completo —el artículo o la disposición—, cuyo texto vive
en el almacén de textos padre; los hijos son los chunks, fragmentos que proyectan una porción
de ese texto y que son lo único que se vectoriza e indexa.

Dos decisiones definen el troceado. La primera es que se realiza respetando los párrafos, nunca
cortando por un número fijo de caracteres a mitad de una frase: el fragmentador agrupa párrafos
consecutivos hasta llenar un presupuesto de tamaño (en torno a 1800 caracteres por omisión)
y, si un bloque lo excede, lo divide en varios chunks solapando un párrafo entre fragmentos
contiguos, de modo que el contexto no se pierda justo en la costura. Un bloque que cabe en el
presupuesto produce un único chunk. La segunda es que el texto legal no se reescribe jamás:
el fragmentador solo selecciona y agrupa párrafos existentes, sin resumir ni parafrasear, porque
la integridad literal del texto normativo es innegociable.

Fiel a la regla de propiedad única, el chunk no copia el texto del padre ni los metadatos com-
pletos de la norma: lleva su identidad, su texto, una variante para búsqueda, la cita autorita-
tiva y un puñado de filtros compactos, y todo lo demás lo recupera por referencia al padre.
Así se evita duplicar el texto pesado y se mantiene una sola versión canónica de cada co-
sa.
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4.4.2 Texto y texto de recuperación

Cada chunk almacena en realidad dos textos con propósitos distintos. El primero, text, es
el texto legal del fragmento tal cual, sin adornos, que es el que se mostraría al usuario o se
entregaría como evidencia. El segundo, retrieval_text, es una variante enriquecida pa-
ra la búsqueda: antepone al texto del fragmento su contexto jurídico —el título corto de la
norma, la ruta jerárquica (libro, título, capítulo, sección…) y el rótulo del bloque— unidos
con un separador inteligente y evitando duplicar la cabecera si el fragmento ya empieza por
ella.

La razón de esta duplicidad es importante. Un fragmento aislado, como «el plazo será de un
mes», resulta casi inútil para un buscador semántico: no dice de qué norma ni de qué proce-
dimiento habla. Al envolverlo con su contexto —«Ley 39/2015 …Título IV …Artículo 21.
Obligación de resolver …el plazo será de un mes»—, el fragmento adquiere las señales que un
modelo de embeddings necesita para situarlo, y se acorta la distancia entre el lenguaje cotidiano
de la consulta y la terminología de la norma. Es crucial subrayar que este enriquecimiento solo
afecta a la representación que se indexa: el texto legal en sí permanece intacto en text, y es
ese, y no el enriquecido, el que respalda la respuesta.

4.4.3 Filtros e independencia del modelo

Además de los dos textos y la cita, cada chunk incorpora una proyección compacta de filtros
de metadatos: el rango de la norma, su ámbito, los códigos de materia, el papel semántico del
bloque y varias banderas (si está vacío de contenido, si es un anexo, si contiene una tabla o
una imagen). Estos filtros permiten, llegado el caso, acotar la búsqueda a un subconjunto del
corpus sin recalcular nada, aunque la recuperación principal opere sobre el corpus comple-
to.

Una propiedad de diseño merece destacarse: la fragmentación es independiente del mode-
lo. Como el troceado se decide por párrafos y caracteres, y no por los tokens de un modelo
concreto, los mismos chunks sirven a cualquier modelo de embeddings que se quiera evaluar;
no hay que rehacer el corpus al cambiar de modelo. La garantía de que ningún fragmento se
trunque silenciosamente al superar el límite de tokens de un modelo se resuelve más adelante,
en la etapa de indexación, mediante una reparación específica que se describe en su sección.
Por último, en coherencia con la etapa anterior, los bloques en cuarentena o no indexables no
producen chunks, mientras que los artículos vaciados, al estar resueltos, sí se fragmentan e
indexan.

4.5 Indexación densa

Llegados a este punto, el corpus ya está troceado en chunks, pero estos siguen siendo texto.
Para poder recuperarlos por significado —y no solo por coincidencia de palabras— hay que
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convertirlos en vectores y organizarlos en un índice consultable. De esto se ocupa la etapa
de indexación densa. Conviene anticipar que el valor de esta etapa no está en la escala —el
corpus es de decenas de miles de vectores, no de millones—, sino en la trazabilidad y la
reproducibilidad: que el índice sea exactamente reconstruible, que se sepa con qué modelo
y con qué texto se construyó, y que no se pueda publicar uno corrupto sin que el sistema lo
advierta. La recuperación léxica e híbrida se añadirá sobre estas mismas unidades en la sección
siguiente; aquí el índice es estrictamente denso.

4.5.1 Registro de modelos y contrato de embeddings

El sistema no fija un modelo de embeddings de forma rígida: mantiene un registro declara-
tivo de modelos candidatos, donde cada uno aporta su propio contrato. Ese contrato describe
la identidad reproducible del modelo (su identificador y el commit hash exacto de sus pesos y
de su tokenizer), cómo debe formatearse un documento antes de codificarlo, qué tipo de poo-
ling aplica, si normaliza los vectores, su dimensión esperada y su límite de tokens. Tratar cada
modelo como un contrato evita un error sutil pero grave: aplicar a un modelo el formato de
otro produciría vectores silenciosamente peores, y la comparación entre modelos dejaría de ser
legítima.

El contrato separa de forma deliberada dos cosas que a menudo se confunden. Por un lado, el
contrato de embeddings documentales, que define la identidad de los vectores del corpus: si
cambia, los vectores cambian. Por otro, el perfil de consulta, que describe cómo se formula
la pregunta antes de codificarla —por ejemplo, anteponiéndole una instrucción como «dada
una pregunta de un ciudadano sobre legislación, recupera los pasajes legales pertinentes»— y
que es configurable sin alterar los vectores de los documentos. El sistema define varios per-
files reproducibles (uno genérico, uno jurídico y uno orientado a la consulta ciudadana, entre
otros); cuál de ellos rinde mejor es una pregunta empírica que se responde en el capítulo de
experimentos.

Un punto innegociable es la fijación de revisiones. Las revisiones de los pesos y del tokenizer
deben anclarse a un commit hash concreto; mientras no lo estén, una puerta de control impide
publicar un índice definitivo. Nunca se usa de forma silenciosa la última versión disponible de
un modelo, porque eso haría que un mismo proceso produjera resultados distintos en momen-
tos distintos, rompiendo la reproducibilidad. El token de acceso a los modelos se lee solo del
entorno y jamás se imprime ni se persiste.

4.5.2 Codificación y prohibición del truncado silencioso

La codificación la realiza un único componente sobre la biblioteca Sentence Transformers,
configurado de forma explícita: CPU, precisión float32, normalización L2 de los vectores
y validación de que la dimensión obtenida coincide con la declarada. Antes de codificar, los
textos se preparan según una de tres vistas, que son las que permitirán después estudiar qué
representación recupera mejor: la vista base codifica el texto de recuperación enriquecido (el
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de cada chunk con su contexto jurídico), una segunda vista codifica solo el texto crudo del
fragmento —para aislar el efecto del enriquecimiento— y una tercera reproduce un troceado
clásico de ventanas fijas dentro de cada artículo, como término de comparación. El dispositivo
de codificación es conmutable: la CPU es la opción por defecto —con semilla fija, para no
perder reproducibilidad— y la GPU se emplea de forma puntual para acelerar la indexación,
que en CPU resultaba muy costosa (Anexo D); el dispositivo empleado queda anotado en el
manifiesto del bundle.

Aquí se honra la promesa hecha en la fragmentación: la prohibición del truncado silencioso.
El problema es real: cada modelo tiene un límite de tokens, y si un fragmento lo supera, la
práctica habitual de las bibliotecas es recortarlo por la mitad sin avisar, perdiendo texto legal
de forma invisible. El sistema lo impide. Para cada entrada, formatea el texto con el contrato
del modelo, lo cuenta con el tokenizer real —incluyendo los tokens especiales— y lo valida
contra el límite efectivo. Si una entrada excede ese límite, no se trunca: se repara dividiéndola
en ventanas solapadas respetuosas con los tokens, de modo que todo el texto quede cubierto.
Y si, por lo que fuera, quedara algún fragmento sin reparar, el proceso se detiene con un error
en lugar de publicar un índice con texto perdido. Es, de nuevo, el principio de fallo seguro
aplicado a un punto donde un descuido sería invisible pero corrosivo. Un problema de anclaje
de fragmentos que llegó a bloquear por completo la indexación del corpus de 92 normas, y su
solución, se documentan en el Anexo D.

4.5.3 El bundle inmutable y sus garantías

El resultado de la indexación no es un fichero suelto, sino un bundle: un paquete autocontenido
e inmutable que reúne la matriz de vectores (en float32), las filas con la identidad y la
procedencia de cada vector, un manifiesto legible y un informe de validación. Su identificador
combina el alias del modelo, la vista empleada y una huella de identidad de doce caracteres, de
modo que dos índices construidos con modelos, vistas o corpus distintos nunca se confunden.
Esa huella se calcula a partir de tres fingerprints independientes —del corpus de origen, de las
entradas preparadas y del contrato documental—, lo que permite detectar de inmediato si algo
en la cadena ha cambiado.

La publicación de un bundle pasa por dos puertas de control. La primera, antes de codificar,
exige que el corpus esté auditado y listo, que el modelo esté registrado y sus revisiones fijadas,
que el tokenizer cargue, que las entradas estén preparadas con identificadores únicos y que no
quede ningún truncado sin reparar. La segunda, antes de publicar, comprueba que los artefactos
existen y son coherentes: que el número de vectores cuadra con el de filas, que la forma y el tipo
son los esperados, que no hay valores nulos ni infinitos, que la norma de los vectores es efectiva-
mente unitaria y que las sumas de comprobación encajan. Solo si todo pasa se publica, y se hace
de forma atómica —se prepara en un área temporal, se valida, se calculan las sumas, se escribe
el manifiesto y, por último, se renombra de golpe—, de manera que nunca exista un bundle a
medio escribir. Un bundle ya publicado jamás se sobrescribe.
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4.5.4 El índice denso exacto

Sobre un bundle validado se monta el índice de consulta. La implementación es un índice
exacto: carga las filas en memoria y la matriz de vectores mediante un mapeo de fichero de solo
lectura (sin deserialización de objetos, por seguridad), y resuelve cada consulta calculando el
producto escalar entre el vector de la pregunta y todos los del corpus, que al estar normalizados
equivale a la similitud coseno; después ordena y devuelve los mejores resultados. No se emplea
búsqueda aproximada (ANN). La razón es de proporción: a la escala de este corpus, la búsqueda
exacta es sobradamente rápida y no introduce el error de aproximación que arrastran los índices
aproximados; añadir uno aportaría complejidad y una fuente de error sin un beneficio medible.
Sería optimizar un cuello de botella que no existe.

El índice admite, opcionalmente, filtros por metadatos —rango de la norma, ámbito, mate-
ria, papel semántico o las banderas de anexo, tabla, etc.—, que se resuelven como una más-
cara en memoria mediante un join ligero a los chunks y descriptores, sin duplicar esa infor-
mación dentro del bundle. Cada resultado devuelto conserva la identidad del vector y su pro-
cedencia (documento, bloque y padre de origen), de modo que la recuperación nunca pierde
el rastro hacia la fuente, condición indispensable para las citas verificables que exige el siste-
ma.

4.6 Recuperación: léxica, densa e híbrida

Con el índice construido, la recuperación es la etapa que, ante una pregunta, selecciona del cor-
pus las evidencias candidatas que se entregarán al generador. El sistema implementa las tres
estrategias que el estado del arte señalaba como complementarias —densa, léxica e híbrida—
con una decisión de diseño que las hace comparables de forma homogénea: las tres operan
sobre lasmismas unidades de recuperación, es decir, sobre las mismas filas del bundle, iden-
tificadas por la misma clave. Gracias a ello, no se comparan corpus distintos, sino estrate-
gias aplicadas a las mismas unidades. Cuál de las tres conviene es, una vez más, una pregunta
empírica reservada al capítulo de experimentos; aquí se describe cómo está construida cada
una.

4.6.1 Recuperación densa

El recuperador denso es el envoltorio reutilizable del índice exacto. Recibe la pregunta, la co-
difica con un perfil de consulta reproducible, busca en el índice los vectores más próximos y
resuelve cada resultado a su texto recuperado y a su cita autoritativa: la etiqueta humana y la
URL oficial del BOE provienen siempre del corpus, nunca las genera el modelo de lenguaje.
Los joins hacia el texto y la cita se precalculan una sola vez al construir el recuperador, no
dentro del bucle de resultados, y tanto el índice como el codificador son inyectables, lo que
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permite probar la lógica de recuperación sin pesos reales ni red. Es la estrategia que captu-
ra el significado: recupera bien aunque la pregunta no comparta el vocabulario exacto de la
norma.

4.6.2 Recuperación léxica

El recuperador léxico implementa BM25 —delegando el cálculo de la puntuación en una bi-
blioteca consolidada (rank_bm25)— sobre exactamente las mismas filas que el índice denso,
e indexando el mismo texto de recuperación (sin el prefijo de instrucción que solo necesita el
modelo de embeddings) [54]. No se persiste en binario: reconstruirlo desde el corpus es barato
frente al coste de los vectores densos.

Dos piezas son propias del proyecto y merecen detalle. La primera es el analizador de espa-
ñol, que decide qué cuenta como término: normaliza el texto, lo pasa a minúsculas, elimina
una lista curada de palabras vacías y reduce las palabras a su raíz con un stemmer (Snow-
ball). Su rasgo distintivo es que conserva las cifras intactas —los millares y decimales co-
mo «40.000» o «1,5»—, porque son precisamente la clase de señal donde la búsqueda léxica
aporta valor frente a la semántica: un umbral económico o un plazo numérico se buscan me-
jor por coincidencia exacta. La segunda es un refuerzo de cabecera (una variante ligera de
BM25F): a los términos de cada documento se les pueden añadir copias adicionales de los de
su rótulo, que incluye no solo el número de artículo sino el nombre de la ley. Esto resuelve
un problema detectado en pruebas: reforzar solo el número de artículo hace que colisionen dos
«Artículo 122» de leyes distintas; añadir la ley devuelve el poder de desempate a la norma
citada.

Por último, el recuperador decide qué cuenta como coincidencia con criterio: un documento
solo es un resultado válido si comparte al menos un término real con la pregunta, y no por el
signo de la puntuación. Este matiz evita un defecto conocido del BM25 clásico, donde el factor
de rareza de un término puede anularse cuando ese término aparece en muchos documentos
o el corpus es pequeño, dejando fuera coincidencias legítimas. Los parámetros clásicos del
modelo (la saturación de frecuencia y la normalización por longitud) quedan expuestos para
poder estudiarlos, con sus valores habituales por defecto.

4.6.3 Recuperación híbrida

El recuperador híbrido fusiona en una sola lista ordenada los resultados del denso y del léxico,
emparejándolos por la clave que identifica la misma unidad en ambos índices. Implementa
los dos métodos de fusión descritos en el estado del arte. El primero, y opción por defecto,
es la fusión por rangos recíprocos (RRF): suma, para cada documento, una contribución que
decrece con la posición que ocupa en cada lista [15]. Su virtud es la robustez: depende de un solo
parámetro poco sensible y no necesita normalizar escalas heterogéneas—la similitud coseno del
denso y la puntuación BM25 del léxico no son directamente comparables—, porque solo mira
el orden, no la magnitud. El segundo es una combinación ponderada (convexa): normaliza las
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puntuaciones de cada recuperador a un rango común y las promedia con un peso configurable
que gradúa cuánto pesa lo denso frente a lo léxico [9]; sirve para estudiar la sensibilidad a ese
peso.

El recuperador híbrido recupera primero un conjunto amplio de candidatos de ambos lados
antes de fusionar, y mantiene exactamente la misma interfaz que el recuperador denso. Esta
uniformidad es deliberada: las tres estrategias son intercambiables, devuelven resultados con el
mismo formato y conservan la cita autoritativa, de modo que el resto del sistema —el ensam-
blado de contexto y la generación— funciona igual con independencia de qué recuperador esté
detrás. Eso es lo que permite, en la evaluación, cambiar de estrategia y medir el efecto sin tocar
nada más.

4.7 Ensamblado de contexto

La recuperación entrega una lista de fragmentos ordenados por relevancia, pero un fragmento
aislado no es todavía una buena evidencia para el modelo generativo: puede haber varios del
mismo artículo, puede haber perdido el contexto que lo hace interpretable y su longitud no está
acotada. El ensamblado de contexto es la etapa que convierte esos hits en un conjunto pequeño
de evidencias deterministas y acotadas, listas para inyectarse en el prompt. Se reparte en dos
piezas: una decide, para un artículo dado, cuánto texto entregar; la otra decide qué evidencias
entran y con qué presupuesto global.

4.7.1 Estrategias de contexto: recuperar lo pequeño, aportar lo
grande

Fiel al patrón parent-child ya descrito, el sistema recupera por chunks pero puede entregar
al modelo una porción mayor del artículo. Ofrece tres estrategias, para poder compararlas:
K_ONLY entrega solo el fragmento recuperado; P_EXPAND_FULL, el artículo completo; y
P_EXPAND_BOUNDED —la de por omisión— expande alrededor del fragmento añadiendo
párrafos hacia adelante y hacia atrás, respetando el orden jurídico y sin superar un presupuesto
de caracteres. Esta última equilibra el contexto vecino y el tamaño, en línea con el fenómeno
«lost in the middle» (3.6). El texto legal nunca se reescribe: solo se seleccionan y concatenan
párrafos ya existentes.

4.7.2 Selección de evidencias sin truncado silencioso

Sobre esas estrategias opera el constructor de evidencias, que aplica una secuencia deliberada
de pasos. Primero deduplica por artículo: si varios fragmentos recuperados pertenecen al mis-
mo parent, conserva solo el mejor posicionado, porque entregar dos trozos del mismo artículo
desperdicia presupuesto. Después resuelve cada artículo contra el corpus y ensambla su con-
texto con la estrategia elegida, sujeto a un doble presupuesto de caracteres: uno por evidencia
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y otro agregado para el conjunto. Y aquí se aplica, una vez más, el principio de fallo seguro: no
se trunca texto jurídico de forma silenciosa. Si una evidencia no cabe en su presupuesto, o
no cabe en el presupuesto agregado, se omite entera—no se recorta— y la omisión se registra
con su motivo. Como los candidatos se recorren por orden de ranking y se siguen evaluando los
siguientes cuando uno se descarta (backfill), el sistema reúne las mejores evidencias que caben
sin sacrificar texto a mitad de frase.

Finalmente, a las evidencias que sí entran se les asigna un identificador compacto y determi-
nista —E1, E2, …— que será la única forma en que el modelo podrá referirse a ellas. Cada
evidencia conserva, además del texto, su procedencia completa (artículo, documento, etiqueta
de cita y URL oficial) y la traza de por qué se incluyó o se omitió. El constructor no sabe nada
del modelo de lenguaje ni del prompt: su única misión es preparar datos autoritativos del cor-
pus, lo que mantiene limpia la frontera entre «qué evidencia hay» y «qué hace el modelo con
ella».

4.8 Generación fundamentada

La última etapa redacta la respuesta. Su diseño está dominado por una desconfianza delibe-
rada hacia el modelo de lenguaje: se le da un papel acotado —redactar a partir de un con-
texto dado— y se le rodea de comprobaciones que impiden que su fluidez se convierta en
afirmaciones infundadas. El orquestador (AnswerGenerator) encadena la pregunta a tra-
vés de la recuperación, el ensamblado de evidencias, la construcción del prompt, la llamada
al modelo y la validación de su salida, hasta producir un contrato de respuesta RagAns-
werV1.

4.8.1 Un prompt que trata al modelo como un redactor
vigilado

El prompt se construye a partir de plantillas versionadas en el repositorio y se divide en un
mensaje de sistema y uno de usuario. Tres decisiones de diseño lo caracterizan. Primera, las
evidencias se presentan delimitadas e identificadas por sus IDs compactos (E1, E2, …) y se
marca de forma explícita que tanto las evidencias como la pregunta son datos, no instrucciones
—una defensa básica frente a la inyección de instrucciones desde el propio texto—. Segunda,
se obliga al modelo a responder solo con el contexto entregado y a citar exclusivamente los
IDs que se le han pasado. Tercera, se le exige una salida estructurada: se incrusta en el prompt
el esquema JSON de la respuesta esperada, que se envía además al motor como formato. Un
detalle de robustez: el reemplazo de huecos en la plantilla es literal y en una sola pasada, de
modo que el texto jurídico —que puede contener llaves {}— nunca se malinterpreta como
marcador.
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4.8.2 Ejecución local y validación de la salida

El modelo se sirve en local mediante Ollama, a través de un cliente que valida su salida contra
el esquema del contrato y que, por diseño, solo acepta conexiones de bucle local salvo acti-
vación explícita. El cliente es inyectable: en las pruebas se sustituye por un doble, de modo
que toda la lógica de generación se verifica sin pesos reales ni red. La decodificación es de-
terminista (temperatura cero y semilla fija), condición necesaria para que un experimento sea
reproducible.

Recibida la respuesta del modelo, el orquestador aplica las garantías de fallo seguro que de-
finen esta etapa:

• Abstención sin coste. Si la recuperación no devuelve nada, o si no se puede construir
ninguna evidencia utilizable, el sistema se abstiene sin siquiera llamar al modelo: no
tiene sentido pedir una respuesta cuando no hay evidencia sobre la que fundarla.

• Citas verificadas. Si elmodelo cita un identificador que no se le entregó, se considera una
violación del contrato y se aborta con un error, en lugar de dejar pasar una cita inventada.

• Citas autoritativas. Las etiquetas y las URLs oficiales de la respuesta final provienen
siempre del corpus, resueltas a partir de los IDs citados; nunca se toman del texto gene-
rado por el modelo, que podría equivocarlas.

• Aviso jurídico constante. La respuesta incorpora siempre un aviso estático que recuerda
su carácter informativo, añadido por la aplicación y no por el modelo.

El resultado es un contrato RagAnswerV1 que, además de la respuesta y sus citas, transporta
una traza de recuperación completa —qué se recuperó, qué se seleccionó, qué se omitió y por
qué—. Con ello se cierra el bucle de trazabilidad que recorre toda la memoria: cada afirmación
de la respuesta remite a una evidencia, cada evidencia a un artículo del corpus y cada artículo
a su fuente oficial en el BOE.

4.9 El marco de evaluación como software

La evaluación no es, en este proyecto, un conjunto de scripts improvisados al final, sino una
pieza más del sistema, construida con los mismos principios: contratos de datos, reproducibili-
dad y verificabilidad sin red. Como el capítulo de experimentos se apoya por completo en ella,
conviene describir aquí su arquitectura, que la Figura 4.2 resume.

Su núcleo son funciones de métrica puras: dado un conjunto de resultados y un gold, calcu-
lan la cobertura de hechos clave, la precisión y la exhaustividad de las citas o la separabilidad
de la abstención, de forma determinista y sin efectos secundarios. Al no depender de red ni
de modelos, se prueban de forma exhaustiva y barata. Sobre ellas se levanta el bucle de eva-
luación, inyectable y observable, y una capa de scripts de línea de comandos que producen,
para cada corrida, un informe inmutable, identificado por run_id —con su configuración,
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EVALUACIÓN MODULAR POR CAPAS (L1–L6)

Respuesta del sistema
y conjunto de referencia (gold)

Métricas deterministas
(funciones puras, sin red)

Modelo juez
(LLM · familia distinta)

L1 · Recuperación

L2 · Contexto

L4 · Citas

L5 · Hechos clave

L6 · Abstención

L3 · Fidelidad

L5 · Corrección

VALIDACIÓN DEL JUEZ

Veredictos del juez

Anotación humana

Acuerdo
κ de Cohen · AC1 de Gwet ¿Fiable?

veredictos

Solo si es fiable se usan sus veredictos; en su defecto, la fidelidad y la corrección se apoyan en anotación humana.

Figura 4.2: Marco de evaluación modular. La respuesta del sistema y el conjunto de referencia
se miden en seis capas (L1–L6) por dos vías complementarias:métricas determinis-
tas (recuperación, contexto, citas, hechos clave y abstención) y un modelo juez (fi-
delidad y corrección). Los veredictos del juez solo se emplean tras validarse contra
anotación humana mediante coeficientes de acuerdo (𝜅 de Cohen y AC1 de Gwet);
en su defecto, la fidelidad y la corrección se sostienen con la propia anotación hu-
mana.
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sus huellas de reproducibilidad, los resultados por pregunta y los agregados—. Esa discipli-
na es la que permite que toda tabla del capítulo de experimentos sea trazable a una corrida
concreta.

El componente más delicado es el modelo juez. Evaluar automáticamente propiedades co-
mo la fidelidad exige «entender» la respuesta, y para ello se recurre a un segundo modelo
de lenguaje que la valora. Dos cautelas, heredadas del estado del arte, están grabadas en su
diseño: el juez debe ser de una familia distinta a la del generador, para mitigar el sesgo de
auto-preferencia, y sus veredictos no se dan por buenos hasta validarlos contra anotación
humana mediante coeficientes de acuerdo (el 𝜅 de Cohen y el AC1 de Gwet). Como se verá
en los experimentos, es precisamente esa validación la que revela que aquí el juez no resulta
fiable.

El instrumento sobre el que todo esto se aplica es el banco de consultas anotadas, con una
cautela incorporada por diseño: distingue los juicios de relevancia (gold de recuperación) de
las claves de respuesta (gold de generación), y solo exige completitud a las entradas marcadas
como revisadas, no a los borradores. Una utilidad de auditoría verifica, además, que el gold
esté anclado al corpus real: que cada artículo referenciado exista y sea recuperable y que cada
hecho clave aparezca literalmente en el texto citado. Por último, la parte cara del cómputo —
la indexación y la generación— se ejecuta una sola vez en el servidor y queda documentada
en informes locales identificados por run_id —que no se distribuyen en el repositorio, pero
pueden regenerarse con los scripts y comandos del Anexo A—; las tablas de esta memoria los
consumen sin reejecutar modelos.
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Este es el capítulo central del trabajo: donde el sistema deja de «funcionar» sobre el papel y
se somete a medida. La pregunta que lo guía no es si responde, sino cuándo es fiable y cómo
lo sabemos: se mide con evidencia y se comparan estrategias, en lugar de elegirlas por intui-
ción.

La evaluación cubre las dos mitades de la cadena. La recuperación—localizar las evidencias
pertinentes (L1) y saber abstenerse cuando el corpus no basta (L6)— se cierra con datos sobre
las 92 normas, sin depender de un modelo juez. La generación—fidelidad, citas y corrección
(L3–L5)— se aborda también aquí, pero con un estatus de evidencia distinto: las citas y los
hechos clave se miden de forma automática contra el gold, mientras que la fidelidad y la co-
rrección descansan en anotación humana, porque el modelo juez previsto para automatizarlas
se validó y resultó insuficiente. Ese resultado negativo se reporta como tal, en coherencia con
lo que exige OE-06.

5.1 Metodología de evaluación

Toda afirmación de este capítulo se apoya en un mismo aparato de medida: un banco de con-
sultas anotadas, un conjunto de métricas y un protocolo estadístico fijos y reproducibles. Des-
cribirlos antes de presentar resultados es lo que permite interpretar los números y distinguir un
hallazgo real de un artefacto del muestreo.

5.1.1 Un marco modular de seis capas

La evaluación se organiza en seis capas desacopladas, pensadas para localizar el fallo y no solo
para puntuarlo. La Tabla 5.1 las resume. La idea, alineada con las propuestas de evaluación
automatizada de RAG revisadas en el estado del arte [18, 55], es que una nota global no dice
dónde mejorar; medir cada componente por separado, sí.

Esta separación es especialmente pertinente en el dominio jurídico, donde —como advierte la
literatura sobre herramientas legales de IA— una respuesta puede ser plausible y estar bien
citada en la forma y, aun así, ser infiel a la fuente o incorrecta [38]. Por eso correcto, fundado
en la evidencia y bien citado se miden por separado en la fase de generación, y por eso la
recuperación —que determina qué evidencia llega siquiera al modelo— se evalúa primero y
por sí misma.
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Tabla 5.1: Las seis capas de la evaluación y su estado. Este capítulo las desarrolla todas (L1–
L6).

Capa Qué mide Estado

L1 Recu-
peración

¿Está el artículo correcto y en posición alta? Cerrada (este
cap.)

L2 Con-
texto

¿El contexto ensamblado contiene la evidencia y poco
ruido?

Cerrada (este
cap.)

L3 Fideli-
dad

¿Cada afirmación se deriva de la evidencia entregada? Cerrada (humano;
juez insuf.)

L4 Citas ¿Las citas soportan de verdad lo que afirman? Cerrada (este
cap.)

L5 Co-
rrección

¿La respuesta acierta los hechos clave? Cerrada (determ. +
humano)

L6 Abs-
tención

¿Se abstiene cuando debe y solo cuando debe? Cerrada (este
cap.)

5.1.2 El banco de pruebas

El instrumento central es un banco de consultas anotadas, versionado como corpus92_v1.
Se construyó por el método known-item: las preguntas se redactan leyendo el corpus real pro-
cesado de las 92 normas, de modo que el artículo o artículos que las responden se conocen de
antemano. Esto evita la circularidad de evaluar un sistema con las preguntas que ese mismo
sistema encuentra fácilmente, y permite saber cuándo un recuperador falla aunque ninguno lo
acierte.

Cada pregunta se anota con la riqueza que las métricas exigen: relevancia graduada de cada
artículo candidato (2 = central o suficiente, 1 = apoyo o matiz, 0 = no relevante), los párrafos
exactos que sustentan la relevancia de los artículos centrales, la marca multi_parent cuando
la respuesta vive legítimamente en varios artículos, y un estilo de consulta (directa_articulo,
ciudadana, conceptual, procedimental, léxica, comparativa o sin respuesta) más una dificultad
estimada. Las preguntas out-of-corpus—legales pero no cubiertas por las 92 normas— se mar-
can como no respondibles y constituyen el gold de abstención.

El banco realizado reúne 121 preguntas y 567 juicios de relevancia (96 centrales, 75 de apoyo
y 396 negativos, todos revisados uno a uno tras una re-revisión completa de los candidatos
negativos), repartidos en tres particiones: development (para ajustar parámetros), test (reservado
para las comparaciones finales) y out-of-corpus (abstención). Unamisma necesidad informativa
reformulada nunca cruza entre development y test, lo que evita la fuga de información entre
ambos. La anotación alcanza el nivel checkpoint del control de calidad del banco (mínimos
de preguntas revisadas con relevante por partición: 40 en development, 20 en test, 10 en out-
of-corpus), con la relevancia graduada verificada contra el texto consolidado vigente de las
normas.
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Conviene una advertencia metodológica de potencia estadística. El objetivo metodológi-
co era un banco mayor (del orden de 150 preguntas in-corpus, nivel formal); el realizado
se queda en el nivel checkpoint. En consecuencia, las conclusiones globales están razona-
blemente potenciadas, pero los cortes por estilo de consulta reparten ese tamaño y que-
dan con intervalos de confianza anchos: se reportan como direccionales, no como cifras fi-
nas.

5.1.3 Construcción del conjunto de referencia sin sesgo:
pooling y re-pooling

Decidir qué artículos juzgar para cada pregunta es delicado, porque condiciona la equidad de
toda comparación posterior. Como se explicó en el estado del arte, anotar solo los resultados
de un sistema sesga el gold a su favor: los artículos relevantes que otro recuperador encuentra,
pero que nunca se juzgaron, contarían erróneamente como no relevantes [10]. Para evitarlo se
aplicó el método de pooling de la tradición TREC: el conjunto de candidatos a anotar se reunió
a partir de los tres recuperadores—denso, léxico e híbrido— hasta una profundidad fija, no
solo del denso.

Este cuidado tuvo una consecuencia medible y reveladora. Como el banco reaprovecha pre-
guntas anotadas en una fase anterior con un pool únicamente denso, al incorporar el léxico y el
híbrido hubo que re-poolear y re-juzgar. Ese re-pooling sacó a la luz once artículos relevantes
nuevos que el pool denso no había visto y, sobre todo, documentó 127 candidatos del léxico
como negativos: en su mayoría, falsos positivos de BM25 que apuntaban al artículo correcto
pero de la ley equivocada. Sin este de-sesgado, la comparación de recuperadores habría partido
viciada a favor del denso; con él, es justa.

5.1.4 Métricas

La métrica primaria de recuperación es ParentnDCG@10. Conviene desglosar su nombre,
porque cada parte responde a una decisión de diseño.

• nDCG (normalized discounted cumulative gain) es unamétrica de ranking con relevancia
graduada [32]: acumula la relevancia de cada resultado recuperado, descontándola según
la posición que ocupa —un acierto en el puesto 1 vale más que en el 8— y normaliza el
total entre 0 y 1 dividiéndolo por el del orden ideal. Premia, por tanto, no solo encontrar
la evidencia, sino colocarla arriba.

• La relevancia graduada (0/1/2) es lo que hace que nDCG distinga un artículo central de
uno de mero apoyo; con relevancia binaria, nDCG degeneraría a una simple cuenta de
aciertos.
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• El prefijo Parent indica que la puntuación se calcula a nivel de artículo (el parent), no
del fragmento concreto recuperado. Es coherente con la representación parent-child: al
usuario le importa que el sistema recupere el artículo correcto, con independencia de qué
chunk suyo casara primero.

• El sufijo@10 acota la medida a los diez primeros resultados, que son los que el sistema
realmente usaría para construir el contexto.

Junto a la primaria se reportan métricas de control que iluminan aspectos distintos: Paren-
tRecall@k (¿aparece el artículo correcto entre los 𝑘 primeros?), ParentHit@1 (¿es el primer
resultado?), ParentMRR@10 (¿cómo de pronto aparece el primer acierto útil?) y EvidenceRe-
call@k (cobertura a nivel de párrafo, no solo de artículo). Ninguna sustituye a la primaria, pero
su lectura conjunta evita conclusiones engañosas.

La abstención (L6) se mide de forma específica. Se toma la puntuación de similitud del pri-
mer resultado del recuperador como señal de confianza y se comprueba si separa las preguntas
respondibles (in-corpus) de las no respondibles (out-of-corpus). Se reportan el área bajo la curva
ROC—cómo de bien separa la señal, con independencia del umbral— y la balanced accuracy
en un umbral elegido. Junto a esa separabilidad de la señal se reporta, además, el comporta-
miento de abstención observado en el sistema completo —tasa de respuesta, sobre-abstención
y respuestas indebidas—, que mide qué hace de verdad el sistema y no solo qué podría hacer
la señal. Los dos errores posibles no son simétricos: responder a algo que el corpus no cubre
es el error peligroso en derecho, mientras que abstenerse de más es solo incómodo; por eso se
analizan por separado.

5.1.5 Protocolo estadístico

Comparar dos recuperadores por sus medias no basta: una diferencia pequeña puede ser ruido
del muestreo. Para distinguir señal de ruido se sigue un protocolo fijo, alineado con la práctica
habitual en recuperación de información [57]. Cada métrica se acompaña de un intervalo de
confianza del 95% obtenido por bootstrap (1000 remuestreos, con semilla fija para que el
resultado sea reproducible). Y las comparaciones entre estrategias se hacen con un bootstrap
pareado frente a una de referencia: como todas las estrategias se evalúan sobre las mismas
preguntas, comparar pregunta a pregunta cancela la variabilidad debida a que unas preguntas
son intrínsecamente más difíciles que otras, y aísla la diferencia atribuible a la estrategia. Una
diferencia se considera significativa cuando el intervalo de su efecto pareado no cruza el cero.
Conviene precisar el estatus de los contrastes: las ablaciones que enfrentan varias variantes a
la vez contra una referencia (selección de modelo, fusión) implican comparaciones múltiples,
por lo que se leen como exploratorias—su fin es fijar la configuración— y no se corrigen por
multiplicidad; la afirmación confirmatoria del trabajo es el experimento central, con pocos
contrastes preespecificados sobre la partición test reservada, cuyos 𝑝-valores sí se corrigen por
Holm-Bonferroni (control del error por familia).
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Los resultados se presentan, además, estratificados por estilo de consulta y por dificultad, por-
que —como se verá— el promedio global puede esconder comportamientos opuestos por es-
trato. Se respeta la separación entre development, donde se ajustan los parámetros (pesos de
fusión, parámetros de BM25, 𝑘), y test, que se mantiene reservado y sobre el que se hacen las
afirmaciones finales.

5.1.6 Actores y configuración de los experimentos

Los protagonistas de los experimentos de este capítulo son tres recuperadores construidos,
como se describió en el diseño, sobre las mismas unidades de recuperación: el denso (índi-
ce exacto sobre un modelo de embeddings), el léxico (BM25 con el analizador de español)
y el híbrido (que fusiona ambos). Que compartan las mismas filas permite una comparación
homogénea. A ellos se añade, en el experimento de selección, un conjunto de modelos de
embeddings candidatos, cuya elección y peculiaridades se justifican en la sección correspon-
diente.

Cada ejecución de evaluación deja un informe inmutable, identificado por run_id —con su
configuración, sus huellas de reproducibilidad, los resultados por pregunta y los agregados—,
de modo que toda tabla de este capítulo es trazable a una corrida concreta. Toda la comparación
se realiza sobre el corpus de 92 normas y el banco corpus92_v1 descrito arriba, con la
métrica y el protocolo ya fijados.

Por último, el entorno de ejecución condiciona varias decisiones. Los experimentos corren en
un servidor universitario con dos procesadores AMD EPYC (48 núcleos físicos, 96 hilos), 125
GiB de memoria y sin GPU accesible, bajo Ubuntu. Esa ausencia de GPU empuja la selección
de modelos hacia opciones ejecutables en CPU y explica la atención al coste computacional
a lo largo del capítulo; solo la codificación de embeddings, prohibitiva en CPU, se apoyó de
forma puntual en una GPU externa (capítulo de diseño), mientras que recuperación, generación
y evaluación corren en el propio servidor.

Con la metodología establecida, las secciones siguientes presentan los experimentos y sus re-
sultados.

5.2 Selección del modelo de embeddings

El primer experimento decide qué modelo de embeddings y qué perfil de consulta emplea el
recuperador denso, la pieza sobre la que se apoya todo el sistema. Se comparan tres modelos
abiertos y multilingües—e5-large-instruct, bge-m3 y e5-base— sobre las mismas
unidades de recuperación del corpus de 92 normas. En el caso de e5-large-instruct,
que admite condicionamiento por instrucción, se evalúan además los tres perfiles de consulta
descritos en el diseño: uno genérico (I0), uno jurídico (I1) y uno orientado a la consulta ciuda-
dana (I2). La comparación se realiza sobre la partición de development (𝑛 = 53), reservando
test para el experimento central.
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La elección de estos candidatos no es arbitraria: responde a las restricciones del proyecto. Se
exigía que fueran modelos de pesos abiertos, con soporte multilingüe —el español jurídico
dispone de pocos recursos específicos, como se discutió en el estado del arte—, bien situa-
dos en los benchmarks de referencia de embeddings [40] y de un tamaño ejecutable en CPU.
Sobre esa base se seleccionaron e5-large-instruct —que además admite condiciona-
miento por instrucción [59]—, bge-m3 y, como escalón menor, e5-base. Otros candidatos
se descartaron por razones objetivas y documentadas: qwen3-0.6b, por un coste de codifi-
cación prohibitivo en CPU; gte-multilingual-base, por una incompatibilidad técnica
con la versión de la biblioteca de modelos empleada —pese a haberse revisado y aprobado su
código remoto—; y la variante e5-large sin instrucción, por redundante frente a su versión
instruct.

Tabla 5.2: Selección del modelo de embeddings en development (𝑛 = 53): ParentnDCG@10
con intervalo de confianza del 95% por bootstrap.

Modelo y perfil de consulta ParentnDCG@10 IC 95%
e5-large-instruct ꞏ I1 (jurídico) 0,795 [0,705–0,873]
e5-large-instruct ꞏ I2 (ciudadano) 0,792 [0,704–0,868]
e5-large-instruct ꞏ I0 (genérico) 0,738 [0,649–0,814]
bge-m3 0,717 [0,630–0,793]
e5-base 0,622 [0,523–0,720]

Dos conclusiones se sostienen con contrastes pareados frente al finalista (e5-large-
instruct con el perfil jurídico I1). Primera, e5-large-instruct supera de forma sig-
nificativa tanto a bge-m3 (diferencia pareada −0,078 [−0,142, −0,015]) como a e5-base
(−0,173 [−0,252,−0,097]). Segunda, y menos evidente, el perfil de consulta importa: antepo-
ner a la pregunta una instrucción de dominio jurídico (I1) mejora de forma significativa sobre el
perfil genérico I0 (−0,057 [−0,105, −0,012]), una confirmación empírica sobre el corpus del
proyecto del valor del condicionamiento por instrucción discutido en el estado del arte. En cam-
bio, los perfiles jurídico (I1) y ciudadano (I2) nomuestran diferencia detectable entre sí (−0,003
[−0,022,+0,011]); se adopta I1 por su ligera ventaja en lamedia.

La calidad no es el único criterio: en un sistema pensado para ejecutarse en CPU, la latencia
también cuenta. La Tabla 5.3 enfrenta la calidad a la latencia de recuperación por consulta (co-
dificación de la consulta más búsqueda), y refuerza la decisión. bge-m3 no solo recupera peor
quee5-large-instruct (0,717 frente a 0,795), sino que es además un 47%más lento (402
frente a 274 ms): queda dominado en el sentido de Pareto—peor en las dos dimensiones—, y
su mayor ventana de contexto no compensa. e5-base, el más rápido (133 ms), paga su veloci-
dad con una caída de calidad grande (0,622). El modelo seleccionado es el que mejor equilibra
ambas dimensiones.

El sistema queda, por tanto, configurado con e5-large-instruct y el perfil jurídico I1.
Conviene ser preciso sobre el estatus de esta decisión: se ha tomado sobre development, la par-
tición destinada precisamente a ajustar. Su validez sobre datos no vistos no se da por supuesta,
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Tabla 5.3: Calidad frente a latencia de recuperación en development (𝑛 = 53). Latencia P50
por consulta (codificación de la consulta + búsqueda).

Modelo ParentnDCG@10 Latencia P50 (ms)
e5-large-instruct (I1) 0,795 274
bge-m3 0,717 402
e5-base 0,622 133

sino que se comprueba en el experimento central (5.6), donde esta misma configuración al-
canza 0,806 sobre test, lo que confirma que la elección no está sobreajustada a la partición
de ajuste. Con ello queda cerrado el objetivo OE-03 en su vertiente de recuperación semánti-
ca.

5.3 Ajuste del recuperador léxico

Antes de enfrentar el recuperador léxico al denso, conviene fijar su configuración con criterio
y no por omisión. Se realiza una ablación «un factor cada vez» sobre development (𝑛 = 53)
que varía, por separado, el preprocesado lingüístico (stemming y stopwords), el refuerzo de
cabecera y los parámetros clásicos 𝑘1 y 𝑏.

Los resultados justifican las decisiones de diseño del analizador de español. El stemming apor-
ta: desactivarlo baja la métrica de 0,486 (configuración base) a 0,430. La eliminación de stop-
words es neutra (0,489 frente a 0,486; diferencia pareada [−0,038, +0,049], no significativa),
pero se mantiene por coherencia y eficiencia del índice. El refuerzo de cabecera es la única
palanca con efecto claro: añadir a cada documento copias del rótulo del bloque —que incluye
el nombre de la ley— eleva la métrica de 0,486 (sin refuerzo) a 0,516, 0,528 y 0,536 con fac-
tores 1, 2 y 3 respectivamente; se adopta el factor 3. Esto confirma empíricamente el problema
descrito en el diseño: sin el nombre de la ley en la cabecera, colisionan artículos homónimos
de leyes distintas. Por último, los parámetros 𝑘1 (entre 0,483 y 0,486 en el rango 0,9–2,0) y
𝑏 (entre 0,486 y 0,489 en el rango 0,3–0,9) resultan insensibles en este corpus, por lo que se
conservan sus valores habituales (𝑘1=1,5, 𝑏=0,75). Aun con su mejor configuración, el recu-
perador léxico se queda en torno a 0,54 en development: un techo que conviene tener presente
al interpretar la comparación siguiente.

5.4 ¿Mejora la fusión híbrida al denso? Ablación de
la combinación

La intuición sugiere que combinar la señal léxica y la semántica debería mejorar a cualquiera
de ellas por separado. Este experimento la pone a prueba antes del contraste final. Sobre de-
velopment (𝑛 = 53) se comparan, frente al denso, la fusión por rangos recíprocos (RRF) y la
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combinación convexa para cinco pesos 𝛼 (de 0,3 a 0,7, donde 𝛼 es el peso que se concede al
denso).

Tabla 5.4: Ablación de la fusión en development (𝑛 = 53): ParentnDCG@10 y diferencia pa-
reada frente al denso. Un intervalo que contiene el cero indica ausencia de diferencia
detectable.

Estrategia ParentnDCG@10 𝛥 vs denso [IC 95%]
Denso 0,804 —
Convexa 𝛼=0,7 0,802 −0,001 [−0,033, +0,028]
Convexa 𝛼=0,6 0,789 −0,014 [−0,053, +0,022]
Convexa 𝛼=0,5 0,761 −0,042 [−0,098, +0,009]
RRF 0,742 −0,062 [−0,134, −0,002]
Convexa 𝛼=0,4 0,706 −0,098 [−0,165, −0,041]
Convexa 𝛼=0,3 0,635 −0,169 [−0,259, −0,094]
BM25 0,536 −0,268 [−0,371, −0,181]

El patrón es inequívoco y contrario a la intuición: ninguna fusión supera al denso. La com-
binación convexa mejora de forma monótona a medida que se le concede más peso al denso
—de 0,635 (𝛼=0,3) a 0,802 (𝛼=0,7)—; es decir, cuanto más se parece al denso, mejor rinde.
En su mejor punto (𝛼=0,7) apenas lo alcanza (0,802 frente a 0,804), sin superarlo: la diferencia
pareada contiene el cero. La fusión RRF (0,742) queda por debajo del denso, aunque de forma
marginal (el intervalo casi toca el cero, −0,062 [−0,134, −0,002]) —una diferencia que, como
se verá, se confirma en test tras la corrección por comparaciones múltiples—. En síntesis, la
mejor fusión no aporta señal útil sobre el denso: solo deja de estorbar cuando se le resta casi
todo el peso al léxico. Se traslada la variante más favorable (convexa 𝛼=0,7) al experimen-
to central sobre test, para comprobar si esta ausencia de mejora se confirma en la partición
reservada.

5.5 ¿Importan la representación del fragmento y la
forma de trocear?

La selección de modelo (5.2) se hizo sobre una representación concreta del fragmento y una
forma concreta de trocear el texto, ambas heredadas del prototipo de diez normas y no reva-
lidadas sobre el corpus completo. Conviene medirlas, porque son decisiones de diseño que se
habían dado por buenas. Este experimento las somete a prueba manteniendo fijos el mode-
lo y el perfil de consulta ganadores (e5-large-instruct, perfil jurídico I1) y variando
solo cómo se construye el texto que se indexa. Se comparan tres vistas de la misma informa-
ción:

58



5.5 ¿Importan la representación del fragmento y la forma de trocear?

• Enriquecida (la de producción): al texto del fragmento se le antepone el nombre de la
norma y su jerarquía (título, capítulo, sección…). Es la vista sobre la que se seleccionó
el modelo.

• Cruda: el texto del fragmento tal cual, sin ningún añadido. Aísla el efecto del enrique-
cimiento.

• Troceado clásico: ventanas de tamaño fijo (token a token, con solape) sobre el texto del
artículo, sin respetar sus párrafos. Aísla el efecto de la estrategia de fragmentación frente
a la parent-child por párrafos que usa el sistema.

La comparación es pareada frente a la vista enriquecida, con el mismo banco, protocolo y mé-
trica, sobre development (𝑛 = 53) y test (𝑛 = 28). Una nota de transparencia sobre el uso
de test: esta ablación es una comprobación secundaria, post-hoc, que sí inspecciona test, pe-
ro no ajusta ninguna decisión sobre él —la representación enriquecida se conserva con in-
dependencia del resultado—; test no queda, por tanto, contaminado como conjunto de deci-
sión, aunque en rigor deje de ser un held-out totalmente intacto de cara al experimento cen-
tral.

Tabla 5.5: Ablación de representación y troceado: ParentnDCG@10 con IC 95% por bootstrap,
con el modelo y el perfil fijos. Ninguna vista se distingue de las demás.

Vista del fragmento development (𝑛 = 53) test (𝑛 = 28)
Enriquecida (producción) 0,795 [0,705–0,873] 0,783 [0,674–0,870]
Cruda 0,840 [0,762–0,908] 0,764 [0,660–0,852]
Troceado clásico 0,830 [0,754–0,901] 0,803 [0,705–0,887]

El resultado es una ausencia de diferencia detectable (que no es lo mismo que una igualdad
demostrada: el tamaño de muestra no da para descartar diferencias pequeñas). Ninguna diferen-
cia pareada frente a la vista enriquecida resiste el ruido del muestreo: en development, la cruda
queda en +0,045 [−0,011, +0,107] y la clásica en +0,035 [−0,025, +0,106]; en test, la cruda
en −0,020 [−0,069, +0,032] y la clásica en +0,020 [−0,034, +0,076]. Todos los intervalos
contienen el cero y, más revelador aún, el signo del efecto se invierte entre las dos particiones:
un patrón compatible con la ausencia de diferencia detectable y con la variación muestral que
un tamaño pequeño arrastra. La capacidad de abstención tampoco separa entre vistas (AUC en-
tre 0,94 y 0,97 en las tres, sin un orden estable entre particiones). Combinar ambas particiones
(n=81) no altera el veredicto: ninguna vista se separa de la enriquecida (cruda+0,023 [−0,018,
+0,069]; clásica +0,030 [−0,016, +0,079]; ambos IC cruzan el cero), con el punto estimado
incluso levemente a favor de las vistas sin enriquecer —lo que refuerza, no debilita, la lectura
de que el enriquecimiento no aporta a la recuperación—.

La lectura es doble y, en parte, contraria a la intuición. Primera: enriquecer el fragmento
con el nombre de la norma no muestra una mejora detectable en la recuperación en es-
te corpus. Es un matiz frente a la intuición —extendida en la literatura de contextualización
de fragmentos— de que anteponer contexto antes de codificar ayuda: con un modelo de em-
beddings fuerte y condicionado por instrucción, y una métrica a nivel de artículo, ese añadido
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resulta redundante y, al ser común a muchos fragmentos de la misma norma, poco discrimina-
tivo. Segunda: el troceado clásico de tamaño fijo no se distingue del parent-child por pá-
rrafos; como la métrica premia recuperar el artículo correcto y las tres vistas indexan el mismo
texto de los mismos artículos —solo cortado de otra forma—, el artículo pertinente aflora con
independencia de dónde caigan los límites del fragmento.

Ambas lecturas encajan con la ablación del recuperador léxico (5.3) en una historia coherente:
a BM25 el refuerzo de cabecera con el nombre de la ley sí le ayudó de forma significativa,
porque necesita la palabra literal para desambiguar artículos homónimos de leyes distintas; al
recuperador denso no le hace falta, porque desambigua por significado. Cada recuperador se
beneficia de la señal que le falta, no de la que ya domina.

En consecuencia, el sistema conserva la representación enriquecida parent-child, con una jus-
tificación más precisa: no por una ventaja de recuperación —que no se ha demostrado— sino
porque no perjudica y su valor está aguas abajo, en que acarrea la identidad de la norma al
contexto que se entrega al generador y sustenta la cita y la trazabilidad. Para el ranking, la
representación cruda sería una alternativa plausible. Con ello, una decisión de diseño hereda-
da del prototipo pasa a estar medida, cerrando por evidencia la vertiente de representación de
OE-02.

Tres cautelas cierran el análisis. El tamaño de muestra solo permite detectar efectos grandes:
una diferencia real pero modesta quedaría enmascarada. La comparación es de recuperación
(ParentnDCG@10); la representación podría influir en la generación —el texto que llega al
modelo difiere entre vistas—, algo que este experimento no mide. Y el troceado clásico eva-
luado respeta las fronteras del artículo (ventanas dentro de cada parent), de modo que lo que
se compara es la forma de cortar dentro del artículo, no un troceado ciego a la estructura jurí-
dica.

5.6 Comparación de recuperadores: denso, léxico e
híbrido

Este es el experimento central del trabajo: la comparación directa, sobre el mismo banco y
con el mismo protocolo, de las tres estrategias de recuperación. Responde a la pregunta que
vertebra el objetivo OE-04 —¿qué recupera mejor las evidencias jurídicas pertinentes?— y
lo hace sobre la partición test, sobre la que no se ajustó ninguna decisión de diseño (con la
salvedad, ya señalada, de la ablación de representación, que la inspeccionó sin ajustar nada).
Todos los números provienen de una corrida sobre la partición test (𝑛 = 28 preguntas, semilla
12345, 1000 remuestreos bootstrap). La variante híbrida ponderada es la combinación convexa
con el peso 𝛼=0,7 seleccionado en la ablación anterior (5.4).
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Tabla 5.6: Comparación de recuperadores en test (𝑛 = 28): ParentnDCG@10 con intervalo de
confianza del 95% por bootstrap.

Estrategia ParentnDCG@10 IC 95%
Denso 0,806 [0,711–0,885]
Híbrido ponderado 0,779 [0,682–0,865]
Híbrido RRF 0,691 [0,577–0,801]
Léxico (BM25) 0,521 [0,368–0,669]

5.6.1 Resultados globales

El orden es inequívoco en su magnitud: el denso encabeza con 0,806, seguido de cerca por la
fusión ponderada (0,779); la fusión RRF queda por debajo (0,691) y el léxico, muy atrás (0,521).
Ahora bien, comparar medias no basta con un banco de este tamaño: hay que comprobar si las
diferencias resisten el ruido del muestreo.

5.6.2 Significancia estadística: contrastes pareados

Se toma el denso como referencia y se calcula, pregunta a pregunta, la diferencia pareada de
cada alternativa frente a él (convención: alternativa − denso; un valor negativo indica que la
alternativa rinde por debajo del denso). Una diferencia es significativa cuando su intervalo de
confianza no cruza el cero.

Estos tres contrastes forman la familia confirmatoria del trabajo; sus 𝑝-valores (bootstrap
pareado, dos colas) se corrigen por Holm-Bonferroni para controlar el error por familia
(5.1.5).

• BM25 − denso = −0,285 [−0,410, −0,157]: el léxico es significativamente peor que
el denso, con un efecto grande (𝑝 < 0,001; 𝑝Holm < 0,001).

• RRF − denso = −0,115 [−0,213, −0,027]: la fusión RRF queda significativamente
por debajo del denso (𝑝 = 0,006), y la diferencia sobrevive a la corrección por compa-
raciones múltiples (𝑝Holm = 0,012).

• Ponderado − denso = −0,027 [−0,071, +0,020]: el intervalo contiene el cero; no hay
diferencia detectable entre la fusión ponderada y el denso (𝑝 = 0,29).

La lectura, contraria a la intuición de que «combinar siempre suma», gana nitidez con la correc-
ción: ninguna variante híbrida supera al denso y, tras la corrección de Holm, tanto BM25
como la fusión RRF quedan significativamente por debajo; la ponderada no muestra diferencia
detectable con el denso —lo que no equivale a igualdad: es ausencia de diferencia con una cota
superior de apenas +0,020—. Como la fusión añade un recuperador léxico, un parámetro de
peso y coste sin aportar ganancia, el principio de parsimonia respalda elegir el recuperador
denso como configuración del sistema. Conviene ser preciso con el alcance de la afirmación:
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los datos sostienen que la fusión no aporta sobre este corpus, no que el denso sea superior a
cualquier híbrido. Este resultado sobre test confirma el observado en la ablación sobre deve-
lopment (5.4) y, además, refuta el hallazgo preliminar obtenido sobre el corpus reducido de
diez normas, donde la fusión sí parecía ayudar: una advertencia empírica sobre el riesgo de
generalizar desde corpus pequeños.

5.6.3 Robustez y desglose por estilo (development+test,
𝑛 = 81)

La comparación anterior es confirmatoria: se hace sobre test (n=28), sobre el que no se ajus-
tó ninguna decisión de diseño, y esa es su virtud; su límite es la potencia (5.11). Conviene
comprobar si el patrón se sostiene con más muestra. Para ello se repite el análisis sobre las
81 preguntas in-corpus (development+test), reutilizando las corridas ya realizadas —sin re-
ejecutar ningún modelo—. No es un resultado held-out: incluye el split con el que se ajustó el
peso de fusión, de modo que arrastra un sesgo optimista. Es clave notar en qué dirección: ese
sesgo favorece al híbrido —cuyo 𝛼 se eligió sobre development—, no al denso, así que si el
denso mantiene su ventaja lo hace a pesar de jugar en contra. La Tabla 5.7 recoge el resulta-
do.

Tabla 5.7: Robustez sobre todo el in-corpus (development+test, 𝑛 = 81): ParentnDCG@10
con IC 95% por bootstrap y diferencia pareada frente al denso (familia corregida
por Holm). No es held-out: incluye el split de ajuste, con un sesgo optimista que
favorece al híbrido.

Estrategia ParentnDCG@10 [IC 95%] 𝛥 vs denso [IC 95%]
Denso 0,805 [0,732–0,857] —
Ponderado 𝛼=0,7 0,794 [0,726–0,851] −0,010 [−0,036, +0,016] n.s.
RRF 0,724 [0,650–0,780] −0,081 [−0,135, −0,029] (𝑝Holm=0,004)
Léxico (BM25) 0,531 [0,436–0,614] −0,274 [−0,352, −0,194] (𝑝Holm<0,001)

El patrón de test se confirma y, con la mayor potencia, se afina en dos puntos que refuer-
zan la conclusión. Primero, la fusión RRF —significativamente por debajo del denso ya en
test (5.6.2)— lo confirma con más muestra (−0,081; 𝑝Holm=0,004): la evidencia de que RRF
empeora se firma en ambas particiones. Segundo, y decisivo para la pregunta que vertebra el
experimento —«¿aporta la fusión?»—, la ventaja de la fusión ponderada sobre el denso tie-
ne una cota superior de +0,016 (extremo del IC95 pareado). Esto cambia la naturaleza de la
afirmación: no es «no detectamos diferencia» —que dejaría abierta una mejora oculta—, sino
que la mejora, de existir, es demasiado pequeña para importar. Añadir el recuperador léxico
cuesta un recuperador extra, un parámetro de peso y más latencia a cambio de, como mucho,
un par de centésimas de nDCG; el principio de parsimonia respalda el denso sin ambigüedad.
Una precisión metodológica: un criterio de equivalencia al estilo TOST —sobre el intervalo
bootstrap pareado, no un test de permutación clásico— al margen estricto de 0,02 no llega a
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establecerse —el IC del efecto es algo más ancho que ese margen aun a n=81—, de modo que
lo que se afirma es la cota sobre la ganancia posible de la fusión, no una equivalencia simétri-
ca.

El desglose por estilo (Tabla 5.8) gana solidez: cada estrato reúne ahora entre 8 y 22 preguntas,
frente a las 3–7 de test, de modo que las lecturas antes direccionales quedan mejor sostenidas.
El desplome del léxico en consultas ciudadanas—el hallazgo más relevante para un sistema
orientado a la ciudadanía— se apoya ya en 22 preguntas (BM25 0,379 frente a denso 0,813),
no en siete. Y los únicos dos estratos donde una variante iguala o supera al denso siguen siendo
nichos de coincidencia exacta y muestra corta: la búsqueda directa de artículo (ponderada
0,684 frente a denso 0,660; 𝑛 = 17) y la consulta léxica (RRF 0,879 frente a denso 0,837; 𝑛 =
14). Son la cara amable de la señal léxica —aporta justo donde la palabra literal desambigua—
pero no bastan para volcar el promedio: la conclusión global (ninguna fusión supera al denso)
se mantiene.

Tabla 5.8: ParentnDCG@10 por estilo de consulta sobre todo el in-corpus (𝑛 = 81). El tamaño
por estrato (8–22) da solidez a las lecturas por estilo. En negrita, la mejor estrategia
de cada fila.

Estilo 𝑛 Denso BM25 Ponderado RRF
Ciudadana 22 0,813 0,379 0,769 0,632
Léxica 14 0,837 0,701 0,857 0,879
Directa (artículo) 17 0,660 0,409 0,684 0,625
Comparativa 10 0,782 0,541 0,736 0,691
Conceptual 10 0,922 0,739 0,927 0,839
Procedimental 8 0,914 0,636 0,897 0,815

5.7 Abstención: ¿sabe el sistema cuándo callar?

Recuperar bien no basta: un sistema de consulta jurídica debe además reconocer cuándo
la respuesta no está en su corpus y abstenerse. La capa L6 se examina desde dos ángu-
los complementarios: la separabilidad de la señal de recuperación (¿podría el sistema sa-
ber cuándo callar?) y el comportamiento observado del sistema completo (¿lo hace de ver-
dad?).

5.7.1 Separabilidad de la señal de recuperación

La hipótesis es que la puntuación de similitud del primer resultado del recuperador sirve como
señal de confianza: alta cuando la pregunta se puede responder con el corpus, baja cuando no.
Para comprobarlo se enfrentan las puntuaciones top-1 de las preguntas respondibles a las de
las preguntas out-of-corpus, y se mide con el área bajo la curva ROC —la probabilidad de
que una pregunta respondible reciba mayor puntuación que una no respondible—, una medida
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independiente del umbral. El análisis se realizó durante la selección de modelo (53 preguntas
respondibles de development frente a 30 out-of-corpus).

Tabla 5.9: Separabilidad de la señal de abstención por modelo (53 respondibles vs 30 out-of-
corpus): AUC y balanced accuracy en el mejor umbral.

Modelo y perfil AUC Balanced acc.
e5-large-instruct ꞏ I1 (jurídico) 0,970 0,929
e5-large-instruct ꞏ I2 (ciudadano) 0,968 0,922
e5-large-instruct ꞏ I0 (genérico) 0,946 0,898
bge-m3 0,856 0,801
e5-base 0,798 0,755

La señal separa muy bien: para el modelo seleccionado (e5-large-instruct ꞏ I1), el
AUC es 0,970, y en el mejor umbral la balanced accuracy alcanza 0,929 (92,5% de pre-
guntas respondibles reconocidas y 93,3% de out-of-corpus marcadas). Un detalle refuerza
la decisión del experimento de selección: el modelo que mejor recupera es también el que
mejor separa lo respondible de lo no respondible (0,970 frente a 0,946 del perfil genérico y
0,856–0,798 de los otros modelos). Y esa separabilidad se confirma sobre la partición re-
servada: en test (28 respondibles frente a 30 out-of-corpus) el AUC se mantiene en torno a
0,94.

Dos cautelas matizan la lectura. Primera, la balanced accuracy se calcula en el umbral que
la maximiza sobre el mismo conjunto que se reporta, de modo que es optimista (in-sample);
la cifra robusta e independiente del umbral es el AUC. Segunda, y más importante, las 30
preguntas out-of-corpus de la tabla anterior son de dominio lejano —derecho civil, marcas,
patentes: materias que las 92 normas no tocan—, es decir, negativos fáciles de distinguir. El
caso realmente difícil es el near-miss: una pregunta del mismo dominio que el corpus cubre,
pero cuya respuesta concreta reside en una ley hermana ausente.

Para no dejar ese caso a la conjetura, se añadieron al banco diez preguntas near-miss —
redactadas conociendo el corpus (por ejemplo, los años de residencia para la nacionalidad,
que fija el Código Civil; o la responsabilidad decenal por defectos de construcción, que fija la
Ley de Ordenación de la Edificación), verificando por búsqueda directa sobre el texto de las 92
normas que el dato concreto no aparece— y se repitió el análisis por separado. El contraste es
nítido (Tabla 5.10): frente a los negativos de dominio lejano, donde el AUC se mantiene alto
(0,969 en development —consistente con el 0,970 de la Tabla 5.9— y 0,938 en test), sobre los
near-miss la separabilidad se desploma a 0,82 (0,823 en development, 0,814 en test). La razón
se lee en las puntuaciones: los near-miss reciben un top-1 de 0,90–0,93, dentro del rango de las
preguntas legítimas, porque el recuperador encuentra artículos temáticamente próximos—solo
que insuficientes—.

Queda así confirmado con dato lo que antes era solo una sospecha: la señal de recuperación
distingue muy bien la materia ajena, pero es un discriminador débil ante preguntas cercanas
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Tabla 5.10: Separabilidad de la señal de abstención según el tipo de negativo (modelo e5-
large-instruct ꞏ I1). AUC sobre development (53 respondibles) y test (28),
frente a 30 negativos de dominio lejano y 10 near-miss. La caída ante el near-miss
cuantifica lo que el AUC global sobreestimaba.

Tipo de negativo AUC development AUC test
Dominio lejano (𝑛 = 30) 0,969 0,938
Near-miss (𝑛 = 10) 0,823 0,814

no cubiertas —mide parecido temático, no suficiencia—. Es la misma limitación que el aná-
lisis de errores encontrará por el otro lado (5.10.4): un umbral sobre el score no basta para
gobernar la abstención dentro del dominio. Dos salvedades: los near-miss son solo diez, de
modo que su AUC es indicativo —aunque la coincidencia entre development (0,823) y test
(0,814) sugiere que la caída es real y no ruido del muestreo—; y esto mide la señal de recu-
peración, no el comportamiento del generador ante un near-miss, que no se evalúa por separa-
do.

5.7.2 Comportamiento de abstención del sistema completo

Una cosa es que la señal pueda separar y otra que el sistema de extremo a extremo —
recuperación densa más generador local— se comporte en consecuencia. Se mide sobre las
28 preguntas in-corpus de test y las 40 out-of-corpus (30 de dominio lejano + 10 near-
miss).

El resultado dibuja un sistema calibrado hacia la prudencia, con una grieta que solo aflora en
el caso difícil. Ante las 30 preguntas de dominio lejano no produjo respuestas indebidas: se
abstuvo en las 30 (0/30; con la muestra escasa, cota superior del 11,6% por Clopper-Pearson).
Pero ante las 10 preguntas near-miss —misma materia, respuesta ausente— respondió inde-
bidamente a una (1/10). En conjunto, una respuesta indebida en 40 preguntas fuera de corpus,
y aparece justo donde se esperaba: en el negativo cercano, no en el lejano. El coste de la pru-
dencia aparece en el lado in-corpus: de 28 preguntas respondibles, respondió 17 y se abstuvo
en 11, una sobre-abstención del 39,3%. Ambas cifras muestran el mismo compromiso: el sis-
tema solo responde cuando está muy seguro. Un matiz diagnóstico importante: ninguna de esas
once abstenciones se debe a que el recuperador no devolviera nada —en las once se ensam-
bló y entregó contexto—, sino a que, con ese contexto delante, el modelo generativo decidió
no responder. Ahora bien, «recibió contexto» no equivale a «recibió la evidencia suficiente»:
cuánto de esa sobre-abstención es fallo de la recuperación y cuánto del generador es una pre-
gunta que exige abrir caso a caso lo que llegó al modelo, y se resuelve en el análisis de errores
(5.10.4).

Combinando ambos lados, la balanced accuracy de la decisión «responder frente a abstenerse»
es de 0,79 (media de un 60,7% de aciertos en respondibles y un 97,5% en no respondibles sobre
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las 40 fuera de corpus). Casi todos los errores del sistema caen del lado prudente —la sobre-
abstención—; la única excepción es esa respuesta indebida en un near-miss. Para un asistente
jurídico informativo la dirección del compromiso es la correcta, pero una sobre-abstención de
casi el 40% es una limitación real de utilidad. Reducirla sin comprometer la seguridad es, por
tanto, una línea de mejora genuina; el análisis de errores (5.10.4) examina de qué depende
y —conviene adelantarlo— descarta el atajo más obvio: un umbral sobre la puntuación de
recuperación separa muy bien una materia ajena al corpus, pero no una evidencia que basta
de otra que se le parece y no basta dentro de él.

5.7.3 ¿Y si relajamos el prompt? Seguridad frente a utilidad

Esa línea de mejora merece un experimento, porque hay una forma obvia de intentarla: re-
lajar las instrucciones. Se compararon dos versiones del prompt sobre development: la con-
servadora —la de por defecto, que ordena abstenerse si la evidencia no basta para respon-
der con fiabilidad— y una permisiva —que autoriza a responder cuando alguna evidencia
es pertinente, aun exigiendo síntesis, y solo abstenerse si la evidencia trata de otra materia—
.

El efecto sobre la utilidad es el esperado: el prompt permisivo dispara la tasa de respuesta y
hunde la sobre-abstención, del 33,96% al 9,43%. Pero el coste en seguridad es inaceptable
en un dominio jurídico. Sobre las preguntas fuera del corpus —las que el sistema no debería
responder— el conservador se abstuvo en las 30 (0% de respuestas indebidas), mientras que
el permisivo respondió a 9 de 30, un 30% de respuestas indebidas, inventando sobre materia
que el corpus no cubre (Tabla 5.11).

Tabla 5.11: Prompt conservador frente a permisivo (development): seguridad frente a utilidad.

Prompt Sobre-abstención (in-corpus) Respuestas indebidas (fuera de corpus)
Conservador 33,96% 0%
Permisivo 9,43% 30%

La decisión es un compromiso deliberado: se adopta el prompt conservador, porque en derecho
el error peligroso es responder lo que no se sabe, no callar de más. Un modelo de 7B no respeta
de forma fiable una instrucción matizada del tipo «responde solo si de verdad puedes», así
que, con este generador, la formulación conservadora es la que ofrece el mejor compromiso de
seguridad observado en las muestras evaluadas.

Conviene una cautela metodológica: las dos corridas no son un A/B perfectamente limpio, por-
que la conservadora recuperaba 20 candidatos (top-𝑘=20) y la permisiva 3 (top-𝑘=3); la magni-
tud exacta de la diferencia mezcla, por tanto, el efecto del prompt con el de cuántos candidatos
se recuperan. Ahora bien, la conclusión de seguridad es robusta: el prompt permisivo respondió
al 30% de las preguntas fuera de corpus teniendo menos candidatos, de modo que el confound,
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si acaso, subestima el efecto del prompt. La forma de recuperar utilidad sin sacrificar segu-
ridad —un umbral sobre la señal de recuperación, cuya excelente separabilidad se vio en la
sección 5.7.1— queda como trabajo futuro.

5.8 ¿Cuánto contexto entregar al generador?
(capa L2)

Entre la recuperación (L1) y la generación (L3–L5) hay una decisión intermedia con más peso
del que parece: cuánta evidencia, y con cuánto detalle, se le entrega al modelo. Es la capa L2. La
gobiernan dos preguntas con respuestas en tensión: ¿cubre el contexto ensamblado la evidencia
que hace falta?, y ¿ayuda o estorba entregar más? Se responden con un experimento de ensam-
blado (sobre development, 𝑛 = 53) y con la propia generación.

5.8.1 Cobertura frente a ruido

El experimento varía el número de fragmentos que se ensamblan (𝑘 ∈ {1, 3, 5, 8}), la estra-
tegia de expansión y el presupuesto de caracteres, y mide dos magnitudes complementarias:
la cobertura de evidencia—ContextEvidenceRecall: qué fracción de los párrafos que el gold
marca como necesarios acaba dentro del contexto— y la precisión —ContextPrecisionById:
qué fracción de los artículos entregados son de verdad pertinentes—. La Tabla 5.12 resu-
me el patrón para la estrategia elegida (expansión acotada, presupuesto de 4000 caracte-
res).

Tabla 5.12: Ensamblado de contexto en development (𝑛 = 53; expansión acotada, 4000 carac-
teres): cobertura de evidencia frente a precisión, según el número de fragmentos 𝑘.

𝑘 (fragmentos) Cobertura (EvidenceRecall) Precisión (por ID)
1 0,486 0,717
3 0,731 0,447
5 0,797 0,313
8 0,867 0,224

El resultado es una tensión clara: cuantos más fragmentos se entregan, más evidencia se cubre
(la cobertura sube de 0,49 a 0,87), pero más ruido se cuela (la precisión cae de 0,72 a 0,22).
Mirando solo la cobertura, convendría entregar mucho contexto; pero esa es solo la mitad de la
historia, porque no mide qué hace el modelo con ese contexto.
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5.8.2 ¿Compensa entregar más contexto?

La otra mitad se mide en la generación. Se comparan dos configuraciones idénticas salvo en
el número de fragmentos entregados —3 frente a 5— sobre development, con recuperación de
top-𝑘 directo (3 o 5) y el perfil de consulta de producción (I1). El resultado matiza la intuición
de «más contexto, mejor».

Tabla 5.13: Efecto del número de fragmentos entregados al generador (development, perfil I1).
Con 5 fragmentos el sistema responde a más preguntas, pero cada respuesta es algo
menos densa.

Fragmentos Respondidas (de 53) Cobertura de hechos clave Citas (𝐹1)
3 31 0,67 0,90
5 36 0,60 0,88

El compromiso es fino, no un desplome. Pasar de 3 a 5 fragmentos hace que el modelo responda
a más preguntas—de 31 a 36 de 53, menos sobre-abstención— pero a costa de que cada res-
puesta pierda algo de densidad: la cobertura de hechos clave baja de 0,67 a 0,60 y las citas (𝐹1)
de 0,90 a 0,88. Es la contrapartida directa de la tensión anterior: más fragmentos cubrenmás evi-
dencia, pero el ruido que arrastran—la precisión que caía en la Tabla 5.12— diluye la respuesta.
No es el hundimiento que sugería el prototipo de diez normas; medido con más cuidado (métri-
ca endurecida, top-𝑘 directo, perfil I1) el efecto es moderado. Hay además un efecto de coste:
menos fragmentos, menos tokens de entrada y menor latencia.

En consecuencia, el sistema fija su ensamblado en 3 fragmentos, expansión acotada y 4000
caracteres por evidencia: se prima la densidad de la respuesta —más hechos clave y mejo-
res citas por respuesta— y el menor coste, aceptando una sobre-abstención algo mayor que
con 5 fragmentos. Conviene acotar el alcance: es un compromiso ajustado —con 5 frag-
mentos el sistema respondería a unas pocas preguntas más—, no una diferencia tajante, y
las cifras son de development con gold pequeño (𝑛 = 16 y 19), por lo que son indicati-
vas.

5.9 Evaluación de la generación

Cerrada la recuperación, la evaluación se traslada a la otra mitad de la cadena: la respuesta que
el sistema redacta a partir de las evidencias. Aquí conviven dos tipos de medida de naturale-
za distinta. Algunas propiedades son objetivas y se comprueban de forma automática contra
el gold —¿cita los artículos correctos?, ¿recoge los hechos clave?—; otras exigen juicio —
¿cada afirmación se deriva realmente de la evidencia (fidelidad, L3)?, ¿es correcta la respuesta
(L5)?— y no se dejan capturar por una comparación mecánica. Para estas últimas se previó
un modelo juez (LLM-as-judge); como se verá, su validación contra anotación humana arrojó
un resultado negativo, de modo que las conclusiones de fidelidad y corrección se apoyan en
anotación humana y en señales deterministas, y del juez se explica por qué no es fiable. Los
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resultados provienen de la corrida de generación sobre test y sobre las preguntas out-of-corpus,
con la recuperación interna configurada con el perfil de consulta ganador (I1_LEGAL, 5.2), de
modo que la generación es coherente con la recuperación seleccionada en la primera mitad del
capítulo; el generador es un modelo abierto ejecutado en local (qwen2.5:7b-instruct)
y el juez, deliberadamente de familia distinta, gemma3:12b. La elección de ambos responde
a criterios ya justificados en el diseño: el generador debía ser de pesos abiertos y ejecutable
en CPU—lo que descarta las APIs comerciales y los modelos de 70B o de mezcla de expertos
por su latencia—, con un equilibrio razonable entre capacidad y coste; el juez se tomó de una
familia distinta para mitigar el sesgo de auto-preferencia [64] y de mayor tamaño (12B frente
a 7B).

5.9.1 Citas y hechos clave: métricas deterministas (L4 y L5)

Dos propiedades de la respuesta se miden sin necesidad de juicio, comparándolas con el gold
del banco. El acierto del conjunto de citas (L4, de forma) comprueba si los identificadores de
artículo citados coinciden con los que el gold marca como pertinentes —una correspondencia
formal, no una garantía de que la cita respalde lo que la respuesta afirma; ese respaldo es la
fidelidad (L3), que se mide aparte—; la cobertura de hechos clave (L5) mide qué fracción de
los hechos que el gold considera esenciales aparece en la respuesta. Sobre el subconjunto de
test con gold de generación revisado —ampliado a las 28 preguntas respondibles, de las que
el sistema responde 17—, la cobertura de hechos clave es de 0,50 (IC95 [0,32, 0,66]) y las
citas obtienen precisión 0,82, exhaustividad 0,76 y 𝐹1 0,78 [0,60, 0,91]. Los intervalos siguen
siendo anchos (𝑛 = 17), pero el gold es ahora más sólido que el inicial de diez preguntas, y
las cifras se leen como indicativas. (La métrica de hechos clave se endureció —coincidencia
exigiendo frontera de palabra y número, para no dar por bueno un dato numérico embebido en
otro mayor— sin que ello altere de forma apreciable esta cifra.)

Estas cifras se leen con dos cautelas. La primera es de potencia: aun con el gold ampliado a las
28 preguntas respondibles de test, la cobertura de hechos clave se calcula sobre las 17 que el sis-
tema responde, demodo que son indicativas, no concluyentes. La segunda es de interpretación:
la precisión de citas, tomada en solitario, engaña cuando el gold marca un único artículo, porque
penaliza citar un segundo artículo legítimo (por ejemplo, el de desarrollo de una norma); por
eso se reporta junto a la exhaustividad y nunca como cifra única.

A la cautela de potencia cabe responder con el mismo análisis de robustez que en recuperación
(5.6.3): como las respuestas quedan fijadas una vez generadas (la inferencia del LLM no es bit
a bit determinista aun a temperatura cero), se re-puntúan sin regenerar (misma configuración:
prompt, 𝑘=3, ensamblado y perfil I1). Sobre las 81 preguntas in-corpus (48 respondidas; 33
con gold de hechos clave y respuesta), la cobertura de hechos clave sube a 0,58 [0,44, 0,71] y
las citas a 𝐹1 0,83 [0,71, 0,93], con intervalos más estrechos. No es held-out (incluye el split
de ajuste, con un leve sesgo optimista), de modo que test sigue siendo la cifra confirmatoria y
dev+test la de robustez: la lectura no cambia y gana solidez.
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5.9.2 Descomposición del error: closed-book y oráculo

Las métricas anteriores dicen cómo de bien responde el sistema, pero no de dónde vienen sus
límites: ¿de la recuperación, que a veces no entrega la evidencia suficiente, o del generador,
que no aprovecha del todo la que recibe? Para separarlo se emplean dos baselines habituales en
la evaluación de generación aumentada, ejecutados sobre las mismas preguntas de test y con
configuración idéntica al sistema:

• closed-book: el generador responde sin evidencia, solo con su conocimiento interno. Mi-
de cuánto sabe el modelo por sí mismo y, por contraste, cuánto aporta recuperar.

• oráculo: se le inyectan los artículos gold del banco (recuperación perfecta a nivel de
artículo). Conviene precisar el alcance: los artículos centrales entran con sus párrafos
exactos anotados, pero los apoyos (rel-1) —sin anclaje de párrafo— entran con el inicio
del artículo; el oráculo es, por tanto, perfecto en la selección de artículos, no necesa-
riamente en el párrafo de contexto. Mide el techo alcanzable con este generador si la
recuperación de artículos fuese ideal; la distancia entre el sistema real y ese techo es el
margen atribuible a la recuperación.

Tabla 5.14: Descomposición del error en test (𝑛 = 28, configuración idéntica en los tres, perfil
I1; ventana de contexto de 8192 tokens). Cifras deterministas (sin juez).

Configuración Respondidas Hechos clave Citas 𝐹1 Sobre-absten.
Closed-book (sin evidencia) 18 0,23 — 35,7%
Sistema (recuperación real) 17 0,50 0,78 39,3%
Oráculo (evidencia gold) 25 0,55 0,99 10,7%

Cuatro lecturas se desprenden, y ninguna era evidente de ante-
mano.

Primera: recuperar aporta valor real. El sistema recupera el 50% de los hechos clave frente al
23% del closed-book—más del doble—, y sin evidencia no hay citas posibles. La comparación
pareada, sobre las 14 preguntas que ambas configuraciones responden, es aún más nítida y no
mezcla conjuntos: 0,52 (sistema) frente a 0,22 (closed-book), una diferencia de +0,30. El mo-
delo apenas domina el detalle del derecho español por sí mismo; ese 23% es, además, optimista,
porque sin evidencia no puede medirse la fidelidad y la cifra incluye respuestas plausibles pero
quizá inventadas.

Segunda, y contraria a la intuición: para el contenido de las respuestas el cuello es el generador,
no la recuperación. La cobertura media de hechos clave parece subir del sistema al oráculo
(0,50 frente a 0,55), pero esa comparación mezcla conjuntos distintos: el oráculo responde a 25
preguntas y el sistema a 17. Sobre lasmismas 17 preguntas respondidas por ambos, el oráculo
no mejora la densidad de hechos (0,44 frente a 0,50): dar los artículos gold no hace que el 7B
verbalice más hechos por respuesta, pues sigue dejando cerca de la mitad sin recoger. Ese techo
es del generador, no de la recuperación, y subirlo exige un modelo más capaz—como confirma
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el experimento con un generador mayor (5.10.5), donde el 14B eleva ese techo con la misma
evidencia gold a 0,68—, no una recuperación mejor.

Tercera: para responder —para no abstenerse de más— el cuello sí es la recuperación, y puede
cuantificarse pregunta a pregunta. De las once sobre-abstenciones del sistema, la evidencia gold
recupera ocho (con ella el modelo sí responde) y tres persisten. Es decir, cerca de tres cuartos
de la sobre-abstención se deben a que la evidencia tal como se entregó no bastaba, no a un
exceso de cautela del generador ante evidencia ya suficiente. Este dato sustancia con precisión
un matiz antes solo enunciado: evidencia entregada no es lo mismo que evidencia suficiente. El
análisis de errores (5.10.4) abre caso a caso esas abstenciones y precisa dónde se pierde —en
el ensamblado del contexto más que en el ranking del artículo—. El valor de la recuperación
perfecta no es tanto dar respuestas mejores como dar más respuestas (de 17 a 25 de 28), sin que
mejore la calidad de contenido por respuesta—en las preguntas comunes no sube (0,44 frente
a 0,50)—.

Cuarta: la calidad de las citas también está limitada por la recuperación. El 𝐹1 de citas sube
de 0,78 en el sistema a 0,99 con evidencia gold: el modelo cita fielmente lo que se le entrega,
y los fallos de cita provienen de que el recuperador aporta a veces artículos de más o equivo-
cados.

El hallazgo de fondo es que el sistema tiene cuellos de botella distintos en capas distintas:
la cobertura de respuesta y las citas las limita la recuperación, mientras que el contenido de
las respuestas que sí da lo limita el generador. Una nota de calidad única habría ocultado esta
asimetría; medir por capas separadas (5.1.1) es justo lo que permite verla, lo que valida el diseño
del marco de evaluación.

Conviene reconciliar esto con el experimento central (5.6), donde el recuperador denso al-
canzaba un ParentnDCG@10 alto (≈0,80) y la fusión no lo mejoraba (un reordenador no se
evaluó; queda como trabajo futuro). ¿Cómo puede ser, entonces, la recuperación el cuello de
la sobre-abstención? Porque aquella métrica mide acertar el artículo, y ahí el denso está casi
al techo; pero abstenerse o citar dependen de que lleguen al generador los párrafos suficien-
tes del artículo, bien ensamblados —el paso del artículo recuperado al contexto entregado—,
que el ranking de artículos no captura. El margen de mejora, por tanto, no está en reordenar
artículos, sino en el ensamblado del contexto (5.8): qué porciones del artículo correcto se en-
tregan.

El análisis se cierra con las cautelas debidas. El tamaño muestral es pequeño (28 preguntas;
entre 17 y 25 con gold de hechos clave según la ruta), de modo que los efectos grandes —
recuperar frente a no recuperar, la caída de la sobre-abstención con la evidencia gold— son
fiables, mientras que la comparación de contenido por respuesta con evidencia gold —que no
mejora en las preguntas comunes (0,44 frente a 0,50)— es indicativa, no concluyente, por el
tamaño. La ventana de contexto se fijó en 8192 tokens, holgada para el contexto ensamblado:
una ventana menor lo truncaba y deprimía ligeramente el contenido de las respuestas, sin alterar
la sobre-abstención. Y, al no intervenir el juez, esta descomposición mide hechos clave y citas,
no fidelidad.
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5.9.3 Fidelidad y corrección: el modelo juez como resultado
negativo (L3 y L5)

La fidelidad—que cada afirmación se derive de la evidencia entregada— es la propiedad núme-
ro uno en el dominio jurídico y no la captura ninguna métrica mecánica. La estrategia prevista
para medirla a escala era un modelo juez, de familia distinta al generador para mitigar el sesgo
de auto-preferencia. Pero, como se advirtió en el estado del arte, un juez no puede creerse sin
validarlo: sus veredictos se contrastaron contra anotación humana sobre el conjunto de deve-
lopment, midiendo el acuerdo con el 𝜅 de Cohen, el 𝜅 ponderado y el AC1 de Gwet (más estable
cuando una clase es rara). Se evaluaron además dos versiones del prompt del juez (v2 y v3).
Una precisión de trazabilidad: este contraste juez–humano se realizó sobre las respuestas de
una corrida previa de configuración equivalente (mismo banco y tubería); como el juez sobre-
acredita con independencia del perfil de consulta, su validación—que es lo que aquí importa—
no depende de ese detalle.

Antes de juzgar al juez, la anotación humana ofrece la referencia más directa sobre la cali-
dad de la generación: de las 31 respuestas que da el sistema (perfil I1) en development, 25
se juzgaron fieles a la evidencia y 6 infieles (un 81% de fidelidad; IC95 de Wilson [64%,
91%]); las 31 se valoraron además en corrección —18 correctas, 10 parciales y 3 incorrec-
tas (un 58% de correctas plenas; IC95 [41%, 74%])—. Los intervalos, anchos por el tamaño
(𝑛 = 31), confirman que estas cifras humanas son indicativas. La Tabla 5.15 se calcula so-
bre los subconjuntos comparables de esa validación: 30 casos para fidelidad y 15 para correc-
ción.

Tabla 5.15: Acuerdo juez–humano sobre development (corrida previa de configuración equi-
valente) para dos versiones del prompt del juez. 𝜅 = Cohen; pond. = 𝜅 ponderado;
AC1 = Gwet.

Dimensión (𝑛) Prompt Acuerdo 𝜅 𝜅 pond. AC1
Fidelidad (30) v2 0,87 0,44 0,44 0,83
Fidelidad (30) v3 0,83 0,36 0,36 0,78
Corrección (15) v2 0,67 0,07 0,21 0,60
Corrección (15) v3 0,73 0,31 0,40 0,67

A primera vista, el acuerdo observado parece alto (83–87% en fidelidad). Pero ese número
engaña por la paradoja de 𝜅: como la inmensa mayoría de las respuestas son fieles (más del
80%), coincidir en «fiel» es fácil por azar, y el 𝜅 —que descuenta ese azar— cae a 0,36–0,44,
con intervalos de confianza que llegan hasta cerca de cero. En corrección la situación es aún
peor (𝜅 entre 0,07 y 0,31; AC1 0,60–0,67). En fidelidad el AC1 sí es alto (0,78–0,83), pero
ese acuerdo elevado es justamente el espejismo de la prevalencia: se consigue coincidiendo en
«fiel», que es lo fácil, y no en lo que de verdad importa —detectar la respuesta infiel—, donde
el juez falla, como muestra el desglose siguiente.

Y lo decisivo no es el coeficiente, sino qué falla: de las 6 respuestas que el anotador humano
marcó como infieles, el juez solo detectó 2 —en ambas versiones del prompt—; las otras 4
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alucinaciones pasaron su filtro. Todos sus errores van en la misma dirección: el juez es indul-
gente, da por buenas respuestas que no lo son (en corrección, elevó a «correctas» respuestas
que el humano consideró solo parciales). Reescribir su prompt (v2→v3) no lo corrigió: mejoró
algo en corrección a costa de empeorar en fidelidad, y en ningún caso mejoró lo que de verdad
importa —seguía cazando 2 de cada 6 alucinaciones—.

La conclusión es un resultado negativo, y se reporta como tal: el juez no es lo bastante fiable
para sostener conclusiones de fidelidad ni de corrección en este dominio, un hallazgo cohe-
rente con las cautelas de la literatura sobre herramientas jurídicas de IA. Lejos de invalidar el
objetivo OE-06 —que pedía precisamente validar el juez frente a anotación humana antes de
confiar en él—, este resultado lo cumple: la respuesta es que aquí no se puede confiar. En con-
secuencia, las afirmaciones sobre la calidad de la generación descansan en las métricas determi-
nistas y en la anotación humana, no en veredictos automáticos; la validación del juez se ofrece
como contribución cautelar, no como instrumento de medida.

Conviene cerrar con la principal cautela sobre la propia anotación humana: la realizó un único
anotador sobre development, sin un segundo anotador con quienmedir el acuerdo inter-humano,
y con un tamaño pequeño (𝑛 = 31). Sus cifras son, por tanto, indicativas; su valor aquí es doble
—servir de patrón para revelar la insuficiencia del juez y ofrecer una lectura cualitativa de la
fidelidad—, no el de una medida definitiva. Ampliar esta anotación, e incorporar un segundo
anotador, queda señalado como trabajo futuro.

5.9.4 Coste computacional

Como el sistema está pensado para ejecutarse en local, conviene cuantificar su coste. La re-
cuperación es barata: del orden de 0,3 s por consulta con el denso —el léxico es 3–4 veces
más rápido ( 0,1 s), pero pierde en calidad (5.6)—. El grueso del coste está en la generación, y
ahí el dispositivo lo cambia todo. Para medirlo con limpieza se ejecutó la misma configuración
sobre las mismas 28 preguntas de test, variando solo el dispositivo: el servidor de despliegue
(CPU, dos AMD EPYC) frente a una GPU externa (una T4). La mediana de latencia de gene-
ración por consulta pasa de 64,7 s en CPU (rango 43–119 s) a 4,7 s en GPU (rango 3,5–11 s):
un factor de aproximadamente 14×. La ventana de contexto apenas altera esa latencia en GPU
(4,8 s con 8192 tokens), de modo que el factor lo domina el dispositivo, no la configuración.
La decisión de responder o abstenerse es idéntica en ambos dispositivos —la misma tasa de
respuesta y de sobre-abstención—, de modo que la diferencia es puramente de coste, no de
comportamiento.

Esta es la razón práctica por la que la codificación de embeddings y las corridas de genera-
ción del desarrollo se apoyaron en una GPU externa puntual, aunque el sistema sigue siendo
reproducible por completo en el servidor local, a costa de decenas de segundos por consulta.
Conviene declarar una salvedad de reproducibilidad: aun con temperatura cero, CPU y GPU no
producen exactamente la misma salida —las diferencias numéricas de cada backend cambian
ocasionalmente algún token—, por lo que las métricas de contenido oscilan levemente entre
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dispositivos (del orden de 0,03 en hechos clave sobre este subconjunto), sin alterar ninguna
conclusión.

5.10 Análisis de errores

Las métricas dicen cuánto y dónde falla el sistema; esta sección se pregunta por qué. Se apoya
en la inspección cualitativa de las respuestas, en los cortes por tipo de consulta que contempla
el banco—ciudadanas, técnico-jurídicas, reformulaciones de una misma necesidad y preguntas
fuera del corpus— y en las hipótesis que compiten por explicar las carencias de la generación;
y culmina abriendo una a una las abstenciones del sistema, con el contexto real que recibió
el modelo delante, para decidir cuál de esas hipótesis se sostiene en vez de quedarse con la
primera.

5.10.1 Modos de fallo recurrentes

Tres patrones concentran los errores observados. El primero es la colisión de recuperación:
el buscador trae un artículo con el número correcto pero de la ley equivocada. Es el punto dé-
bil de la recuperación léxica; de hecho, de los 138 candidatos que solo aportó BM25 durante
la construcción del gold, 127 resultaron irrelevantes, en su mayoría de este tipo (5.1.3). Es
también lo que motivó el refuerzo de cabecera con el nombre de la ley (5.3) y, en el fondo,
una de las razones por las que el denso —que desambigua por significado— gana con clari-
dad.

El segundo nace del generador, y tiene dos caras opuestas con lamisma raíz—unmodelo de 7B
que no razona con solidez sobre el texto que se le entrega—. La primera es la sobre-extensión:
teniendo delante la evidencia correcta, el modelo añade un detalle que no está en ella —una
condición sobre la antigüedad de una prestación, un matiz sobre el régimen aplicable— que
suena plausible pero no se deriva del texto citado; son las respuestas que la anotación humana
marca como infieles. La segunda, simétrica, es la abstención en falso: el modelo se abstiene
alegando que la evidencia no contiene la respuesta cuando esta figura, a veces literalmente, en
el contexto que acaba de recibir. Son el mismo defecto por sus dos lados —afirmar lo que no
hay y no ver lo que sí hay—; la segunda, por su peso en la sobre-abstención, se examina caso
a caso más adelante (5.10.4).

El tercero, ligado al anterior, es la indulgencia del juez: de las 6 respuestas que el anotador
humano consideró infieles, el juez dejó pasar 4 como buenas (5.9.3). Es decir, el modo de
fallo más peligroso —afirmar algo no respaldado por la evidencia— es justamente el que el
evaluador automático peor detecta, lo que confirma por qué no se le confían las conclusiones
de fidelidad.
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5.10.2 Comportamiento por tipo de consulta

El comportamiento por tipo de consulta ha ido aflorando a lo largo del capítulo: el denso domina
en las consultas ciudadanas, donde el léxico se hunde (5.6.3); la colisión de ley concentra
los fallos léxicos en las formulaciones técnico-jurídicas y las búsquedas directas de artículo
(5.10.1); las reformulaciones de una misma necesidad son la fortaleza del denso, que compara
por significado; y ante las preguntas fuera del corpus el sistema se abstiene, con la salvedad
de que un prompt permisivo rompe la garantía (5.7.3).

5.10.3 Hipótesis en tensión

Ante una generación mejorable, la tentación es atribuir el problema a una sola causa. Este tra-
bajo sopesa cuatro y evita cerrarse en falso: descarta o acota las tres primeras y deja en pie la
cuarta, que el análisis siguiente confirma.

H1: el aumentado de contexto. Descartada como causa principal. Como se vio (5.8), entre-
garmás contexto no mejora la respuesta, sino que la empeora; el problema no es que falte
contexto.

H2: la representación del fragmento. Medida (5.5). Sobre las 92 normas, ni enriquecer el
fragmento con su contexto jurídico ni la forma de trocearlo cambian la recuperación de
forma detectable; la ventaja del enriquecido que sugería el prototipo de diez normas no se
confirma. El sistema conserva la vista enriquecida por su utilidad aguas abajo (contexto
y cita), no por una ganancia de recuperación.

H3: la recuperación. Medida (5.6). El denso es fuerte (0,80) y no es el cuello de botella para
las preguntas que sí se responden; su fallo característico es la colisión de ley, no una
recuperación pobre en general.

H4: el generador. La que queda en pie. Cuando la evidencia correcta llega al modelo, este
todavía falla por sus dos caras —sobre-extensión y abstención en falso (5.10.1)—; es,
según el análisis caso a caso que sigue, el techo de los hechos clave y una de las causas
de la sobre-abstención —que se reparte entre el ranking (3 de 11), el ensamblado del
contexto (5) y el propio generador (3), 5.10.4—. El margen de contenido no está en más
recuperación, sino en el propio generador, como comprueba—ymatiza— el experimento
con un modelo mayor (5.10.5).

5.10.4 Análisis caso a caso de las once abstenciones: ¿faltó
evidencia o falló el generador?

La descomposición con el oráculo (5.9.2) dio una respuesta gruesa: con los artículos gold inyec-
tados, ocho de las once sobre-abstenciones desaparecen, de modo que el grueso del problema
vive en la evidencia y no en una decisión aislada del modelo. Pero «en la evidencia» admite dos
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lecturas muy distintas —que el recuperador no trajera el artículo correcto, o que lo trajera y el
modelo no lo aprovechara— y elegir entre ellas cambia dónde conviene invertir. Separarlas no
exige ninguna corrida nueva: el informe de cada evaluación guarda, por pregunta, los resultados
recuperados con su puntuación y el contexto exacto entregado al generador, así que basta con
abrir esas once abstenciones una a una.

El desglose es revelador. En tres de las once, el artículo central —el que el gold marca como
suficiente— no llegó nunca al modelo: el recuperador devolvió otra cosa y la abstención fue, en
rigor, acertada dado lo que se le entregó; el fallo estaba aguas arriba, en la recuperación. En las
ocho restantes, en cambio, el artículo central sí estaba en el contexto entregado, y el modelo se
abstuvo igualmente. La sobre-abstención, por tanto, no es sobre todo un problema de rankear
el artículo —el denso lo colocó donde debía en ocho de cada once casos— sino de que, con él
delante, el generador no llegó a responder.

Dos ejemplos lo hacen palpable. Ante la pregunta de en cuántos días debe resolverse una soli-
citud de asilo presentada en frontera, el sistema entregó como primera evidencia el artículo 21
de la Ley 12/2009 —titulado, literalmente, «Solicitudes presentadas en puestos fronterizos»—
, cuyo texto repite dos veces «en el plazo máximo de cuatro días desde su presentación»; la
respuesta esperada era, exactamente, «cuatro días». El modelo se abstuvo alegando que «las
evidencias no contienen información específica sobre los plazos». El dato no solo estaba: es-
taba anunciado por el propio título del artículo. En una segunda pregunta —una comparación
entre cómo regulan las becas la ley universitaria y la de educación— el sistema entregó los
dos artículos pertinentes, ambos titulados «Becas y ayudas al estudio», uno de cada ley; el mo-
delo, que solo tenía que contrastarlos, también se abstuvo. No son casos de evidencia ausente
ni ambigua, sino de un generador de 7B que no extrae ni sintetiza lo que tiene escrito delan-
te.

Las dos miradas —la del oráculo y la de la traza— encajan sin contradicción en cuanto se
separan dos cosas que se confunden a menudo: rankear el artículo correcto y entregarlo en un
contexto explotable. El oráculo rescató ocho abstenciones porque inyecta los artículos gold (con
los párrafos exactos en los centrales), sin los artículos homónimos de otras leyes que distraían en
la corrida real; pero como solo tres eran fallos de ranking, la mayor parte de lo que arregla no es
traer el artículo (ya estaba) sino entregarlo limpio. La pregunta del plazo de asilo lo ilustra: con
la evidencia depurada delante —el artículo 21 sin el ruido que lo rodeaba en la corrida real— el
propio 7B sí responde, señal de que el fallo estaba en el contexto entregado y no en que faltara la
información. El margen, pues, vive en el ensamblado del contexto—qué párrafos del artículo
correcto se seleccionan y cuánto ruido los rodea— más que en el reordenamiento de artículos,
lo que confirma con casos concretos lo que se apuntó al reconciliar los baselines (5.9.2). Y
hay un residuo que no se puede achacar a la evidencia: tres abstenciones persisten incluso con
los artículos gold delante —entre ellas la comparación de becas, cuyos dos artículos centrales
(ambos con sus párrafos exactos anotados) el 7B no llegó a contrastar ni con esa evidencia
gold—. Ese residuo es irreducible por la vía de la recuperación: solo lo levanta un modelo
mejor, como confirma el 14B, que sí resuelve ese caso (5.10.5).
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5.10 Análisis de errores

El análisis cierra, además, una vía de mejora que parecía evidente y no lo es. Dado lo bien que
la puntuación de recuperación separa lo respondible de la materia ajena al corpus (AUC 0,94 en
dominio lejano; 5.7.1), la tentación es usar un umbral sobre esa misma puntuación para decidir
cuándo responder dentro del corpus y recortar así la sobre-abstención. Los datos lo desacon-
sejan. Entre las preguntas de test, las que se respondieron obtuvieron puntuaciones top-1 en el
rango 0,888–0,951 y las sobre-abstenidas en 0,897–0,944: la banda de las abstenciones queda
dentro de la de las respuestas, sin un corte que las separe. Es más, la abstención con la pun-
tuación más alta de todo el test (0,944, superada solo por dos de las diecisiete respuestas) fue
justamente uno de los tres fallos de recuperación —el recuperador devolvió con altísima con-
fianza un artículo que no era el preguntado—. Es la misma razón por la que la señal se degrada
ante los near-miss (donde el AUC baja a 0,82; 5.7.1): la puntuación mide parecido temático,
no suficiencia—distingue de maravilla una materia ajena, donde el parecido se desploma, pero
no una evidencia que basta de otra que se le parece y no basta—. Un semáforo por puntuación
sirve, por tanto, para abstenerse ante preguntas fuera de dominio, no para recuperar utilidad
dentro de él.

La conclusión operativa es nítida y coherente con todo el capítulo: la palanca principal con-
tra la sobre-abstención no es reordenar artículos —el denso ya acierta— ni un umbral sobre
la confianza de recuperación, sino un generador más capaz que aproveche la evidencia que
ya recibe, sostenido por un ensamblado de contexto que le entregue los párrafos pertinentes
con menos ruido; y, como señal para decidir, una medida de suficiencia que mire el conteni-
do de la evidencia —no su puntuación—, en la línea de la fidelidad automática que retoma
el capítulo de conclusiones. Todo ello preservando la prioridad del dominio: la baja tasa de
respuestas indebidas observada con esta configuración —una sola en 40 preguntas fuera de
corpus—.

5.10.5 ¿Y si el generador fuera más grande?

Esa conclusión —que el freno está en el generador— pedía una comprobación empírica. La
forma directa de hacerla es cambiar el modelo por uno más capaz y ver qué se mueve. Se
repitió, por tanto, toda la evaluación de generación sobre test con una única diferencia respecto
al sistema: el generador pasó de qwen2.5:7b-instruct a qwen2.5:14b-instruct
—el doble de parámetros, la misma familia—, dejando idénticos la recuperación, el contexto
y el resto de la configuración. Así, cualquier cambio es atribuible al tamaño del modelo. El
resultado se lee en tres planos —utilidad, contenido y seguridad— y el balance entre ellos no
es el que sugeriría mirar solo el tamaño.

En utilidad, el modelo mayor cumple. La sobre-abstención cae a menos de la mitad, del
39,3% al 17,9%: responde seis preguntas más y no deja de responder ninguna de las que antes
acertaba. Y lo hace bien, no a base de inventar: las recuperadas son respuestas correctas o
parcialmente correctas, sin datos fabricados. Entre ellas está el caso que servía de ejemplo del
fallo del 7B —el plazo para resolver una solicitud de asilo en frontera—, que el modelo mayor
ahora responde con el dato exacto («en un plazo máximo de cuatro días»). Es coherente con el
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Tabla 5.16: Efecto del tamaño del generador en test, con la recuperación (perfil I1) y el contexto
idénticos. Los hechos clave se comparan sobre las mismas preguntas (comparación
pareada); por eso las cifras del 7B difieren levemente de las de la Tabla 5.14, pro-
mediada sobre todas las respondidas.

7B 14B
Sobre-abstención (recuperación real) 39,3% 17,9%
Hechos clave (recuperación real, 𝑛 = 17) 0,50 0,63
Hechos clave (evidencia gold, 𝑛 = 24) 0,56 0,68
Citas 𝐹1 (recuperación real) 0,78 0,77
Respuestas indebidas (far-domain, 30) 0/30 3/30
Respuestas indebidas (near-miss, 10) 1/10 4/10

diagnóstico de 5.9.2: cuando la evidencia llega pero el 7B no la aprovecha, un generador más
capaz sí la convierte en respuesta.

En el contenido de las respuestas, el modelomayormejora, con una señal moderada. Sobre
las mismas preguntas, la cobertura de hechos clave sube de 0,50 a 0,63 con recuperación real y
de 0,56 a 0,68 con evidencia gold: diferencias de magnitud apreciable (+0,13 y +0,12). Aho-
ra bien, su solidez estadística es borderline y conviene no sobrevenderla: el bootstrap pareado
preespecificado las sitúa al límite (𝑝=0,03 y 𝑝=0,04; IC95 [+0,01, +0,26] y [+0,00, +0,25]),
pero un contraste pareado de Wilcoxon signed-rank (con aproximación normal ante empates)
no alcanza el 5% (𝑝 ≈ 0,07 y 𝑝 ≈ 0,09), con solo 8 y 11 diferencias no nulas sobre 𝑛=17 y
24 y una única corrida. La lectura honesta es una mejora indicativa, de magnitud modera-
da, no confirmada al 5%. Apunta —con esa cautela— a que el freno de contenido está en el
generador: un modelo más capaz verbaliza más de los datos esenciales sobre la misma eviden-
cia. Además, el modelo mayor no cae en ninguna de las trampas de dato anticipadas por el
gold (cero afirmaciones prohibidas), frente a una del 7B. Conviene una nota metodológica: esta
comparación solo es fiel cuando los hechos clave se expresan como datos atómicos y literales
(un plazo, un porcentaje, un término), porque la métrica exige coincidencia casi literal; con
hechos clave redactados como frases largas, esa misma exigencia penaliza la prosa más natural
del modelo mayor y puede ocultar su mejora.

En seguridad, el modelo mayor retrocede, y el caso near-miss lo hace evidente. Sobre las 30
preguntas de dominio lejano el 7B se abstiene en todas (0/30) y el 14B responde 3 (10%). Pero
es sobre las 10 preguntas near-miss—mismo dominio, respuesta ausente— donde la brecha se
dispara: el 7B ya no es perfecto (responde 1 de 10), y el 14B responde 4 de 10. Es decir, la sobre-
respuesta del modelo mayor, que en los negativos fáciles parecía un 10%, en el caso realista
es del 40%. Y no hay arreglo barato: esas preguntas reciben puntuaciones de recuperación en
torno a 0,90—dentro del rango de las legítimas del corpus—, de modo que ningún umbral sobre
esa puntuación las filtraría sin silenciar respuestas buenas. Es exactamente el punto ciego que
anticipaba la evaluación de la abstención (5.7.1): la señal distingue la materia lejana, no una
pregunta jurídica cercana cuya respuesta no está en el corpus.
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5.11 Amenazas a la validez

Un último dato ilumina el porqué, y desmonta la lectura simplista de «modelo grande = más
alucina». Sin ninguna evidencia —el escenario closed-book—, el modelo mayor se abstiene
casi siempre (responde 1 de 28, frente a las dieciocho del 7B en 5.9.2): no inventa derecho
de memoria, mientras que el 7B, sin evidencia, confabula en la mayoría. El defecto del 14B
es el opuesto y más sutil: cuando se le entrega contexto recuperado —aunque sea un casi-
acierto—, confía de más en él. Es una virtud cuando el contexto es el correcto (por eso rescata
abstenciones legítimas) y un riesgo cuando es un near-miss (por eso responde de más ante lo
que el corpus no cubre). Son dos fallos de distinta naturaleza, y el del 14B es más abordable
si se añade una señal de suficiencia: no exige más conocimiento, sino decidir mejor cuándo
callar.

La lectura de conjunto es, por tanto, más favorable al modelo mayor de lo que sugeriría fijarse
solo en la seguridad. El 14B esmejor en utilidad y cobertura: recuperamás hechos clave sobre
las mismas preguntas (+0,13; mejora indicativa, borderline, no confirmada al 5%), responde a
un tercio más de preguntas, no cae en trampas de dato y —a diferencia del 7B— no confabula
de memoria cuando le falta evidencia. Su punto débil es la sobre-respuesta ante preguntas fuera
del corpus, sobre todo en el caso near-miss. No es, pues, que «unmodelomayor descalifique por
seguridad», sino que el modelo mayor es un candidato natural si se acompaña de una señal
de suficiencia: lo que le falta no es capacidad, sino un criterio sobre el contenido de la evidencia
—no sobre su puntuación de recuperación— que gobierne cuándo callar. Esa es, exactamente,
la línea de mejora que recogen las conclusiones; el coste añadido (duplicar parámetros encarece
la inferencia en CPU, 5.9.4) es el otro factor a sopesar. En este trabajo el sistema operativo se
mantiene en el 7B por su comportamiento más conservador sin un mecanismo adicional de
suficiencia, mientras que la evidencia señala al 14B acompañado de un gate como una línea
prometedora.

Como en el resto de la generación, estas cifras se leen con cautela: 28 preguntas de test (entre
17 y 27 con gold de hechos clave según la ruta) y una sola corrida a temperatura cero. Los
efectos grandes —la caída de la sobre-abstención, las respuestas indebidas fuera del corpus—
son fiables; las diferencias finas de contenido, indicativas.

5.11 Amenazas a la validez

Ningún resultado de este capítulo se presenta sin sus límites. Reunirlos aquí no es una concesión,
sino parte del método: un trabajo cuyo valor es «medir con evidencia» debe ser igual de riguroso
al declarar hasta dónde llega esa evidencia. Se discuten las siete amenazas principales a las
conclusiones.

Potencia estadística. Las particiones son pequeñas —test 𝑛 = 28 en recuperación; entre 15
y 27 preguntas con gold de generación según la ruta—, de modo que los intervalos de confian-
za son anchos y solo los efectos grandes resultan concluyentes. Cuantificar ese límite es más
informativo que invocarlo: con 𝑛 = 28 y la variabilidad observada entre preguntas (desviación
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típica de la diferencia pareada ≈ 0,13 en el contraste más ajustado), el diseño solo tiene poten-
cia (80%, 𝛼 = 0,05) para detectar diferencias en ParentnDCG@10 de unos 0,07 o mayores.
La diferencia entre la fusión ponderada y el denso (−0,027) queda por debajo de ese míni-
mo detectable: su «no significativa» refleja falta de potencia ante un efecto pequeño, no una
equivalencia demostrada. Detectar de forma fiable una ventaja real de 0,03 exigiría del orden
de 150 preguntas, más de cinco veces el test actual. En cambio, los efectos grandes sí son con-
cluyentes: el −0,29 de BM25 supera con holgura ese umbral, coherente con su significación.
Por eso las conclusiones globales de recuperación están razonablemente potenciadas, mientras
que los cortes por estilo de consulta y las cifras de generación se reportan como direccionales.
Esta limitación se mitiga —no se elimina— con el análisis de robustez sobre las 81 preguntas
in-corpus (5.6.3): al triplicar la muestra, la conclusión central se sostiene, la ventaja potencial
de la fusión ponderada queda acotada por arriba a +0,016 y la fusión RRF se confirma signifi-
cativamente peor (ya lo era en test); pero como ese conjunto incluye el split de ajuste, acompaña
al held-out sin sustituirlo.

Sensibilidad al gold de relevancia. El banco se re-revisó por completo después del experi-
mento central: los 411 candidatos negativos se comprobaron uno a uno y 15 se promovieron a
apoyo (rel-1). Como los rankings no dependen del gold (mismo modelo y bundle), re-puntuar
todas las tablas de recuperación sobre el gold definitivo aísla el efecto de ese cambio de jui-
cios. El resultado es tranquilizador y acotado: las medias globales (n=81) se muevenmenos de
0,01 y ningún estrato por estilo más de ≈0,035; la selección del sistema no cambia en nin-
gún caso. La única consecuencia inferencial es que la fusión RRF—ya por debajo del denso—
pasa a serlo de forma significativa también en test tras Holm (𝑝Holm = 0,012), un cambio
que refuerza la conclusión de que la fusión no aporta. No es, por tanto, que «nada cambie»:
cambia una conclusión estadística secundaria, en la dirección de la tesis, sin tocar la decisión
de diseño.

Comparaciones múltiples. La familia confirmatoria —el denso frente a BM25, la fusión
RRF y la ponderada— se corrige por Holm-Bonferroni (5.6.2); tras la corrección, BM25 y la
fusión RRF quedan significativamente por debajo del denso, y la conclusión —ninguna fusión
mejora al denso— se mantiene. Las ablaciones exploratorias, que enfrentan muchas variantes,
no se corrigen por multiplicidad y se leen como tales, no como contrastes con potencia confir-
matoria.

La métrica de citas mide forma, no fondo. El 𝐹1 de citas (5.9.1) mide la corresponden-
cia entre los identificadores citados y los del gold, no que la cita respalde lo que la respuesta
afirma; ese respaldo es la fidelidad (L3) y se estima por anotación humana. Un buen 𝐹1 de
citas no debe leerse, por tanto, como garantía de que la respuesta esté fundada en la eviden-
cia.
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La seguridad es contingente al generador. La casi total ausencia de respuestas indebidas
del sistema —0/30 en dominio lejano (cota superior del 11,6% por lo escaso de la muestra)
y solo 1/10 en el caso near-miss— se obtiene con un generador conservador de 7B; ya en el
near-miss aparece una primera respuesta indebida, y un generador mayor rompe la garantía
con claridad (14B: 3/30 en dominio lejano, 4/10 en near-miss; 5.10.5). Además, esas preguntas
fuera de corpus reciben puntuaciones de recuperación indistinguibles de las de dentro, de modo
que un umbral sobre esa señal no las filtraría. La seguridad observada no es, pues, una propiedad
del sistema en abstracto, sino de esta configuración concreta, y se erosiona precisamente en el
negativo cercano.

Dependencia de la escala y del tipo de texto legal. El resultado «la fusión no aporta» se
invirtió respecto al prototipo de diez normas, donde la fusión sí parecía ayudar (5.6.2). Es un
hallazgo ligado al tamaño del corpus: 92 normas bastan para refutar aquel preliminar, pero no
garantizan que la conclusión se mantenga sobre la totalidad del derecho consolidado español.
A esta dependencia de la escala se añade otra del género de texto jurídico: el resultado obtenido
—ninguna fusión ensayada supera al denso— se circunscribe a legislación consolidada (artícu-
los breves y relativamente autocontenidos) consultada en lenguaje natural. En recuperación de
jurisprudencia—sentencias extensas y densas en citas— la evidencia apunta en sentido con-
trario: en el benchmark legal CLERC, los métodos léxicos como BM25 se mantienen muy
competitivos o superiores frente a los recuperadores densos [29]. La conclusión, por tanto, es
específica de este género normativo y de este tipo de consulta, y no debe extrapolarse a otros tex-
tos jurídicos sin volver a medir; lejos de debilitar el trabajo, refuerza su tesis de fondo —que la
estrategia de recuperación se decide midiendo, no por defecto—.

Reproducibilidad de los resultados. Las tablas de este capítulo proceden de scripts versio-
nados y configuraciones documentadas que generan informes locales identificados por run_id.
Esos informes no se distribuyen como parte del repositorio, de modo que la verificación in-
dependiente de los valores exige volver a ejecutar los experimentos. El coste computacional
de la indexación y de la generación puede dificultar esa reproducción, si bien las dependen-
cias, los parámetros, las semillas y los comandos necesarios se documentan en el repositorio
y en el Anexo A. Los resultados secundarios —el A/B de prompt conservador frente a per-
misivo (5.7.3) y la latencia CPU/GPU (5.9.4)— se leen como observaciones experimentales,
dado que su reproducción también requiere reconstruir las condiciones concretas de ejecu-
ción.
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6 Impacto y responsabilidad

Aplicar inteligencia artificial a la información jurídica no es una decisión técnica neutra: afecta
a cómo la ciudadanía accede a sus derechos, moviliza recursos económicos y computacionales,
y activa responsabilidades legales y éticas. El caso es además especialmente sensible porque la
tecnología—los modelos de lenguaje y la arquitectura RAG— es reciente y su marco regulador
todavía está cristalizando. Este capítulo analiza esos impactos con la misma honestidad que ha
guiado el resto del trabajo, sin presentar el sistema como más benigno de lo que es. Conviene
recordar la premisa que condiciona todo el análisis: el sistema es una herramienta informativa
de apoyo a la consulta documental, no un servicio de asesoramiento jurídico ni un instrumento
de decisión con efectos legales.

6.1 Impacto social

El principal impacto social positivo es de acceso. La información jurídica está publicada, pero
no por ello es accesible: su estructura, su lenguaje técnico y su volumen levantan una barre-
ra real para quien no tiene formación jurídica. Un sistema que acepta preguntas en lenguaje
cotidiano, responde de forma comprensible y remite a la fuente oficial acerca la norma a la
ciudadanía, en la línea de las iniciativas que ven en la IA una vía para mejorar el acceso a la
justicia [45]. El diseño refuerza este objetivo con dos rasgos: un lenguaje llano y la trazabili-
dad de cada respuesta a su artículo de origen, que permite a la persona verificar y profundi-
zar.

Ese mismo poder encierra los riesgos. El primero es la falsa sensación de certeza: una res-
puesta fluida y bien citada puede parecer definitiva a quien no tiene criterio para detectar un
error sutil, un problema documentado en las herramientas jurídicas de IA [38]. El segundo es
el uso indebido: emplear el sistema como si fuera un dictamen, o para decidir cuestiones con
consecuencias jurídicas. El diseño mitiga ambos —aviso constante sobre su carácter informa-
tivo, abstención cuando falta evidencia, negativa a presentarse como asesoramiento—, pero no
los elimina; la responsabilidad última de la interpretación sigue siendo humana. A ellos se aña-
den los riesgos generales de los modelos de lenguaje —sesgos y representaciones desiguales—
señalados por la literatura crítica [6].

En cuanto a la igualdad, el sistema puede reducir la desigualdad de acceso a la información nor-
mativa—especialmente para quien no puede costear asesoramiento—, aunque no debe ignorar-
se que su uso presupone acceso tecnológico, de modo que, mal desplegado, podría reproducir la
brecha digital en lugar de cerrarla. Finalmente, un aspecto de privacidad con dimensión social:
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las consultas jurídicas revelan a menudo situaciones personales delicadas —un despido, una
deuda, un expediente de extranjería—; mantener el procesamiento en local, como hace este sis-
tema, evita que esas preguntas salgan hacia servicios de terceros.

6.2 Impacto económico

La decisión de construir el sistema íntegramente sobre software de código abierto y modelos
de pesos abiertos ejecutados en local [61] tiene consecuencias económicas directas. La más
evidente es la ausencia de tarifa externa por consulta: frente a las APIs comerciales, aquí no se
paga a un proveedor por cada pregunta, ni existe dependencia de un tercero que pueda cambiar
precios, condiciones o disponibilidad. El coste no desaparece —persisten la electricidad, el
hardware y el tiempo de cómputo de cada inferencia—, pero se concentra en infraestructura
propia y no en una factura recurrente por uso.

Enmantenimiento, el diseño reproducible y el corpus ampliable por configuración abaratan la
evolución del sistema: incorporar nuevas normas es un proceso administrativo, no un rediseño.
La dependencia de servicios externos es, por tanto, prácticamente nula, lo que además pro-
tege frente al bloqueo por proveedor (lock-in). En cuanto a escalabilidad, el índice exacto es
sobrado para la escala del corpus; crecer en órdenes de magnitud exigiría técnicas de búsqueda
aproximada, viables pero hoy innecesarias. El límite económico real es la latencia en CPU:
la inferencia local sin GPU es lenta, lo que condiciona la viabilidad de un servicio masivo en
tiempo real y obligaría, en producción, a invertir en aceleración o a asumir tiempos de res-
puesta altos. Como prototipo demostrable y reproducible, sin embargo, es plenamente viable
en hardware modesto.

6.3 Impacto medioambiental

Conviene ser honesto y preciso, evitando tanto la alarma como el «lavado verde». El mayor
coste ambiental de los modelos de lenguaje está en su entrenamiento, que consume cantidades
notables de energía [58]. Este trabajo no entrena ningún modelo: reutiliza modelos abiertos
ya preentrenados, de modo que no asume el coste de ese entrenamiento —la parte dominante
de la huella—. Conviene ser honesto: desde una perspectiva de ciclo de vida esa huella no se
elimina, sino que se hereda; el modelo reutilizado se entrenó con un impacto real que este trabajo
aprovecha sin repetir. El coste ambiental atribuible al proyecto se limita, pues, a la inferencia
y a operaciones puntuales de indexación.

Esa inferencia corre en CPU y se apoya en modelos cuantizados [25], que reducen de forma
drástica la memoria y el cómputo necesarios. El resultado es un consumo por consulta modesto,
si bien con un matiz honesto: la CPU es más lenta que la GPU, de modo que, aunque su potencia
instantánea sea menor, el tiempo por consulta es mayor. El almacenamiento es despreciable
—el corpus es de 92 normas y el índice, de decenas de miles de vectores, no de millones—, y

84



6.4 Responsabilidad ética y profesional

la decisión de usar un índice exacto en lugar de uno aproximado no penaliza a esta escala. En
conjunto, reutilizar en lugar de entrenar, cuantizar y ejecutar en local es la dirección responsable;
pero sería deshonesto negar que toda IA tiene una huella y que un despliegue a gran escala la
multiplicaría.

6.4 Responsabilidad ética y profesional

El marco regulador es el punto de partida. ElReglamento (UE) 2024/1689, la Ley de Inteligen-
cia Artificial de la Unión, adopta un enfoque basado en el riesgo [47]. Un asistente meramente
informativo, que no toma decisiones con efectos jurídicos ni sustituye a un profesional, no en-
caja en la categoría de «alto riesgo», pero sí queda sujeto a obligaciones de transparencia: la
persona debe saber que interactúa con un sistema automático y cuáles son sus límites. El tra-
tamiento de datos personales, a su vez, se rige por el Reglamento General de Protección de
Datos [46]; como las consultas pueden contener datos personales, la ejecución local —sin en-
vío a terceros— es una salvaguarda de partida. A ello se suman los principios de la Carta Ética
Europea sobre el uso de la IA en los sistemas judiciales [22].

Sobre esa base, el diseño asume varias responsabilidades de forma explícita. Frente al riesgo de
alucinación—bien documentado en el dominio jurídico [16, 38] y que la propia arquitectura
RAG reduce pero no elimina [34]—, el sistema opone trazabilidad, citas verificables, abstención
ante evidencia insuficiente y validación estricta de la salida. La transparencia se materializa
en que cada respuesta incorpora citas trazables a su fuente —sin que ello garantice por sí solo
el respaldo de cada afirmación, que es la fidelidad y se mide aparte— y en que se documenta
qué versión del corpus se utilizó. En cuanto a la propiedad intelectual, los textos proceden de
los datos abiertos del BOE, los modelos son de pesos abiertos con sus respectivas licencias y
el código es de código abierto. Y la supervisión humana no es opcional: el sistema es un apo-
yo, no un sustituto, y su propia salida lo recuerda mediante un aviso que subraya que los textos
consolidados del BOE tienen valor informativo y no oficial [2]. Esta combinación—límites de-
clarados, fuentes verificables y última palabra humana— es la forma concreta en que el trabajo
traduce la responsabilidad profesional en decisiones de diseño.
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7 Conclusiones y trabajos futuros

Este capítulo cierra la memoria valorando con cuidado en qué medida se han alcanzado los ob-
jetivos planteados, qué conocimientos del grado se han puesto en práctica, qué se ha aprendido
en el proceso y qué líneas quedan abiertas. La idea que ha vertebrado todo el trabajo vuelve
aquí como criterio de evaluación: no bastaba con construir un RAG jurídico que «funcione»,
sino con medir con evidencia qué decisiones lo hacen fiable y reconocer, sin adornos, dónde la
evidencia todavía no alcanza.

7.1 Consecución de objetivos

El objetivo general —diseñar, implementar y evaluar de forma rigurosa un sistema RAG
sobre legislación consolidada del BOE, poniendo el énfasis en medir qué decisiones pro-
ducen respuestas más fiables— se considera alcanzado en su parte central y honestamen-
te delimitado en lo que quedó fuera. El repaso a los objetivos específicos lo concre-
ta.

OE‐01 y OE‐02 (corpus y representación). Conseguidos. Se construyó un corpus reprodu-
cible de 92 normas consolidadas, con ingesta cruda inmutable verificada por sumas de
comprobación, y una representación parent-child que preserva la estructura jurídica y
resuelve la vigencia temporal con una regla estricta y una cuarentena prudente para lo
irresoluble.

OE‐03 (estrategias de recuperación). Conseguido. Se implementaron y evaluaron las recu-
peraciones léxica (BM25 con analizador de español), semántica (índice denso exacto) e
híbrida (fusión por rangos recíprocos y combinación convexa). La reordenaciónmedian-
te cross-encoder queda como trabajo futuro, con una base empírica que ayuda a acotar
su prioridad: la ablación de fusión mostró que añadir la señal léxica no mejora al denso,
de modo que un reordenador léxico-informado es poco prometedor; y la descomposición
por baselines situó el margen de la recuperación no en el orden de los artículos —donde
el denso está casi al techo— sino en el ensamblado del contexto, que un reranker de
artículos no aborda. Un cross-encoder, que aprende interacciones consulta–documento
distintas de la mera fusión de señales, podría no obstante mejorar el orden; es una línea
abierta que este resultado no cierra.

OE‐04 (comparación de recuperadores). Conseguido; es el resultado central. Sobre un
banco anotado mediante pooling diversificado para reducir el sesgo de selección, con
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7 Conclusiones y trabajos futuros

protocolo estadístico pareado y corrección por comparaciones múltiples, se mostró que
ninguna variante híbrida supera al recuperador denso, sin que se detecte tampoco
una diferencia concluyente frente al mejor híbrido, mientras que el léxico queda muy
por detrás, con especial claridad en las consultas ciudadanas. La conclusión defendible
es que la fusión no aporta sobre este corpus; el resultado refuta además un hallazgo
preliminar, obtenido sobre un corpus reducido, en el que la fusión sí parecía ayudar.

OE‐05 (generación fundamentada y prudente). Conseguido. El generador redacta a partir
de las evidencias, cita solo identificadores entregados y está diseñado para abstenerse
cuando no detecta evidencia suficiente, aunque no lo consigue en todos los casos: no
produjo respuestas indebidas en las 30 preguntas de dominio lejano, pero sí respondió
indebidamente en una de las 10 preguntas near-miss. Se analiza además su calibración
conservadora (una sobre-abstención apreciable en preguntas respondibles).

OE‐06 (marco de evaluación y validación del juez). Conseguido, con un resultado nega-
tivo. Se diseñó un marco modular de seis capas y se validó el modelo juez frente a anota-
ción humana. La validación —que era justamente lo que exigía el objetivo— reveló que
el juez no es lo bastante fiable en fidelidad ni en corrección; se reporta como resultado
negativo y no se apoya ninguna conclusión en sus veredictos.

OE‐07 (ejecución de la evaluación y análisis de errores). Conseguido, con la potencia
como límite reconocido. Se ejecutó la evaluación y se analizaron los modos de fallo (el
colapso del léxico ante lenguaje ciudadano, la indulgencia del juez, la sobre-abstención
del generador). Las conclusiones de recuperación están razonablemente potenciadas; las
de generación, apoyadas en un gold revisado—ampliado a las 28 preguntas respondibles
de test— pero aún de tamaño modesto, se reportan como indicativas.

OE‐08 (reproducibilidad y uso responsable). Conseguido. El sistema se sostiene íntegra-
mente sobre software de código abierto ymodelos de pesos abiertos ejecutados localmen-
te, con artefactos trazables por sus huellas de comprobación, y con un análisis explícito
de sus límites técnicos, jurídicos y éticos.

En conjunto, la parte de recuperación queda bien respaldada por los experimentos; la de gene-
ración queda establecida y acotada por el tamaño de la anotación y por la insuficiencia del juez.
Ninguna conclusión fuerte se apoya en una métrica no validada.

7.2 Aplicación de lo aprendido

El Trabajo Fin de Grado ha integrado conocimientos de buena parte del Grado en Ciencia e
Ingeniería de Datos de la Universidad Rey Juan Carlos. Las asignaturas con una aplicación
más directa, agrupadas por área, son las siguientes.
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7.3 Lecciones aprendidas

Inteligencia artificial, PLN y aprendizaje automático. Procesamiento de Lenguaje Natu-
ral y Minería de Texto aportó los fundamentos más directamente aplicados —RAG, to-
kenización, lematización y stemming, stopwords, embeddings y minería de texto—, pre-
sentes en el analizador de español del recuperador léxico, en la fragmentación y en la
propia arquitectura RAG. Aprendizaje Automático I y II proporcionaron la base sobre
modelos, representaciones vectoriales, evaluación y la disciplina de separar ajuste (deve-
lopment) de prueba (test). La asignatura Generative AI, cursada en la estancia Erasmus,
supuso el primer contacto con los transformers y los modelos generativos que sostienen
el generador y el juez.

Ingeniería del software y de datos. Fundamentos de Programación y Estructuras de Datos
y Programación Orientada a Objetos sustentan la biblioteca modular y el diseño por
contratos. Sistemas Distribuidos de Procesamiento de Datos II aportó la gestión de pro-
yectos y dependencias (con uv) y las buenas prácticas de ingeniería que se reflejan en
el entorno reproducible, la suite de pruebas sin red y el lintado como puerta de calidad.
Diseño y Análisis de Algoritmos fundamentó la elección de un índice exacto frente a uno
aproximado y la fusión de rankings. Bases de Datos y Bases de Datos No Relacionales
inspiran la representación parent-child resuelta por join y la propiedad única del texto.

Matemáticas y estadística. Álgebra Lineal está detrás de los embeddings, la similitud co-
seno y el índice denso normalizado. Inferencia Estadística y Probabilidad y Simulación
sostienen el protocolo experimental —remuestreo bootstrap, intervalos de confianza y
comparación pareada— y los coeficientes de acuerdo (𝜅, AC1) con los que se validó el
juez.

Dominio legal, ético y de seguridad. Aspectos Legales y Éticos enmarca el capítulo de im-
pacto y responsabilidad, el tratamiento de los textos del BOE y la protección de datos.
Seguridad y Privacidad de Datos se refleja en la ejecución local, la no persistencia de las
consultas y la gestión de secretos.

Cómputo y comunicación de resultados. Arquitecturas de Altas Prestaciones y Compu-
tación en la Nube enmarca la indexación puntual en GPU, la inferencia en CPU y el
análisis de coste computacional. Visualización de Información orienta la presentación de
tablas y figuras de resultados.

7.3 Lecciones aprendidas

1. Medir vence a la intuición. La fusión híbrida «parecía» ayudar en un corpus pequeño
y dejó de hacerlo al medirla con rigor sobre 92 normas. Sin el experimento, se habría
adoptado una complejidad que no aporta.

2. Un resultado negativo también es un resultado, y a un evaluador automático no hay
que creerlo sin validarlo. La misma cautela que se pide al generador se aplicó al juez:
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solo tras contrastarlo con anotación humana se supo que no era fiable, y reportarlo con
sus datos vale más que exhibir una métrica automática cómoda pero sin respaldo.

3. La distancia entre el lenguaje ciudadano y el normativo es real y medible. El desplo-
me del léxico en las consultas ciudadanas lo confirma con números, no con impresiones.

4. La dificultad del dominio está en el detalle. Resolver correctamente la vigencia tem-
poral de cada precepto fue más delicado —y más importante— que cualquier ajuste de
modelo.

5. La ingeniería reproducible desde el principio ahorra trabajo. Los contratos de da-
tos, las configuraciones versionadas, las semillas registradas y una suite de pruebas sin
red hicieron posible razonar sobre el sistema y proporcionan los medios necesarios para
regenerar las tablas del capítulo de experimentos.

7.4 Trabajos futuros

El prototipo deja abiertas líneas de continuación claras, ordenadas de más inmediatas a más
ambiciosas.

• Reforzar la evaluación de la generación. Sobre el gold de generación ya ampliado a
las 28 preguntas respondibles de test, incorporar un segundo anotador que permita medir
el acuerdo inter-humano y dar un patrón más sólido de fidelidad.

• Fidelidad automática sin depender del juez. Explorar la verificación por implicación
textual (NLI) como alternativa o complemento al LLM-as-judge, o un juez más potente
cuya fiabilidad se valide de nuevo.

• Reducir la sobre-abstención sin comprometer la seguridad. El análisis caso a caso
de las abstenciones (5.10.4) descartó el atajo aparente —un umbral sobre la puntuación
de recuperación, que separa muy bien lo ajeno al corpus pero no una evidencia suficien-
te de otra que se le parece dentro de él—. Y el experimento con un generador mayor
(5.10.5) mostró que el tamaño, por sí solo, reduce la sobre-abstención pero reintroduce
respuestas indebidas fuera del corpus. Las palancas reales son, por tanto, un ensamblado
que entregue los párrafos pertinentes con menos ruido y una señal de suficiencia basada
en el contenido de la evidencia —no en su puntuación—, que permita responder más sin
renunciar a la seguridad.

• Reordenación y ampliación del corpus. Evaluar un reranker de tipo cross-encoder y
ampliar el corpus a más áreas normativas, con las técnicas de búsqueda aproximada que
la escala requiera.

• Producto y arquitecturas avanzadas. Una interfaz web y una API de servicio, y la
exploración de arquitecturas RAG más sofisticadas —agénticas o basadas en grafos de
conocimiento—, una vez consolidada la base con la que este trabajo se ha comprometido.
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A Instalación, ejecución y
reproducibilidad

Este anexo documenta cómo reconstruir y ejecutar el sistema de extremo a extremo, en apoyo
directo del objetivo de reproducibilidad (OE-08). Todos los comandos se lanzan desde la raíz
del repositorio.

A.1 Requisitos

El entorno de Python se gestiona con uv, que debe estar instalado en el sistema. Las cargas
ligeras y la suite de pruebas corren en cualquier equipo; las cargas pesadas —descarga del cor-
pus, codificación de embeddings y llamadas reales al modelo generativo— se ejecutan en el
servidor, con la GPU como opción puntual para acelerar la indexación. La generación y el mo-
delo juez requieren Ollama con los modelos locales descargados (generador qwen2.5:7b-
instruct y juez gemma3:12b). Para descargar el modelo de embeddings se necesita un
token de acceso a Hugging Face en la variable de entorno HF_TOKEN, que nunca se versiona
ni se imprime.

A.2 Instalación del entorno

uv sync # crea .venv e instala las dependencias fijadas en el
↪ lockfile

No hacen falta ficheros .env ni secretos para las pruebas: la configuración arranca con valores
por defecto seguros.

A.3 Puerta de calidad (sin red)

La suite completa se ejecuta offline, sustituyendo modelos y servicios por dobles de prue-
ba:
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uv run pytest # suite completa, 100% offline
uv run ruff check . # lint
uv run ruff format . # formato
uv run python -m src.contracts.export_schemas --check # anti-

↪ drift de los JSON Schema

A.4 Construcción del corpus

El pipeline encadena descarga cruda, parseo, fragmentación y auditoría. La construcción con
red y las validaciones posteriores son:

uv run python scripts/build_corpus.py --seed data/corpus/
↪ seed_corpus_ampliado.json # descarga+chunk (red)

uv run python scripts/validate_mvp_corpus.py --seed data/
↪ corpus/seed_corpus_ampliado.json --strict

uv run python scripts/audit_corpus.py --strict # audita el
↪ corpus procesado en disco; debe terminar "Sin flags"

El reprocesado local a partir del raw ya descargado (sin red) se realiza con pro-
cess_mvp_corpus.py, útil cada vez que mejora el parser o el fragmenta-
dor.

A.5 Indexación densa

Es una carga pesada; conviene lanzarla en el servidor y, si se dispone, acelerar la codificación
en GPU:

uv run python scripts/generate_dense_index.py --model e5-large
↪ -instruct

uv run python scripts/validate_dense_index.py --bundle data/
↪ indexes/dense/e5-large-instruct__j1__c46c7042f563

A.6 Evaluación

# Config autoritativa: banco corpus92_v1, bundle e5-large-
↪ instruct / perfil I1, k=3.

# Recuperacion: comparacion de estrategias sobre test (n=28)
uv run python scripts/benchmark_retrieval_strategies.py \
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A.6 Evaluación

--bundle data/indexes/dense/e5-large-
↪ instruct__j1__c46c7042f563 \

--dataset-dir data/evaluation/corpus92_v1 --split test --
↪ query-profile-id I1_LEGAL \

--gate-c-level checkpoint --strategies dense,bm25,
↪ hybrid_rrf,hybrid_weighted \

--alpha 0.7 --bm25-heading-boost 3
# Generacion (sistema RAG, 7B) sobre test, con los parametros

↪ del sistema explicitos.
uv run python scripts/run_generation_eval.py \

--bundle data/indexes/dense/e5-large-
↪ instruct__j1__c46c7042f563 \

--dataset-dir data/evaluation/corpus92_v1 --split test --
↪ query-profile-id I1_LEGAL \

--mode rag --generator-model qwen2.5:7b-instruct --no-judge
↪ \

--top-k 3 --max-evidences 3 --context-strategy
↪ P_EXPAND_BOUNDED \

--context-budget-chars 4000 --max-total-context-chars 16000
↪ \

--num-ctx 8192 --num-predict 1536
# Baselines y tamano del generador: repetir cambiando
# --mode closed_book o --mode oracle (descomposicion del error

↪ )
# --generator-model qwen2.5:14b-instruct (efecto del tamano)
# Contexto (capa L2): ablacion del ensamblado sobre

↪ development
uv run python scripts/experiments/ablate_context.py \

--bundle data/indexes/dense/e5-large-
↪ instruct__j1__c46c7042f563 \

--dataset-dir data/evaluation/corpus92_v1 --split
↪ development \

--query-profile-id I1_LEGAL --gate-c-level checkpoint
# Auditoria del banco de pruebas: grounding contra el corpus

↪ real
uv run python scripts/audit_eval_dataset.py --dataset-dir data

↪ /evaluation/corpus92_v1 --strict # "Sin flags"
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Cada corrida genera localmente un informe identificado por run_id en da-
ta/processed/reports/, con su configuración, sus huellas de reproducibili-
dad, los resultados por pregunta y los valores agregados. Estos informes no se ver-
sionan ni se distribuyen, pero pueden reconstruirse ejecutando los comandos an-
teriores; de ellos procede cada tabla del capítulo de experimentos. Las tablas res-
tantes se regeneran con la misma configuración autoritativa mediante bench-
mark_dense_models.py (bake-off de modelos), experiments/ablate_bm25.py
y experiments/ablate_fusion.py (barridos de las ablaciones de BM25 y de fusión;
benchmark_retrieval_strategies.py se usa para la comparación final con la
configuración ya fijada) y combine_retrieval_robustness.py (robustez dev+test,
𝑛 = 81).

A.7 Ejecución real con modelos (opcional)

Las llamadas reales a Ollama se mantienen fuera de la suite automática. Para ejercitarlas de
forma explícita:

RUN_OLLAMA_INTEGRATION=1 uv run --locked pytest tests/
↪ test_integration_ollama.py -q -s
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B Estructura del repositorio y
licencias

B.1 Enlace al repositorio

El código fuente completo de este Trabajo Fin de Grado está disponible en: https://
github.com/JorgeBailez/rag-legal-boe.

B.2 Estructura de carpetas

El repositorio se organiza en torno a una biblioteca (src/), sus scripts de orquestación y los
artefactos de datos y documentación:

src/ La biblioteca del sistema, importable como src.<paquete>. Sus paquetes se corres-
ponden uno a uno con las etapas del pipeline y se describen en detalle en el capítulo
de diseño (4.1.4): boe, preprocessing, contracts, embeddings, indexing,
retrieval, generation, evaluation, quality, config y core.

scripts/ Los scripts de orquestación de cada etapa (descarga, parseo, fragmentación, audi-
toría, indexación y evaluación).

tests/ La batería de pruebas, que se ejecuta por completo sin red mediante dobles de prueba.

prompts/ Las plantillas de prompt versionadas (sistema, generación fundamentada y juez).

schemas/ Los JSON Schema generados de forma determinista a partir de los contratos de
datos.

data/ Los artefactos: raw inmutable, procesados, índices e informes. En su mayoría no se
versionan (sí los manifiestos, esquemas, informes de verificación y el banco de evalua-
ción).

thesis/ Esta memoria, en LATEX.

pyproject.toml La declaración de dependencias del proyecto, gestionadas por uv con
fichero de bloqueo para un entorno reconstruible.
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B Estructura del repositorio y licencias

Esta correspondencia directa entre la estructura del código y las etapas de la cadena de da-
tos es la que permite localizar cualquier pieza y reproducir cualquier resultado a partir de sus
entradas.

B.3 Licencias

El trabajo se apoya en materiales y componentes con licencias diferenciadas, todas compatibles
con un uso abierto y local:

• Textos normativos. Proceden de los datos abiertos del BOE y son reutilizables; tienen
carácter informativo y no sustituyen a la publicación oficial [2].

• Modelos. El modelo de embeddings, el generador y el juez son de pesos abiertos y se
ejecutan en local, cada uno bajo la licencia que establece su autor.

• Código. Se publica como software de código abierto bajo licencia MIT (fichero LICEN-
SE en la raíz del repositorio).

• Memoria. Se distribuye bajo licencia Creative Commons Reconocimiento-
CompartirIgual (CC BY-SA 4.0).
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C Planificación y bitácora del
proyecto

Este anexo desarrolla la planificación temporal resumida en el capítulo de objetivos (2.5): las
ocho fases en que se organizó el trabajo y las desviaciones que el plan sufrió durante la ejecu-
ción.

C.1 Fases del proyecto

La planificación se organizó en ocho fases. Varias se solaparon porque el desarrollo de un sis-
tema RAG requiere revisar decisiones previas cuando se observan resultados experimentales o
errores de integración. La Tabla C.1 resume el contenido de cada una y su estado al cierre de la
memoria.

C.2 Desviaciones y ajustes

Como es natural en un trabajo experimental, el plan se ajustó al chocar con la realidad. Las
desviaciones principales fueron cuatro.

Cambio de fuente documental. El proyecto arrancó sobre documentos legales en texto
plano, sin estructura explícita. Esa falta de estructura complicaba enormemente una
fragmentación que respetara la unidad jurídica —la base sobre la que se apoya todo lo
demás—. Hacia mayo de 2026 se decidió cambiar a la legislación consolidada del BOE,
cuya API expone la estructura de bloques, versiones y metadatos; el cambio, lejos de
ser un retroceso, es lo que hizo viables la estrategia parent-child y la trazabilidad que
vertebran el sistema.

Ampliación del corpus. El corpus pasó de un MVP de 10 normas, para demostrar factibi-
lidad, a las 92 normas finales, con las que dar cobertura significativa a distintas áreas
de uso ciudadano. La ampliación obligó a endurecer el parser y la auditoría (véanse los
problemas resueltos en el capítulo de diseño).
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Tabla C.1: Fases principales del proyecto.

Fase Denominación Contenido principal Estado
F0 Definición del problema Delimitación del dominio jurídico, usuarios,

fuente documental, alcance y criterios inicia-
les de utilidad.

Completada

F1 Obtención y estructura-
ción documental

Descarga desde el BOE, normalización, vali-
dación, metadatos y construcción del corpus
inicial.

Completada;
ampliable

F2 Fragmentación e indexa-
ción

Diseño de unidades documentales, textos pa-
dre, embeddings, contratos de compatibili-
dad e índices.

Completada
para el MVP

F3 Recuperación y evalua-
ción del retriever

Evaluación de recuperación semántica e in-
corporación de recuperación léxica e híbrida
para su comparación.

Completada

F4 Generación fundamenta-
da

Construcción de contexto, prompts, genera-
ción local, citas y validación de salidas.

MVP com-
pletado; en
mejora

F5 Demostrador de extremo a
extremo

Ejecución completa del flujo pregunta–
respuesta con citas mediante línea de coman-
dos. La interfaz web se pospone a trabajo fu-
turo.

Completada
para el MVP

F6 Evaluación integral Batería de preguntas, métricas, análisis cua-
litativo, abstención y estudio de errores.

Completada

F7 Documentación y cierre Memoria, anexos, reproducibilidad, revisión
formal y preparación de la defensa.

Completada
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C.2 Desviaciones y ajustes

Re‐priorización de la generación y del juez. A finales de junio de 2026, la generación fun-
damentada y la validación del modelo juez frente a anotación humana pasaron de se-
cundarias a objetivos de primera clase, gestionados por niveles de evidencia. Fue una
decisión de alcance: invertir horas de anotación para poder afirmar —o negar— algo con
rigor sobre la calidad de la generación.

Giro a la GPU. El coste de codificar los embeddings en CPU obligó a habilitar la ejecución
en GPU para la indexación, como se detalla en el capítulo de diseño; además, un mode-
lo candidato (gte-multilingual-base) quedó aplazado por una incompatibilidad
técnica.
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D Problemas resueltos durante la
implementación

Este anexo recoge, con su diagnóstico y su solución, los problemas de mayor impacto que
surgieron al construir el sistema y que se mencionan de forma resumida en el capítulo de diseño
(4). Se conservan aquí por su valor de reproducibilidad y como ilustración de las decisiones de
ingeniería que sostienen la calidad del corpus, ordenados según la etapa de la cadena de datos
en la que aparecieron.

D.1 Construcción y auditoría del corpus

Problema resuelto: una norma sin texto consolidado

Al descargar las 93 normas seleccionadas, una falló: la API de legislación consolidada
devolvió un error HTTP 404 («recurso no encontrado») para la Ley 35/2015, de va-
loración de daños. La causa es que se trata de una ley de reforma que no tiene un texto
consolidado propio en la API; su contenido —un baremo de indemnizaciones— vive en
realidad dentro de un anexo de otra norma (el Real Decreto Legislativo 8/2004) que ya
estaba en el corpus. En lugar de forzar su inclusión, se dejó fuera y se documentó el por-
qué, con lo que el corpus quedó en 92 normas. Es el criterio de inclusión en acción: una
norma solo entra si está vigente, con su estado de consolidación «finalizado» y todos sus
recursos disponibles; lo que no cumple se reporta, nunca se sustituye a escondidas.

Problema resuelto: 214 «errores» de auditoría que no lo eran

Al pasar la comprobación de calidad (la auditoría relacional del corpus) sobre las 92 nor-
mas, saltaron 214 «errores» aparentemente bloqueantes. Investigados uno a uno, ninguno
era un fallo real: eran falsos positivos de la propia comprobación. Por ejemplo, marcaba
como error los bloques excluidos a propósito (que llevan parent_id nulo por dise-
ño), los fragmentos con un identificador por encima de un límite fijado un poco a ojo
(chunk_id > 1000) o una cadena literal de una tabla de valores (como <P20>) que
confundía con un identificador interno. La solución fue afinar la auditoría para distinguir
lo excluido por política de lo realmente roto; tras ello, cero errores verdaderos. La lec-
ción: una alarma que salta sin motivo acaba siendo tan inútil como no tenerla, y conviene
separar la integridad (errores reales) de la cobertura (exclusiones legítimas).
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D Problemas resueltos durante la implementación

D.2 Interpretación del documento y vigencia
temporal

Problema resuelto: texto antiguo colándose como vigente

Cuando una ley se reforma, el texto consolidado del BOE conserva—junto a la redacción
vigente— la antigua y notas del tipo «este artículo estuvo redactado así hasta 2015». En
el documento estructurado del BOE ese material caducado va envuelto en un elemen-
to <blockquote> (la etiqueta HTML que marca un texto citado o entrecomillado),
mientras que la redacción vigente va en párrafos normales (<p>). El primer parser de-
cidía qué descartar mirando la clase CSS de cada párrafo —una etiqueta de estilo, del
tipo class="nota_pie"—, pero esas clases no eran consistentes entre normas, de
modo que redacciones ya derogadas se colaban en el texto indexable: en la ley de con-
sumidores entraron 203 fragmentos de artículos derogados como si siguieran vigentes.
La solución fue clasificar por la estructura y no por el estilo: todo lo que cuelga de un
<blockquote> es aparato editorial—nota o redacción antigua— y no se indexa; y una
comprobación de auditoría (editorial_leak) avisa si algo se cuela. Importa mucho
porque, si el sistema citara un artículo derogado como vigente, daría una respuesta equi-
vocada pero con toda la apariencia de estar bien fundamentada: el peor tipo de error en
derecho.

Problema resuelto: tablas perdidas o duplicadas

El BOE codifica las tablas de dos formas distintas en su HTML: unas con párrafos dentro
de cada celda (<td><p>...) y otras con la celda «cruda», sin párrafo (<td> a secas).
El primer parser, que solo sabía leer párrafos, trataba mal ambas: duplicaba las de la
primera forma —leía la celda como párrafo suelto y otra vez como parte de la tabla—
y perdía por completo las de la segunda. Así desapareció, por ejemplo, la tabla de co-
eficientes del artículo 107 de la ley de haciendas locales: 22 filas de valores que nunca
se indexaron, de modo que el sistema no podía responder sobre ellas. La solución fue
linealizar toda tabla fila a fila —uniendo cada concepto con su valor en una sola línea,
p. ej. «municipios de más de 100.000 hab. → coeficiente 1,29»— y registrar con una
comprobación (table_cell_dropped) cualquier celda que quedara fuera. Sumado
a la limpieza del texto antiguo del caso anterior, este arreglo recuperó 226 fragmentos
contaminados en 15 de las 92 normas.
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D.3 Indexación

Problema resuelto: servir la redacción equivocada

Un mismo artículo puede arrastrar varias redacciones, una por cada reforma; el sistema
debe servir la que está en vigor hoy. El criterio intuitivo —«quédate con la última redac-
ción que aparece en el XML»— falla, porque el orden del fichero no es cronológico y
la fecha más alta puede corresponder a una reforma aún no vigente. Ocurrió de verdad:
el artículo 45 de la ley de bases de régimen local acababa mostrando su redacción de
1990 en lugar de la vigente de 2013, y lo mismo en otros 7 bloques del corpus. El cri-
terio correcto (la regla de vigencia se detalla en 4.3.2) es tomar la redacción cuya fecha
de publicación (fecha_publicacion) coincide exactamente con la fecha de actua-
lización que el índice de la norma (indice.xml) declara como vigente, y recalcularlo
de forma independiente en la auditoría. Es uno de los pasos más delicados de todo el
procesamiento: servir un artículo caducado no es un fallo cosmético, es dar información
jurídica falsa.

D.3 Indexación

Problema resuelto: un fragmento que bloqueaba la indexación

Para indexar, el sistema parte cada artículo en trozos y necesita anclar cada trozo a su po-
sición —el número de párrafo— dentro del artículo original. Un artículo del reglamento
general de circulación (el artículo 9) contiene varias líneas idénticas repetidas; al anclar
un trozo, su texto casaba en más de una posición a la vez y el sistema no podía decidir
cuál. Ese fallo tumbaba por completo la construcción del índice denso del corpus de
92 normas (con las 10 iniciales no llegaba a darse). La solución fue anclar con un cursor
por artículo (por bloque padre): en vez de buscar el texto en todo el artículo, se avanza
un cursor solo hacia adelante y solo dentro del mismo artículo, de modo que dos líneas
iguales se distinguen por su orden de aparición. Tras el arreglo, los 24.788 trozos del
corpus se anclaron sin un solo fallo.

Del CPU a la GPU: cuando indexar dejó de ser viable

Codificar los embeddings de todo el corpus en CPU resultó prohibitivo: del orden de de-
cenas de horas por modelo (más de 36 en las primeras estimaciones). Con varios modelos
candidatos que comparar, ese coste hacía inviable iterar. La solución fue añadir un con-
mutador de dispositivo (--device {cpu,cuda}) al generador de índices: en GPU,
la misma codificación pasa de horas a minutos. El sistema conserva la CPU como opción
por defecto—con semilla fija, para no perder reproducibilidad— y recurre a la GPU solo
de forma puntual para acelerar la indexación; el dispositivo empleado queda anotado en
el manifiesto del bundle, de modo que cada índice registra cómo se construyó.
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Siglas

AC1 coeficiente de acuerdo AC1 de Gwet.

ANN Approximate Nearest Neighbors (vecinos más cercanos aproximados).

API Application Programming Interface (interfaz de programación de aplicaciones).

AUC Area Under the Curve (área bajo la curva).

BEIR banco de pruebas heterogéneo de recuperación de información.

BM25 Best Matching 25 (función de ranking léxico probabilístico).

BOE Boletín Oficial del Estado.

CPU Central Processing Unit (unidad central de procesamiento).

CSV Comma-Separated Values (valores separados por comas).

ELI European Legislation Identifier (identificador europeo de legislación).

GPU Graphics Processing Unit (unidad de procesamiento gráfico).

JSON JavaScript Object Notation.

LLM Large Language Model (modelo grande de lenguaje).

MRR Mean Reciprocal Rank (rango recíproco medio).

MTEB Massive Text Embedding Benchmark.

nDCG normalized Discounted Cumulative Gain (ganancia acumulada descontada y normali-
zada).

NLI Natural Language Inference (inferencia en lenguaje natural).

PLN Procesamiento de Lenguaje Natural.

RAG Retrieval-Augmented Generation (generación aumentada mediante recuperación).
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Siglas

RGPD Reglamento General de Protección de Datos.

ROC Receiver Operating Characteristic.

RRF Reciprocal Rank Fusion (fusión por rangos recíprocos).

TFG Trabajo Fin de Grado.

TREC Text REtrieval Conference.

XML eXtensible Markup Language (lenguaje de marcado extensible).
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Glosario

chunk (fragmento) Unidad de texto en que se divide un documento para su indexación y re-
cuperación.

cuantización Reducción de la precisión numérica de los pesos de un modelo (por ejemplo,
de 16 a 4 bits) para disminuir su consumo de memoria y de cómputo con una pérdida de
calidad contenida.

embedding Representación vectorial densa de un texto, construida de modo que textos con
significado próximo quedan cerca en el espacio vectorial.

pooling Técnica de la tradición TREC para construir juicios de relevancia reuniendo los pri-
meros resultados de varios sistemas y anotando solo ese conjunto común, de modo que
la evaluación no quede sesgada a favor de un recuperador.
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